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多元混沌时间序列的相关状态机预测模型研究

韩 敏 1 许美玲 1 任伟杰 1

摘 要 针对多元混沌时间序列预测存在的过拟合问题及高维输入变量冗余问题, 提出一种新型的多变量稀疏化预测模

型—多元相关状态机. 该模型采用主成分分析方法对相空间重构后的高维输入变量进行低维表示, 将动态储备池作为相关向

量机的核函数, 充分映射多元混沌时间序列的动力学特性, 使得模型具有丰富的动态机制和良好的稀疏性能, 有效避免过拟合

问题, 提高预测精度. 基于两组多元混沌时间序列的仿真实验验证了模型的有效性.
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Abstract Considering that there may be overfitting problem, as well as the problem of high dimensional redundant

input variables in multivariate chaotic time series prediction, we introduce a novel multivariate prediction model based

on relevance vector machine and echo state network, named multivariate relevance state machine (mRSM). The proposed

model reconstructs the multivariate chaotic time series into the phase space, then reduces the dimension of input variables

with the principal component analysis method. Subsequently, the mRSM uses a reservoir, replacing kernel functions of

relevance vector machine, to map the dynamic features of multivariate time series sufficiently. Therefore, the mRSM

presents rich dynamics and good sparsity. Furthermore, it avoids overfitting, and improves the predictive accuracy.

Simulation results, based on two multivariate time series, substantiate the effectiveness of the mRSM.
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多元混沌时间序列是一种短期内可以预测, 长
期不可预测的貌似无规则、类似随机的非线性系统,
广泛存在于气象、水文、医学、经济和电子等众多领

域的复杂系统中[1−2]. 如何在机理分析的基础上, 利
用数学方法, 从多元混沌时间序列中挖掘出数据间
的关联关系[3], 预测未来时刻的演化规律, 是当前复
杂系统建模的研究热点. 为充分映射混沌时间序列
的混沌特性, 通常采用相空间重构方法重构系统的
状态空间[4]. 此方法在单变量混沌时间序列预测上
取得了较好的效果. 但是, 实际观测的多元混沌时间
序列可能存在共同的元组分及噪声成分, 重构后的
高维输入变量存在冗余信息, 为建模带来了挑战. 主
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成分分析 (Principal component analysis, PCA)[5]

是一种有效的线性降维法. 采用 PCA 方法处理多
元混沌时间序列, 可以保留原始混沌时间序列的本
质特征, 去掉包含较少信息的冗余成分和噪声成分,
达到维数约简的目的[6], 为预测模型构造合适的输
入变量.
在多元混沌时间序列预测模型建立方面, 由于

神经网络模型能够以任意精度逼近非线性函数, 只
需较少的统计学知识即可获得理想的预测效果, 因
而普遍应用于多元混沌时间序列预测建模中[7−9].
但是一般神经网络利用梯度下降法反复学习网络权

值, 收敛速度慢, 易陷入局部最优. 针对这一问题,
Jaeger等[10−11] 提出一种新型的递归神经网络—回
声状态网络 (Echo state network, ESN), 核心部分
是一个大规模储备池, 只有输出权值需要通过线性
回归方法求解, 学习算法简单快速, 弥补了一般神经
网络收敛速度慢的缺点. 储备池的递归结构使得网
络具有良好的动态性能和非线性映射能力[12], 但在
预测大规模多元混沌时间序列时, 高维输入映射到
高维空间, 有可能存在近似共线的成分, 状态矩阵不
满秩[13]. 采用最小二乘方法求解, 经验风险最小化,
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易出现过拟合现象, 影响泛化性能. 为解决这一问
题, 文献 [14] 引入正则项, 提出正则化回声状态网络
模型 (Regularized echo state network, RESN), 在
目标函数上增加结构风险项, 以权衡结构风险和经
验风险[15], 从而使模型具有更好的泛化能力. 但正
则项系数往往需要采用交叉检验方法确定, 增加了
计算复杂度.

2001 年, Tipping 等[16] 提出一种基于概率的稀

疏模型—相关向量机 (Relevance vector machine,
RVM), 在贝叶斯框架下, 给参数加上一个条件概率
分布的限制[17], 使得大部分参数趋于零, 其相应的
核函数被剔除, 进而控制模型的复杂度, 应用于回归
估计, 能够有效避免过学习现象的出现. 此外, 由于
工程领域的要求, 实际复杂系统产生的多元混沌时
间序列需要实现多步预测. 迭代预测法将单步预测
进行多次迭代, 对模型复杂性要求较低, 但随着预测
步长的增加, 预测误差呈指数增加, 且模型的稳定性
难以保证. 文献 [18] 提出一种直接预测思想, 根据
预测原点和预测时域的映射关系, 直接估计多步之
后的观测值. 此种方法较为简洁, 但要求模型具有很
强的非线性映射能力. 因此, 模型多步预测的精度是
衡量模型预测性能好坏的重要标准.

为解决上述多元混沌时间序列预测过程中存

在的问题, 本文提出一种适用于多元混沌时间序列
的多步预测模型—多元相关状态机 (Multivariate
relevance state machine, mRSM). 其基本思想是首
先对相空间重构后的高维输入变量进行 PCA 降维,
将降维后的时间序列通过储备池映射到高维空间,
储备池代替相关向量机具体的核函数, 根据相关向
量机的稀疏思想, 求解稀疏的储备池输出权值, 给出
概率式的预测输出, 采用直接预测方式, 实现多元混
沌时间序列的单步与多步预测.

1 储备池模型存在的过拟合问题

储备池模型是一种新型的递归神经网络, 典型
代表是回声状态网络 ESN. 其结构如图 1 所示, 包
含输入层、储备池和输出层三层, 核心部分储备池是
一个大规模的稀疏连接的递归结构, 起到存储历史
信息的 “回声” 作用, 成百上千个内部单元保证了网
络强大的非线性映射能力, 递归连接保证了网络丰
富的动态性能、良好的自适应性和自组织性[11].

对于多元混沌时间序列, 给定 n 时刻样本对

[uuu(n), yyy(n)], 通常, uuu(n) 是多元输入向量, yyy(n) 是
多元输出向量. 为不失一般性, 本文建立多输入单输
出预测模型, y(n) 为标量. 储备池模型状态方程为

xxx(n) = sigmoid[Winuuu(n) + Wxxxx(n− 1)] (1)

输出方程为

y(n) = xxx(n)Twww (2)

其中, xxx(n) ∈ RB×1 为 n 时刻储备池内部状态, 由
当前输入 uuu(n) 和上一时刻状态 xxx(n− 1) 激发产生.
sigmoid 型函数一般选取 tanh 函数, Win 和Wx 分

别为输入连接矩阵和储备池内部连接矩阵, 随机初
始化后保持不变. 通常, 为保证网络丰富的动态性
能, Wx 稀疏度设置在 [1%, 5 %] 之间, 输入权值设
置在 [−γin, γin] 之间, 其中, γin 为输入变换系数.
为保证网络稳定运行, 谱半径 ρ(Wx) 设在 [0, 1] 之
间. 输出权值向量 www ∈ RB×1 是唯一由训练求解的

参数, 因此, 求解 ESN 模型转化为线性回归问题[19].

图 1 ESN 结构示意图

Fig. 1 The structure of ESN

将 xxx(n) 和 y(n) 排列成矩阵, 得到 X =
[xxx(Init + 1),xxx(Init + 2), · · · ,xxx(Init + N)], YYY =
[y(Init + 1), y(Init + 2), · · · , y(Init + N)]T, X ∈
RB×N , YYY ∈ RN×1, 一般舍弃前 Init 个样本产生的

状态, 用于消除储备池初始暂态的影响[10], N 为实

际的训练样本数. 以预测准确性为目标, 通过极小化
经验风险来求解式 (2) 中的输出权值www:

ŵww = arg min
www

∥∥YYY −XTwww
∥∥2

2
(3)

伪逆解为

ŵww =
(
XT

)†
YYY (4)

设状态矩阵 X 的秩为 r, 约简奇异值分解表示
如下:

X = UΣV T =
r∑

i=1

uuuiσivvv
T
i (5)

其中 U = (u1, · · · ,ur), V = (v 1, · · · , v r), Σ =
diag(σ1, · · · , σr) 是对角阵. 进而有:

ŵww = (XT)†YYY =
r∑

i=1

uuuivvv
T
i

σi

YYY (6)
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若实际观测的时间序列含有扰动 ηηη, 则输出为
YYY + ηηη, 输出权值计算公式为

ŵww = (XT)†(YYY + ηηη) =
r∑

i=1

uuuivvv
T
i

σi

YYY +
r∑

i=1

uuuivvv
T
i

σi

ηηη (7)

当 X 的奇异值 σi 很小, 具有病态特性时, 式
(7) 求得的输出权值幅值较大, 扰动信号 ηηη 严重影响

ŵww 的值, 网络的测试输入与训练输入即使具有微小
的差别, 测试输出与训练输出也可能相差很大, 大大
降低泛化性能.

2 多元相关状态机预测模型

为解决上述问题, 本文提出一种新型的多元混
沌时间序列预测模型—多元相关状态机mRSM, 预
测多元混沌时间序列. 首先采用相空间重构法和
PCA 方法为预测模型构建合适的输入变量, 在此基
础上, 将 RVM 与储备池方法结合, 提出一种具有丰
富动态性能和良好非线性映射能力的多元相关状态

机模型, 解决储备池模型的不适定问题.

2.1 多元混沌时间序列输入变量低维表示

多元混沌时间序列的输入变量表示为

uuu(n) = [u1(n), · · · , ul(n)], n = Init + 1, Init +
2, · · · , Init+N , 其中 l 为输入变量维数. 为充分获
得多元混沌时间序列的动力学特性, 使用关联维数
法计算各变量的相空间重构参数, 设第 i 元变量的

嵌入维数为mi, 延迟时间为 τi, i = 1, 2, · · · , l, 那么
重构后的高维输入向量为M =

∑l

i=1 mi 维, 具体表
示如下:

ũuu(n) =[u1(n), u1(n−τ1), · · · , u1(n− (m1 − 1)τ1),

· · · ,

ul(n), ul(n− τl), · · · , ul(n− (ml − 1)τl)]

一般地, 高维输入变量要求模型具有较多的隐
层节点数, 大大增加了模型的复杂度. 相互关联的含
噪声多元混沌时间序列重构后, 往往具有相似的元
变量或者元组成成分, 若直接将重构后的

∑l

i=1 mi

维变量作为模型的输入, 存在冗余变量和噪声干扰,
易导致过学习现象的出现, 降低模型的泛化性能. 基
于此, 本文采用主成分分析方法[6] 对高维输入变量

进行低维模式表示.
首先对样本进行标准化处理, 计算高维输入 ũuu

的协方差矩阵:

Σũuu = E[(ũuu− E[ũuu])(ũuu− E[ũuu])T] (8)

其中, E[·] 表示期望. 由于协方差矩阵 Σũuu 为是实对

称矩阵, 所以, 存在正交阵 Φ, 使得

Σũuu = ΦΛΦT

Λ = diag(λ1, λ2, · · · , λM)

Φ = (φφφ1,φφφ2, · · · ,φφφM) (9)

其中, φφφi, i = 1, 2, · · · ,M 为 Σũuu 对应于特征值 λi

的特征向量, λ1 ≥ λ2 ≥ · · · ≥ λM . 由于实际观测的
混沌时间序列往往含有噪声, 噪声成分对应的某些
较小特征值 λi 接近于零, 但不为零. 因此, 设定阈
值为 δ0, 要求特征值的累计误差贡献率满足:

δ =
m∑
i

λi/
M∑
i

λi ≥ δ0 (10)

选出前 m 个主要特征值, 滤除噪声作用的影响. 相
应的, Φ̂ = (φφφ1,φφφ2, · · · ,φφφm), 则新的输入变量为

ûuu = Φ̂ũuu (11)

可以看出, 主成分分析将分散在一组多元时间
序列 ũuu 上的信息集中到几个主要成分 ûuu 上, 去除共
线、冗余及噪声成分, 为预测模型构建合适的输入变
量.

2.2 多元相关状态机

本文将储备池和 RVM 结合, 利用储备池映射
代替RVM具体的核映射, 根据RVM的稀疏化思想
求解输出权值, 提出多元相关状态机 (mRSM) 模型.
mRSM 将 PCA 降维后的输入变量映射到储备池空
间, 避免 RVM 中核函数的计算, 减少计算时间. 同
时, 模型具有储备池丰富的动态性能和强大的非线
性映射能力, 可实现多元混沌时间序列的单步或多
步直接预测. 详细描述如下.

将 PCA 降维后的 ûuu(n) 映射到储备池中:

xxx(n) = tanh[Winûuu(n) + Wxxxx(n− 1)] (12)

观测方程为

y(n) = xxx(n)Twww + η(n) (13)

其中, www ∈ RB×1, xxx(n) ∈ RB×1, y(n) ∈ R1×1, 对

于输入 ûuu(n), 设定实际观测值为 yd(n + h), 用网络
的预测输出 y(n) 逼近 yd(n + h), 通过改变 h 的值

实现不同时域的预测. η(n) 是附加的独立同分布的
高斯白噪声[20], 满足 η(n) ∼ N(0, σ2). 则有:

p[y(n)|xxx(n),www] = N[y(n)|xxxT(n)www, σ2] =
1√

2πσ2
e−

1
2σ2 [y(n)−xxxT(n)www]

2

(14)
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对应 X ∈ RB×N, YYY ∈ RN×1, 将 η(n) 排列
成矩阵 ηηη = [η(Init + 1), · · · , η(Init + N)]T, ηηη ∈
RN×1, 有:

YYY = XTwww + ηηη

似然函数为

p(YYY |X,www) =
Init+N∏

n=Init+1

p(y(n)|www,xxx(n)) (15)

假设 www 的每一个元素 wi 服从高斯分布, 即
wi ∼ N(0, α−1

i ), www ∼ N(0, α−1), 其中超参数 α =
diag(α1, α2, · · · , αB), 则有先验分布:

p(www|α) =
B∏

i=1

N(wi|0, α−1
i ) (16)

由于 Gauss 正态分布方差倒数的共轭概率分
布为 Gamma 分布, 因此设 ai ∼ Gamma(ai|a, b),

β ∼ Gamma(β|c, d), 其中令 β =
1
σ2

.

α 的先验分布表示为

p(α) =
B∏

i=1

Gamma(αi|a, b)

Gamma(αi|a, b) = Γ(a)−1baαi
a−1e−bαi (17)

由式 (16) 和式 (17) 得到权值www 的先验分布为

p(www) =
B∏

i=1

p(wi) =

B∏
i=1

∫ ∞

0

N(wi|0, α−1
i )Gamma(αi|a, b)dαi (18)

其中, N(wi|0, αi) =
√

αi

2π
e−

αi
2 w2

i , 并且
∫∞
0

N(wi|0,

α−1
i )Gamma(αi|a, b)dαi 服从 t 分布. 当选择 a =

b = 0 时, t 分布在 wi = 0 处附近获得峰值, 得到稀
疏的权值www[16].
由后验概率 = 似然函数先验/边缘似然函数,

有:

p(www|X,YYY ) =
p(YYY |X,www)p(www)

p(YYY |X)
(19)

式 (14)、式 (15) 和式 (18) 代入式 (19) 中得到

后验概率:

p(www|X,YYY ) ∝ p(YYY |X,www)p(www) ∝

exp
[
− 1

2σ2
(YYY −XTwww)T(YYY −XTwww)

]
×

exp
(
−1

2
wwwTαwww

)
∝

exp
[
−1

2
(www − ŵww)T

(
1
σ2

XXT + α

)
(www − ŵww)

]

(20)

其中, ŵww = βA−1XYXYXY . 从式 (20) 可以导出 www 服从

均值为 ŵww, 方差为 A−1 的高斯分布[21].

p(www|X,YYY ) ∼ N(ŵww, A−1) (21)

其中, A = βXXT + α, α = diag(α1, · · · , αB).
对于新的观测数据 xxx∗, 预测输出为

y∗ = (xxx∗)Tŵww = β(xxx∗)TA−1XYXYXY (22)

预测方差为

var(y∗) =
1
β

+ (xxx∗)TA−1xxx∗ =

1
β

+ (xxx∗)T(βXXT + α)−1xxx∗ (23)

2.3 模型参数估计

本文将权值 www 当作隐变量, 借助 EM 算法[16],
通过积分将似然函数转化为 www 的隐式表达式, 进而
估计式 (22) 和式 (23) 中的超参数 α 和 β.

E 步: 根据条件分布求期望 E.
ML-Ⅱ型边缘似然函数为

E = log[p(YYY |X)] =∫
p(YYY |X,www)p(www)dwww (24)

将式 (15) 和式 (18) 代入式 (24), 有:

p(YYY |X,www)p(www) =

p(YYY |X,www, β)p(www|α)p(α)p(β) =
Init+N∏

n=Init+1

p(y(n)|www,xxx(n))×

B∏
i=1

∫ ∞

0

N(wi|0, α−1
i )Gamma(αi|a, b)dαi (25)



826 自 动 化 学 报 40卷

整理得:

E = log[p(YYY |X)] =

− 1
2

[
log

∣∣β−1I + XTα−1X
∣∣ +

YYY T(β−1I + XTα−1X)−1YYY ]+
N∑

i=0

(a log αi − bαi) + c log β − dβ (26)

M 步: 将 E = log[p(YYY |X)] 极大化, 估计 α 和

β.

∂E

∂ log αi

=
1
2
[1− αi(µ2

i + [A−1]ii)] + a− bαi

(27)

∂E

∂ log β
=

1
2

[
N

β
−

∥∥YYY −XTwww
∥∥2 − β−1

B∑
i=1

γi

]
+

c− dβ (28)

解得:

1
αnew

i

=
w2

i + 2b

γi + 2a
(29)

1
βnew

=
‖YYY −XTwww‖+ 2d

N −
B∑

i=1

γi + 2c

(30)

式中, γ
i

∆= 1− αi[A−1]ii. 令 γγγ = [γ1,γ2, · · · ,γB], 对
γγγ, α 和 β 交替更新, 直至算法收敛. 由式 (29) 和式
(30), 可以看出, 当取 a = b = c = d = 0 时, 可促进
权值www 的稀疏[16].

由上可知, 本文所提 mRSM 模型能够实现参数
自适应估计, 避免交叉检验方法确定模型参数带来
的计算复杂度高的问题. 并且, 稀疏的权值进一步保
证了模型具有较少的计算量. 因此, mRSM 模型可
适用于数据量比较多的多元混沌时间序列预测问题.

3 仿真实例

为验证本文所提模型的有效性, 将其应用于
含噪声 Lorenz 时间序列和大连气温-降雨量序列
的预测仿真中. 同时, 在相同的数据集上, 仿真
结果与 ESN[10], RESN[14], RVM[16], SVESM[22] 和

PCAESN[23] 进行比较. ESN 及其改进模型储备池
参数设置与本文所提模型储备池参数设置一致. 采
用均方根误差 (Root mean square error, RMSE)
和对称平均绝对百分率误差 (Symmetric mean ab-
solute percentage error, SMAPE) 作为预测性能的
评价指标.

均方根误差反应模型预测值对观测值的平均偏

离程度. 计算公式如下:

RMSE =

√√√√
S∑

n=1

[ŷ(n)− y(n)]2/(S − 1) (31)

其中, ŷ(n) 为模型预测值, y(n) 为观测值, S 为样本

个数.
对称平均绝对百分率误差衡量时间序列趋势拟

合的准确度. 计算公式如下:

SMAPE =
1
S

S∑
n=1

∣∣∣∣
y(n)− ŷ(n)
y(n) + ŷ(n)

∣∣∣∣ (32)

3.1 含噪声 Lorenz时间序列

Lorenz 系统是美国气象学家 Lorenz 模拟大气
环流模型建立的三元一阶常微分方程组, 表达式如
下:





dx

dt
= a(−x + y)

dy

dt
= bx− y − xz

dz

dt
= xy − cz

(33)

当 a = 10, b = 28, c = 8/3, x(0) = 12, y(0) =
2, z(0) = 9 时, 系统具有混沌特性. 取步长 0.02,
选用四阶 Runge-Kutta 方法产生 2 500 个 Lorenz
序列样本点. 本文使用前 75% 样本训练, 后 25%
样本测试, 比较不同模型对 x(t) 的预测效果. 考虑
到网络初始暂态的影响[10], 舍弃前 100 个训练样
本产生的状态. 为了测试本文所提模型的抗噪声
干扰能力, 训练数据中添加噪声水平为 5% 的高

斯白噪声. x(t), y(t), z(t) 的相空间重构参数为
mx = 3, τx = 4, my = 5, τy = 4, mz = 7, τz = 1.

在 ESN 及其改进模型中, 储备池参数设置如表 1 所
示. 相关向量机的核函数通过交叉检验方法确定为
高斯型函数, 核宽为 25. 相空间重构后, PCA 方法
将重构后的 15 维变量降至 10 维, 其中 PCA 方法
累积误差贡献率选为 99.5%.

表 1 储备池参数设置 (Lorenz 序列)

Table 1 Configuration of the employed reservoirs in our

experiment (Lorenz series)

储备池参数 取值

储备池规模 100

稀疏度 0.05

谱半径 0.98

输入变换系数 0.01
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表 2 给出了不同模型对 Lorenz-x(t) 单步预测
的测试误差 RMSE 和 SMAPE. 可以看出, mRSM
的两种预测误差均最小. 同时使用 [x(t), y(t), z(t)]
预测 x(t + 1) 的测试均方根误差为 0.0055, 远远好
于仅使用单变量 x(t) 时的测试均方根误差 0.0257,
这与 Lorenz 系统方程式 (33) 是相符的, Lorenz 序
列的三个成分 [x(t), y(t), z(t)] 含有较强的耦合关
系, 多元成分相对于一元成分, 包含了系统更多的有
用信息, 本实验验证了多元混沌时间序列预测相对
于一元混沌时间序列预测的优越性. 此外, 由于储备
池状态矩阵含有冗余状态, 使得 ESN 求解过程中存
在病态解问题, 测试误差较大, 出现过拟合现象. 而
ESN 改进模型及 RVM 几乎没有出现过拟合现象.
另一方面, 从表 2 还可以看出, mRSM 的相关向量

个数少于 RVM 的相关向量个数, 说明 mRSM 具有
更为稀疏的结构.

表 2 Lorenz-x (t) 单步预测结果

Table 2 Prediction results of Lorenz-x (t) obtained by

the evaluated models for one-step ahead

模型 多元/单元 测试 RMSE 测试 SMAPE 相关向量

RSM 单元 0.0257 0.0065 15

mRSM 多元 0.0055 0.0011 23

RVM 多元 0.0075 0.0029 32

SVESM 多元 0.0129 0.0031 –

PCAESN 多元 0.0165 0.0064 –

RESN 多元 0.0084 0.0049 –

ESN 多元 0.1495 0.0603 –

图 2 给出了本文所提模型对 Lorenz-x(t) 测试
数据的单步预测曲线和误差曲线. 从图中可以看出,
本文模型能够很好的拟合 Lorenz-x(t) 曲线.

图 2 mRSM 单步预测 Lorenz-x (t) 效果图

Fig. 2 Prediction curves of Lorenz-x (t) obtained by

mRSM model for one-step ahead

为进一步验证本文所提模型的有效性, 将其应
用于 Lorenz 序列 10 步预测, 并与其它模型进行比
较. 模型参数设置同 Loren-x(t) 单步预测. 仿真
结果如表 3 所示. 可以看出, 本文所提模型 mRSM
具有较小的 RMSE 和 SMAPE, 虽然 PCAESN 也
具有较小的 RMSE, 但是其 SMAPE 较大, 说明
mRSM 能够更好的预测多元混沌时间序列未来时

刻的变化趋势, 具有更强的非线性映射能力.

表 3 Lorenz-x(t)10 步预测结果

Table 3 Prediction results of Lorenz-x(t) obtained by

the evaluated models for ten-step ahead

模型 多元/单元 测试 RMSE 测试 SMAPE 相关向量

RSM 单元 0.0627 0.0108 18

mRSM 多元 0.0245 0.0053 26

RVM 多元 0.0380 0.0079 36

SVESM 多元 0.0437 0.0138 –

PCAESN 多元 0.0313 0.0161 –

RESN 多元 0.0393 0.0127 –

ESN 多元 0.5104 0.0812 –

3.2 大连月平均气温-降雨量时间序列

大连月平均气温-降雨量数据是一组二元混沌
时间序列, 本文选用 1951 年到 2001 年大连市月平
均气温和月降雨量共 612 个样本点进行仿真实验,
412 组数据用于训练, 200 组数据用于测试, 其中训
练样本中舍弃前 12 个样本产生的状态以消除初始
暂态的影响. 以大连市月平均气温-降雨量作为输入,
单步或多步预测大连市月平均气温. 大连气温和降
雨量相空间重构参数为 m1 = 12, τ1 = 1, m2 =
12, τ2 = 1. 在 ESN 改进模型中, 储备池参数设置
如表 4 所示. 相关向量机的核函数通过交叉检验方
法确定为 r 型函数, 核宽 width 为 650, 表达式为
K(xxx,yyy) = 1/(width) × ‖xxx− yyy‖2

2. PCA 方法将相空
间重构后的 24 维变量降低至 19 维, 其中 PCA 方
法累积误差贡献率设为 99.0%.

表 4 储备池参数设置 (大连月平均气温-降雨量)

Table 4 Configuration of the employed reservoirs in our

experiment (The average monthly temperature-rainfall in

Dalian)

储备池参数 取值

储备池规模 100

稀疏度 0.05

谱半径 0.98

输入变换系数 1
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不同模型单步预测误差如表 5 所示. 从表中
可以看出, 对于实际观测的含噪声的大连月平均气
温-降雨量序列, RVM 的测试误差很大. 分析原因为
RVM 是一种静态模型, 无法模拟大连市月平均气
温-降雨量的较强的动力学特性. ESN 具有较大的
测试误差, 发生过拟合. 而 mRSM 弥补了 RVM 和
ESN 的缺点, 预测精度高于其他改进模型. 值得注
意的是, mRSM 多元预测精度略高于 RSM 预测精
度, 多元的优势不如 Lorenz 序列明显. 究其原因在
于虽然降雨量对气温有隐式的影响, 但是影响程度
不像 Lorenz 系统 x(t), y(t), z(t) 之间的影响程度
高. 大连市月平均气温测试数据预测曲线及误差曲
线如图 3 所示, mRSM 模型能够有效的单步预测实
际观测的大连月平均气温序列.

表 5 大连市月平均气温单步预测结果

Table 5 Prediction results of the average monthly

temperature in Dalian obtained by the evaluated models

for one-step ahead

模型 多元/单元 测试 RMSE 测试 SMAPE 相关向量

RSM 单元 1.6934 0.3319 21

mRSM 多元 1.5194 0.2352 33

RVM 多元 2.5669 0.6982 37

SVESM 多元 1.5915 0.3296 −
PCAESN 多元 2.1021 0.4155 −

RESN 多元 1.5938 0.4237 −
ESN 多元 3.4389 0.7598 −

图 3 mRSM 单步预测大连月平均气温效果图

Fig. 3 Prediction curves of the average monthly

temperature in Dalian obtained by mRSM model for

one-step ahead

对于大连气温-降雨量时间序列, 实际生产中
往往需要实现中长期预测, 气候出现异常时, 便于
相关部门提前做好应对措施. 本文以大连月平均气

温-降雨量作为输入, 预测 6 个月后的大连月平均
气温. 相关向量机的核函数通过交叉检验方法确
定为 tps 型, 核宽 width 为 2, 表达式为 K(x, y) =
0.5×k×log(k+(k == 0)). 其中, k = 1/(width)2×
‖xxx− yyy‖2

2. 其他模型参数设置与大连市月平均气温
单步预测相同. 不同模型的预测结果比较如表 6
所示. 可以看出, mRSM 精度仍然高于其他模型.
SVESM 与 mRSM 在 RMSE 上, 相差不多, 但在
SMAPE 上, mRSM 明显优于 SVESM. 仿真结果
表明, 本文所提模型适用于多元混沌时间序列的中
长期预测.

表 6 大连月平均气温 6 步预测结果

Table 6 Prediction results of the average monthly

temperature in Dalian obtained by the evaluated models

for six-step ahead

模型 多元/单元 测试 RMSE 测试 SMAPE 相关向量

RSM 单元 1.8963 0.5174 20

mRSM 多元 1.7212 0.2752 28

RVM 多元 2.6073 0.7568 31

SVESM 多元 1.9112 0.5035 −
PCAESN 多元 2.4135 0.6015 −

RESN 多元 1.9181 0.7707 −
ESN 多元 3.8320 1.2232 −

4 结论

本文提出了一种多元相关状态机预测模型, 进
行多元混沌时间序列单步与多步预测. 多元相关状
态机为预测模型构建了合适的低维输入变量, 充分
刻画了多元混沌时间序列的动力学特性, 基于贝叶
斯的概率式优化算法有效地平衡了经验风险和结构

风险, 实现了模型的稀疏表达, 解决了病态解问题,
避免了过拟合现象的出现, 提高了预测精度. 通过对
Lorenz 序列和大连月平均气温-降雨量序列的仿真
实验, 证明了本文所提模型的优越性.
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