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基于状态 -动作图测地高斯基的策略迭代强化学习

程玉虎 1 冯涣婷 1 王雪松 1

摘 要 在策略迭代强化学习中, 基函数构造是影响动作值函数逼近精度的一个重要因素. 为了给动作值函数逼近提供合适

的基函数, 提出一种基于状态 -动作图测地高斯基的策略迭代强化学习方法. 首先, 根据离策略方法建立马尔可夫决策过程的

状态 -动作图论描述; 然后, 在状态 -动作图上定义测地高斯核函数, 利用基于近似线性相关的核稀疏方法自动选择测地高斯

核的中心; 最后, 在策略评估阶段利用基于状态 -动作图的测地高斯核逼近动作值函数, 并基于估计的值函数进行策略改进.

10× 10 格子世界的仿真结果表明, 与基于状态图普通高斯基和测地高斯基的策略迭代强化学习方法相比, 本文所提方法能以

较少的基函数、高精度地逼近具有光滑且不连续特性的动作值函数, 从而有效地获得最优策略.
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Policy Iteration Reinforcement Learning Based on Geodesic Gaussian

Basis Defined on State-action Graph
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Abstract For policy iteration reinforcement learning methods, the construction of basis functions is an important factor

of influencing the accuracy of action-value function approximation. In order to construct appropriate basis functions for

the action-value function approximation, a policy iteration reinforcement learning method based on geodesic Gaussian

basis defined on state-action graph is proposed. At first, a state-action graph for a Markov decision process is constructed

according to an off-policy method. Secondly, geodesic Gaussian kernel functions are defined on the state-action graph

and a kernel sparsification approach based on approximate linear dependency is used to automatically select centers

of the geodesic Gaussian kernels. At last, the geodesic Gaussian kernels based on the state-action graph is used to

approximate the action-value function during the process of policy evaluation, and then the policy is improved based

on the estimated action-value function. Simulation results concerning a 10 × 10 grid-world illustrate that the proposed

method can accurately approximate the action-value function having smoothness and discontinuity properties with less

basis functions as compared with the policy iteration reinforcement learning methods based on either ordinary Gaussian

basis or geodesic Gaussian basis defined on a state graph, which is helpful for obtaining an optimal policy effectively.
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强化学习作为一类求解序贯优化决策问题的有

效方法, 已在自动控制、运筹学和计算科学等领域
得到了广泛应用[1]. 强化学习以马尔可夫决策过程
(Markov decision process, MDP) 为基础, 强调在
与未知环境的交互中学习, 以极大化未来的累积回
报为学习目标来获得最优或者次优行为策略. 很多
强化学习方法都是通过计算值函数来寻找最优策略

的[2]. 对于较大规模的离散或者连续状态空间问题,
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值函数的准确表示需要存储每个状态或者状态 -动
作对的值, 从而导致维数灾难. 为了克服维数灾难,
函数逼近成为一种表示值函数的有效方法[3−4]. 根
据函数逼近器的特性, 强化学习方法可以分为两类.
一类是基于非线性结构的值函数逼近, 例如基于多
层感知机的强化学习, 这种方法虽然已在电梯控制、
车间调度、城市交通信号优化控制等领域有了成功

的应用[5], 但是, 由于其经验结果缺乏严格的理论分
析, 且多层感知机的结构需要人工选择, 从而制约了
强化学习的进一步应用[6]. 另一类是基于线性结构
的值函数逼近, 例如最小二乘策略迭代方法[7]. 虽然
这种方法的泛化能力没有神经网络强, 但是, 从理论
分析、程序调试和工程特点来看, 这种方法简单且易
于实施.
当使用线性函数逼近结构来学习值函数时, 基

函数的选择对智能体学习策略的能力有很大的影

响. 目前, 常用的基函数主要有傅里叶级数[8]、扩散

小波[9] 和高斯核函数[10] 等. 傅里叶级数和高斯核
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函数具有光滑特性, 适用于逼近光滑且连续的函数.
扩散小波是小波在图论中的推广, 可以构造多尺度
基函数, 适用于表示具有不同光滑程度且不连续的
函数. 在强化学习任务中, 很多值函数都具有光滑
且不连续特性, 例如: 在迷宫问题中, 一方面由于智
能体不能穿越障碍物, 因此, 在障碍物附近的值函
数是高度不连续的; 另一方面, 两个相邻可达状态
对应的值相似, 因此, 值函数应是光滑的. 如果使
用傅里叶级数和高斯核函数作为基函数来逼近值函

数, 那么, 在不连续附近很可能会产生不理想的结
果, 从而影响算法的整体性能. 扩散小波可以解决
上述问题, 但是, 扩散小波是一个过完备基, 要从过
完备基中选择一个合适的子集作为基函数比较困难.
因此, 为了能够更好地逼近光滑且不连续的值函数,
Sugiyama 等提出了一种新的基函数构造方法— 测

地高斯核 (Geodesic Gaussian kernel, GGK)[10], 通
过在MDP 状态图上定义测地高斯核来构造基函数.
策略迭代强化学习方法需要逼近动作值函数来

学习策略, 而 Sugiyama 构造的 GGK 基函数是基
于状态空间的, 因此, 需要把状态空间的 GGK 扩
展到状态 -动作空间. 一种最常用的方法就是把状
态空间的基函数直接 “复制” 到整个动作空间, 这
意味着在一个相同的状态上采取不同的动作其对

应的基函数相同. 但是, 在同一状态上采取不同的
动作通常会得到不同的回报, 那么, 在状态图上构
造基函数就无法体现动作之间的差异性, 从而影响
值函数的逼近性能. 为此, Osentoski 给出一种直接
在状态 -动作空间上构造原型基函数的方法[11]. 为
了提高值函数的逼近质量, 根据状态 -动作图的特
点, 借鉴 Osentoski 的思想, 本文将基于状态图的
GGK 推广到状态 -动作图上, 通过直接在状态 -动
作空间逼近值函数来学习最优策略, 提出一种基于
状态 -动作图测地高斯基的策略迭代强化学习方法.
首先, 构造 MDP 的状态 -动作图, 在状态 -动作图
上定义 GGK, 并使用基于近似线性相关的核稀疏方
法自动确定 GGK 的中心; 然后, 在策略评估中利用
状态 -动作图上的 GGK 逼近动作值函数, 并根据逼
近的动作值函数进行策略改进.

1 策略迭代强化学习

1.1 马尔可夫决策问题

在强化学习中, 往往把问题建模为马尔可夫决
策过程[2]. 考虑离散时间 MDP: {S,A, P, r, γ}, 其
中, S 为有限状态空间, A 为有限动作空间, P (sss, a,
sss′) ∈ [0, 1] 为状态转移概率, 即在状态 sss 下选择动

作 a 后, 转移到状态 sss′ 的概率, r(sss, a,sss′) : S ×A ×
S → R 是从状态 sss 执行动作 a 转移到状态 sss′ 后得

到的立即回报, γ ∈ [0, 1] 为未来长期回报的折扣因
子. 状态 -动作对 (sss, a) 的期望回报 R(sss, a) 为

R(sss, a) =
∑
sss′∈S

P (sss, a,sss′)r(sss, a,sss′) (1)

设 π(sss) : S → A 为从状态到动作的映射, 表示
一个确定型策略. 在一个任意策略 π 下的动作值函

数为 Qπ(sss, a) : S × A → R, 表示智能体在状态 sss

选择动作 a 后, 按照策略 π 执行获得的期望长期折

扣总回报. 根据贝尔曼公式[2], Qπ(sss, a) 可以表示为

Qπ(sss, a) = R(sss, a) + γ
∑
sss′∈S

P (sss, a,sss′)Qπ(sss′, π(sss′))

(2)
强化学习的目标就是学习一个可以最大

化长期累积折扣回报的最优行为策略 π∗ =
arg max

a∈A
Q∗(sss, a), Q∗(sss, a) 为最优动作值函数:

Q∗(sss, a) = max
π

Qπ(sss, a) (3)

1.2 最小二乘策略迭代

策略迭代 (Policy iteration, PI) 分为策略评估
和策略改进两部分, 可表示为[2]

π1
E−→ Qπ1 I−→ π2

E−→ Qπ2 I−→ π3
E−→ · · · I−→ π (4)

其中, π1 为初始策略, E 表示策略评估, 即用于计算
值函数 Qπ(sss, a), I 表示策略改进, 即根据 Qπ(sss, a)
更新策略. 虽然策略迭代可以保证找到最优策略, 但
是, 由于强化学习中的 R(sss, a) 和 P (sss, a,sss′) 模型未
知, 且状态 -动作空间很大, 因此不能直接获得最优
策略 π∗.

为了解决这个问题, Lagoudakis和Parr提出了
最小二乘策略迭代 (Least squares policy iteration,
LSPI) 方法[7], 使用线性结构模型逼近动作值函数
Qπ(sss, a), 有

Q̂π(sss, a) =
d∑

i=1

wiϕi(sss, a) (5)

其中, www = (w1, w2, · · · , wd)T 为模型参数, ϕϕϕ(sss, a)
= (ϕ1(sss, a), ϕ2(sss, a), · · · , ϕd(sss, a))T 为预先选定的
基向量, d 为基向量的长度 (基函数的个数), 且 d

<< |S| × |A|. LSPI 是一种逼近动作值函数的最
小二乘时间差分学习方法, 一般有两种: 不动点法
和贝尔曼残差最小化法. Lagoudakis 和 Parr 证明
了最小二乘不动点逼近法优于贝尔曼残差最小化逼

近法[7], 因此, 此处采用最小二乘不动点逼近法来学
习参数 www. 假设在任意策略 π 下收集到 N 个样本

{(sssn, an, sss′n, rn)}N

n=1, 则有

www = Ã−1bbb (6)
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其中,




Ã =
N∑

n=1

ϕϕϕ(sssn, an)(ϕϕϕ(sssn, an)− γϕϕϕ(sss′n, π(sss′n)))T

bbb =
N∑

n=1

ϕϕϕ(sssn, an)rn

(7)
基于逼近的动作值函数 Q̂π(sss, a), 对策略进行更新,
即:

π(sss, a) = arg max
a∈A

Q̂π(sss, a) (8)

2 基于状态 -动作图测地高斯基的策略迭代

在 LSPI 方法中, 基函数的选择是一个开放性
的设计问题. 高斯核函数具有模型选择简单、计算
效率高以及算法易于实现的优点, 在值函数逼近中
倾向于选择高斯核函数. 但是, 高斯核函数不能很
好地逼近非连续函数. 因此, Sugiyama 等结合图结
构, 提出了一种新的构造基函数方法 — 测地高斯

核, 在MDP 的状态图上定义高斯核, 然后将其扩展
到状态 -动作空间[10]. 当使用在状态空间定义的测
地高斯核逼近动作值函数时, 存在一些不足: 1) 当
将状态空间的基函数映射到状态 -动作空间时, 这种
映射不能够同时泛化状态和动作, 从而无法体现动
作之间的相似性和差异性; 2)在实际使用过程中, 通
常由用户根据经验或反复实验试凑来确定测地高斯

核的中心和宽度. 如果设置不当, 将极大影响算法的
学习性能.
针对上述问题, 可以考虑通过直接在状态 -动作

图上定义测地高斯核来逼近动作值函数, 其中, 测地
高斯核的中心采用基于近似线性相关的核稀疏方法

自动确定.

2.1 MDP的状态 -动作图

在强化学习中, 智能体使用任一随机策略对离
散MDP 环境进行采样, 基于获得的样本, 根据离策
略方法[11] 来建立MDP 环境的图论描述, 从而有效
地表示状态 -动作空间的拓扑结构.
设 Gsa = (Vsa, Esa,Wsa) 为一个 MDP 的

状态 -动作图, 其中每一个顶点 v ∈ Vsa 对应一个

状态 -动作对 (sss, a), 且 sss ∈ S 和 a ∈ A. 若在一个状
态 sss 下采取动作 a, 转移到状态 sss′ 且有 a′ ∈ A(sss′),
则这两个状态 -动作对 (sss, a) 和 (sss′, a′) 之间的连接
就构成了图的边 Esa. Wsa 是一个 |Vsa| × |Vsa| 的权
值矩阵, 根据转移概率或者两个顶点之间的距离给
每条边赋予权值. 假设一个具有 5 个状态的简单格
子世界如图 1 (a) 所示, 图 1 (b) 和图 1 (c) 分别给出
了对应的状态和状态 -动作拓扑结构图, 其中, U, D,
L 和 R 分别表示智能体在格子世界中采取的 4 个
动作, 即上、下、左、右. 对于一般的强化学习任务

来说, 由环境生成的图是高度稀疏的, 即 |Esa| <<

|Vsa| (|Vsa| − 1)/2, 这一点对于求取任意两顶点间的
最短路径非常有利, 能够极大降低计算复杂度.

(a) 具有 5 个状态的格子世界

(a) An illustration of a five-state grid-world

(b) 格子世界MDP 的状态空间图

(b) State graph of the five-state grid-world

(c) 格子世界MDP 的状态 -动作空间图

(c) State-action graph of the five-state grid-world

图 1 格子世界环境及其图论描述

Fig. 1 A grid-world and its graph description

2.2 状态 -动作图上测地高斯核

定义在状态图上的测地高斯核函数为[10]

k(sss,sssc) = exp
(
−sp(sss,sssc)2

2σ2

)
(9)

其中, σ 和 sssc 分别表示测地高斯核的宽度和中心,
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sp(sss,sssc) 表示状态 sss 和 sssc 之间的最短路径. 根据谱
图理论可知, 图论中的最短路径是非线性流形上的
测地线距离的离散逼近, 故式 (9) 称为测地高斯核.
在策略迭代强化学习中, 需要对式 (2) 定义的

动作值函数进行逼近,因此, 需要将在状态空间 S 上

定义的测地高斯基扩展到状态 -动作空间 S ×A. 常
用的 “复制” 方法不能同时泛化状态和动作. 例如:
设图 1 (b)和图 1 (c)中相连两顶点间的距离为 1, 那
么, 图 1 (b) 中状态 4 和 5 之间的测地距离为 2. 若
按照 “复制” 方法将状态空间的基函数扩展到整个
动作空间, 那么, 状态 -动作对 (4,U), (4,D), (4,L)
和 (4,R) 与 (5,U) 之间的测地距离均为 2, 从而无
法体现出相同状态下不同动作之间的差异性. 由图
1 (c) 表示的状态 -动作图可以看出, 状态 -动作对
(4,U), (4,D), (4,L) 和 (4,R) 与 (5,U) 之间的测地距
离分别为 3, 3, 2 和 3. 这表明对于状态 4 来说, 选
取动作 U, D 和 R 将产生相同的效果, 即撞墙, 而选
取动作 L 将发生状态转移, 从而体现了在相同状态
下不同动作之间的相似性和差异性. 为此, 状态 -动
作图上的测地高斯核定义为

k(xxx,xxxc) = exp
(
−sp(xxx,xxxc)2

2σ2

)
(10)

其中, xxx 和 xxxc 分别表示状态 -动作对 (sss, a) 和
(sssc, ac).
在求取测地高斯核时, 主要是计算图论中两顶

点之间的最短路径. 计算最短路径的方法有很多, 如
Dijkstra 算法[12]、Bellman-Ford 算法、拓扑排序、
最短路径快速算法 (Shortest path faster algorithm,
SPFA)[13] 等. Dijkstra 算法是求最短路径的最基本
和使用最广泛的算法, 它的优点是对图没有特殊要
求、算法简单、计算直观, 不足之处是计算速度较慢,
算法的时间复杂度为 O(|Vsa|2). SPFA 是一种采用
动态逼近优化的算法, 可以提高速度, 使其时间复杂
性由 O(|Vsa|2) 降低为 O(|Esa|). 因此, 此处考虑采
用 SPFA 方法计算最短路径.

2.3 基于状态 -动作图测地高斯基的值函数逼近

使用基于状态 -动作图的 GGK 逼近动作值函
数 Qπ(sss, a), 则式 (5) 可以写为

Q̂π(xxx) =
d∑

i=1

wik(xxx,xxxi) (11)

其中, xxx 和 xxxi 分别表示状态 -动作对 (sss, a) 和
(sssi, ai). (sssi, ai) 为选定的第 i 个测地高斯核中心.
相应地, 式 (7) 可以写为





Ã =
N∑

n=1

kkk(xxxn)(kkk(xxxn)− γkkk(xxx′n))T

bbb =
N∑

n=1

kkk(xxxn)rn

(12)

其中, xxx′n 为状态 -动作对 (sss′n, π(sss′n)), kkk(xxxn) =
(k(xxxn,xxx1), k(xxxn,xxx2), · · · , k(xxxn,xxxd))T. 由式 (10)
可以看出, 在学习时需要设置测地高斯核的两个
参数: 中心和宽度, 这两个参数对算法性能影响很
大. 目前, 测地高斯核的参数都是用户根据经验或通
过反复实验试凑事先给定的. 与此不同的是, 本文采
用基于近似线性相关 (Approximate linear depen-
dence, ALD) 的核稀疏方法[14] 来自动选择测地高

斯核中心.
设 X = {xxxn}N

n=1 表示观察到的状态 -动作对样
本, ϕϕϕ(xxxn) 为状态 -动作对 xxxn 的一个特征映射, 特
征向量集记为 Φ = {ϕϕϕ(xxxn)}N

n=1, 根据基于 ALD 的
核稀疏方法选择的 d 个测地高斯核中心记为数据

字典 Ω. Ω 定义为样本集 X 的一个子集, 且 Ω 中
元素对应的特征向量均是线性独立的. 初始时, 字
典 Ω 为空集. 然后, 基于 ALD 分析, 通过测试每
一个数据样本的特征向量来确定 Ω 中的元素. 设已
经测试了样本集 X 中的 n − 1 (1 < n ≤ N) 个
样本, 且收集到的字典是 n − 1 个样本集的一个子
集 Ωn−1 = {xxxj}mn−1

j=1
. 对于第 n 个样本 xxxn, 测试特

征向量 ϕϕϕ(xxxn) 与字典 Ωn−1 对应的特征向量的线性

相关性: 在指定的精度内, 如果 ϕϕϕ(xxxn) 不能用字典
Ωn−1 中所有元素对应的特征向量的线性组合来近

似表示, 则可将样本 xxxn 添加到字典 Ωn−1 中. 如果
样本 xxxn 不能被添加到字典 Ωn−1 中, 则其特征向量
ϕϕϕ(xxxn) 满足 ALD 条件[14]:

δn = min
ααα

∥∥∥∥∥
mn−1∑

j

αjϕϕϕ(xxxj)−ϕϕϕ(xxxn)

∥∥∥∥∥

2

≤ µ (13)

其中, ααα = (α1, α2, · · · , αmn−1)T 为 ALD 系数, µ

是一个给定的阈值参数, 用来平衡特征向量逼近的
准确度和数据字典的稀疏水平.
下面分两步具体阐述如何根据 ALD 来选择测

地高斯核中心, 即确定字典中的元素[14]. 第一步, 计
算 δn, 将式 (13) 展开, 有

δn = min
ααα

{
mn−1∑

j,l

αjαl 〈ϕϕϕ(xxxj),ϕϕϕ(xxxl)〉−

2
mn−1∑
j=1

αj 〈ϕϕϕ(xxxj),ϕϕϕ(xxxn)〉+ 〈ϕϕϕ(xxxn),ϕϕϕ(xxxn)〉
}

(14)

其中, 〈·〉 表示两个特征向量 ϕϕϕ(·) 的内积. 从式 (14)
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可知, δn 的求解需要计算样本特征向量的内积, 而
本文是使用测地高斯核来逼近 Qπ(sss, a) 的, 故可根
据核技巧将两个特征向量的内积计算转化为核函数,
即 〈ϕϕϕ(xxxj),ϕϕϕ(xxxn)〉 = k(xxxj,xxxn), 于是式 (14) 可以写
为

δn = min
ααα
{αααTKn−1ααα− 2αααTkkkn−1(xxxn) + knn} (15)

其中, [Kn−1]j,l = k(xxxj,xxxl), xxxj 和 xxxl 均是字典 Ωn−1

中的元素, kkkn−1(xxxn) = (k(xxxn,xxx1), k(xxxn, xxx2), · · · ,
k(xxxn, xxxmn−1))T, knn = k(xxxn,xxxn). 式 (15) 的最优解
为 {

αααn = KT
n−1kkkn−1(xxxn)

δn = knn − kkkT
n−1(xxxn)αααn

(16)

第二步, 基于式 (16) 的最优结果, 更新数据字
典 Ωn−1. 如果 δn ≤ µ, 则字典 Ωn−1 不发生改变, 即
Ωn = Ωn−1; 如果 δn > µ, 则使用样本 xxxn 扩大当前

的字典, 即 Ωn = Ωn−1 ∪ xxxn.
因此, 当测试完样本集 X 中的所有状态 -动作

对后, 得到的字典 Ω 即为待求的 d 个测地高斯核中

心.

3 算法步骤

根据上述分析, 给出基于状态 -动作图测地高斯
基的策略迭代强化学习方法的计算步骤如下:
步骤 1. 根据强化学习任务, 建立环境的状

态 -动作图论描述;
步骤 2. 初始化参数, 包括折扣因子 γ、初始

ALD 系数 α0、阈值参数 µ、测地高斯核宽度 σ 及权

值学习精度 ε;
步骤 3. 根据基于 ALD 的核稀疏方法, 按照式

(16) 从环境的所有状态 -动作对中确定测地高斯核
的中心;
步骤 4. 根据任意策略 π 收集训练样本, 由式

(6) 计算权值www;
步骤 5. 若两个连续迭代步的权值变化小于指

定的精度 ε, 即 ‖wwwt+1 −wwwt‖ < ε, 则结束权值迭代
学习过程, 转步骤 6, 否则, 转步骤 4;
步骤 6. 由式 (11) 计算估计的动作值函数

Q̂π(sss, a), 并按照式 (8) 获得最优策略 π.

4 仿真研究

为验证本文所提算法的有效性, 选用如图 2 所
示的 10× 10 格子世界进行仿真研究. 图 2 中, 白色
表示开阔地, 外部和内部的灰色阴影分别表示墙和
障碍物, 格子中的数字表示状态, G 表示目标状态
100. 学习的目的是寻找一条从任一起始状态 (去除
障碍物及目标状态, 共有 90 个起始状态) 到目标状

态的最短路径. 强化学习智能体可选择的动作是 4
个 (上、下、左、右), 在碰到墙或障碍物时停在原地,
即后继状态仍为当前状态. 当智能体到达终点时, 得
到的立即回报值为 +100, 否则都为 0.

图 2 10× 10 格子世界

Fig. 2 An illustration of a 10× 10 grid-world

分别将以基于状态图的普通高斯核 (Ordinary
Gaussian kernel, OGK)、基于状态图的测地高斯
核和基于状态 -动作图的测地高斯核作为基函数的
3 种类型策略迭代 (分别记为 S-OGK-PI、S-GGK-
PI 和 SA-GGK-PI) 强化学习方法用于求解上述
10 × 10 格子世界问题. 仿真过程中, 随机收集 100
幕训练样本用于构造环境的状态图和状态 -动作图,
其中每幕样本的长度均为 300, 且将状态图和状态 -
动作图中所有边的权值都设为 1. 仿真中, 定义在
状态图上的 OGK 和 GGK 的宽度 σ 取为 10, 定义
在状态 -动作图上的 GGK 的宽度 σ 取为 0.1, γ =
0.9, ε = 10−3, µ = 0.4. S-OGK-PI 和 S-GGK-PI
强化学习方法均选取了 5 组不同的高斯核个数 (10,
30, 50, 70, 90), 高斯核的中心分别分布在目标点 G
和除墙以及障碍物以外的随机选取的顶点上. 值得
指出的是, 由于使用 “复制” 方法进行基函数的扩
展且此处动作的个数为 4 个, 因此, S-OGK-PI 和
S-GGK-PI 强化学习方法使用的基函数的个数分别
为 (40, 120, 200, 280, 360).

强化学习算法的性能由值函数的逼近和学到

的最优策略来衡量, 图 3 和图 4 分别给出了相应
的仿真结果. 图 3 为三种强化学习方法估计的值函
数, 可以看出, 在核函数个数分别取 10、30、50 和
70 时, 利用状态图上的 OGK 和 GGK 估计的值
函数很不光滑、波动大, 且在障碍物附近不具有非
连续性, 而 SA-GGK-PI 仅使用 11 个状态 -动作图
GGK 基函数, 不仅能够使其估计的值函数非常光
滑、无波动, 而且在障碍物附近具有非连续性, 符合
真实值函数的特性. 这是因为, 一方面, 根据 ALD
分析方法自动确定的 11 个状态 -动作图 GGK 中心
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((1, 上)、(7, 下)、(45, 下)、(60, 下)、(71, 下)、(90,
下)、(99,右)、(100,上)、(100,下)、(100,左)、(100,
右)) 对应的特征向量均是线性独立的, 从而可以有
效地表示所有状态. 另一方面, 相比于通过复制状
态基函数来构造状态 -动作基函数的方法, 直接在状
态 -动作图上构造基函数可以呈现出状态 -动作空间
的光滑性, 从而能够更好地估计值函数. 由图 3 (a)
和图 3 (b) 可以看出, 随着核函数个数的增多, 得以
有效表示的状态随之增多, 进而值函数的估计值也
越来越准确.
图 4 中的箭头表示三种策略迭代强化学习方法

通过学习得到的某个最优策略, 可以看出, 当利用
S-OGK-PI 和 S-GGK-PI 强化学习方法学习时, 在
核函数个数取为 10、30、50 和 70 的情况下, 智能体
虽然可能从某些状态出发到达目标点, 但是位于墙
和障碍物附近状态处的智能体会试图采取穿越墙或

者障碍物的动作, 这是由于状态图不能体现动作之
间的差异性, 从而导致产生错误动作. 当核函数个数
取为 90 时, 位于墙和障碍物附近状态处的智能体能
够采取合适的动作, 表明 S-OGK-PI 和 S-GGK-PI
强化学习方法此次学到的策略能使智能体从任一起

始状态找到一条最短路径到达目标状态.
策略迭代强化学习方法得到的最优策略不唯一,

一般具有随机性, 图 4 只是给出了某一次运行中得
到的最优策略. 为了评估策略的稳定性, 让这三种强
化学习方法分别重复运行 20 次, 在每一次运行中智
能体都随机收集 10 000 个训练样本来学习策略, 然
后基于学到的策略, 测试智能体能否从任一起始状
态在最小步数内到达目标点, 此处最小步数取为 30.
表 1 统计了在 20 次运行中, 智能体能够在最小

步数内到达目标点的起始状态数的百分比. 以基于
状态图普通高斯基的策略迭代强化学习方法为例,

(a) 基于状态图普通高斯基的策略迭代强化学习

(a) Policy iteration reinforcement learning based on

ordinary Gaussian basis defined on a state graph

(b) 基于状态图测地高斯基的策略迭代强化学习

(b) Policy iteration reinforcement learning based on

geodesic Gaussian basis defined on a state graph

(c) 基于状态 -动作图测地高斯基的策略迭代强化学习

(c) Policy iteration reinforcement learning based on

geodesic Gaussian basis defined on a state-action graph

图 3 值函数的估计

Fig. 3 Estimation of value function

(a) 基于状态图普通高斯基的策略迭代强化学习

(a) Policy iteration reinforcement learning based on

ordinary Gaussian basis defined on a state graph
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(b) 基于状态图测地高斯基的策略迭代强化学习

(b) Policy iteration reinforcement learning based on

geodesic Gaussian basis defined on a state graph

(c) 基于状态 -动作图测地高斯基的策略迭代强化学习

(c) Policy iteration reinforcement learning based on

geodesic Gaussian basis defined on a state-action graph

图 4 最优策略

Fig. 4 Optimal policy

表 1 在最小步数内到达目标点的起始状态数比例

Table 1 Proportions of initial states reaching the goal

state within minimal steps

基于状态图普通 基于状态图测地
高斯核函数个数

高斯基的策略迭代 高斯基的策略迭代

10 8.17% 4.56%

30 11.83% 10.50%

50 27.61% 32.39%

70 57.10% 59.94%

90 97.50% 97.94%

当高斯核函数的个数取为 10 时, 仅有平均 7.353 个
(90× 8.17%) 起始状态能够在 30 步内到达目标点.
图 3 的结果表明, 对于基于状态图的 OGK 和 GGK
方法而言, 较多的核函数有利于值函数估计值精度
的提高, 学到的最优策略性能也会相应地得以提高.
但是, 即使核函数的个数多达 90 个, S-OGK-PI 和

S-GGK-PI 强化学习方法也无法确保所有的起始状
态均能在最小步数内到达目标点, 即无法保证每次
均能学到最优策略, 而基于状态 -动作图 GGK 的策
略迭代强化学习方法能够以 100% 的概率从任一起
始状态在最小步数内到达目标点.

5 结论

在策略迭代强化学习方法中, 用以构造状态 -动
作基函数的方法通常都是先构造状态空间基函数,
然后再将其映射到状态 -动作空间, 但是这种方法不
能够同时泛化状态和动作, 导致动作值函数的估计
精度较低. 与状态图相比, 状态 -动作图可以呈现出
不同动作之间的相似性和差异性, 并可以同时泛化
状态和动作. 因此, 为了构造合适的基函数以准确逼
近动作值函数, 直接在状态 -动作图上构造测地高斯
基函数, 并利用基于近似线性相关的核稀疏方法自
动确定基函数的中心, 提出一种基于状态 -动作图测
地高斯基的策略迭代强化学习方法. 与以基于状态
图的普通高斯核和测地高斯核作为基函数的两种策

略迭代强化学习方法相比, 10× 10 格子世界的仿真
结果表明, 该方法不但可以构造较少的基函数, 而且
逼近的值函数更准确, 并可以为每个状态找到与之
相对应的最优策略. 文中建立的状态 -动作图仅是针
对离散状态空间的, 将状态 -动作图的构造方法扩展
到连续状态空间有待于进一步研究.
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