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基于 LDA模型的主题分析

石 晶 1 范 猛 2 李万龙 1, 3

摘 要 在文本分割的基础上, 确定片段主题, 进而总结全文的中心主

题, 使文本的主题脉络呈现出来, 主题以词串的形式表示. 为了分析准

确, 利用 LDA(Latent dirichlet allocation) 为语料库及文本建模, 以

Clarity 度量块间相似性, 并通过局部最小值识别片段边界. 依据词汇的

香农信息提取片段主题词, 采取背景词汇聚类及主题词联想的方式将主

题词扩充到待分析文本之外, 尝试挖掘隐藏于字词表面之下的文本内涵.

实验表明, 文本分析的结果明显好于其他方法, 可以为下一步文本推理的

工作提供有价值的预处理.
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Topic Analysis Based on LDA Model

SHI Jing1 FAN Meng2 LI Wan-Long1, 3

Abstract Topic spotting of segments is performed based on

text segmentation and the main topic of the whole text is then

generalized. Topics are represented by means of word clusters.

LDA (Latent dirichlet allocation) is used to model corpora and

text. Clarity is taken as a metric for similarity of blocks and

segmentation points are identified by local minimum. The topic

words of segments are extracted according to Shannon informa-

tion. Words which are not distinctly in the analyzed text can be

included to express the topics with the help of word clustering

of background and topic words association. The signification

behind the words are attempted to be digged out. Experiments

tell that the result of analyzing is far better than those of other

methods. Valuable pre-processing is provided for text reasoning.

Key words Topic analysis, latent dirichlet allocation (LDA)

model, text segmentation, Gibbs sampling

文本的主题分析旨在确定一个文本的主题结构, 即识别

所讨论的主题, 界定主题的外延, 跟踪主题的转换, 觉察主题

间的关系等, 分析结果对于信息提取、文摘自动生成、文本分

类等领域都有极为重要的价值. 主题分析的程度随着应用对

象的不同有所区别, 浅层次的分析仅仅确定主题边界 (文本

分割)[1−2], 或者进而指明不同片段间的关系 (是否讨论同一

主题)[3]; 比较复杂的分析能够在识别边界的基础上讨论主题

的内容[4]. 作为文本推理的预处理, 本文研究如何将边界计

算及主题表示集中在 LDA (Latent dirichlet allocation) 模

型的框架下统一实现.

欲利用统计的方法分析文本, 首先必须选择合适的模

型. 文献 [4] 以不附加任何统计假设的有限混合模型 (Fi-

nite mixture model) 代表文本中的词汇分布, 直接利用

EM(Expectation maximization) 对其进行训练, 导致的问题
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是出现局部极大值, 且收敛速度过慢. 文中假定不同的片段

由不同的模型产生,每个模型单独训练,意味着分割时仅仅依

靠本文档的信息,并不吸收语料库学习的知识,错误率必然较

高. PLSA (Probabilistic latent semantic analysis)[5] 是另一

可选模型,但模型中的文档概率值与特定文档相关,因此缺乏

处理新文档的自然方法. 同时待估参数的数量随着文档数量

的增多线性增长, 说明模型易于过度拟合. 与 PLSA 模型相

比, LDA (Latent dirichlet allocation)[6] 称得上是完全的生

成模型. 由于该模型将主题混合权重视为 k 维参数的潜在随

机变量,而非与训练数据直接联系的个体参数集合,推理上采

用 Laplace近似,变分近似[6], MCMC (Markov chain Monte

Carlo)[7] 以及期望 –扩散 (Expectation-propagation)[8] 等方

法获取待估参数值, 所以克服了上述不足.

本文基于 LDA 模型为语料库及文本建模, 利用MCMC

中的 Gibbs 抽样进行推理, 间接计算模型参数, 获取词汇的

概率分布. 然后: 1) 根据 Clarity 度量 (基于词汇的概率分布

值) 求得句间相似性, 以局部最小值的方式识别片段边界; 2)

依照香农信息 (利用词汇的概率分布值计算) 提取片段主题

词, 并通过语料库的词汇聚类产生联想; 3) 从联想后的片段

主题词中提取全文中心主题词. 由于充分利用了语料库的词

汇聚类使主题词产生联想, 从而大幅度提高了主题词提取的

准确率. 实验结果表明以该方法分析文本的主题脉络, 其结

果基本符合人的直觉判断, 且明显优于其他模型及方法.

本文的结构安排如下, 第 1 节介绍 LDA 模型. 第 2 节和

第 3 节介绍基于 LDA 模型的主题分析方法, 其中第 2 节给

出文本分割的策略; 第 3 节详述在文本分割的基础上实现主

题提取的方法以及如何通过词汇聚类提高提取的准确率. 第

4 节给出测试手段及实验结果, 并就实验结果进行讨论. 第 5

节对比、分析相关研究及工作. 最后总结全文.

1 LDA模型

目前的概率主题模型一般基于同样的思想 –文本是若干

主题的随机混合. 不同的模型会进一步作不同的统计假设,

以不同的方式获取模型参数.

1.1 模型介绍

一个文本通常需要讨论若干主题, 而文本中的特定词汇

体现出所讨论的特定主题. 在统计自然语言处理中, 为文本

主题建模的方法是视主题为词汇的概率分布, 文本为这些主

题的随机混合. 假设有 T 个主题, 则所给文本中的第 i 个词

汇 wi 可以表示如下:

P (wi) =

T∑
j=1

P (wi|zi = j)P (zi = j) (1)

其中, zi 是潜在变量, 表明第 i 个词汇记号 wi 取自该主题,

P (wi|zi = j) 是词汇 wi 记号属于主题 j 的概率, P (zi = j)

给出主题 j 属于当前文本的概率.假定 T 个主题形成D 个文

本以W 个唯一性词汇表示, 为记号方便, 令 φ
(z=j)
w = P (z =

j) 表示对于主题 j, W 个词汇上的多项分布, 其中 w 是 W

个唯一性词汇表中的词汇; 令 ψ
(d)
z=j = P (z = j) 表示对于文

本 d, T 个主题上的多项分布, 于是文本 d 中词汇 w 的概率

为:

P (w|d) =

T∑
j=1

φ(z=j)
w · ψ(d)

z=j (2)

LDA 模型[6] 在 ψ(d) 上作 Dirichlet(α) 的先验概率假

设, 使得模型易于处理训练语料之外的新文本. 为了便于模

型参数的推理,本文除了在 ψ(d) 上作对称的Dirichlet(α)的

先验概率假设外, 在 φ(z) 上亦作对称的Dirichlet(χ) 的先验

概率假设[9], 如下:

wi|zi, φ
(zi) ∼ Discrete(φ(zi)), φ(zi) ∼ Dirichlet(χ)

zi|ψ(di) ∼ Discrete(ψ(di)), ψ(di) ∼ Dirichlet(α)

这里的 χ 可以理解为, 在见到语料库的任何词汇之前,

从主题抽样获得的词汇出现频数, 而 α 可以理解为, 在见到

任何文档文字之前, 主题被抽样的频数. 尽管 χ 和 α 的具体

取值会影响到主题及词汇被利用的程度, 但不同的主题被利

用的方式几乎没有变化, 不同的词汇被利用的方式也基本相

同, 因此可以假定对称的 Dirichlet 分布, 即所有的 χ 取相同

的值, 所有的 α 取相同的值.

1.2 Gibbs抽样

为了获取词汇的概率分布, 本文没有将 φ 和 ψ 作为参

数直接计算, 而是考虑词汇对于主题的后验概率 P (w|z) ,

利用 Gibbs 抽样间接求得 φ 和 ψ 的值. MCMC 是一套从

复杂的概率分布抽取样本值的近似迭代方法, Gibbs 抽样

作为 MCMC 的一种简单实现形式, 其目的是构造收敛于某

目标概率分布的 Markov 链, 并从链中抽取被认为接近该概

率分布值的样本. 于是目标概率分布函数的给出便成为使

用 Gibbs 抽样的关键. 对于本文的 LDA 模型, 仅仅需要对

主题的词汇分配, 也就是变量 zi 进行抽样. 记后验概率为

P (zi = j|z−i, wi), 计算公式如下:

P (zi = j|z−i, wi) =

n
(wi)
−i,j + χ

n
(.)
−i,j + Wχ

· n
(di)
−i,j + α

n
(di)
−i,. + Tα

T∑
j=1

n
(wi)
−i,j + χ

n
(.)
−i,j + Wχ

· n
(di)
−i,j + α

n
(di)
−i,. + Tα

(3)

其中, zi = j 表示将词汇记号 wi 分配给主题 j, 这里 wi 被

称为词汇记号是因为其不仅代表词汇 w, 而且与该词所在的

文本位置相关, z−i 表示所有 zk(k 6= i) 的分配. n
(wi)
−i,j 是分

配给主题 j 与 wi 相同的词汇个数; n
(.)
−i,j 是分配给主题 j 的

所有词汇个数; n
(di)
−i,j 是文本 di 中分配给主题 j 的词汇个数;

n
(di)
−i,. 是 di 中所有被分配了主题的词汇个数; 所有的词汇个

数均不包括这次 zi = j 的分配.

Gibbs 抽样算法详述如下 (具体理论描述详见文献 [10]):

1) zi 被初始化为 1 到 T 之间的某个随机整数. i 从 1 循

环到 N , N 是语料库中所有出现于文本中的词汇记号个数.

此为Markov 链的初始状态.

2) i 从 1 循环到N , 根据式 (3) 将词汇分配给主题, 获取

Markov 链的下一个状态.

3) 迭代第 2) 步足够次数以后, 认为 Markov 链接近目

标分布, 遂取 zi (i 从 1 循环到 N) 的当前值作为样本记录

下来. 为了保证自相关较小, 每迭代一定次数, 记录其他的样

本. 舍弃词汇记号, 以 w 表示唯一性词, 对于每一个单一样

本, 可以按下式估算 φ 和 ψ 的值:

∼
φ

(z=j)

w =
n

(w)
j + χ

n
(.)
j + Wχ

,
∼
ψ

(d)

z=j =
n

(d)
j + α

n(d)
. + Tα

(4)

其中, n
(w)
j 表示词汇 w 被分配给主题 j 的频数; n

(.)
j 表示分
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配给主题 j 的所有词数; n
(d)
j 表示文本 d 中分配给主题 j 的

词数; n(d)
. 表示文本 d 中所有被分配了主题的词数.

Gibbs 抽样算法从初始值开始运行, 迭代足够次 b 后认

为样本接近目标概率分布, 然后每隔一定次数 c 抽取样本, b

称为 Burn-in 间距, c 称为 Thinning 间距. b 和 c 的取值比

较难于确定, 一般与特定的语料库相关. 如果所构造Markov

链的相邻状态间关联较小, b, c 以较小的值可满足需要, 但如

果相邻状态间的关联较大, 就必须增大 b, c 的取值, 方可降

低自相关.

2 文本分割

2.1 分割策略

待分割文本是语料库训练时没有处理过的新文本, 如果

对于每一个未知文本, 都将其加入语料库后重新训练, 则异

常浪费时间, 也没有必要, 本文的做法是只对新加入的词汇

记号运行 Gibbs 抽样算法, 且只迭代较少的次数. 预处理的

基本块采用汉语的整句 s, 分割的大致步骤如下:

步骤 1. 对于语料库文本的词汇记号运行 Gibbs 抽样算

法, 迭代足够次;

步骤 2. 以整句 s 作为式 (3) 中的文本 d, 遍历待分割文

本的所有词汇记号, 运行 Gibbs 抽样算法, 迭代少数几次;

步骤 3. 按照式 (4) 分别计算 φ 和 ψ 的值;

步骤 4. 根据公式 P (w|s) =
∑T

j=1 φ
(z=j)
w · ψ(s)

z=j 求取待

分割文本词汇的概率分布 P (w|s);
步骤 5. 基于 P (w|s), 利用 Clarity 度量计算句间的相

似值 Sim;

步骤 6. 结合局部最小值的边界估计策略, 通过句间相

似值 Sim 识别片段边界.

2.2 Clarity度量

SimClr = −KL(P (w|s1)||P (w|s2)) + KL(P (w|s1)||GC)−
KL(P (w|s2)||P (w|s1)) + KL(P (w|s2)||GC)

(5)

其中, GC 代表词汇 w 在训练语料库的出现频率, 即 f(w),

KL(·||·) 被称为相对熵:

KL(P (w|s1)||P (w|s2)) =
∑

w∈W

P (w|s1) log2

P (w|s1)

P (w|s2)
(6)

2.3 局部最小值法[11]

假设待分割文本有 n 个整句, 则相邻句间的相似值表

为 SimTable = {Sim1, Sim2, · · · , Simi, · · · , Simn−1}, 其
中 Simi = Sim(si, si+1), 1 ≤ i ≤ n− 1. 在表中选择局部最

小值 Simmin(s1, s2); 从每一个局部最小值出发向左、向右分

别寻找距离最近的较大值 Simmaxl 以及 Simmaxr, 利用公式

drel(s1, s2) =
Simmax l + Simmax r

2Simmin(s1, s2)
− 1 计算相对深度; 令 η

为一常数, 若相对深度 drel(s1, s2) > η, 则 s1, s2 分属于不同

的片段.

3 主题提取

3.1 词汇聚类

仅仅依赖所在文本的内部信息确定主题词, 错误较多,

如果能够借助背景库使主题词产生联想, 必然有助于准确率

的提高, 为此需要利用丰富的背景库知识聚类词汇. 本文以

1998 年人民日报手工标注的语料为背景库, 以知网词典中的

每一个词作为种子词, 选择与之最相关的 n 个词形成一个聚

类. 对于每一个词汇 w, 按下式计算该词汇对于种子词 s 的

δSC 值, 根据MDL (Minimum description length) 原则[4],

δSC 值越大, 说明 w 与 s 的相关性越大.

δSC = H

(
m+

m

)
− ms

m
H

(
m+

s

ms

)
−

m¬s

m
H

(
m+
¬s

m¬s

)
− 1

2m
ln

(msm¬sπ

2m

)
(7)

其中, H(z) = −z ln z− (1−z) ln(1−z), 0 < z < 1, 当 z = 0

或 z = 1 时 H(z) = 0; m+ 表示出现 w 的文本数; ms 表示

出现 s 的文本数; m+
s 表示 w, s 共现的文本数; m¬s 表示不

出现 s 的文本数; m+
¬s 表示出现 w 但不出现 s 的文本数; m

表示总的文本数.

本文采用的聚类方法除了考虑种子词与其他词在不同

文本的共现, 还进一步考虑二者在同一文本的共现强弱,

以 rel(w, s) = freq(w, s)/k 计算, freq(w, s) 表示在 s 出

现的文本中, w 出现的频数, k 是语料库文本的平均词数.

rel(w, s) 直接体现出某一文本中 w 与 s 的相关程度. 随着

δSC 的值逐渐减小, 与种子词相关的词越来越难于选出, 或

者选择的词与种子词联系得越来越不紧密, 此时以某一文本

中与种子词频繁共现的词汇予以补充或替换, 从而使聚类结

果更令人满意. 实验表明该方法确实比单独使用MDL 的方

法能够更好地吻合人的直觉, 也有利于主题词的联想.

3.2 片段主题提取

3.2.1 提取方法

文本被分割为若干片段 t1, t2, · · · , tk 后, 将片段 tk (1 ≤
k ≤ h) 作为新的文本加入到语料库中, 依次在每个片段上运

行Gibbs 抽样算法, 根据公式 P (w|tk) =
∑T

j=1 φ
(z=j)
w ·ψ(tk)

z=j

求得片段 tk (1 ≤ k ≤ h) 的词汇概率分布. 利用该概率分布

定义词汇 w 在片段 tk 中的香农信息
[4]:

I(w) = −N(w) ln P (w|tk), 1 ≤ k ≤ h (8)

其中, N(w) 是 w 在片段 tk 中的出现频数. 香农信息值越大,

说明其在该片段中的价值越大, 于是选择香农信息较大的 l

个词汇形成主题词串, 代表该片段的主题. 由于式 (8) 的词汇

概率分布不仅蕴含语料库学习的知识, 而且反映被提取片段

的信息, 所以有助于提高主题词提取的准确率.

3.2.2 主题词联想

利用词汇聚类可以使主题词产生联想, 从而提高主题分

析的准确性. 具体方法是: 在词汇聚类表中选择种子词是主

题词的聚类, 通过归一、合并、替换 3 个过程实现联想.

归一: 令两个聚类分别为 (s : w1, w2, · · · , wn), (s′ : w′1,
w′2, · · · , w′m), 其中 s, s′ 是种子词, wi (1 ≤ i ≤ n), w′i (1 ≤
j ≤ m) 是两个聚类中的非种子词, 若 s = w′i, s′ = wi,

(1 ≤ i ≤ n, 1 ≤ j ≤ m) 且至少 s, s′ 之一为主题词, 则将主

题词扩充为 s− s′, s, s′ 被称为主题词元素, 处理后的主题词

形成归一主题词表. 例如两个聚类为: (学生: 学校, 教师, 老

师, 中学, 同学, 教学, 教育) 和 (教师: 学生, 教学, 学校, 中小

学, 教育, 办学, 中学), 并且 “学生” 为原主题词, 则将主题词

扩充为 “学生 − 教师”.

合并: 若两个主题词含有公共元素, 则将这两个主题词

合并为一个主题词. 即对于主题词 A − s − B, A′ − s − B′,
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合并二者为 A− s−B −A′ −B′, 其中 A, B, A′, B′ 可能由
多个主题词元素构成. 该过程遍历归一主题词表的所有主题

词, 直至没有重复的主题词元素, 处理后的主题词表被称为

合并主题词表. 例如两个主题词为 “货币 − 金融 − 贸易” 和

“出口 − 贸易 − 危机”, 则将其合并为 “货币 − 金融 − 贸易
− 出口 − 危机”.

替换: 若合并主题词表有主题词 s− s′, 而原主题词表中
有 s 或 s′, 将其替换为 s− s′, 循环此过程直到合并主题词表
中的所有主题词均得以替换, 原主题词表中的其他主题词保

持不变, 形成替换主题词表. 例如原主题词包括 “学生”, 而合

并主题词表中有 “学生 − 教师”, 则以 “学生 − 教师” 替换

“学生”.

最后删除替换主题词表中重复的主题词, 形成新的主题

词表, 该主题词表即为经过背景词汇聚类联想后的主题词表.

3.3 中心主题获取

根据联想后的片段主题词计算全文的中心主题词. 假设

文本有 n 个片段, 其中 s 作为不同片段的主题词元素出现m

次, 则 P (s) = m/n, 取 P (s) > µ 的主题词元素作为中心主

题词, µ 为一小于 1 的常数.

4 实验设计及结果对比

本文所有实验以 1997年和 1998年人民日报手工标注的

语料库以及文本分类语料库为背景库及建模对象 (共 12 980

个文本), 并以知网词典 (去除其中的虚词、形容词、副词等意

义不大的词, 再删掉语料库出现频数小于 10的词, 剩余 9 768

个词汇) 作为选择词汇的词典. 除知网外, 抽取关键词实验还

用到汉语词法分析系统 ICTCLAS. 所有这些实验中用到的

资源均可网上下载并限研究使用.

为了有效利用 Gibbs 抽样算法, 先通过实验确定主题数

目 T 的最佳值, 以及 Burn-in 间距 (b) 和 Thinning 间距 (c)

的取值. 对于主题结构的测试, 按文本分割及主题提取两个

方面分别单独进行.

4.1 词汇聚类

以词典中的每一个词汇作为种子词 s, 当 P (w|s) >

P (w) 时, 取 7 个 δSC > γ, γ = 0.005 的词汇 (按 δSC 值从

大到小的顺序) 和 3 个 rel(w, s) > r′, r′ = 0.00025 的词汇

(按 rel(w, s) 值从大到小的顺序), 构成同一个聚类. 舍弃独

词 (只包括种子词) 聚类, 形成词汇聚类表. 共有 6 502 个聚

类出现.

4.2 主题数目的确定

针对同样的语料库及同样的词典 (W = 9768, D =

12 980, N = 1 032 365, W 为词汇数目, D 为文本数目, N

为词汇记号数目, 也就是每次抽样依据式 (3) 对 z 赋值的次

数), 可变量包括超参数 α, χ 以及主题数目 T . 本实验目的

在于了解主题数目对于 Gibbs 抽样算法的影响, 为此先确定

α, χ 的值, 然后为 T 选择合适的值. 这实际上是一个模型选

择的问题, 本文采用贝叶斯统计中的标准方法予以解决. 令

α = 50/t, χ = 0.01 (此为经验值, 多次实验表明, 这种取值

在本实验的语料库上有较好表现), T 取不同的值分别运行

Gibbs 抽样算法, 检测 ln P (w|T ) 值的变化.

由本文建模的模型可知, α, χ 是多项分布 ψ 和 φ 上

的 Dirichlet 先验概率假设, 其自然共轭的特点说明通过对

ψ 和 φ 积分可以求取联合概率 P (w, z) 的值. P (w, z) =

P (w|z)P (z), 并且 φ 和 ψ 分别单独出现于第 1 项和第 2 项,

对 φ 积分获第 1 项值如下:

P (w|z) =

(
Γ(Wχ)

Γ(χ)W

)T T∏
i=1

∏
w Γ(n

(w)
j + χ)

Γ(n
(.)
j + Wχ)

(9)

其中, Γ(·) 是标准的 Gamma 函数, n
(w)
j 表示将词汇 w 分配

给主题 j 的频数, n
(.)
j 表示分配给主题 j 的所有词数. 因为

P (w|T ) 可以近似为一系列 P (w|z) 的调和平均值, 所以按下

式求取其值:

1

P (w|T )
=

1

M

M∑
m=1

1

Pm(w|z)
(10)

实验结果如图 1 所示.

图 1 ln P (w|T ) 与主题数目的关系

Fig. 1 The log-likelihood of the data for different settings of

the number of topics T

由图 1 可以看出, 当主题数目 T 为 300 时, lnP (w|T ) 的

值最小, 随后开始急剧增大, 说明主题数目为 300 时, 模型对

于语料库数据中有效信息的拟合最佳, 因此, 后续实验的主

题数目取为 300.

4.3 Burn-in及 Thinning间距的选择

为了科学地确定 Burn-in (b) 值和 Thinning (c) 值, 本实

验取 T = 300, 以 4 个不同的初始值运行 Gibbs 算法, 若 b, c

的取值合适, 则抽样结果 (ln P (w|z) 的值) 随初始值的变化

很小, 也可以说独立于初始值. 实验结果如图 2 所示.

图 2 迭代数百次后 ln P (w|T ) 趋于稳定

Fig. 2 The log-likelihood stabilizes after a few hundred

iterations
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从图 2 中可以看出, ln P (w|z) 的值在迭代数百次后稳

定, 因此本文实验取 Burn-in 间距为 350, Thinning 间距为

50.

4.4 文本分割的测试

4.4.1 测试集

本实验利用 1997 年 3 月份人民日报手工标注的语料库

构建 4 个测试集 T3−11, T3−5, T6−8, T9−11, Tx−y 表示所含

主题片段的句数在 x 和 y 之间. 每一个测试集包括若干伪文

本, 即由不同类的文本连接而成的形式上的文本, 要求相邻

段落务必来自不同的类. 其所含的主题数平均为 7, 具体如表

1 所示.

表 1 实验中的测试集

Table 1 Test sets used in the experiments

T3−11 T3−5 T6−8 T9−11

片段句数 3–11 3–5 6–8 9–11

伪文本数 109 127 115 98

4.4.2 度量标准

文本分割一般基于 Pk
[12] 进行度量, 但从理论上讲

WindowDiff[13] 更为科学. 为了便于同类算法向前和向后

的对比, 本文采用 Pk 和WindowDiff 两种标准分别度量.

Pk = P (seg)P (miss) + (1− P (seg))P (falsealarm) (11)

P (seg) 是指距离为 k 的两个句子分属不同主题片段

的概率, 而 1 − P (seg) 就是指距离为 k 的两个句子属于

同一主题片段的概率, 本实验将两个先验概率取等值, 即

P (seg) = 0.5, P (miss) 是算法分割结果缺少一个片段的概

率, P (falsealarm) 是算法分割结果添加一个片段的概率.

WindowDiff (ref, hyp) =

1

N − k

N−k∑
i=1

(|b(refi, refi+k)− b(hypi, hypi+k)| > 0) (12)

b(i, j) 表示整句 si 和整句 sj 间的边界数量, N 表示文本中

的整句数量, k 取真实片段平均长度的一半, ref 代表真实分

割, hyp 代表算法分割.

4.4.3 实验结果

Gibbs 抽样的主题数目 T = 300, 超参数 α = 50/T ,

χ = 0.01, 取 10 个不同的初始值运行算法, 每个初始值

迭代 350 次, 然后每隔 50 次取一次样本, 共取 10 次样

本. 加入训练语料的测试文本被初始化, 继续迭代 10 次,

开始计算结果. 每个文本的测试结果取 100 个样本的平均

值, 测试集的实验结果取所有文本测试结果的平均值. 作

为与本文方法的对比, 取 PLSA[5], LSA (Latent semantic

analysis)[14], MDA (Multiple discriminant analysis)[15] 三

种算法在 T3−11, T3−5, T6−8, T9−11 上进行测试, 结果如表

2. 可见, 本文算法对于 4 个测试集均有较好的表现, 而且

实验表明测试结果比较稳定, 不同样本间的差别较小. 据文

献 [16], 基于 PLSA 模型的分割, 其结果的随机性较大, 随

迭代次数及主题数目的变化难于确定. 表中同时给出 Pk 和

WindowDiff 的值也验证了 Pk 的一些缺陷
[13], 比如对于不

同的片段长度, Pk 的评价准则不一致. 同样的错误在较小片

段内给予较大的罚分, 而到了较大片段则给予较小的罚分或

者忽略不计.表中两个 11.94的 Pk 值,所对应的WindowDiff

值差别极大, 也正说明了这一点. 由于WindowDiff 对于错

误的衡量比 Pk 更为精细, 所以基于同样的分割方法及测试

集, 前者明显高于后者.

表 2 与 PLSA, LSA 以及动态规划的对比结果

Table 2 Segmentation results compared to PLSA, LSA, and

dynamic programming

T3−11 (%) T3−5 (%) T6−8 (%) T9−11 (%)

本文算法 7.55 (16.12) 12.29 (27.03) 5.72 (18.18) 10.67 (24.32)

PLSA 16.79 (43.64) 13.81 (36.34) 13.26 (37.50) 11.94 (45.90)

LSA 13.12 (32.61) 15.21 (30.84) 10.02 (19.76) 12.17 (59.44)

MDA 11.61 (18.45) 11.38 (27.22) 11.94 (26.00) 11.00 (31.98)

4.5 主题提取的测试

4.5.1 测试语料

本测试采用的是文本分类语料库, 共包括环境、经济、艺

术、教育、体育、计算机、医学、政治、交通、军事等 10 大类.

测试语料库中的文本没有分词, 所以首先利用北大的分词系

统 ICTCLAS (Institute of computing technology, Chinese

lexical analysis system) 对其进行处理, 然后凭直觉给每个

类以一定数目的标识词 (至多 5 个), 如下表 3 所示.

表 3 类及其标识词

Table 3 Categories and their identification words

类别 标识词 类别 标识词

环境 环境、动物、土壤、植被 教育 教育、思想、校、学

经济 经济、金融、财政、商品、贸易 体育 赛、训练

军事 战、军、炸弹、航空、装备 艺术 文艺、艺术、拍摄、出版、剧院

计算机 电脑、网、芯片、数据、程序 医药 病、伤口、药、饮食

交通 交通、车、乘客、路、港口 政治 政治、会、访问、联合国、和平

4.5.2 度量标准

若从某类文本提取的主题词包含该类的标识词, 即认为

提取结果正确. 准确率 (Precision) 定义如下:

precision =
ncorrect

ntotal
(13)

其中, ncorrect 指正确提取主题词的文本数, ntotal 指测试文

本的总数.

4.5.3 片段主题提取

以类为单位进行测试, 每个类取大约 100 个主题片段,

其测试集合如表 4 所示.

表 4 测试集及所包含的片段数目

Table 4 Test sets and their topics

类别 环境 经济 交通 教育 体育 政治 军事 计算机 艺术 医药

片段数 101 113 102 100 105 105 97 95 114 106

将本文方法与 TF-IDF[17] 及 Z-SCORE[17] 方法进行对

比. TF-IDF 的计算方法为

weightw(s) =

tfw(s)× ln

(
N

nw

)

√
n∑

i=1

(tfw(s))2 × ln2

(
N

nw

) (14)
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其中, tfw(s) 表示词汇 w 在测试片段 s 中的出现频数, N 为

背景语料中所有的片段数目, nw 是背景语料含有 w 的片段

数目. Z-SCORE 的计算方法为

weightw(s) =
tfw(s)−

N∑
i=1

fi(w)

N√√√√√√
N∑

i=1


fi(w)−

N∑
i=1

fi(w)

N




2

× fi(w)

N

(15)

其中, fi(w) 是词汇 w 在背景语料第 i 个片段中的出现频数.

当提取主题词的数量为 5 和 7 时, 实验结果分别如表 5 和表

6. 从表中可见, 本文方法的结果在两种情况下均远远好于其

他两种方法, 主要原因在于充分利用背景语料库的知识, 使

主题词产生联想, 以此挖掘出隐藏于文本之中的内涵.

为了使得对比结果更为清晰, 图 3 绘出本文方法与 TF-

IDF 以及 Z-SCORE 在主题词数为 5, 7, 10 时的对比情况,

每种方法取主题词数固定下的 10 个测试集结果的平均值.

从图 3 可以看出, 随着允许提取主题数目的增多, 三种

方法的准确率均有提高, 但本文方法的变化幅度最小, 尤其

当主题词数增加到 7 以后, 基本保持不变了, 这说明本文方

法提取的主题词的先后顺序对于片段核心内容的反映程度比

其他两种方法好很多.

表 5 主题词数为 5 的提取结果

Table 5 Subtopic identification results when the number of

topic words is 5

类别 本文方法 (%) TF-IDF (%) Z-SCORE (%)

环境 81.29 47.17 9.44

经济 90.47 41.11 29.68

军事 72.09 50.52 10.17

计算机 75.46 56.37 24.33

交通 100.00 79.69 33.12

教育 100.00 80.00 21.98

体育 98.45 54.69 76.65

艺术 96.00 54.72 6.64

医药 93.27 61.67 44.83

政治 92.99 62.13 30.10

表 6 主题词数为 7 的提取结果

Table 6 Subtopic identification results when the number of

topic words is 7

类别 本文方法 (%) TF-IDF (%) Z-SCORE (%)

环境 88.33 64.81 31.48

经济 95.54 50.00 34.62

军事 86.65 63.54 29.17

计算机 84.38 68.00 47.91

交通 100.00 96.92 81.54

教育 100.00 88.24 56.86

体育 98.99 72.31 89.23

艺术 99.86 70.37 16.67

医药 95.42 78.69 55.74

政治 97.23 76.36 49.09

图 3 本文方法与 TF-IDF 以及 Z-SCORE 的结果对比

Fig. 3 Results of the method of this paper compared with

those of TF-IDF and Z-SCORE

4.5.4 中心主题获取

令 P (s) 为片段主题词元素的出现频率, 取 P (s) > µ 的

片段主题词元素为中心主题词, 随着 µ 的提高, 准确率不断

降低, 片段主题词数为 7 时, 其中心主题词获取结果如表 7

所示 (中心主题词数不限, 但少于 7).

表 7 µ 的取值及相应的中心主题提取的准确率

Table 7 µ and the precision of extraction of central topic

µ 0.5 0.6 0.7 0.8

准确率 (%) 98.78 97.25 88.41 74.54

5 相关研究对比

本文探讨适合主题分析的模型和方法, 将主题分割与主

题识别集成在 LDA 框架下实现. 与本文研究最相关的工作

是 STM (Statistical topic model)[4], MDA[14] 因涉及国内对

于主题分割部分的研究, 所以也进行对比分析.

STM 是一种有限混合模型, 原则上讲, 这种模型假定一

个文档仅仅呈现一个主题, 往往无法准确描述语料库及文档

建模所需的数据信息, 同时, 由于没有对主题概率及词汇概

率作任何假设, 导致局部极大值、过度拟合以及收敛速度过

慢等问题. 本文作者在实验中发现, 基于该模型的主题分割

错误率较高, 基本在 50% 左右, 主题词提取的准确率低于

TF-IDF 方法. 分析原因, 除了上述模型自身存在的问题外,

还由于对模型参数的估算基于单一文档的部分信息 (包括 h

句的块), 而非语料库丰富的知识, 但毕竟一个块内提供的信

息过于有限, 所以无法准确估算参数值.

MDA 方法定义了 4 种全局评价函数, 寻找满足分割单

元内距离最小化和分割单元间距离最大化条件的最好分割方

式, 实现对文本分割模式的全局评价. 其优点在于通用性强,

无需语料库, 缺点是片段边界的确定仅仅依赖本文档的内部

信息, 难于实现更好的分割. 表 2 的实验结果同样说明, 采用

MDA 方法, 其分割错误率 (Pk) 极为集中 (11% 左右). 而

本文方法更多地依赖于语料库的训练, 因此当语料库信息充

分, 测试文档与训练语料结构类似时就会呈现更好的分割效

果 (Pk = 5.72%).

6 结语

本文利用 LDA 为语料库及文本建模, 通过背景知识解

析文本的主题结构 – 文本分割之上提取片段主题词并总结全

文的中心主题词. LDA 是完全的生成模型, 从理论上讲, 具
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有其他模型无可比拟的建模优点. 为了提高主题词提取的准

确性, 本文以词汇聚类的方式使主题词产生联想, 将主题词

扩充到待分析文本之外, 尝试挖掘隐藏于字词表面之后的文

本内涵. 实验结果表明, 本文方法有很好的分析表现, 可以为

文本推理的研究提供坚实的基础. 下一步的工作将尝试采用

文献 [18] 的方法提高模型训练的速度, 使得该方法可行.
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