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摘    要   提出一种航天器编队的深度强化学习控制方法. 该方法通过引入动力学奖励, 考虑轨迹的动力学可行性并优化燃

料消耗量. 在训练环境中, 引入  摄动相对动力学模型, 基于近端策略优化算法, 将航天器的局部观测信息作为策略网络

和评价网络的输入. 策略网络输出航天器的期望位置和速度, 结合动力学模型限制策略任意动作之间的转换控制, 使输出轨

迹考虑动力学可行性. 评价网络基于局部观测信息估计由动力学模型限制的优势函数, 从而辅助策略网络更新参数. 进一步

地, 以燃料消耗量的负数作为动力学奖励, 结合避撞和任务相关奖励后, 训练得到的策略网络在完成航天器编队任务的同时

优化了燃料消耗.
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Abstract   This paper presents a deep reinforcement learning control method for spacecraft formation. The method
deals with the dynamical feasibility of the trajectory and optimizes the fuel consumption by introducing dynamical
reward. Based on proximal policy optimization algorithm, a dynamic model of relative motion with   perturbation
is introduced in the training environment, and the inputs of Actor and Critic networks are the local observed in-
formation of the spacecraft. The outputs of the Actor network are the desired position and velocity of the space-
craft. Combining the dynamic model that restricts the control of transitions between two arbitrary actions of the
strategy, the Actor network outputs the desired position and velocity, which makes the output trajectory account
for the dynamical feasibility. The Critic network estimates the advantage function constrained by the dynamic mod-
el based on local observed information, therefore, the Actor network updates the parameters based on the advant-
age function. Further, the dynamical reward is defined as the negative value of the fuel consumption. As a result,
combining collision avoidance and task-related rewards, the obtained Actor network achieves the distributed space-
craft formation task while optimizing the fuel consumption.

Key words   Deep reinforcement learning, spacecraft formation, distributed control, dynamics
Citation   Jin Wei-Cheng, Chen Ti, Hu Hai-Yan. Deep reinforcement learning control for spacecraft formation with dy-
namical reward. Acta Automatica Sinica, 2025, 51(10): 2283−2292

 
与复杂的大型航天器相比, 小型航天器集群自

主编队在分布式观测、空间大型结构组装、空间碎

片抓捕等领域具有成本低、可靠性高和适应性强等

优势[1−3]. 自 1978年美国国家航空航天局 (National
Aeronautics and Space Administration, NASA)提

出模块化航天器概念以来[4], 航天器集群自主编队

任务在现代航天中展现出巨大的应用潜力, 相关的

在轨任务和理论研究也在不断发展[5−7].
例如, 美国空军研究实验室 (Air Force Re-

search Laboratory, AFRL)提出 TechSat 21项目,
用 8个小型航天器来执行分布式观测任务[8]; 多伦

多大学航空航天研究所实现了 CanX-4与 CanX-5双
航天器编队, 在 50 m距离下实现厘米级相对位置

的高精度编队飞行[9]; 我国则成功将实践九号 A/B
双卫星送入预定轨道, 进行卫星编队技术验证[10].

相关理论研究多集中于复杂场景或复杂动力学

下的运动规划和控制器设计. Foust等[11] 基于模型

预测控制[12] 和凸序列优化方法[13] 提出一种用分布

式集群航天器组装大型空间结构的算法; Basu 等[14]

提出一种燃料消耗量最优的航天器位置分配算法,

 
 

收稿日期 2025-05-07    录用日期 2025-08-28
Manuscript received May 7, 2025; accepted August 28, 2025
国家重点研发计划 (2022YFC2204800), 国家自然科学基金

(12494562, 12472015)资助
Supported by National Key Research and Development Pro-

gram of China (2022YFC2204800) and National Natural Science
Foundation of China (12494562, 12472015)
本文责任编委 王金枝
Recommended by Associate Editor WANG Jin-Zhi
1. 南京航空航天大学航空学院 南京 210016    2. 航空航天结构

力学及控制全国重点实验室 南京 210016
1. College of Aerospace Engineering, Nanjing University of

Aeronautics and Astronautics, Nanjing 210016    2. State Key
Laboratory of Mechanics and Control for Aerospace Structures,
Nanjing 210016

第 51 卷   第 10 期 自   动   化   学   报 Vol. 51, No. 10

2025 年 10 月 ACTA AUTOMATICA SINICA October, 2025

https://cstr.cn/32138.14.j.aas.c250202


并基于收缩时域模型预测控制算法实现轨迹跟踪.
目前, 有不少学者通过多智能体强化学习算法求解

协同包围等场景[15], 并获得了很好效果. 然而, 不同

场景的奖励设置、强化学习与复杂动力学模型的结

合等问题尚待研究. 面对日益复杂的场景和通用性

要求, 可基于多智能体强化学习算法在协同包围等

问题中的求解思路, 探索航天器集群自主编队的新

途径[16−17].
对多智能体强化学习方法的研究可分为两类:

一是从控制和优化理论出发, 设计并求解优化控制

问题; 二是从人工智能角度出发, 学习复杂环境下

的任务决策序列. 第一类研究大多针对有领导者的

一致性问题, 将系统博弈问题转化为哈密顿−雅可

比−埃萨克斯 (Hamilton-Jacobi-Isaacs, HJI)方程[18].
例如, Vamvoudakis 等[19] 运用策略迭代方法在线

求解双人零和博弈问题的 HJI方程, 输出的反馈控

制策略可保证系统的闭环稳定性. 在第二类研究中,
采用深度神经网络与环境交互来更新网络参数, 可
处理复杂环境的决策问题, 但会牺牲可解释性. 比
如, Yan等[20] 基于 Actor-Critic模型训练一种固定

翼无人机编队控制策略, 其算法中的 Actor和 Crit-
ic 网络采用多层感知机模型并建立在连续的状态

空间和动作空间中; 他们还采用经验回放机制来提

高训练效率. 第二类研究的一个重要区分点是, 策
略的训练与执行是集中式还是分布式. 集中式训练

通常较为容易, 也能取得更好效果. 例如, Xu等[21]

基于近端策略优化 (Proximal policy optimization,
PPO)算法和领导者−跟随者框架, 给出固定翼无人

机编队的集中决策式避撞编队保持方法, 在单个领

导者和五个跟随者的情况下获得较低的通信成本.
但集中式训练往往依赖全局信息, 难以扩展到大规

模集群, 而分布式训练可以解决这一问题. 例如,
Chen等[22] 通过深度强化学习, 分布式地学习了无

通信多机器人场景下的避撞策略, 其方法的核心是

价值网络对给定智能体与其邻居状态下到达目标的

时间进行估计. 分布式架构的主要问题是环境非平

稳性, 在训练过程中, 智能体不断更新的策略也是

环境的一部分, 这会对学习产生负面影响. 除此之

外, 多智能体强化学习还可根据其迭代优化的目标

分为基于值 (Value-based)的和基于策略 (Policy-
based)的多智能体强化学习, 以及两者结合的 Act-
or-Critic 方法[23]. 然而, 在考虑航天器复杂轨道动

力学的前提下, 需解决的难题是: 如何仅依据局部

观测信息独立决策, 实现不同规模航天器集群的自

主编队控制.
本文针对航天器集群自主编队任务, 提出一种

含动力学奖励的深度强化学习方法. 该方法的主要

J2

创新点如下: 一是得到的策略网络以局部信息作为

输入并独立决策, 可适应不同规模的航天器集群和

期望构型, 而无需重新训练; 二是策略网络输出航

天器的期望位置和速度, 考虑了在  摄动相对动力

学模型下轨迹的动力学可行性, 并优化了燃料消耗量.

J2

本文的结构如下: 第 1节阐述航天器自主编队

任务、航天器的  摄动相对动力学模型和多智能

体强化学习的基本知识; 第 2节介绍本文提出的航

天器自主编队深度强化学习框架; 第 3节给出训练

场景和结果, 并对比不同动力学奖励占比对训练后

策略的影响; 第 4节总结全文.

 1　问题描述

J2

本节主要介绍航天器自主编队任务场景和控制

目标、航天器的  摄动相对动力学模型以及多智

能体强化学习的基本知识.

 1.1　任务场景和控制目标

n假设  个同构的航天器已由运载火箭发射进入

任务轨道, 并随机释放在任务轨道附近, 要求各航

天器独立决策形成预定的编队. 一般来说, 针对不

同的具体任务, 预定的期望编队有两种类型: 第一

种给定精确的状态坐标; 第二种给定若干期望区域.
在航天器集群追逃、博弈、对抗、结构组装和重构等

空间任务中, 多采用第二种预定期望编队, 尤其是

在轨道平面内的期望区域编队. 因此, 本文主要研

究平面内期望区域的航天器自主编队任务. 例如,
图 1给出期望 6个航天器在“十”字形平面区域内自

主形成编队的场景.

 
 

 

图 1    航天器自主编队示意图

Fig. 1    Schematic diagram of spacecraft
autonomous formation

 

robs

在本文中, 设航天器只有有限的计算和通讯能

力, 且其所携带的低功耗传感器仅能探测周围邻域

 内的信息. 此外, 航天器集群的规模和期望区域

的形状会根据具体任务需求改变. 在执行任务前,
期望区域信息被预先发送给所有航天器, 并假设期
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望区域形状在执行任务期间保持不变. 因此, 本文

的控制目标是: 各航天器通过期望区域信息和实时

探测到的局部信息, 在不发生碰撞的情况下被控制

到期望区域内. 此外, 需要考虑航天器的  摄动相

对动力学模型, 生成的轨迹要符合动力学可行性和

较少的燃料消耗, 并要适应不同规模的集群和期望

区域.

J2 1.2　  摄动相对动力学模型

J2

Ô-X̂Ŷ Ẑ Ô

X̂

Ẑ Ŷ X̂ Ẑ

O-

XY Z O

X

Y

Z X Y

j

空间航天器在进行近距离机动时, 主要受到 

摄动力的影响[14, 24]. 首先, 定义如下两个坐标系: 一
是地心惯性系 (Earth central inertial coordinate
frame, ECI)  , 其坐标原点  为地球质心,

 轴为地球赤道平面与黄道平面的交线, 指向春分

点,   轴指向北极,   轴与  轴和  轴构成右手系;
二是主星质心相对运动轨道坐标系 (Local-vertical-
local-horizontal coordinate frame, LVLH) 

, 其坐标原点  是在地心惯性系中描述的主

星质心或目标轨道上的虚拟主星质心,   轴由地心

指向主星质心,   轴在主星的运行轨道平面内且指

向主星的速度方向,   轴与  轴和  轴构成右手

系. 集群中第  个航天器的相对动力学模型定义在

LVLH内, 其表达式为

ẍj = 2ẏjωz − xj

(
n2
j − ω2

z

)
+ yjαz −

zjωxωz − (ζj − ζ) siosθ − r
(
n2
j − n2

)
+ ujx

ÿj = −2ẋjωz + 2żjωx − yj
(
n2
j − ω2

z − ω2
x

)
−

xjαz + zjαx − (ζj − ζ) siocθ + ujy

z̈j = −2ẏjωx − xjωxωz − yjαx −

zj
(
n2
j − ω2

x

)
− (ζj − ζ) cio + ujz

(1)

其中,

ωz = θ̇ + Ω̇cio =
h

r2

n2
j =

µ

r3j
+

kJ2
r5j

−
5kJ2r

2
jZ

r7j

rj = ∥rj∥ =
√

(r + xj)
2
+ y2j + z2j

αz = ω̇z = −2hṙ

r3
−

kJ2s2ios2θ
r5

rjZ = rj · Ẑ = (r + xj) siosθ + yjsiocθ + zjcio

ωx = i̇ocθ + Ω̇sθsio = −kJ2s2iosθ
hr3

ζj =
2kJ2rjZ

r5j
, ζ =

2kJ2siosθ
r4

n2 =
µ

r3
+

kJ2
r5

−
5kJ2s2ios

2
θ

r5

αx = ω̇x = −kJ2s2iocθ
r5

+
3ṙkJ2s2iosθ

r4h
−

8k2J2s
3
io
cios

2
θcθ

r6h2

kJ2 =
3J2µR

2
e

2
(2)

· xj yj zj

ujx ujy ujz j

c∗ s∗ cos (∗)
sin (∗) ωz Z

n2 ζ

n2
j ζj j

αz

Z rjZ rj Ẑ

ωx X

αx X

Re = 6 378 J2 = 1.082 62× 10−3

µ = 3.986× 105 km3 · s−2

rs =
[
r vx h Ω io θ

]

式 (1)和式 (2)中, “  ”表示向量点乘;  、  和 ,
、  和  分别表示第  个航天器在 LVLH中

的位置和施加的控制加速度;  ,   分别表示 

和 ;   表示轨道平面的转动角速度在  轴上

的分量;   和   是包含在 ECI下描述的目标轨道

根数的项;   和   是包含目标轨道根数和第  个

航天器相对位置的项;   表示轨道平面的转动角加

速度在  轴上的分量;   表示   在 ECI的  轴

上的投影;   表示轨道平面的转动角速度在  轴

上的分量;   表示轨道平面的转动角加速度在 

轴上的分量;   km、  和

 分别表示地球的平均半径、

扁率常数和标准重力参数. 式 (1) 和式 (2)中目标

轨道的混合轨道根数  满

足下式 

ṙ = vx

v̇x = − µ

r2
+

h2

r3
− kJ2

r4
(
1− 3s2ios

2
θ

)
ḣ = −

kJ2s2ios2θ
r3

Ω̇ = −2kJ2cios
2
θ

hr3

i̇o = −kJ2s2ios2θ
2hr3

θ̇ =
h

r2
+

2kJ2c2ios
2
θ

hr3

(3)

uj =
[
ujx ujy ujz

]T
= satumax

umin
(ucj) ucj

j umin = umin1

umax = umax1 1

由于小型航天器的推进器只能提供有限推进

力, 所以本文假设式 (1)中的控制力存在饱和, 即
. 其中,   是

第   个航天器计算得到的控制力;   和

 表示饱和的下限和上限,   为维度合

适的全 1 列向量.

 1.3　多智能体强化学习基本知识

利用神经网络的特点, 多智能体强化学习可以

处理高维复杂环境下的决策问题. 当环境中存在多

个仅可观测局部信息的决策者时, 可以用部分可观

马尔科夫博弈 (Partially observable Markov games,
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POMG)进行建模[25].
⟨S, A, P, {Ri}, O,

{Zi}, N, γ⟩ S = S1 × S2 × · · · × SN

A = A1 ×A2 × · · · ×AN

P = P (st+1|st, a) st

a st+1

st+1, st ∈ S a ∈ A Ri i

ri i

O ⊆ S Zi = Zi(oi|s, ai)

ai s oi ∈ O

ai ∈ Ai N γ ∈ [0, 1]

参考图 2,  将模型表示为  

. 其中,   表示联

合状态空间;   表示联合动

作空间;   表示在状态  下, 所有

智能体采取联合动作   时, 环境转移到状态  

的概率,  ,  ;   表示智能体  的奖

励函数, 其取值   称为智能体   获得的即时奖励;
 表示可观测空间;   表示在

执行动作  并转移到状态  下, 获得观测 

的概率,  ;   表示智能体集合;   表

示折扣因子, 其取值决定了当前奖励与未来奖励之

间的相对重要性.

 
 

环境
P(st+1|st, at)

st

ot

rt = R1(at, st, st−1)

at = cat(at, at, … , at)

智能体 1 智能体 2 智能体 n
p1(a1|o1) p2(a2|o2) pn(an|on)

…

1

1 rt = R2(at, st, st−1)2 rt = Rn(at, st, st−1)n

ot
2 ot

n

at
1

1 2 n

at
2 at

n

 

图 2    部分可观马尔科夫博弈

Fig. 2    Partially observable Markov games
 

i πi(ai|oi)

oi ai i

智能体   的策略   定义了在获得观测

 时采取动作  的概率. 智能体  的目标是最大

化自身的未来累积折扣奖励

Gi
t =

∞∑
k=0

γkrit+k (4)

t其中,   是累积折扣奖励开始计算的时间步.
在部分可观马尔科夫博弈模型中, 某个智能体

在训练过程中获得的奖励不仅与环境有关, 还与其

他智能体的策略相关, 而所有智能体的策略均不断

更新, 这无疑增加了训练过程的不稳定性.
从现有文献看, 多智能体强化学习可按训练架

构分为三类[26], 分别是分布式架构 (Distributed trai-
ning with distributed execution, DTDE)、中心式

架构 (Centralized training with centralized execu-
tion, CTCE)和中心式训练−分布式执行架构 (Cent-
ralized training with distributed execution, CTDE).
在本文的控制目标下, 策略以局部观测信息作为输

入, 且需要适应不同规模的集群. 所以, 在训练过程

中, 各航天器也应只使用局部观测信息, 而不是所

有航天器的全局信息, 以保证策略可以适应不同规

模的集群.

 2　航天器自主编队深度强化学习框架

J2

针对上节阐述的航天器自主编队任务, 本节提

出通过深度强化学习框架训练策略实现控制目标.
通过引入动力学奖励, 考虑航天器近距离机动下的

 摄动相对动力学模型路径可行性.
图 3是本文所提方法的流程图, 本节其余部分

将结合图 3, 从训练环境、训练架构与损失函数、网

络结构和奖励函数设置来介绍本文方法的细节.

  
Actor

环境

环境

环境

动作
采样与裁剪 (11)

策略

最大化式 (5)

航天器 1

航天器 2

航天器 i
动力学模型 (1)
奖励函数 (16)

状态
奖励

Critic

折扣奖励 (4)

状态
折扣奖励

状态
优势函数

最小化式 (6)

…
…

…

…

 

图 3    所提方法流程图

Fig. 3    Flowchart of the proposed method
 

 2.1　训练环境

R m

R1 R2 · · · Rm R = ∪m
i=0Ri

d ∈ Rm

j

Rj Rj

Rd = ∪k, dk=1Rk

n

在多智能体强化学习训练环境中, 大多关心任

务目标是否达成. 因此, 认为智能体状态可根据神

经网络输出动作而随时更改. 但事实上, 航天器状

态受到其动力学方程制约, 因此, 本文建立考虑动

力学方程 (1)的航天器集群自主编队训练环境. 将
航天器执行任务可能到达的空间  划分为  个互

不相交的子区域 ,  ,  ,  , 且 .
记向量  的维数与子区域个数相等, 用来标

记对应子区域是否为期望子区域, 其第  个元素为

1表示子区域  为期望区域, 为 0则表示  不是

期望区域. 在本文中, 设最终期望区域可由某多边

形表示, 即期望区域  为多边形, 如
图 4中的绿色区域. 该训练环境可包含任意  个航

天器, 其状态更新遵循式 (1). 在图 4中, 红色圆点

表示航天器, 圆点的半径即为避撞半径; 与红色圆

点同心的半透明黄色圆为该航天器可探测信息的范

围, 其半径为低功耗雷达的最大探测半径. 单个航

天器规划终止有两种: 第一种是航天器与其他航天

器或环境边界发生碰撞, 此时仅发生碰撞的航天器

被重新随机分配位置; 第二种是所有航天器都保持
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sf在期望区域内若干步  后, 此时所有航天器被重新

随机分配位置并开始下一轮仿真.

 
 

 

图 4    训练环境渲染图

Fig. 4    Rendering graph of the training environment
 

Rd

每个航天器的局部观测信息由环境信息和实时

探测信息组成. 环境信息由期望区域多边形  的

顶点位置坐标、环境的边界组成, 每步的实时探测

信息则为自身当前位置、速度以及相邻航天器和环

境边界与自身的距离, 如图 4中的黑色线段所示,
可由低功耗雷达扫描得到.

 2.2　训练架构与损失函数

πθ θ

πθ = πi i = 1, 2, · · · , n
n

n

θ

本节在图 4所示的环境上建立深度强化学习训

练架构. 该架构基于近端策略优化算法[27−28], 在训练

过程中各航天器共享 Actor和 Critic网络参数. 具
体地, Actor网络  是以  为参数的策略网络, 且

,  , 目标为学习最终的控制

策略. 它收集并行训练环境中  个航天器的局部观

测, 给出这  个航天器应采取的下一步动作, 然后

将这些动作分发给各航天器. 在每一步中, Actor网
络根据 Critic网络对优势函数的估计来更新自身参

数 , 谋求下述目标函数的最大化

L (θ) =
1

Bn

B∑
i=1

n∑
k=1

min(rkθ, iA
k
i ,

clip
(
rkθ, i, 1− ε, 1 + ε

)
Ak

i ) +

σ
1

Bn

B∑
i=1

n∑
k=1

S
[
πθ

(
ak
i

∣∣ok
i

)]
(5)

rkθ, i = πθ(a
k
i |ok

i )/πθlast(a
k
i |ok

i )

πθlast(a
k
i |ok

i ) B

n

Ak
i ε

clip(rkθ, i, 1− ε, 1 + ε)

其中,   是更新前后策

略网络的概率比, 用以表征更新前后策略的差异,
 表示更新前的策略网络;   是批大小,

即每次梯度迭代的样本数量;   是航天器的个数;
 是优势函数, 由 Critic网络估计;   是策略网络

裁剪超参数;   是裁剪函数, 将

rkθ, i [1− ε, 1 + ε] S[πθ(a
k
i |ok

i )]

πθ(a
k
i |ok

i ) σ

 裁剪在  区间;   是策略

 的信息熵;   是与策略信息熵相关的超参

数, 保持策略在训练过程中对环境的探索, 避免提

前收敛至局部最优解.
Vϕ ϕ

Vϕ = V i i = 1, 2, · · · , n
n

与此同时, Critic网络  是以  为参数的评

价网络, 且 ,  , 用于估计优

势函数. 它收集并行训练环境中的  个航天器的状

态和环境返回的即时奖励, 并拟合累积折扣奖励值.
Critic网络谋求下述损失函数的最小化

L
(
ϕ
)
=

1

Bn

B∑
i=1

n∑
k=1

max
((

Vϕ

(
ski

)
−Gi

)2
,

(
clip

(
Vϕ

(
ski

)
, Vϕlast

(
ski

)
− δ,

Vϕlast

(
ski

)
+ δ

)
−Gi

)2)
(6)

Gi πθ

Vϕlast(s
k
i ) δ

其中,   是累积折扣奖励, 通过 Actor网络  与环

境交互得到;   表示更新前的 Critic网络; 

是 Critic网络裁剪超参数.
在训练阶段, 如图 5所示的 Actor和 Critic网

络均以局部观测信息作为输入, 交替更新各自参数

改进策略; 在执行阶段, 各航天器仅依赖 Actor网
络以局部观测信息来独立做出决策.

 2.3　网络结构

本节介绍 Actor和 Critic网络的具体结构和输

入输出的具体形式. 在本文中, 这两个网络除输出

之外具有一致的结构. 网络结构及其输入输出对各

航天器都是一致的. 因此, 在不引起歧义的情况下,
本节剩下部分省略表示航天器编号的上标或下标.

o = [r̂T
s , r̃

T
d , r̂

T
d , r̂

T, vT,

l̂
T
]T r̂s v

r

记网络的输入数据为 

. 具体地,   为归一化的轨道根数,   表示航天

器的当前速度, 令  表示航天器的当前位置, 则

r̂ = (r − rc) ./ (rbox − 2rc) (7)

 

Actor
a1, a2, ... , an

o1, o2, ... , ons 1, s 2, ... , sn r 1, r 2, ... , r n

G 1, G 2, ... , G n

p 个并行环境

Critic

...

 

图 5    训练架构示意图

Fig. 5    Schematic diagram of the training framework
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r̂ rc = rc1 rc

rbox ./

rd

rd = arg min
p∈∂Rd

(∥r − p∥)− r ∂Rd

p r̃d r̂d

其中,   为位置的归一化值;  ,   为避撞半

径;   表示环境的尺寸; “  ”表示对两向量的各

分量逐一做除法. 由于当航天器与环境边界之间的

距离小于避撞半径时就认为发生了碰撞, 所以式 (7)
相当于归一化的航天器当前位置. 假设  为航天器

当前位置指向其与期望区域边界最近处的向量, 即
,  其中   为期望区

域的边界,   是期望区域边界上的点, 则  与  定

义为

r̃d =

{
|rd| , r ∈ Rd

− |rd| , 否则
(8)

r̂d =
rd
∥rd∥

(9)

|rd| rd

l

式 (8)中的  代表对  的每个分量取绝对值. 虽
然式 (8)的编码在理论上存在冗余, 但是为尽量减

少不连续因素、提高网络的拟合效果, 本文采用式

(8)的形式而非 One-Hot编码, 以区分航天器是否

在期望区域内. 令  表示低功耗雷达探测得到的原

始数据, 如图 6左侧所示, 将其展开、归一化后得到

图 6右侧的数据

l̂ = (robs − l) ./ (robs − rc) (10)

robs = robs1 robs

l l̂

其中,  ,   是观测半径. 式 (10)在数值

上对  进行归一化, 从直观上看,   中各元素之和的

相对大小表示航天器与其他航天器或边界发生碰撞

的概率.

∆rd vd

[amin, amax]

amin amax

Actor网络的输出是下一步航天器期望位置增

量  和期望速度  的概率分布. 在本文中, 假设

这两个分布为正态分布. 控制策略的下一步动作由

这两个分布采样得到, 并进行裁剪操作, 以防止极

端值的影响. 其中裁剪区间  是与航天器

机动能力有关的参数,   和  分别表示最小

和最大控制加速度向量, 定义为

ai =
[
∆rT

d , v
T
d

]T
= clip (sample (πθ) , amin, amax)

(11)

sample(·)其中,   表示对输出的分布进行采样. Crit-
ic网络的输出为标量, 且在输出层不设计激活函数.

Actor网络与 Critic网络均采用多层感知机 (Mul-
tilayer perceptron, MLP)模型, 激活函数为 Leak-
yReLU.

 2.4　奖励函数设置

rcol rd rdyn

本文的奖励函数由三部分组成, 分别是避撞奖

励 、期望奖励  和动力学奖励 .
rcol

rcol

避撞奖励  在每步开始时被赋值为 0, 当航

天器与其他航天器或边界发生碰撞时,   被加上

相应的数值, 即

rcol =


rcol + rb, db < rc

rcol + rinter, dinter < rc

rcol + 0, 否则

(12)

rb rinter < 0 rb

rinter

db dinter

其中,  ,   为常数,   表示航天器与边界发

生碰撞的奖励,   表示与其他航天器发生碰撞的

奖励;   表示航天器与边界的最近距离;   表示

航天器与最近航天器之间的距离. 需注意的是, 式 (12)
中的条件并不互斥, 在每步中都需要逐条检查.

rd期望奖励  用于在训练过程中引导航天器进

入期望区域, 定义为

rd =

{
rbase + rinc (∥rd, t∥ − ∥rd, t−1∥) , r /∈ Rd

0, 否则
(13)

rbase rinc < 0 rbase

rinc ∥rd, t∥
∥rd, t−1∥

其中,  ,   为常数,   表示不在期望区域

内获得的基础奖励 ,    是折扣因子 ;    和

 分别表示当前步和前一步航天器与期望区

域边界最近处的距离.
rdyn

πθ

∆rd vd

rt vt

r(t)

动力学奖励  的计算依赖于控制策略给出的

动作、航天器的动力学方程和底层跟踪器. 为便于

理解, 参考图 7(b), 由 Actor网络  得到下一步的

期望位置增量  和期望速度 , 航天器结合当

前时刻的位置  和速度 , 求解满足如下条件的

期望轨迹 

r(0) = rt

r(T ) = rt +∆rd

ṙ(0) = vt

ṙ(T ) = vd

(14)

T

q

r(t) rt+1

vt+1

J2

其中,   为常数, 表示期望轨迹经历的时间, 属于超

参数. 将时间离散为  段后, 采用底层的 PID跟踪

器跟踪期望轨迹 , 得到最终的实际位置  和
速度  作为环境的返回. 将 PID 跟踪器计算的

控制力施加到   摄动相对动力学方程 (1) 上, 如
图 7(b)所示, 并基于式 (1)来更新航天器下一刻的

 

l 1
l 1

l 2

l 2

l 3

l 3

0

1

^ ^ ^展开
归一化

 

图 6    局部观测信息

Fig. 6    Local observed information
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u ∈ Rq

状态. 随后, PID跟踪器依据新状态计算控制力, 如
此循环. 在控制过程中, 产生的控制力向量 

用于计算动力学奖励

rdyn = −T

q

q∑
i=1

|ui| (15)

ui u i

rt+1 vt+1

rt +∆rd vd

rt+1 vt+1

rt +∆rd vd

其中,   表示  的第  个分量. 若假设燃料消耗量

与输出控制力的大小呈线性关系, 则该奖励可理解

为跟踪期望轨迹所需燃料的负数. 在图 7(b)中, 最
终的实际位置  和速度  通常并不等于期望

位置   和期望速度  , 其值与当前位置和

速度、跟踪器参数、航天器动力学模型、期望轨迹经

历的时间等有关. 但对于图 7(a)所示的无动力学情

况, 最终的实际位置  和速度  等于期望位

置  和期望速度 .
本文中, 最终奖励是上述三部分奖励的加权和

rtotal = rcol + α1rd + α2rdyn (16)

α1 α2其中,   和  为调整期望奖励和动力学奖励在总

奖励中占比的超参数. Actor网络期望最大化总奖

励 (16)的未来累积折扣奖励, 这包括了避撞、任务

和动力学相关三部分. 将式 (16)代入式 (4), 则 Critic
网络的目标函数 (6)中计入了动力学效应. 随后Actor
网络对目标函数 (5)进行优化, 使训练后的策略计

入动力学效应.

amin amax

rbase rinc rd < 0

由于强化学习得到的最优策略对奖励经过仿射

变换具有不变性[29], 可以结合 ,   的值调整

,  , 使得 , 这样理论上能得到的最高奖

励是 0, 以方便判断训练结果的收敛性.

 3　结果与分析

基于第 2节建立的航天器自主编队深度强化学

习框架, 本节给出具体任务场景下的训练结果, 以
及与无动力学、动力学奖励为零等场景的对比. 此
外, 详细对比动力学奖励占比不同对训练结果的定

量影响.

 3.1　训练结果

×
×

{∗, ∗}

在本节中, 设置并行训练场景的参数一致, 并
以不同的随机数种子驱动运行. 在场景中, 航天器

可能到达的空间为 4 m  4 m的正方形, 被平均划

分为 3  5的子区域. 如图 4所示, 期望区域被设置

为“十”字形. 该任务针对 8 个航天器, 其避撞半径

均为 0.15 m, 观测半径均为 0.5 m. 只要将所有航

天器在不发生碰撞情况下控制在期望区域内持续

100步, 即被认为完成任务. Actor网络和 Critic网
络拥有相同的两层隐藏层, 神经元个数分别是 64
和 32, 部分超参数取值如表 1 所示. 表中取值为

 的参数是指在训练过程中该参数随着训练轮

数从前者线性更新至后者.
amax = −amin

=
[
0.02 0.02 0.01 0.01

]T
T

±
−

Actor 网络输出的裁剪区间为  

,  期望轨迹经历的时

间为  =10 s. 根据表 1给出的控制加速度上下限

 0.001 m/s2 可以看出, 跟踪器的速度无法在相邻

步内由  0.01 m/s 增加到 0.01 m/s. 因此, 策略网

络需要考虑输出轨迹的动力学可行性.

· · ·
在本节的每轮训练中, 共有 128 个并行环境,

分别以随机数种子 1 234, 1 235,  , 1 361驱动生

成航天器在环境中无碰撞的初始位置. 每个环境中

包含 8个航天器, 每个航天器在每轮探索环境 75步,

 

表 1    部分超参数取值

Table 1    The values of some hyperparameters

参数符号 含义 取值

p 并行训练环境数 128

σ 策略信息熵加权系数 {3 × 10−3, 3 × 10−5}

ε, δ 裁剪超参数 0.2

γ 折扣因子 0.99

umin 控制加速度下限 −0.001 m/s2

umax 控制加速度上限 0.001 m/s2

dim(l) 低功耗雷达检测数据数 90

rb 与边界碰撞的奖励 −500

rinter 相互碰撞的奖励 −10

rbase, rinc 期望奖励相关超参数 1, 35

α1 期望奖励加权系数 0.6

lr 学习率 {2 × 10−4, 0}

a 半长轴 7 100 km

ω 近地点幅角 −20◦

f 真近点角 20◦

Ω 升交点经度 0◦

e 离心率 0.05

io 轨道倾角 15◦

kp, ki, kd PID跟踪器参数 1.0, 0.01, 2.0

 

Actor

Actor

Δrd, vd

Δrd, vd

rt+1, vt+1
rt + Δrd, vd

rt + Δrd, vd

rdyn = − ∑|ui|
T

i = 1

q

q
u

rt, vt

r(t)无动力学
航天器

动力学模型 (1)

(a) 无动力学

(a) Without dynamic
(b) 有动力学

pq

pq

PID 跟踪器

+

(b) With dynamic 

图 7    有无动力学对比图

Fig. 7    Comparison graph with and without dynamic
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每轮共探索环境 76  800步. 在将 76  800 步数据分

为 30 个 batch 后, 每轮通过随机选择 batch 对

Actor网络进行 450次参数更新, 整个 500轮训练

过程总计探索环境 3 840万步.

α2

α2

平均奖励随训练轮数的变化如图 8所示. 其中,
无动力学曲线表示的训练环境认为航天器可在相邻

步实现动作空间中任意两个动作之间的转移, 即总

能到达期望动作, 因此该曲线快速收敛; 而  = 1.0
的曲线表示训练环境中存在动力学方程约束, 航天

器不能在相邻步实现动作空间中任意两个动作之间

的转移, 故该曲线的收敛速度明显低于无动力学曲

线. 图 9(a)和图 9(b)分别表示无动力学和  = 1.0
的环境训练得到的航天器轨迹, 对比可见, 图 9(b)
的轨迹更具动力学可行性.
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图 8    平均奖励随训练轮数变化图

Fig. 8    Graph of average reward over training epoch
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图 9    有无动力学奖励的轨迹对比

Fig. 9    Comparison of trajectories with or without
dynamical reward

 

图 10(a) ~ 10(c)分别给出了三个不同环境下某

些时刻的快照图. 图 10(a) 与训练环境一致, 图 10(b)
含有不同个数的航天器, 图 10(c)含有不同个数的

航天器且期望区域也不同, 表明所给出的策略可以

适应多种规模的集群和不同的期望构型.

 3.2　不同动力学奖励占比对训练结果的影响

为更好地对比分析不同动力学奖励占比对训练

结果的影响, 本节采用 200个随机生成的环境来评

估训练后的策略. 这 200个环境除航天器初始位置

不同外, 其他参数与训练环境一致. 现定义如下三

种评估指标: 一是定义完成率为完成任务的环境数

与总的测试环境数的比值; 二是定义平均完成步数

为所有完成任务的环境所需的平均步数, 任务的完

成步数不得超过 500步; 三是定义燃料消耗率为平

均燃料消耗量与最大燃料消耗的比值, 其中平均燃

料消耗量是控制力曲线下面积的平均值, 最大燃料

消耗是驱动器全功率输出时控制力的曲线下面积.
假设燃料消耗量与输出控制力的大小呈线性关系,
燃料消耗率的物理含义是在平均完成时间下需要作

动器全功率运行的时间占比, 而燃料消耗的绝对值

为平均完成步数与燃料消耗率的乘积.
表 2给出了动力学奖励在总奖励中占比不同时

上述评估指标的值, “-”表示不计动力学效应. 可以

 

第 0 步

第 10 步

第 20 步

第 30 步

第 0 步

第 10 步

第 20 步

第 30 步

第 0 步

第 10 步

第 20 步

第 30 步

第 135 步 第 124 步 第 116 步
(a) 场景 1

(a) Scenario 1
(b) 场景 2
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(c) 场景 3

(c) Scenario 3 

图 10    策略在不同场景下的渲染图

Fig. 10    Rendering graphs of strategy in
different scenarios
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α2

α2 = 1.0 α2 = 0

rcol

α1

α2 = 0

α2

看到, 对于本文的网络结构、参数设置、训练架构和

训练轮数, 当不考虑动力学效应时, 任务的完成率

达到 91.5%, 平均完成步数为 142.95; 在考虑了动

力学效应后, 即  分别为 0、0.5、1.0 时, 完成率下

降到了 84.5%、69.5% 和 64.0%, 但平均完成步数缩

短到 123.95、125.42和 127.79, 这意味着任务的完

成时间至少缩短了 10.6%. 在综合燃料消耗率后,
 时所得到的策略比   时的策略节省

了 21.14% 的燃料. 值得指出的是, 动力学奖励在总

奖励中的占比过高会使得机动成本较高, 当机动代

价高于不前往期望区域的代价时, 策略会倾向于停

在原地不动. 为避免策略无法完成任务, 可按以下步

骤确定参数: 1)确定避撞相关的奖励 ; 2)根据

避撞奖励的值, 确定期望奖励及其超参数 , 此时

可设 , 保证策略可在有效避撞情况下前往期

望区域; 3)确定动力学奖励超参数 .

 4　结束语

J2

本文提出一种航天器集群自主编队任务场景下

的深度强化学习控制方法, 引入燃料消耗量为动力

学奖励. 训练采用近端策略优化算法, 得到的策略

执行过程是完全分布式的, 即每个航天器仅根据局

部观测信息独立做出决策. 在训练场景中, 引入航

天器的  摄动相对动力学模型, 隐式地限制了策略

网络输出动作之间的任意转换. 进一步地, 将控制

器给出的燃料消耗量负数作为动力学奖励, 引导策

略优化控制所需的燃料量. 在仿真环境中训练得到

的策略, 可适应各种规模的航天器集群和不同的期

望区域. 仿真结果表明, 动力学奖励可显著提高策

略生成轨迹的动力学可行性, 并降低编队控制过程

所需的燃料消耗量, 验证了所提出的深度强化学习

方法和引入的动力学奖励的有效性. 本文提出的框

架会受限于具体航天任务对特定指标的强约束, 如
要求任务成功率极高且燃料携带量有限. 更改网络

结构和训练超参数可得到统计意义上满足某些强约

束的策略, 但理论上满足强约束的策略训练框架尚

需进一步研究.
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