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基于混合驱动与梯度优化的模糊宽度模型预测控制
田 昊 1, 2, 3    汤 健 1, 2, 3    余 文 4    乔俊飞 1, 2, 3

摘    要   模型预测控制 (MPC) 是广泛应用于各类工业过程的先进过程控制策略. 深度神经网络能够提升传统 MPC 性能,
但存在计算复杂度高和过拟合风险. 在 MPC 中采用常规粒子群优化 (PSO) 虽具备全局搜索能力, 却因计算消耗和初始解
依赖等问题难以满足实时控制需求. 针对上述问题, 提出基于混合驱动和梯度优化的模糊宽度 MPC. 首先, 采用区间二型
模糊宽度学习系统构建预测模型, 增强非线性建模和不确定性处理能力. 其次, 在滚动优化过程中, 引入梯度下降与 PSO
的协同策略, 以确保快速收敛并提升全局搜索性能, 同时利用系统样本数据库和粒子档案数据库构建知识−数据驱动的代理
模型以降低计算消耗. 最后, 设计操纵变量基线求解策略以提高控制输出的安全性和可靠性. 通过典型非线性系统和实际城
市固废焚烧过程控制的仿真实验, 验证了所提方法的有效性.
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Fuzzy Broad Model Predictive Control Based on Hybrid-driven and
Gradient Optimization
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Abstract   Model predictive control (MPC) is an advanced process control strategy widely applied across various in-
dustrial processes. Although deep neural networks have been used to enhance traditional MPC performance, they
often suffer from high computational complexity and the risk of overfitting. While the application of conventional
particle swarm optimization (PSO) in MPC offers global search capabilities, it struggles to meet real-time control
requirements due to excessive computational overhead and strong dependency on initial solutions. To address these
challenges, this paper proposes a novel fuzzy broad model predictive control approach based on hybrid-driven and
gradient optimization. Firstly, an interval type-2 fuzzy broad learning system is employed to construct the predict-
ive model, thereby enhancing nonlinear modeling and uncertainty handling capabilities. Secondly, during the rolling
optimization process, a hybrid strategy combining gradient descent and PSO is introduced to ensure fast conver-
gence while improving global search performance. In addition, a knowledge-data-driven surrogate model is built by
leveraging the system sample database and particle archive database to significantly reduce computational con-
sumption. Finally, a baseline solving strategy for manipulated variables is designed to improve the safety and reliab-
ility of control outputs. The effectiveness of the proposed method is verified through simulation experiments on typ-
ical nonlinear systems and actual municipal solid waste incineration process.
Keywords   model predictive control; interval type-2 fuzzy broad learning system; gradient particle swarm optimiza-
tion; knowledge-data-driven; surrogate model; municipal solid waste incineration
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模型预测控制 (model predictive control,

MPC) 作为一种先进过程控制 (advanced process
control, APC) 策略, 通过持续预测系统未来的动
态行为和滚动优化控制输入确定最优控制序列 ,
进而解决优化问题, 实现对复杂动态系统的有效控
制[1]. 凭借在处理多变量系统、复杂约束和非线性动
态行为等方面的优势, MPC 在高炉炼铁[2]、污水处
理 (wastewater treatment process, WWTP)[3−4] 与
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城市固废焚烧 (municipal solid waste incineration,
MSWI) 等[5−6] 工业过程领域受到广泛关注. 然而,
在复杂非线性系统中, 被控对象的动态特性使其精
确的机理模型难以获得, 导致基于动态矩阵控制和
二次动态矩阵控制的传统 MPC 难以适用[7]. 具体而
言, 采用带观测器的线性状态空间形式或非线性二
次矩阵控制形式描述的 MPC, 难以准确预测未来
行为和优化控制信号. 在人工智能发展和工业大数
据的背景下, 利用先进的智能建模技术的数据驱动
MPC 已成为非线性系统控制研究和应用的焦点[8].
然而 MPC 在复杂非线性系统中的应用仍在预测模
型构建、滚动优化、代理模型与知识融合四个方面
存在挑战.

 1　研究现状与挑战

预测模型构建方面 .  模糊神经网络 ( fuzzy
neural network, FNN) 及区间二型 FNN (interval
type-2 FNN, IT2FNN) 因兼具可解释性和非线性
映射能力, 已广泛用于 MPC 的预测模型[9−12]. 然而,
随着模型深度增加, 计算开销和过拟合风险显著提
升[13]. 基于宽度扩展的区间二型模糊宽度学习系统
(interval type-2 fuzzy broad learning system,
IT2FBLS)[14] 在提高学习速度和泛化能力方面表现
出良好潜力, 但其在 MPC 中的应用仍有限.

滚动优化方面. 现有数据驱动 MPC 大多依赖
梯度下降 (gradient descent, GD) 或元启发式算法.
粒子群优化 (particle swarm optimization, PSO)
因具备全局搜索性, 被广泛用于非线性与多峰优化
问题[15]. 但 PSO 存在计算复杂度高、对初值依赖强
的问题, 难以满足实时性[16]. 近年来, 有研究尝试将
PSO 与 GD 结合, 利用二者互补优势加快收敛, 避
免早熟收敛, 但尚缺乏面向 MPC 的系统化应用与
验证.

代理模型方面. 为降低实时优化的计算消耗,
代理模型常被用于近似目标函数. 已有研究表明代
理模型能够显著提升优化效率, 但在动态环境中其
精度衰减明显, 导致控制律偏离最优解甚至产生失
误[17−18]. 尽管部分工作提出了在线更新机制[19−20], 但
更新策略多基于有限离线数据或启发式规则, 难以
及时反映系统快速变化的非线性特性.

知识融合方面. 近年来, 知识被引入 MPC 与
PSO, 以弥补数据驱动方法的不足. 例如, 利用知
识迁移应对动态环境变化 [21 ], 或通过结构知识提
升建模可靠性[22]. 然而, 现有研究多聚焦于单一领
域, 缺乏将知识与代理模型和滚动优化协同结合的
探索.

 1.1　研究现状

 1.1.1　面向 MPC 的 PSO 算法研究现状
为减小 PSO 对初始值的依赖, 研究者开展了

多种改进工作, 主要包括采用混合优化算法[23−24] 与
参数自适应机制[25−26]. 针对 MPC 的滚动优化, 其目
标函数具有复杂的非线性和时变性, 参数自适应机
制虽然可通过调整 PSO 的惯性权重等参数适应不
同的优化阶段, 但还不足以改善初始值依赖所导致
的早熟收敛问题, 难以有效减小系统误差. 文献
[27−28] 指出, 结合 PSO 的全局搜索能力与梯度下
降法的局部搜索特性构建混合优化算法, 是防止陷
入局部最优并保持寻优中探索与开发能力均平衡的
有效方案. 具体而言, 利用 GD 快速找到目标函
数的局部极小值范围, 引导粒子进行高效的局部搜
索[29]. Zhao 等[28] 针对标准 PSO 的初值依赖和早熟
收敛问题, 提出 GDPSO 算法, 其先使用梯度信息
指导粒子的局部搜索, 再通过 PSO 进行全局探索;
实验结果表明在复杂多峰问题中具有更快的收敛速
度, 并减小了陷入局部最优的可能性. An 等[30] 针对
磁悬浮球位置控制, 提出基于 PSO 的 FNN 控制方
法, 其先通过 GD 训练 FNN 参数, 再使用 PSO 优
化参数. 综上, 结合 GD 与 PSO 的混合算法作为一
类有效的优化策略, 在 MPC 滚动优化过程中的应
用仍鲜有报道.
 1.1.2　面向滚动优化的代理模型研究现状

固定结构的代理模型在面对时变系统时难以保
持其准确性和效率[31], 优化算法所能达到的效果显
然依赖于代理模型的精度和可靠性[32]. 当代理模型
无法精确反映系统的真实动态时, 可能导致 MPC
的滚动优化结果偏离全局最优[33], 甚至引发控制失
误. 因此, 为提升控制精度和可靠性, 有必要在滚动
优化过程中通过新表征数据对代理模型进行更新.
这需要搜索模型最优解集, 不断修正代理模型预测
误差, 从而在有限的计算资源下辅助滚动优化算法
找到更优的控制解. 进一步, Zhang 等[34] 提出基于
位置特征引导的代理模型混合更新机制, 通过同时
搜索优秀的可行和不可行区域以寻找更优解, 进而
有效地调整目标代理模型和约束代理模型在不同搜
索区域的预测精度. 孙超利等[35] 通过从潜在非支配
解集中选择解集来更新代理模型. Yu 等[36] 为避免
和纠正行为学习中由于代理模型失配导致的低置信
度样本引起的偏差, 选择高适应度子种群中的样本
更新代理模型, 基于阶梯悬梁臂的优化实验验证了
其有效性. 上述研究虽然通过在线更新机制提高了
代理模型的可靠性, 但本质上仍依赖于离线数据和
启发式优化中的有限更新, 未充分利用系统动态[37]
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与粒子分布所蕴含的知识[38], 使得代理模型难以及
时描述 MPC 中快速变化的非线性时变特性.
 1.1.3　面向 MPC 和 PSO 的知识融合研究现状

在 PSO 方面, Kalita 等[21] 针对动态环境导致
目标函数偏移的问题, 提出知识转移模块, 通过运
行 PSO 生成知识, 并通过知识迁移减少整个优化
过程的执行时间. Han 等[39] 提出利用 FNN 模型的
知识提取方法, 用于在动态发生时获取两个连续的
Pareto 最优集的领域知识, 以适应动态环境、提升
粒子搜索性能. Bai 等[40] 基于粒子分布知识提出最
优档案更新技术, 以提高搜索性能. 在 MPC 方面,
Huang 等[22] 提出系统结构知识提取方法, 从少量的
系统运行数据中提取系统结构知识, 以构建具有特
殊结构的神经网络, 克服了数据驱动 MPC 在训练
数据不完备时存在的问题. 为利用工业过程中被忽
略的特定知识, Sun 等[41] 提出基于系统知识的随机
森林预测器, 将控制过程知识融入建模中, 实验结
果表明该方法具有更好的设定点跟踪和干扰抑制能
力. Han 等 [42] 针对数据集不完备的复杂非线性系
统, 提出知识−数据驱动 (knowledge-data-driven,
KDD) 的 MPC, 不仅充分利用当前模型中的有限
状态信息, 还在学习过程中有效利用参考模型中
的知识. 然而, 上述方法仅将知识应用于 PSO 或
MPC 的独立领域, 针对 PSO 滚动优化的 MPC, 相关
研究仍鲜有报道. 对于面向控制的代理模型 PSO
策略, 将其用于描述系统动态的代理模型以及通过
代理模型求得的可靠的控制律仍存在挑战.

 1.2　面临挑战

面向复杂非线性系统的 MPC, 当前主要挑战
包括: 1) 在预测模型构建方面, 难以在高不确定性
环境中兼顾建模精度与计算效率; 2) 在滚动优化方
面, PSO 的实时性不足且对初始解敏感, 易陷入局
部最优; 3) 在代理模型方面, 精度衰减与更新滞后
导致控制律偏离全局最优; 4) 在知识融合方面, 缺
乏知识与数据的系统融合, 难以保证控制输出的稳
定性与安全性.

针对上述挑战, 本文提出基于系统知识、粒子
分布知识和梯度 PSO (gradient PSO, GPSO) 的
MPC 策略, 即基于知识−数据驱动和梯度 PSO 的

模糊宽度 MPC (KDD-GPSO-FBMPC). 其主要创
新点如下: 在预测模型的构建中, 采用在宽度上扩
展了 IT2FNN 的 IT2FBLS, 增强对复杂非线性系
统的建模能力和鲁棒性; 利用 GD 优化 PSO 初始
解以提高初期收敛速度, 通过全局优化搜索以确
保在复杂控制环境下找到全局最优解, 实现系统的
局部快速响应与全局最优搜索的兼顾; 建立具有
表征性的系统样本数据库 (system sample data-
base, SSDB) 以存储系统知识, 用于构建和更新知
识−数据驱动的代理模型, 即 KDD 模型, 该模型用
于 PSO 的滚动优化过程, 减少计算资源消耗, 并通
过采集的真实系统样本更新 KDD 模型, 提高其可
靠性; 在 PSO 滚动优化过程中, 存储精英粒子的分
布知识以构建粒子档案数据库 (particle archive
database, PADB), 通过设计基线求解策略, 利用
PADB 和 SSDB 求解最优控制律, 确保控制的可
靠性.

 2　相关工作

 2.1　模型预测控制

MPC 通过在每次控制迭代时反复进行优化问
题求解的方式, 获得每一时刻下有限时域内的最优
控制律. 该优化问题的求解通常基于预测模型对线
性系统动态的准确预测完成. 上述系统一般由如下
所示的具有外生输入的非线性自回归外生模型描述.
ŷ(t) = 
( u(t � 1) ; � � � ; u(t � nu ) ; y(t � 1) ; � � � ;

y(t � ny )) = 
( X (t))
�����	


( �) y u

ny nu

X (t) ŷ(t)

其中,   为未知非线性函数;   和  分别为系统的
输出与输入;   和  分别为系统输出和输入的最
大滞后;   为系统的全部输入;   为预测值.

作为一种迭代控制策略, MPC 通过最小化受
约束的目标函数估计当前与未来状态, 并求解以下
所示的有限预测时域优化问题. 以第 t 个时刻为例,
求解最优操纵变量 (manipulated variables, MV)
的过程如下.

首先, 测量或估计当前状态, 构建并求解有限
时域内如下所示的优化问题:

 

�M�I�N
f � u ( t j t ) ; ��� ; � u ( t + H u � 1j t )g

J (t) = ( r (t) � ŷ (t)) �4W y (r (t) � ŷ (t)) + (� u (t)) �4W u � u (t) =

H pX

i p =1

wy
i p

(r (t + i p) � ŷ(t + i p))2 +
H uX

i u =1

wu
i u

(� u(t + i u � 1))2

�S���T��
�

y�M�I�N� ŷ (t + i p) � y�M�A�X; i p = 1 ; � � � ; Hp

� u�M�I�N� � u (t + i u � 1) � � u�M�A�X; i u = 1 ; � � � ; Hu
�����	
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y�M�I�N y�M�A�X

� u�M�I�N � u�M�A�X

r (t) = [ r (t + 1) ; � � � ; r (t +

Hp)] �4 ŷ (t) = [ ŷ(t + 1) ; � � � ; ŷ(t + Hp)] �4

� u (t)

= [� u(t); � � � ; � u(t + Hu � 1)]�4

Hp Hu

Hp > H u W y = �D�I�A�Gf� � � ; wy
i p

; � � �g

W u = �D�I�A�Gf� � � ; wu
i u

; � � �g

J (t)

其中,   和  分别为被控变量 y 的约束最小值
和最大值;   和  分别为操纵变量增量的
约束最小值和最大值 ;  

 和  分别为控
制系统的参考轨迹向量和预测输出向量 ;  

 为 MV 增量向量;
 和  分别表示系统设置的预测时域和控制时

域, 即系统每次迭代下的预测值和控制律集合的步
长, 且满足   [ 4 3 ]; 
和   为目标函数的权重参
数矩阵;   为 MPC 的目标函数.

� u � (t) = [� u� (t jt ) ; � � � ; � u� (t + Hu � 1 jt )] �4
接着, 求解式 (2), 获得 t 时刻最优控制序列

.
进一步, 应用其第一项作为下一时刻 MV 的增

量, 即

u(t + 1) = u(t) + � u� (t jt ) �����	

最后, 进入下一时刻, 重复上述过程, 直至迭代
结束, 实现滚动优化. 上述过程如图 1 所示.
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图 1    MPC 的滚动优化过程
Fig. 1    Rolling optimization process of MPC

 

 2.2　工业过程的数据与知识

本文对工业过程的数据与知识及其混合驱动的
定义如下:

数据. 主要来源于实际过程控制的历史运行数
据, 即 SSDB. 每个样本由操纵变量和对应的 MPC
目标函数值构成, 能够反映系统在不同输入条件下
的动态响应特性.

知识. 主要来源于 PSO 在滚动优化过程中形
成的经验信息, 即 PADB. PADB 存储精英粒子的
位置及其适应度值, 反映了搜索空间中潜在的高效
区域与控制规律.

因此, 文中所提知识−数据驱动即为: 将来自
SSDB 的数据驱动的系统动态建模能力与来自 PA-
DB 的知识驱动的启发式搜索经验相结合, 使代理
模型和滚动优化器能够在实时滚动优化中兼顾全局
性与快速性.

 2.3　系统知识与粒子分布知识

在工业过程控制领域, 系统知识的定义和理解
在不同文献中有所不同. 本文中的定义如下:

系统知识. 来源于实际过程控制中的采样数据,
每个样本包含一个具体的 MV 值与对应的 MPC 目
标函数值, 本文将该样本集合定义为 SSDB. 其通
过记录不同输入条件下的动态特性与目标函数的响
应行为, 提供对系统全局特性与变化规律的详细描
述, 使代理模型能够更准确地模拟系统动态. 同时,
以 SSDB 中的最小目标函数值为基线值, 在代理模
型出现不可靠预测时作为 MPC 控制器的保守稳定
选项.

PSO 的粒子分布知识的定义和理解在不同文
献中有所差异. 本文中定义如下:

粒子分布知识. 来源于 PSO 算法进行滚动优
化时, 对精英粒子位置信息和对应适应度函数值的
存档, 本文将该存档集合定义为 PADB, 其保存了
每个精英粒子的位置和其在搜索空间中的对应适应
度函数值, 揭示了搜索空间中可能的高效区域, 为
未来的搜索过程提供启发式指导. 同时, PADB 包
含了可能的最优控制序列, 通过基线求解策略对比
来自 SSDB 的基线, 以获得潜在的高精度最优控制
序列.

表 1 对比了各文献中对系统知识和粒子分布知
识的不同定义与描述.

注 1. 系统知识和粒子分布知识作为两类重
要的数据来源, 为本文所提方法分别提供了对系统
行为与优化过程的阐释和支撑. 这两类知识通过不
同的信息维度互补协作, 为后续代理模型的更新
与 MPC 的优化求解提供了信息支持, 有利于工程
应用.

 3　控制策略

如图 2 所示, 所提 KDD-GPSO-FBMPC 控制
策略包括如下模块: IT2FBLS 预测模块、反馈校正
模块和 KDD-GPSO 滚动优化模块. 其中后者包括
知识−数据驱动子模块与 MV 基线求解子模块.

各模块功能如下:
1) IT2FBLS 预测模块: 基于 IT2FBLS 模型,

对系统的状态和未来趋势进行预测. 通过其中的二
型模糊系统捕捉系统中的不确定性, BLS 提取广
度特征, 实现对复杂非线性系统的快速建模与精确
预测.

2) 反馈校正模块: 采用预测误差对当前时刻
IT2FBLS 预测模块的一系列预测输出进行补偿.

3) KDD-GPSO 滚动优化模块: 通过 GD 和
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PSO 的协同滚动优化及其各个子模块在各个控制
阶段的使用, 在保证系统误差快速收敛的同时找到
安全的全局最优解. 下文分别从模块组成视角和控
制阶段视角进行描述.

从 KDD-GPSO 滚动优化模块中各子模块的视
角而言, 各子模块的功能如下:

1) GPSO 子模块: 在梯度控制阶段采用 GD 提
供局部最优解, 并在切换阶段将当前 MV 值作为 PSO
的初值; 在切换后的 PSO 控制阶段利用知识−数据
驱动子模块和 MV 基线求解子模块进行全局优化,
进而提高控制精度和鲁棒性.

2) 知识−数据驱动子模块: 通过蕴含系统动态
知识的历史数据构建代理模型, 并动态更新以适应
系统状态变化, 减少目标函数计算时对 IT2FBLS
和 Plant 模型的频繁调用, 降低计算消耗.

3) MV 基线求解子模块: 构建基线解并与当前
解比较, 确保在高不确定性环境下控制输入的安全
性, 防止控制过程中出现不稳定或危险的 MV.

t
tn

t = tn

从 KDD-GPSO 滚动优化模块中包含的各子模
块的视角而言, 算法的运行按照时间顺序包括如下
三个阶段: 梯度控制阶段、GPSO 切换阶段与 PSO
控制阶段. 其运行流程如下所示: 首先, 在梯度控制
阶段, 计算当前  时刻的系统误差, 并判断当前时刻
是否到达切换时间 , 如果未到达, 则采用 GPSO
滚动优化模块中的 GD 算法更新 MV, 直至 .

t = tn接着, 当  时进入 GPSO 切换阶段, 采用 PSO
算法作为 MPC 的滚动优化策略, 并将当前时刻通
过 GD 修正的 MV 值作为 PSO 算法的粒子位置初
值; 此外, 在当前 MV 附近进行采样, 并计算其对应
目标函数值以构建 SSDB, 通过知识−数据驱动子模
块构建 KDD 模型作为 PSO 的代理模型. 最后, 进
入 PSO 控制阶段, 采样上一时刻新样本并更新 SS-
DB, 通过知识−数据驱动子模块, 利用更新后的 SS-
DB 更新 KDD 模型, 并利用 PSO 产生的优良解构
建或更新 PADB, 结合所构建的 SSDB, 利用 MV
基线策略求解子模块计算最优控制律, 直到控制迭
代过程结束.

 4　算法实现

 4.1　IT2FBLS 预测模块

x i

IT2FBLS 预测模块包括输入层、IT2FNN 层、
增强层和输出层. 以第 t 时刻为例, 按照前向计算
顺序描述预测模型在该迭代时刻下对系统 (1) 的预
测过程: 1) 输入层, 该层输入为式 (4) 中的 , 其将
输入变量直接映射至 IT2FNN 层, 不进行任何操
作. 2) IT2FNN 层, 接收输入层向量并将该层输出
分别发送至增强层和输出层, 其中包含 G 个 IT2-
FNN 子系统. 以第 g 个 IT2FNN 子系统为例, 描述
其计算过程.

 

表 1    文献中的系统知识和粒子分布知识对比
Table 1    Comparison of system knowledge and particle distribution knowledge in literature

文献 知识描述对象 知识来源 知识描述内容与应用领域 性能提升

[44]

非线性控制系统

控制系统的源域数据
知识用于构建基于 FNN 的知识驱动模型, 以补充
数据驱动模型的网络结构; 污水处理过程最优控制

从知识驱动模型中提取结构知识, 以补充数据驱动
模型的网络结构信息, 解决在线数据不足的问题

[45] 系统的历史操作信息
知识用于自适应初始化策略, 以动态预设 KDD 优
化控制的参数, 提高对非线性系统变化的适应性; 
污水处理过程最优控制

引入知识后, 算法能够更快地响应系统操作需求的
变化, 提高了系统的动态优化能力和响应速度

[46] 控制系统的专家操作
经验

知识包括多个操作模型和子控制器, 通过数据共享
和知识驱动机制改善控制精度; 污水处理过程切换
控制

引入知识后, 算法能够更有效地处理信息不足的问
题, 提高了控制的准确性和系统的稳定性

[47] 专家经验和操作规则
知识用于指导控制器采取补救措施, 消除污泥膨胀;
污水处理过程污泥膨胀的自愈控制

引入知识后, 算法能够及时准确地调节操作变量, 实
现从污泥膨胀中的自我恢复与安全稳定运行

[48] 已学习的多任务自回
归模型

从已建模的自回归模型中提取高炉过程的非线性
动态; 工业高炉炼铁过程中的熔铁、质量指数的在
线估计和控制

通过从已建模的自回归模型中提取知识, 提高新模
型对数据波动的鲁棒性、提高模型的准确性和控制
性能

[49]
专家经验、领域知识、
操作知识

与工业实际过程数据结合, 设计混合智能高级反馈
控制方法; 矿物加工操作中的磨矿回路控制

通过数据与知识结合可以很容易地构建出复杂的
工业过程以及智能控制方法的设计

[40]

PSO 优化算法

多目标的全局最优粒
子的当前和历史非支
配解的分布信息

多目标粒子群优化算法中全局最优值的选择; 基准
函数和锌电解优化问题

粒子分布知识的引入为多目标 PSO 算法在基准函
数和锌电解优化问题上的性能进行了显著改进

[37] 精英粒子的当前和历
史位置信息

基于 FNN 的知识提取方法、知识评估机制和知识
重构策略; 软件项目调度、路径规划、污水工业过程

知识的引入提高了粒子的适应动态环境能力以及
种群的搜索性能

[50]
不同任务间的最优粒
子的当前和历史位置
信息

不同任务之间决策空间维度; 不同情况下的知识转
移问题、基准优化问题与污水处理工程

通过知识迁移可以并行解决多个优化问题, 利用任
务之间的知识转移提高优化效率

[51] 目标空间和决策空间
在知识迁移中识别和度量不利于种群进化的知识; 特
征选择、符号回归等基准优化问题

对不利于种群的知识进行处理, 在抑制负迁移和提
高收敛性能方面作用显著
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首先, 采用具有不确定中心的区间二型隶属函
数对输入向量进行模糊化, 如下:
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其中,   为  的第  个元素;   和  为第  个
子系统中第  个输入对应第  个规则的隶属度值的
下界和上界,  ,   为输入
向量的特征个数,   为 IT2FNN 子系统的模糊规则
个数;  ,   和  分别为第  个状态输入对应第 

个隶属函数的不确定中心下界、上界和宽度.
接着, 采用 t-norm 乘积算子对隶属度值的上

下界分别进行模糊计算, 得到各规则的上下界激活
强度, 并采用 Begian-Melek-Mendel[52] 算法降型, 获
得子系统的输出值上下界, 表达式如下:
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其中,   和  分别为第  个子系统的输出下界和
上界;   和  分别为第  个
子系统中第  个模糊规则的上界和下界激活强度;

 为第  个规则的后件输出权重; 
为第  个输入对应第  个规则的后件连接权值.

g进一步, 得到第  个子系统的输出为:

zg =
zg + �zg

2
�����	

G最后, 由  个子系统组成得到 IT2FNN 层的
输出为:

z = [ z1; � � � ; zG ] �����	

L

l l = 1 ; � � � ; L

3) 增强层, 其接收 IT2FNN 层的输出作为该层
输入, 并进行非线性变换, 其由  个增强节点组成.
以第  个增强节点为例,  , 其输出为:
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其中,   和  分别为 IT2-
FNN 层与第  个增强层之间的连接权值向量和偏
置项系数.

4) 输出层, 其将 IT2FNN 层输出与增强层输出
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图 2    KDD-GPSO-FBMPC 控制策略图
Fig. 2    KDD-GPSO-FBMPC control strategy diagram
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进行线性组合后获得模型最终输出, 表达式如下:

ŷ(t) =
GX

g=1

zg(t) wfg (t) +
LX

l =1

hl (t) wel (t) =

z(t) wf (t) + h(t) we(t) �����	

wf (t) = [ wf 1(t) ; � � � ; wfG (t)] �4

we(t) = [ we1(t);

� � � ; weL (t)] �4

其中 ,    为 IT2FNN
层输出与输出层之间的权重向量; 

 为增强层输出与输出层之间的权重
向量.

ŷ(t)

t + 1 ; � � � ; t + Hp

将式 (9) 计算所得的  作为下一时刻 IT2-
FBLS 模型的输入, 重复式 (4) ~ (9), 即可计算未来

 时刻的输出.

wf

we

IT2FBLS 作为一种宽度学习模型, 其预训练过
程是通过将大规模样本数据同时输入, 一次性求解
中间层与输出层之间的连接权值. 对于参数  和

 的求解, 本文通过岭回归近似算法实现, 表达式
如下:

W f; e (t) =
� �� �4(t) ��( t) + � I

� � 1 �� �4(t) � �Y �������	

W f; e (t) = [ w�4
f (t); w�4

e (t)] ��( t) = [ z(t); h(t)]

I � �Y = [�y1; � � � ; �yN s ]

Ns

其中,  ;  ;
 为单位矩阵;   为正则化系数; 

为所有样本的输出真值,   为数据集的样本个数.

 4.2　反馈校正模块

ŷ(t)

ŷ(t)

� (t)

为减少预测模型输出值  与真实值之间的偏
差, IT2FBLS 预测模块在预测模型输出  后引入
反馈校正机制, 通过计算当前时刻的预测误差 ,
用于补偿后续预测时域内的一系列预测模型输出,
表达式如下:

(
� (t) = ŷ(t) � y(t)

yp(t + i p) = ŷ(t + i p) � � (t)
�������	

y(t)其中,   为 Plant 的真实输出.
yp(t) = [ yp(t + 1) ;

� � � ; yp(t + Hp)] �4

经反馈校正补偿后的预测值 

 将作为后续在线优化控制模块中
的系统预测值, 从而进行优化问题的求解与最优控
制律的计算.

 4.3　KDD-GPSO 滚动优化模块

该模块通过结合 GD 与 PSO, 实现对 MPC 目
标函数的最小化. 在控制初始时刻, 通过 GD 进行
滚动优化, 当满足切换条件时将滚动优化替换为
PSO, 在 GD 所计算的当前 MV 范围内采样以构
建 SSDB, 并将该范围确定为 PSO 的粒子初值. 本
文中, PSO 算法并不直接用于最优控制序列的求
解, 而是用于构建 PADB, 结合基线求解算法, 获得
平衡安全与效率的控制序列.

tn下面以  为切换时间, 分阶段按照时间轴顺序
描述其具体实现过程.
 4.3.1　梯度控制阶段

t 2 [t0; tn ]该阶段的时刻为 , 采用 GPSO 子模
块中的 GD 算法进行滚动优化.

W y W u � 1 > 0 � 2 > 0

yp(t)

为便于后续求解, 简化式 (2) 中权重参数矩阵
 和  的对角线元素分别为    和 ,

将反馈校正后的输出   用于误差向量的计算,
则对应目标函数被改写为:

J (t) = � 1(r (t) � yp(t)) �4(r (t) � yp(t)) +

� 2(� u (t)) �4� u (t) �������	

t0 � u (t)从  时刻开始, 利用 GD 迭代求解控制序列 ,
表达式如下:

8
>>>><

>>>>:

� u (t) = [� u(t jt ) ; � � � ; � u(t + Hu � 1 jt )] �4 =

� �
@J(t)
@u(t)

u (t) = [ u(t jt ) ; � � � ; u(t + Hu � 1 jt )] �4

�������	

�其中,   为 GD 的学习率.

u(t)

针对式 (13) 所示梯度项, 通过所示目标函数对
 求偏导数, 可得到:

@J(t)
@u(t)

= � 2� 1

�
@yp(t)
@u(t)

� �4

(r (t) � yp(t)) +

2� 2� u (t) �������	

将式 (14) 代入式 (13), 可得:

� u (t) = � �
@J(t)
@u(t)

=

2�� 1

�
@yp(t)
@u(t)

� �4

(r (t) � yp(t)) � 2�� 2� u (t) �������	

移项后, 可得:

� u (t) =
2�� 1

� �
@y p( t )
@u( t )

� �4
(r (t) � yp(t))

�

1 + 2�� 2
�������	

@y p ( t )
@u ( t )

n m n =

1; � � � ; Hp; m = 1 ; � � � ; Hu

其中,   为雅可比矩阵. Noriega 等[53] 给出了该
矩阵元素的递归计算方法, 以第  行第  列 (

) 元素为例, 计算公式
如下:

@yp(t + n)
@u(t + m � 1)

=
@yp(t + n � 1)
@u(t + m � 1)

�

�
1 +

@
( X (t))
@yp(t + n � 1)

�
�������	

X (t)其中,   为式 (1) 所示的模型输入. 通过式 (13) ~
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(17) 计算后, 即采用式 (3) 更新 MV.
 4.3.2　GPSO 切换阶段

t = tn该阶段的时刻为 , 在当前 MV 范围内采
样以构建 SSDB, 并将该范围确定为 PSO 的粒子
初值.

u(tn ) K

J (t) K f uk ; Jk gK
k=1

在  附近进行随机采样  次, 并分别计算
对应的 , 得到  个样本点 , 其中样
本点的元素可表示为:

(
uk = u(tn ) + " k

Jk = J (uk )
�������	

" k k = 1 ;

� � � ; K

其 中 ,    为 服 从 均 匀 分 布 的 随 机 扰 动 ,  
.

f uk ; Jk gK
k=1上述所有样本点  将构成 SSDB, 表

示如下:

� �3�3�$�"=
�
u �4

�3�3�$�"; J �4
�3�3�$�"

�
=

0

B
B
B
@

u1 J1

u2 J2

� � �

uK JK

1

C
C
C
A

�������	

KDD 模型基于 SSDB 中的系统状态信息与历
史知识, 采用高斯过程回归 (Gaussian process re-
gression, GPR) 模型构建, 作为 PSO 算法的代理模
型以减少 PSO 的计算消耗, 提高控制系统的实时
性. 首先, 利用 SSDB 中样本结合 GPR 算法构建
KDD 模型, 其将已知数据作为满足多元正态分布
的先验概率分布, 描述为:

J �3�3�$�" � �. (� 0; � 0) �������	

� 0 = [ � 0(u1) ; � � � ; � 0(uK )] � 0其中,   为均值函数; 
为协方差矩阵, 表示如下:

� 0 =

2

6
6
4

� 0(u1; u1) � � � � 0(u1; uK )
������ � � �

������

� 0(uK ; u1) � � � � 0(uK ; uK )

3

7
7
5 �������	

� 0
�
uk i ; uk j

�
ki

kj

� 0 = [0 ; � � � ; 0]

其中, 协方差矩阵的元素  为第  个样本
点与第  个样本点之间的核函数. 均值函数常取值
为常数, 即 , 核函数计算公式如下[54]:

� 0
�
uk i ; uk j

�
= � 2

f �E�X�P

 

�
1
2

�
uk i � uk j

l f

� 2
!

�������	

� f l f其中,   为核函数的内核振幅;   为样本的长度
比例.

u+

J �3�3�$�"

Ĵ +

对于样本空间中某一新样本点 , 可通过先
验概率分布计算该样本点的后验概率分布, 根据
GPR 的定义, 已知数据的联合高斯分布   和
GPR 的预测值  同样服从高斯分布[55], 可表示为:

 
J �3�3�$�"

Ĵ +

!

� �.

 

��;

"
� 0 � �

0

(� �
0) �4 � ��

0

#!

�������	

� �
0 = [� 0(u1; u1); � � � ; � 0(uK ; u+ )] �4

� ��
0 = � 0(u+ ; u+ )

其中 ,    为 SS-
DB 中已知样本的协方差;   为新
样本协方差.

J �3�3�$�" Ĵ + Ĵ + jJ �3�3�$�"� �.
�
�; � 2

�
由于训练集已知, 可基于式 (24) 计算给定的

 的   条件分布  ,  如下
所示:

8
<

:

� = (� �
0) �4� � 1

0 (J �3�3�$�"� � 0) �4 + � 0
�
u+ �

� 2 = � ��
0 � (� �

0) �4� � 1
0 � �

0

�������	

� u+

Ĵ + � 2

其中,   为后验均值, 即 KDD 模型对于新样本 

的预测值 ;   为后验方差.
在后续阶段中, 为减小 KDD 模型失配导致的

性能降低, 在每个控制阶段更新 SSDB 后, KDD 模
型将同步更新.

J (t)

Hp

Hp

注 2. 对于炉膛温度 (furnace temperature,
FT) 的 MPC 滚动优化问题,   的计算代价较高,
通过反复迭代求解以及多次计算目标函数, 将导致
最优控制律的求解需要大量计算时间, 这对于要
求实时性的 MPC 过程而言是一个挑战. 而采用
KDD 模型作为代理模型、辅助 PSO 算法代替实际
目标函数的求解后, 通过式 (20) ~ (24) 的计算即可
实现对原 MPC 中的 IT2FBLS 预测模型的反复预
测. 当预测时域为   时, 原 MPC 需要重复计算

 次式 (4) ~ (9), 以实现对式 (2) 中目标函数的计
算. 因此, KDD 的引入显著减少了 GPSO 的计算
消耗.
 4.3.3　PSO 控制阶段

t 2 [tn ; t f ]

u(tn )

Ĵ (t)

I O (O = Hu )

i o t

该阶段的时刻为 , 采用 GPSO 子模
块中的 PSO 算法进行滚动优化, 粒子初值为 .
采用 PSO 最小化 KDD 模型的输出值 , 假设种
群中粒子数为  , 每个粒子的维度为  ,
以第  个粒子的第  维为例, 第  时刻基于 PSO 的
滚动优化过程如下:

8
>><

>>:

vi; o (t + 1) = ! (t)vi; o (t) + c1r 1(pi; o (t) �

ai; o (t)) + c2r 2(go(t) � ai; �O(t))

ai; o (t + 1) = ai; o (t) + vi; o (t + 1)

�������	

vi; o (t + 1) i o ai; o(t

+ 1) i o ! (t) c1 c2

r 1 r 2

pi (t) g(t) t

Ĵ (t)

其中,   为第  个粒子的第  维速度; 
 为第  个粒子的第  维位置;  ,   和  为

权值参数, 在本文中为常量;   和  为取值在 [0,
1] 范围内的随机数. 定义  和  分别为  时刻
单个最优粒子和全局最优粒子的位置, 其与  的
关系如下:
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8
>>>><

>>>>:

pi =
�
p1; o ; � � � ; pi; o ; � � � ; pI; o

�
=

�A�R�G �M�I�N
a1; o ; ��� ; a i; o ; ��� ; a I; o

Ĵ (t)

g = [ g1; � � � ; go; � � � ; gO ] = �A�R�G �M�I�N
p1 ; ��� ; p i ; ��� ; p I

Ĵ (t)

�������	

r 1 r 2

pi (t) g(t)

pi (t) g(t)

注意, 由于粒子的运动受到随机因子   和  

的影响, 使得粒子的位置具有不确定性; 同时, 由于
引入了 KDD 模型作为代理模型, PSO 求解的可靠性
取决于 KDD 模型的精度. 为避免模型失配与建模
误差导致的系统振荡或失稳, 此处并非采用 PSO
所得的   和   直接作为下一时刻 MV 的解,
而是将  和  作为 PSO 运行过程中发现的优
良解, 存储至 PADB 中作为求解最优控制律的选择
依据, 并指导后续粒子的搜索. PADB 的构建如下:

� �0�!�$�" =

0

B
B
B
@

pi (t) Ĵ (pi (t))

pi (t + 1) Ĵ (pi (t + 1))
� � �

g(t) Ĵ (g(t))

1

C
C
C
A

�������	

pi (t) pi (t + 1) � � � g(t)其中,  ,  ,  ,   将作为可能的 MV
候选.

通过合理的更新和维护策略, 档案库可以保持
解的多样性, 避免解过度集中于搜索空间的某一部
分. 档案库为粒子的飞行方向提供了全局信息, 引
导粒子向更优的区域搜索.

f p+ ; J (p+ )g

控制过程的每次迭代结束后, PSO 产生的新优
良解  将用于更新 PADB, 更新规则如下:

f p+ ; J (p+ )g

f p+ ; J (p+ )g

● 如果  被 PADB 中的解支配, 则
舍弃 ;

f p+ ; J (p+ )g

f p+ ; J (p+ )g

● 如果  支配 PADB 中的一些解,
则从档案库中移除被支配的解, 将  添
加到档案库中.

f p+ ; J (p+ )g

f p+ ; J (p+ )g

● 如果   与 PADB 中的解互不支
配, 则直接将  添加到 PADB 中.

事实上, SSDB 来自系统在 MV 附近的随机采样,
而 PADB 来自于 PSO 在空间内的探索. 其分别反
映了 MV 求解的两类状态: 稳定但保守与潜在的高
性能[56]. 为在不牺牲安全性的前提下, 尽可能地提
高控制系统的性能, 利用所提出的 MV 基线求解子
模块进行控制律的安全且有效求解, 具体描述如下.

J �M�I�N
�3�3�$�"首先, 将 SSDB 中的目标函数最小值记为 ,

并将其对应的 MV 作为“基线”, 表达式如下:
u�B�A�S�E�L�I�N�E= �A�R�G �M�I�N

u2 u �3�3�$�"

J �3�3�$�" �������	

u�B�A�S�E�L�I�N�E其中,   为当前时刻 MV 的取值基线.
接着, 从 PADB 中筛选潜在的高性能解, 对其

中每个解进行安全性验证, 确保其满足系统的约束

U�S�A�F�E

条件和安全要求. 系统的安全性约束如式 (2) 所示,
为便于后续表述, 将其记为 .

U�S�A�F�E对于满足安全性约束  的解, 比较其目标函
数值与基线解, 并将所有满足上述条件的解组成候
选解集:
8
>><

>>:

� �C�A�N�D�I�D�A�T�E= f u �0�!�$�" ju �0�!�$�" 2 � �0�!�$�" ; u �0�!�$�" 2 U�S�A�F�E;

J (u �0�!�$�" ) < J �M�I�N
�3�3�$�"

	

u �0�!�$�" = [ u�0�!�$�" (t jt ) ; � � � ; u�0�!�$�" (t + Hu � 1 jt )]
�������	

u �0�!�$�"

pi (t) pi (t + 1) � � � g(t)
其中,   为 MV 的候选解, 其将从 PADB 中的

,  ,  ,   中选出.
� �C�A�N�D�I�D�A�T�E

� �C�A�N�D�I�D�A�T�E

最后, 如果  为非空集, 则从候选解集
中选择性能最优解的第一个元素作为下一次迭代的
MV; 如果  为空集, 为保证安全性, 采用保
守的基线解作为下一次迭代的 MV. 表达式如下:

u(t + 1) =

(
u�0�!�$�" (t jt ) ; � �C�A�N�D�I�D�A�T�E6= ;

u�B�A�S�E�L�I�N�E; � �C�A�N�D�I�D�A�T�E= ;
�������	

f u+ ; J + g � �3�3�$�"

� �3�3�$�"

� = [ � 1; � 2]

在每次控制迭代完成后, SSDB 将获得新样本
, 用于更新 SSDB, 即 . 由上文可知,

在 PSO 控制阶段, MPC 滚动优化的性能取决于知
识−数据驱动子模块中的 KDD 模型的可靠性. 为减
少模型失配与预测误差对 MV 求解的影响, 在每次
控制迭代过程完成并更新  后, 将对 KDD 模
型的参数进行更新以提高模型预测性能. 所涉及的
KDD 模型参数包括均值函数与协方差矩阵中的参
数 , 采用最大似然估计 (maximum like-
lihood estimation, MLE) 对其进行估计. 首先, 由
于 SSDB 中的各样本服从多元正态分布, 定义似然
函数如下:

L(� ju �3�3�$�"; J �3�3�$�") = p(u �3�3�$�"; J �3�3�$�"j� ) =

�E�X�P
�

� (J �3�3�$�"� � 0 )
P � 1

0 (J �3�3�$�"� � 0 ) �4

2

�

(2� )
1
2 k

P
0k

1
2

�������	

� 0 � 1
P

0

� 2

其中,   为均值函数, 其中包含超参数 ;   为协
方差函数, 其中包含超参数 .

接着, 采用 MLE 求取 KDD 模型的对数边际
似然[57]:
L �L�O�G= �L�O�G(L(� ju �3�3�$�"; J �3�3�$�")) =

�L�O�G

0

@
�E�X�P

�
� (J �3�3�$�"� � 0 )

P � 1
0 (J �3�3�$�"� � 0 ) �4

2

�

(2� )
1
2 k

P
0k

1
2

1

A =

�
�L�O�Gk

P
0k +

�
J �3�3�$�"� � 0

� P � 1
0

�
J �3�3�$�"� � 0

� �4
+ �L�O�G(2� )

2
�������	

� 1
2 �L�O�Gk

P
0k其中, 式 (32) 由三项组成: 第一项  是
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一个复杂性惩罚项, 用于测量和惩罚模型的复杂性;
第二项是负二次项, 其取值依赖于 SSDB, 并起到数
据拟合测度的作用; 第三项为常数项, 与数据无关[55].

然后, 通过计算偏导数来最大化边际似然, 表
达式如下[57]:
@L�L�O�G

@�
= �

1
2
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P

0k
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2
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�
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0
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0
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P

0
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X � 1

0

@
P

0
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X � 1

0
(J �3�3�$�"� � 0) �4
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�T�R�A�C�E �A�D�J
P

0

P
0 � 2 = [ l f ; � f ]

其中,   为矩阵的迹;   为矩阵的行列式; 
为协方差矩阵. 由式 (24) 可知, 均值函数为常数,
因此待估计的参数仅包括  中的参数 .

最后, 当 SSDB 更新后, 通过上述式 (31) ~
(33) 的计算过程, 即可实现对 KDD 模型的参数更
新, 以提高 KDD 模型对 MPC 的预测性能, 减小模
型失配与预测误差对控制系统的影响.

 4.4　伪代码与流程图

由上述描述可知, 知识−数据驱动的具体实现
如下.

首先, 在预测建模环节, SSDB 提供了系统真
实的输入/输出样本, 用于训练 IT2FBLS 预测模型,
从而增强非线性建模和不确定性处理能力.

接着, 在滚动优化环节, PADB 中的精英粒子
分布知识作为先验启发式信息, 与 SSDB 中记录的
基线解相互对比与补充:

1) 当代理模型预测结果不可靠或偏离较大时,
控制器可回退至 SSDB 的基线解以保障稳定性;

2) 当代理模型预测结果可信时, PADB 提供的
候选解能加速全局搜索的收敛, 并提升解的多样性.

上述实现过程如图 3 所示.
综上, 基于 KDD-GPSO-FBMPC 的控制策略

伪代码如下所示:

　  算法 1. KDD-GPSO-FBMPC 算法伪代码
� 1; � 2; r (t); � ! (t); c1

c2; r 1; r 2 � f ; l f

输入. MPC 参数:  ; PSO 参数:  ,

; KDD 模型参数:  ; 炉膛温度数据集.

y输出. 炉膛温度的实际输出 .

1. 初始化 IT2FBLS 参数, 通过式 (1) ~ (5) 构建 IT2-

　　　 FBLS 预测模型

k = 1 N iter N iter2. for   to   do // 控制迭代过程开始 (  表

　　　示最大迭代次数)

k � k1 k13. if   then // 梯度控制阶段 (  表示第一次切换

　　　时间)

4. 　通过式 (6) 与预测模型计算当次迭代的目标函数值

5. 　通过式 (7) ~ (9), 采用梯度下降迭代更新 MV //

　　　　 GPSO 子模块

k1 < k � k2 k26. else if   // 切换阶段 (  表示第二次切换

　　　时间)

7. 　通过式 (10) ~ (12) 在当前 MV 范围内随机采样以

　　　　 构建 SSDB

8. 　通过式 (13) ~ (15), 利用 SSDB 构建 KDD 模型 //

　　　　 知识−数据驱动子模块

a0(t) =

u(tn )

9. 　将该时刻 MV 确定为 PSO 的粒子初值, 即 

　　　　    

k > k 210. else if   // PSO 控制阶段

11. 　通过式 (16) ~ (19), 以 KDD 模型为代理模型, 使

　　　　  用 PSO 算法寻找优良解并构建 PADB // GPSO

　　　　  子模块

12. 　通过式 (19) ~ (21), 基于基线求解算法, 使用 SSDB

　　　　  和 PADB 选择下一次迭代的 MV // MV 基线求

　　　　  解子模块

13. 将新的 MV 输入 Plant, 计算炉膛温度的实际输出以及

　　　  对应目标函数, 并作为新样本更新 SSDB

14. 通过式 (22) ~ (24), 利用更新后的 SSDB 更新 KDD

　　　  模型 // 知识−数据驱动子模块

15. end if

16. end for

y17. 返回炉膛温度实际值 

 

.�Aö��� �ž$'
8P¡�ØE÷0;

.�Aö KDD-GPSO
%
�Ø�H	F Q
‡

�H	F@�

PADB
FBMPC �×�f�˜

N´#{�l
� �ž

IT2FBLS N´#{ Q
‡

SSDB

 

图 3    知识−数据驱动过程
Fig. 3    The knowledge-data-driven process
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 5　稳定性与收敛性分析

为保证所提 KDD-GPSO-FBMPC 算法应用的
理论基础, 对 GPSO 的控制迭代过程进行分析, 包
括 GD 过程的稳定性与 PSO 过程的收敛性.

 5.1　梯度下降过程的稳定性

在开始之前, 给出以下引理.
M � 1; � 2; � � � ; � H p

v1; v2; � � � ; vH p

V = [ v1; v2; � � � ;

vH p ] V�4V = VV�4 = I

M = V� V�4 � = �D�I�A�Gf � 1; � 2; � � � ; � H p g

引理 1. 对于实对称矩阵 ,    

是其特征值,   是对应的特征向量.
那么由这些特征向量构成的矩阵   

 是一个满足   的正交矩阵, 同
时还满足 ,    .

引理 1 的证明见附录 A.
定理 1. 如果 KDD-GPSO 算法在如式 (15) 所

示的 GD 阶段的参数满足式 (34), 则 KDD-GPSO-
FBMPC 算法在 GD 阶段是稳定的.

0 < � �
2

� �M�A�X
; � �M�A�X= �M�A�X

�
� 1; � 2; � � � ; � H p

	

�������	

� = (1 + 2 �� 2) � 12�� 1 > 0 � 1; � 2; � � � ; � H p

M = AA �4 A = @y p ( t )
@u ( t )

其 中 ,   ;  
为矩阵  的所有特征值,   为系
统的雅可比矩阵.

V(t) = E �4(t) �

E (t) E (t) = r (t) � yp(t)

证明. 首先, 定义李雅普诺夫函数 

, 其中 .
接着, 计算李雅普诺夫函数的动态如下:

� V (t) = V (t + 1) � V (t) =

E �4(t + 1) E (t + 1) � E �4(t)E (t) =

(E (t) + � E (t)) �4(E �4(t)E (t)) � E �4(t)E (t) =

(E �4(t)E (t) + 2 E �4(t)� E (t) +

(� E (t)) �4� E (t)) � E �4(t)E (t) =

(� E (t)) �4(2E (t) + � E (t)) �������	

� E (t)

其中, 根据文献 [58−59] 中的收敛性分析部分, 将
式 (15) 代入式 (35) 中,   可重写为如下形式:

� E (t) =
@E (t)
@u(t)

� u (t) = �
@yp(t)
@u(t)

� u (t) =

�
@yp(t)
@u(t)

2�� 1

1 + 2�� 2

 �
@yp(t)
@u(t)

� �4

(r (t) � yp(t))

!

=

� &AA �4E (t) �������	

&= (1 + 2 �� 2) � 12�� 1 > 0 A = @y p( t )
@u ( t )其中,  ;  .

然后, 将式 (36) 代入式 (35), 可得:

� V (t) = (� E (t)) �4 (2E (t) + � E (t)) =
�
� &AA �4E (t)

� �4 �
2E (t) � &AA �4E (t)

�
=

� &E �4(t)
�
2AA �4 � &AA �4AA �4� E (t) =

� &
�
2E �4(t) ME (t) � &E �4(t) MM �4E (t)

�
=

� &(2S � &T) �������	

M = AA �4 S =

E �4(t) ME (t) � 0 T = E �4(t) MM �4E (t) � 0

其中 ,    为半正定的实对称矩阵 ;  
;  .

M � 1; � 2;

� � � ; � H p v1; v2; � � � ; vH p

E (t)

设  的特征值和对应特征向量分别为 

 和  , 根据引理 1, 列向量
 可表示为如下形式:

E (t) =
H pX

i p =1

ei p
v i p

= Ve �������	

e = [ e1; � � � ; eH p
]�4 ei p

= v �4
i p

E (t)

E (t) v i p

其中,  , 其元素 , 表
示  在特征向量  方向上的投影系数.

S根据式 (38) 与引理 1,   可表示为:

S = E �4(t) ME (t) = E �4(t) V� V�4E (t) =
�
V�4E (t)

� �4
�

�
V�4E (t)

�
= e�4� e =

H pX

i p =1

� i p e2
i p

�������	

T同理,   可表示为:

T = E �4(t) MM �4E (t) =

E �4(t) V� V�4� V� V�4� �4
E (t) =

�
V�4E (t)

� �4
� 2 �

V�4E (t)
�

=

e�4� 2e =
H pX

i p =1

� 2
i p

e2
i p

�������	

最后, 将式 (39) ~ (40) 代入式 (37), 可得:

� V (t) = � &(2S � &T) =

� &

0

@2
H pX

i p =1

� i p
e2

i p
� &

H pX

i p =1

� 2
i p

e2
i p

1

A =

� &
H pX

i p =1

�
2� i p � &�2i p

�
e2

i p
�������	

& 8i p

2� i p � &�2i p
� 0 � V (t) � 0

因此, 当  满足式 (34) 的条件时, 即, 对 ,
存在 , 此时 .

� V (t) � 0

通过引理 1 与式 (41), GD 的参数由式 (34) 设
置, 使得 , 表明 KDD-GPSO-FBMPC 算
法在 GD 阶段是稳定的.  □
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 5.2　粒子群优化过程的收敛性

pi (t)

g(t) p�

a i (t)

定理 2. 当单个最优粒子  和全局最优粒子
 存在下界 , 且权重系数满足一定条件时, 粒

子位置  收敛.
证明. 假设其所有粒子在搜索空间中是随机分

布的, 根据式 (25) 设置符号如下:
8
>><

>>:

� 1 = c1r 1

� 2 = c2r 2

� = c1r 1 + c2r 2

�������	

在式 (42) 的基础上, 根据式 (25), 粒子的速度
和位置更新方程可改写为:

(
vi; o (t + 1) = ! (t)vi; o (t) + � (
 i; o (t) � ai; o (t))

ai; o (t + 1) = ai; o (t) + vi; o (t + 1)
�������	

i = 1 ; 2; � � � ; I 
 i; o (t) = ( � 1pi; o (t) + � 2go(t))/

�

其中,  ; 
. 由上可知, 式 (43) 可改写为如下形式:

"
ai; o (t + 1)

vi; o (t + 1)

#

=

"
1 � � ! (t)

� � ! (t)

# "
ai; o (t)

vi; o (t)

#

+


 i; o (t)

"
�

�

#

�������	

�

由式 (44) 可知, 粒子的状态变化是一个离散过
程. 根据离散系统的稳定性判据, 要求系数矩阵对
应的特征值  的幅值小于 1, 可以表示为:

� 2 + ( � � ! (t) � 1) � + ! (t) = 0 �������	

� = ( � + 1)/( � � 1)令 , 式 (45) 可改写为:

�� 2 + (2 � 2! (t)) � � � + 2 ! (t) + 2 = 0 �������	

根据离散系统的 Routh 稳定条件[60], 当 KDD-
GPSO-FBMPC 满足稳定条件时, 式 (46) 中的系数
需满足:

8
>><

>>:

� > 0

2 � 2! (t) > 0

� � + 2 ! (t) + 2 > 0

�������	

整理式 (47), 可得 KDD-GPSO-FBMPC 的收
敛条件为:

(
� 1 < ! (t) � 1

0 < � � 2 + 2! (t)
�������	

综上, 当 KDD-GPSO-FBMPC 的超参数满足
式 (48) 时, 该算法是收敛的. 进一步, 根据式 (44),
存在:

"
�L�I�M

t !1
ai; o (t)

�L�I�M
t !1

vi; o (t)

#

=

"
1 � � ! (t)

� � ! (t)

# "
�L�I�M

t !1
ai; o (t)

�L�I�M
t !1

vi; o (t)

#

+


 i; o (t)

"
�

�

#

�������	

解得,
8
><

>:

�L�I�M
t !1

ai; o (t) = 
 i; o (t) =
� 1pi; o (t) + � 2go(t)

�
�L�I�M

t !1
vi; o (t) = 0

�������	

pi (t)

g(t) p�

对于 PSO 算法的粒子动力学, 已有文献 [61−
63] 证明, 当单个最优粒子   和全局最优粒子

 存在下界   时, 存在:

�L�I�M
t !1

pi (t) = �L�I�M
t !1

g(t) = p� �������	

将式 (51) 代入式 (50), 可得:
8
><

>:

�L�I�M
t !1

a i (t) = 
 i (t) =
� 1p� + � 2p�

�
= p�

�L�I�M
t !1

v i (t) = ��
�������	

综上, KDD-GPSO 在 PSO 阶段, 其粒子动力
学是收敛的, 即粒子的位置和速度是收敛的.  □

 6　实验验证

 6.1　实验环境与评估指标

在本节中, 将采用面向经典非线性系统与典
型流程工业城市固废焚烧过程的控制, 测试所提
KDD-GPSO-FBMPC 算法的可行性和有效性 .
仿真环境为 MATLAB R2021a, 在 Windows10 环
境下, 处理器为 2th Gen Intel(R)Core(TM)i7-
12700H, 时钟速度为 2.30 GHz, 机带 RAM 为 16.0
GB.

R2

采用均方根误差 (root mean square error,
RMSE)、平均绝对误差 (mean absolute error, MAE)
和决定系数 (R-squared,  ) 评估 IT2FBLS 预测
模型的性能, 采用时间乘方误差积分 (integral of
time squared error, ITSE)、绝对误差积分 (integ-
ral of absolute error, IAE) 和设定值最大偏差
(maximal deviation from set point, Devmax)[42] 评
估 KDD-GPSO 的性能. 计算公式如下:
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>>>>>>>>>>>>>>>>>><

>>>>>>>>>>>>>>>>>>:
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u
t 1
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其中,   和  分别为数据集的第  个输出真值与
对应的预测值;   为所有样本输出真值的平均值;

 为系统的控制误差.

 6.2　经典非线性系统

本文采用的作为被控对象的经典非线性系统如
下所示:

y(t + 1) =
ya(t) + y(t) + b

c + y2(t)
+ v(t) + u(t) �������	

u(t) t y(t)

v(t) a = 2 b = 2 :5

c = 1

其中,   是系统在  时刻的 MV;   是系统的被
控变量 ;    为外部噪声扰动 ;   ,    和

 为系统内部参数, 后续将在控制过程中对其修
改以表征系统内部参数不确定性.
 6.2.1　预测实验及结果分析

y(1) = y(2) = 0

为探讨 IT2FBLS 预测模块的预测能力, 将
IT2FBLS 与典型数据驱动的预测模型进行比较. 具
体来说, 在   的初始条件下, 通过离
线采样与随机排序获得数据集, 数据集共包含 302
组样本, 每组样本包含 2 个输入特征. 数据集按照
2:1:1 的比例划分为训练集、验证集和测试集. IT2-
FBLS 预测模型的训练与预测过程如式 (4) ~ (10)
所示. 本文采用 FNN、IT2FNN 和 FBLS 作为对比
模型, 各模型的参数与超参数设置如下.

W f; e (t) wf; e
l

� f; e
l

1) 根据文献 [64] 中的建议, 采用服从标准正态
分布的随机数对 IT2FBLS 中的参数 , 
和  进行随机初始化. 其余需要初始化的参数均
在 IT2FBLS 的 IT2FNN 层中, 对于高斯隶属函数
的中心, 通过参考文献 [65], 根据输入数据上的

�K�
�M�E�A�N�S

G

J L �

[1; 30]

[0; 1] G =

6 J = 2 L = 10 � = 2 � 10

 结果来初始化中心; 隶属函数的宽度均设
置为 1; IT2FNN 的后件层参数同样采用服从标准
正态分布的随机数进行初始化. 对于 IT2FBLS 的
超参数, 包括 IT2FNN 层的子系统数 、子系统的
模糊规则数 、增强节点个数  与正则化系数 , 则
通过网格搜索法确定, 前三者在  范围内搜索,
后者在  范围内搜索. 最终确定的超参数为 

,  ,  ,  .

lr [0; 1]

lr = 0 :05

2) 为公平比较, FNN 和 IT2FNN 的参数初始
化方式与 IT2FBLS 一致, 包括中心、宽度与后件层
参数; 超参数中, 模糊规则数同样设置为 2. 特别地,
受限于 FNN 与 IT2FNN 的结构, 采用式 (10) 的伪
逆算法难以获得最优模型参数, 因此采用梯度下降
法进行训练, 学习率  通过网格搜索法在  范
围内搜索, 最终确定为 .

G = 6

J = 2 L = 10

� = 2 � 10

3) FBLS 的参数初始化方式和超参数设置均
与 IT2FBLS 一致, 包括模糊层的子系统数 、
子系统的模糊规则数 、增强节点个数 

与正则化系数 .
模型训练、验证与测试结果如图 4 所示, 基于

性能指标 (53) 的定量评估结果如表 2 所示.
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图 4    数值仿真实验中预测模型的拟合曲线图
Fig. 4    Fitting curve diagram of the prediction model in

the numerical simulation experiment
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如图 4 所示, IT2FBLS 预测模型在所有数据集
上的拟合效果优于其他模型, 其预测值与真实值匹
配度相对较高. 在训练集中, 所有模型的表现相对
接近, 但 IT2FBLS 在一些剧烈变化的样本上更精
准, 减少了预测偏差; 在验证集和测试集中, IT2FBLS
同样保持了较高的拟合精度, 并且在一些峰值和谷
值等关键点能紧密跟随真实值, 表明其在泛化能力
上也表现出色.

R2

如表 2 所示, IT2FBLS 预测模型在所有数据集
上均表现出了最低的 RMSE 与 MAE 和最高的 ,
表明其在减少预测误差方面存在优势, 并且其预测
值与真实值之间的拟合度相对较高. 相比于 FBLS、
IT2FNN 和 FNN, IT2FBLS 不仅在训练阶段表现
优秀, 而且在验证和测试阶段的鲁棒性和泛化能力
也更强. 针对测试集, 在性能指标上, IT2FBLS 相
较于次优模型 FBLS, 其 RMSE 和 MAE 分别降低
约 67.4% 与 68.0%, 其显著的泛化能力为后续的控
制与响应奠定了基础.
 6.2.2　控制实验及结果分析

为说明所提 KDD-GPSO-FBMPC 算法的有效
性, 本文讨论两个案例. 在案例 1 中, 系统为添加外
部不确定噪声干扰的非线性系统; 在案例 2 中, 通
过改变系统内部参数来验证控制算法对不确定性的
处理能力和鲁棒性. 进一步, 选择 PID 控制器和基
于 GD 的 IT2FBLS-MPC (GD-IT2FBLS-MPC) 作
为对比实验. 其超参数设置如下.

� � 1 � 2

1) KDD-GPSO-FBMPC 的超参数: 包括 GD
中的学习率  以及参数  和 , 均在第 5.1 节稳定
性分析中所确定的式 (34) 中的范围内选择; PSO

I

� ! (t) c1 c2

I = 15 � = 30 ! (t) = 0 :9

c1 = 2 c2 = 2 Hp Hu

tn Hp > H u [2; 20]

Hp = 7 Hu = 2 tn

tn

tn = 60

中粒子初值由 GD 确定; 种群中粒子数 、优化次
数   与权值参数 、  和  的设置参考文献 [66]
的结论 ,  最终设置为  、 、 、

 和 ; MPC 的超参数包括 、  和切
换时间  , 在遵循   的原则下在   范
围内通过网格搜索法确定为  和 ; 
的值不宜过大 ,  否则算法将退化为基于 GD 的
MPC, 控制性能下降,   过小则计算负载较大, 通
过网格搜索法最终确定为 .

Hp

Hu

2) GD-IT2FBLS-MPC 的超参数: 包括  和
 以及梯度下降法的学习率 ,  为公平起见 ,  与

KDD-GPSO-FBMPC 中的设置相同.

K p = 0 :3 K i = 0 :01 K d = 0 :01

3) PID 控制器: 通过网格搜索法将其三个参数
设置为 、  和 .

t = 20
v(t)

t = 40

t 2 [0; 100]

案例 1. 外部不确定性扰动. 本文在  时
刻在系统 (55) 中引入外部干扰, 扰动项  为均值
为 0、标准差为 0.01 的高斯噪声; 在  时刻增
大噪声, 此时高斯噪声的均值为 0、标准差为 0.02,
以研究控制器的鲁棒性.   期间的跟踪情
况与性能指标 (54) 如图 5 ~ 7 和表 3 所示.

 

表 2    数值仿真实验中预测模型性能指标对比
Table 2    Comparison of performance indicators of the

prediction models in the numerical simulation experiment

模型 数据集 RMSE MAE R2

IT2FBLS

训练集 1:666 8 � 10� 2 1:094 6 � 10� 2 9:976 5 � 10� 1

验证集 1:762 3 � 10� 2 1:156 0 � 10� 2 9:966 0 � 10� 1

测试集 2:452 1 � 10� 2 1:256 2 � 10� 2 9:941 8 � 10� 1

FBLS

训练集 4:741 8 � 10� 2 2:943 7 � 10� 2 9:809 8 � 10� 1

验证集 5:868 7 � 10� 2 3:335 2 � 10� 2 9:622 8 � 10� 1

测试集 7:528 9 � 10� 2 3:931 3 � 10� 2 9:451 4 � 10� 1

IT2FNN

训练集 8:537 3 � 10� 2 4:145 0 � 10� 2 9:383 5 � 10� 1

验证集 6:784 8 � 10� 2 3:320 7 � 10� 2 9:495 9 � 10� 1

测试集 1:143 2 � 10� 1 5:070 7 � 10� 2 8:735 2 � 10� 1

FNN

训练集 9:015 2 � 10� 2 4:017 9 � 10� 2 9:312 6 � 10� 1

验证集 6:940 9 � 10� 2 2:980 5 � 10� 2 9:472 4 � 10� 1

测试集 1:097 2 � 10� 1 4:741 6 � 10� 2 8:834 9 � 10� 1
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图 5    数值仿真实验中案例 1 的跟踪、误差与 MV 曲线
Fig. 5    Tracking, error and MV curves of case 1 in

the numerical simulation experiment
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t � 100

a = 2 b = 2 :5 c = 1

r (t) = 1 :8 r (t) = 1 :85 v(t)

t 2 [0; 200]

案例 2. 系统参数不确定性. 本文研究了针对
具有内部不确定性的系统 (55) 的控制器性能. 该
不确定性主要表现为系统参数的突变: 在案例 1 所
设置噪声的基础上, 当   时, 系统内部参数
更改为 、  和 , 控制任务由跟踪设
定值  变更为 ,   仍保持为均
值为 0、标准差为 0.02 的高斯噪声.   期
间的跟踪情况与性能指标 (54) 如图 6 ~ 8 和表 3
所示.
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图 6    数值仿真实验中案例 1 和案例 2 的 KDD 模型
拟合曲线

Fig. 6    KDD model fitting curves of case 1 and
case 2 in the numerical simulation experiment

 
 
 

0.25
0.20
0.15
0.10
0.05

0
0 20 40 60 80

40

0.004

0.002

0

60 80

100
�g�\�¿
'

�x
�»

 1
: -

��7
�-

� �
l

0.25
0.20
0.15
0.10
0.05

0
0 40 80 120 160

90

0.008

0.006

0.004

0.002

0

100 110 120 130

200
�g�\�¿
'

�x
�»

 2
: 

-�
�7

�-
� �

l

 

图 7    数值仿真实验中案例 1 和案例 2 的目标函数
下降曲线

Fig. 7    Objective function descent curves of case 1 and
case 2 in the numerical simulation experiment

 
如图 5 所示, 在控制的初始阶段, KDD-GPSO-

FBMPC 控制器通过 GD 的滚动优化能快速找到局
部最优解, 确保控制的初始响应速度. 在引入噪声
后, 能较快恢复到设定值附近, 且波动幅度明显小
于 PID 和 GD-IT2FBLS-MPC, 表明其具有较强的
抗干扰能力. 相较之下, PID 在噪声增大时跟踪误
差显著增加, 而 GD-IT2FBLS-MPC 的响应较慢,
表现出较大的波动. 在 MV 上 KDD-GPSO-FBM-
PC 虽然存在频繁调整 ,  但波动范围可控 ,  GD-
IT2FBLS-MPC 的 MV 虽然波动幅度较小, 但在噪
声扰动下显然应该通过频繁调整来贴近设定值的调
整需求, 这表明通过引入 PSO 算法, 粒子对 KDD
的搜索跳出了 GD 陷入的局部最优, 表明其在应对
扰动时能更快速、精准地调整控制输入. PID 的
MV 曲线表明其在更新过程中多次到达 MV 的最

小边界, 其性能相对不可靠.
如图 8 所示, 在引入参数不确定以及变更设定

值后, KDD-GPSO-FBMPC 继续保持了快速的响
应能力, 在设定值变化后迅速调整, 并稳定在新的
设定值附近, 表明了其对不确定性的处理能力. 相
较而言 ,  PID 的响应存在较大的超调 ,  而 GD-
IT2FBLS-MPC 虽然跟踪能力较好, 但在参数变化
后其波动幅度大于本文所提算法. 与图 4 类似, 本
文所提算法在切换至 PSO 滚动优化后, MV 跳出
GD 陷入的局部最优, 在空间内搜索可行解以应对
扰动. 在案例 1 的外部扰动和案例 2 的内部参数突
变下, KDD-GPSO-FBMPC 均表现出了优异的抗
干扰能力和控制精度, 证明了该算法在复杂动态环
境下的适应性.

如图 6 所示, KDD 模型的预测值与目标函数
的真实采样值之间的拟合效果非常接近, 表明 KDD
模型能够准确捕捉系统在外部噪声扰动与内部不确
定性下的动态变化, 这意味着即便存在噪声干扰与
不确定性, KDD 模型也能提供可靠的近似解, 从而
降低 GPSO 算法频繁计算的需求.
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图 8    数值仿真实验中案例 2 的跟踪、误差与 MV 曲线
Fig. 8    Tracking, error and MV curves of case 2 in

the numerical simulation experiment
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如图 7 所示, 在控制的初始阶段, 目标函数的
下降速度较快, 表明 GD 的滚动优化迅速找到了局
部最优解, 为 PSO 优化提供了良好的初值; 当进入
PSO 优化阶段后, 目标函数趋于平稳, 表明全局最优
解逐步逼近, 并且优化过程的效率较高. 在系统参
数突变时, 目标函数出现了瞬时波动, 但很快恢复
到平稳下降的趋势, 表明 GPSO 在应对系统参数变
化时能够有效调整控制律, 并找到新的全局最优解.

如表 3 所示, KDD-GPSO-FBMPC 在整体误
差控制上优于其他算法, 尽管 KDD-GPSO-FBM-
PC 的计算时间高于其他算法, 但其误差性能得到
了有效提升. 对于案例 1, 其 ITSE 相较于 PID 和
GD-IT2FBLS-MPC 分别降低约 74.4% 和 44.7%;
对于案例 2, 其 ITSE 分别降低约 58.5% 和 37.2%.
尽管其在仿真时间上略有劣势, 但其在控制精度、
鲁棒性和抗干扰能力上具有较大提升.

 6.3　城市固废焚烧过程

本节将所提出的 KDD-GPSO-FBMPC 算法用
于控制 MSWI 过程中的炉膛温度. 典型 MSWI 工
艺过程如图 9 所示, 其控制过程具有强非线性、大

时滞与高度不确定性等特点. 为评价和比较所提算
法与其他控制策略, 采用文献 [67] 中的 FT 被控对
象进行测试. 实验所采用的数据集的详细分析见附
录 B.
 6.3.1　预测实验及结果分析

本次实验数据来自北京某实际 MSWI 发电厂
某天内 8:00−24:00 的运行数据. 数据集由 857 条样
本组成, 每个样本包括 6 个过程变量, 分别为一次
风量、二次风量、进料器均速、干燥炉排均速、氨水
注入量与 FT. 其中二次风量为 MV, FT 为被控变
量, 其余变量均为辅助变量, 其系统表示如下.

y�&�4(t + 1) = 
( u�S�E�C(t) ; y�&�4(t) ; a�P�R�I(t) ; a�F�E�E�D�E�R(t) ;

a�D�R�Y(t) ; a�U�R�E�A(t)) �������	

y�&�4 u�S�E�C(t)

a�P�R�I(t) ; a�F�E�E�D�E�R(t) ; a�D�R�Y(t) ; a�U�R�E�A(t)

其中,   为被控对象输出的 FT;   为二次风
量;   分别为辅助变
量一次风量、进料器均速、干燥炉排均速和氨水注
入量. 实验数据所选取的各过程变量的采样点与波
动范围详见文献 [68].

数据集按照 2:1:1 的比例划分为训练集、验证
集和测试集. 采用 FNN、IT2FNN 和 FBLS 作为对

 

表 3    数值仿真实验中案例 1 和案例 2 的控制性能指标对比
Table 3    Comparison of control performance indicators of case 1 and case 2 in the numerical simulation experiment

案例 控制器 ITSE IAE Devmax 时间 (s)

案例 1

PID 8.200 0 × 10−3 3.610 0 × 10−2 7.000 0 × 10−1 6.190 0 × 10−1

GD-IT2FBLS-MPC 3.800 0 × 10−3 3.150 0 × 10−2 7.000 0 × 10−1 4.841 6 × 100

KDD-GPSO-FBMPC 2.100 0 × 10−3 2.650 3 × 10−2 7.000 0 × 10−1 1.365 1 × 101

案例 2

PID 1.180 0 × 10−2 3.840 0 × 10−2 7.000 0 × 10−1 1.314 0 × 100

GD-IT2FBLS-MPC 7.800 0 × 10−3 2.730 0 × 10−2 7.000 0 × 10−1 9.515 5 × 100

KDD-GPSO-FBMPC 4.900 0 × 10−3 2.236 7 × 10−2 7.000 0 × 10−1 2.757 2 × 101
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图 9    典型 MSWI 过程流程图
Fig. 9    Typical MSWI process flow chart
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G = 20 J = 2 L = 18 � = 2 � 3 G =

20 J = 2 L = 18 � = 2 � 3

lr = 0 :1

比模型 ,  各模型的参数与超参数设置原则同第
6.2.2 节. 最终选定的超参数为: 1) IT2FBLS 中

,  ,  ,  ; 2) FBLS 中 

,  ,  ,  ; 3) FNN 和 IT2FNN
的模糊规则数与 IT2FBLS 一致, 设置为 2, 学习率

.
模型训练、验证与测试结果如图 10 所示, 基于

性能指标 (53) 的定量评估结果如表 4 所示.
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图 10    MSWI 过程预测模型拟合曲线对比
Fig. 10    Comparison of fitting curves of MSWI process

prediction models
 

如图 10 所示, IT2FBLS 预测模型在训练数据
上与真实温度值吻合, FBLS 和 IT2FNN 虽然能较
好地拟合训练数据, 但在某些温度波动剧烈的区间
(如第 100、150 个样本) 与真实值存在一定偏差. 在
验证集和测试集上, IT2FBLS 保持了较好的拟合效
果, 在温度变化剧烈的区间内其预测值依然与真实
值接近, FNN 和 IT2FNN 则存在较大的误差和滞
后, 表明 IT2FBLS 具有较强的非线性映射与泛化
能力.

如表 4 所示, IT2FBLS 预测模型的性能指标均

R2

优于其他模型. 以测试集为例, 其 RMSE 相较于
FBLS、IT2FNN 和 FNN, 分别降低约 18.2%、
28.2% 和 42.1%. 此外, IT2FBLS 在所有数据集上
的  值均接近 1, 表明其能够可靠地应用于 MSWI
工业控制场景中.
 6.3.2　控制实验及结果分析

KDD-GPSO-FBMPC 的在线 MV 是二次风
量, 被控变量为 FT. 本节讨论两种案例以评估控制
算法的工业过程控制性能. 案例 3 为恒设定值跟踪
实验, 设定值为 930 ℃, 最大迭代次数为 100, 并在
辅助变量中施加 60 dbw 的高斯白噪声作为外部干
扰. 案例 4 为变设定值跟踪实验, 设定值为 920 ~
940 ℃, 最大迭代次数为 400, 并在迭代控制过程中
不断修改噪声类型以扩大不确定性.

进一步, 为验证所提算法的有效性, 选取已发
表的先进 MSWI 过程控制算法作为对比, 包括贝叶
斯优化的 IT2FNN 控制器 (Bayesian optimization-
based IT2FNN controller, BO-IT2FNNC)[67]、协同
事件触发的模糊神经控制器 (cooperative event-
triggered fuzzy-neural controller, CETFNMC)[69]、
在线学习模糊神经鲁棒控制器 (online learning
fuzzy-neural robust controller, ET-OLFNRC)[70]

和基于 IT2FBLS 的自适应 MPC (adaptive MPC,
AMPC) 算法[5]. 各算法超参数设置如下.

� = 0 :11

� 1 = 0 :5 � 2 = 0 :5 I = 15

� = 30 ! (t) = 0 :9 c1 = 2 c2 = 2

Hp = 3 Hu = 2

tn = 30

1) KDD-GPSO-FBMPC: 学习率 , 参
数  ,  ; 种群中粒子数  , 优化
次数  , 权值参数  ,  ,  ,
预 测 时 域  ,   控 制 时 域  ;   切 换 时 间

.
2) 为公平起见, BO-IT2FNNC、CETFNMC、

 

表 4    MSWI 过程预测模型指标对比
Table 4    Comparison of indicators of MSWI process

prediction models

模型 数据集 RMSE MAE R2

IT2FBLS

训练集 3.247 0 × 100 2.515 3 × 100 9.709 8 × 10−1

验证集 3.297 4 × 100 2.514 1 × 100 9.701 3 × 10−1

测试集 3.455 4 × 100 2.569 2 × 100 9.673 0 × 10−1

FBLS

训练集 4.117 8 × 102 3.186 9 × 100 9.533 3 × 10−1

验证集 4.078 3 × 100 3.204 0 × 100 9.543 1 × 10−1

测试集 4.225 5 × 100 3.370 9 × 100 9.511 1 × 10−1

IT2FNN

训练集 4.632 4 × 100 3.512 2 × 100 9.409 3 × 10−1

验证集 4.606 3 × 100 3.456 9 × 100 9.417 2 × 10−1

测试集 4.813 9 × 100 3.682 3 × 100 9.365 4 × 10−1

FNN

训练集 5.917 3 × 100 4.858 8 × 100 9.036 2 × 10−1

验证集 5.791 2 × 100 4.723 4 × 100 9.078 7 × 10−1

测试集 5.967 3 × 100 4.870 3 × 100 9.024 9 × 10−1
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2 L = 10

ET-OLFNRC 和 AMPC 中的预测模型均采用与本
文相同的 IT2FBLS, 其超参数设置为 , 

,  . 同时, 算法中所涉及的其他超参数均与
原文献中的设置保持一致.

案例 3. 恒设定值跟踪控制实验. 本文设置 FT
的恒设定值为 930 ℃, 为被控对象的四个辅助变量
引入 60 dbw 的高斯白噪声作为外部干扰, 表达式
如下所示.

8
><

>:

a(t) = a(t) + v(t)

�%[v(t)] = ��

�%[vi (t)vj (t)] = � 2
v � (t � t0) � ij

�������	

a(t) = [ a�P�R�I(t) ; a�F�E�E�D�E�R(t) ; a�D�R�Y(t) ; a�U�R�E�A(t)] �4

v(t)=[ v�P�R�I(t) ; v�F�E�E�D�E�R(t) ; v�D�R�Y(t) ; v�U�R�E�A(t)] �4 �.
�
0; � 2

v

�

i; j 2 f �P�R�I; �F�E�E�D�E�R; �D�R�Y;

�U�R�E�Ag � 2
v = 10

60
10 � (t � t0)

� ij

i = j t 2 [0; 100]

其中 ,   ;
 ~ 

为对应辅助变量的噪声 ;  
;    为噪声方差 ;    为狄拉克

delta 函数, 表示白噪声的自相关;   为克罗内克
delta 函数, 当  时为 1, 否则为 0. 
期间的跟踪情况与性能指标 (54) 如图 11 ~ 13 和
表 5 所示.

t

t

案例 4. 变设定值跟踪控制实验. 在辅助变量
持续施加噪声的情况下, 当  分别在 0、100、200 和
300 时, FT 设定值分别更改为 925、920、930 和
940; 每当  经过 50 次迭代, 就更改四个辅助变量的
外部噪声类型, 以扩大控制过程的不确定性, 表达
式如下所示.

8
>>>>><

>>>>>:

r (t) = 925 � � [0; 100) (t) + 920 � � [100; 200) (t) +

930� � [200; 300) (t) + 940 � � [300; 1 ) (t)

v(t) �

(
�.

�
0; � 2

v

�
;

�
t

50

�
�M�O�D2 = 0

�5(0; 1);
�

t
50

�
�M�O�D2 = 1

�������	

� [� ; � ) (t) [�; �) t

�5(0; 1)

bt/50c t/50 �M�O�D

t 2 [0; 400]

其中,   是区间  上的指示函数, 当  在该
区间内时取值为 1, 否则为 0;   表示噪声服
从均匀分布;   表示对  向下取整;   为
模运算 .   期间的跟踪情况与性能指标
(54) 如图 12 ~ 14 和表 5 所示.

如图 11 所示, KDD-GPSO-FBMPC 在初始阶
段的快速响应确保了温度迅速稳定在 930 ℃ 附近.
与其他算法相比, 其在噪声干扰下的温度及误差波
动更小, 在噪声干扰下的控制精度更高, 展现了其
出色的适应性和抗干扰能力. 其 MV 在初期经过短
暂的调整后稳定下来, 表明其能够快速找到合适的
MV, 并保持稳定的控制输出.

如图 14 所示, KDD-GPSO-FBMPC 在每次设

定值变更时能够迅速响应, 并将温度稳定在新设定
值附近, 其误差波动在稳定跟踪后保持在 ±0.2 ℃
范围内, 其余控制算法仅能保证控制误差波动范围
在 ±0.5 ℃, 其在设定值变更后的 MV 调整幅度较
小, 表明其在应对设定值变化时的控制输入平稳且
高效.

如图 12 所示, KDD 模型的预测值与目标函数
的真实采样值基本接近, 这表明 KDD 模型能够在
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图 11    MSWI 过程案例 3 的跟踪、误差与 MV 曲线
Fig. 11    Tracking, error and MV curves of

case 3 in MSWI process
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图 12    MSWI 过程案例 3 与案例 4 的 KDD 模型的
拟合曲线

Fig. 12    Fitting curves of KDD model of case 3 and
case 4 in MSWI process
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噪声干扰下精准捕捉系统的变化趋势, 保证对控制
过程的高效逼近. 在多次设定值变更的情况下, KDD
模型依然能够紧密跟踪真实采样值, 尤其是在不同
噪声类型切换时, 模型的拟合性能没有明显下降.
这证明了 KDD 模型对复杂系统动态的适应性, 保
证控制器在不确定环境中的稳定运行.

如图 13 所示, 在控制初始阶段, 目标函数快速
下降表明 GD 迅速找到了初始解, 为 PSO 优化提
供了良好的起点. 在后续阶段, 目标函数趋于平稳,
表明 PSO 逐渐逼近全局最优解. 在多次噪声切换

和设定值变更后, 目标函数会出现短暂的波动, 但
依然能够快速收敛, 展现了 KDD-GPSO-FBM-
PC 的高效优化能力和系统的自适应性. 该过程的
平滑性也反映了 KDD 模型的代理能力和可靠性,
避免原系统的高频计算.

如表 5 所示, KDD-GPSO-FBMPC 的误差性
能指标 (除时间外) 均优于其他算法. 对于案例 3,
其 ITSE 相较于次优算法 ET-OLFNRC 降低约
27.1%, 其 IAE 相较于次优算法 AMPC 降低约
31.2%, 其 Devmax 相较于 BO-IT2FNN 具有显著
提升; 对于案例 4, 其 ITSE 相较于 ET-OLFN-
RC 降低约 41.8%, 其 IAE 相较于 CETFNMC 降
低约 22.8%, Devmax 虽与 AMPC 持平, 但显著优
于其他算法. 在时间消耗上, 虽然其计算时间较长,
但其卓越的跟踪能力和控制稳定性证明了其适应复
杂控制任务的能力, 使得这一计算消耗合理.

综上所述, 所提方法的计算时间虽长于某些现
有算法, 但该增量并未对实际控制周期构成负担.
在动态性较低的工业过程中, 所提方法的性能提升
显著, 这种权衡是合理的. 以 MSWI 为例, 其过程
动态变化通常以小时计, 因此该计算时间处于可接
受区间, 所带来的性能收益值得付出这一代价.

 6.4　复杂度分析

本节对该方法的时间复杂度进行研究. 由表 3
和表 5 可知, KDD-GPSO-FBMPC 的时间消耗明
显高于其他控制算法, 但其在控制精度与性能指标
上表现优越, 这表明所提算法的计算消耗是以更高
的控制性能为代价的.

值得注意的是, 由于 PSO 算法的全局优化特
性, 计算消耗较大, KDD 模型的引入已显著减少
PSO 优化过程中的频繁计算, 降低计算资源消耗.
下面对 KDD 模型在减少计算消耗方面进行分析.

$

I t �'�$ t �0�3�/

� 1

� 2

假设控制系统的参数维度为 , PSO 的粒子数
为  , GD 和 PSO 的迭代次数分别为   和  ,
IT2FBLS 的参数个数为 , KDD 的参数个数为

. 在未引入 KDD 模型的情况下, 由于 PSO 需频
繁调用 IT2FBLS 以计算目标函数值, 则 GPSO 的
计算复杂度为:

T�N�O�N�
�+�$�$= �/ ($t �'�$ ) + �/ (HpHu I$ � 1t �0�3�/) �������	

Hp

Hu

在引入 KDD 作为代理模型代替 IT2FBLS 和
Plant 模型参与目标函数求解后, 通过 KDD 的预
测代替了目标函数计算中对未来时刻  的预测与

 时刻 MV 的更新, 显著减少了频繁计算的次数,
其计算复杂度变为:
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图 13    MSWI 过程案例 3 与案例 4 的目标函数下降曲线
Fig. 13    Objective function descent curves of case 3 and

case 4 in MSWI process
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图 14    MSWI 过程案例 4 的跟踪、误差与 MV 曲线
Fig. 14    Tracking, error and MV curves of

case 4 in MSWI process
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T�+�$�$ = �/ ($t �'�$ ) + �/ (� 2t �0�3�/) �������	

T�+�$�$ < T�N�O�N�
�+�$�$显然,  . 因此, KDD 模型有效
减少了 PSO 调用 Plant 模型和 IT2FBLS 的次数,
大幅降低了计算消耗. 然而, 尽管 KDD-GPSO-FB-
MPC 的整体计算复杂度相对较高, 但 KDD 的引入
有效降低了其计算复杂度, 使其在复杂控制任务中
具备较强的实用性. 然而, 在时间敏感的控制场景
中, KDD-GPSO-FBMPC 的计算消耗仍然是一个
挑战, 需要进一步优化; 但在需要高精度和鲁棒性
的复杂场景中, 该算法的计算消耗是值得权衡的.

除时间复杂度外, 本文还对空间复杂度进行评
估. 算法的存储主要来自三部分: 1) 粒子群在优化
过程中维护的位置、速度和个体最优解; 2) 代理模
型的参数与缓存; 3) SSDB/PADB 等数据库. 以典
型实验设置为例, 当粒子数为 24、控制地平线为 10、
操纵量维度为 3 时, 每个粒子需存储约 30 个决策
变量, 再考虑位置、速度和个体最优解三份信息, 总
存储开销约为 50 KB; SSDB 与 PADB 的容量上限
分别为 2 000 条与 200 条, 单条数据量级为几十字
节, 总体仍在几十 KB 量级, 可忽略不计. 相比之
下, 代理模型的空间开销更为显著, 例如 GPR 在样
本数为 500 时, 其核矩阵为 500×500, 需要存储约
25 万个浮点数, 约为 2 MB. 这表明空间复杂度的
主要负担集中在代理模型, 而整体内存开销在现代
工业计算平台上完全可接受, 因此瓶颈仍主要体现
在时间复杂度上.

针对复杂度优化, 本文提出以下建议: 1) 在时
间开销方面, 可通过并行化与向量化计算、异步粒
子评估、自适应调整粒子数与迭代次数等方式进一
步降低实时计算压力; 2) 在空间开销方面, 可采用
稀疏/诱导点 GPR、滑动窗口更新与档案剪枝机制,
有效减少代理模型与数据库的存储需求; 3) 在整体
框架层面, 引入多保真建模和早停策略, 可在保证

控制性能的同时进一步提升算法效率. 这些策略有
助于在保证精度与鲁棒性的前提下, 使算法在工程
应用中更具实用性与可扩展性.

 6.5　消融实验

为进一步分析 KDD-GPSO-FBMPC 方法的有
效性, 以 MSWI 过程的 FT 恒设定值跟踪 (第 6.3.2
节案例 3) 为例设计消融实验, 通过逐步去除或替换
算法中的模块来验证各模块对整体性能的贡献.

t f = 50

tn = 25 Hp = 3 Hu = 1

�"�4�&

�"�4�&

算法参数设置如下: 控制迭代次数 , 切
换时间 ,  ,  , 其余参数与超参
数设置以及性能指标评估同第 6.3.2 节. 特别地, 额
外引入基线触发次数 (baseline trigger frequency,
BTF) 以评估 MV 基线求解子模块的有效性. 在控
制初始时刻,   为零, 每当采用保守的基线解作
为下一次迭代的 MV, 则  增加一次. 该值越大,
则说明保守基线解被采用的次数越多, 所设计的基
线求解算法在 MV 的安全求解过程中发挥的作用
越大. 实验设置如下.

1) IT2FBLS 预测模块的验证实验: 采用未引
入宽度学习系统的 IT2FNN 作为预测模型代替算
法中的 IT2FBLS, 去除宽度系统的影响, 以评估
FBLS 在提高控制精度方面的贡献, 该实验组命名
为 KDD-GPSO-NNMPC.

2) GPSO 滚动优化模块的验证实验: 首先, 去
除滚动优化中 GD 的影响, 即采用 PSO 算法代替
GPSO 算法, 以验证 GD 对初始解的贡献以及对优
化收敛速度的影响, 该实验组命名为 KDD-PSO-
FBMPC; 接着, 去除滚动优化中 PSO 的影响, 即采
用 GD 算法代替 GPSO 算法, 以评估 PSO 在控制
精度提升和全局搜索中的作用, 该实验组命名为
KDD-GD-FBMPC.

3) 知识−数据驱动子模块的验证实验: 使用

 

表 5    MSWI 过程案例 3 与案例 4 的性能指标对比
Table 5    Performance indicators comparison of case 3 and case 4 in MSWI process

案例 控制器 ITSE IAE Devmax 时间 (s)

案例 3

BO-IT2FNNC 2.857 5 × 10−2 3.280 0 × 10−1 3.920 5 × 100 8.422 1 × 101

CETFNMC 2.735 5 × 10−2 3.238 9 × 10−1 1.731 3 × 100 4.474 7 × 10−1

ET-OLFNRC 2.361 4 × 10−2 2.498 9 × 10−1 1.731 3 × 100 4.543 9 × 10−1

AMPC 2.650 0 × 10−2 2.480 1 × 10−1 1.623 4 × 100 1.077 7 × 101

KDD-GPSO-FBMPC 1.721 3 × 10−2 1.706 3 × 10−1 1.543 8 × 100 3.410 1 × 101

案例 4

BO-IT2FNNC 4.327 4 × 100 5.435 0 × 10−1 9.939 9 × 100 2.735 5 × 101

CETFNMC 4.000 2 × 100 5.586 3 × 10−1 9.804 7 × 100 1.508 0 × 101

ET-OLFNRC 4.031 4 × 100 5.517 1 × 10−1 9.861 2 × 100 1.517 0 × 101

AMPC 3.166 9 × 100 5.421 2 × 10−1 6.543 8 × 100 3.842 3 × 101

KDD-GPSO-FBMPC 2.345 7 × 100 4.313 0 × 10−1 6.543 8 × 100 1.852 4 × 102
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GPSO 优化, 但不引入 KDD 模型, 即去除 KDD 代
理模型的影响, 以测试 KDD 模型在降低计算消耗
中的作用, 该实验组命名为 GPSO-FBMPC.

4) MV 基线求解子模块的验证实验 :  采用
GPSO 直接计算出下一时刻 MV, 而非通过构建 PADB
与 SSDB 比较后求解, 即去除基线求解策略的影响,
以测试基线求解子模块在保证算法安全性上的作
用, 该实验组命名为 KDD-GPSO-FBMPC-2.

5) PADB 的验证实验: 将 PADB 移除, 即相应
的 MV 基线求解子模块以及高性能解集被移除, 滚
动优化的解仅依赖于当前最优粒子的位置, 而非通
过解集对比产生, 该实验组命名为 KDD-GPSO-
FBMPC-3.

6) 根据 Anytime behavior 理论[71], 优化算法能
够在任意时刻停止时提供一个可行解, 且解的质量
会随计算时间的增加逐步提升. 当仅采用 PSO 时,
粒子群往往从较差的初始点出发, 导致早期迭代阶
段目标函数下降速度较慢; 而在此框架下, 利用
GD 获得的初值, 相当于在收敛曲线上选择了一个
更接近最优解的起点, 从而显著加快了目标函数值
的下降速度, 但不会影响最终的收敛性. 为验证上
述机制, 本文设计两组对比实验: 实验 a 仅使用
PSO; 实验 b 采用 GD 提供初值后再运行 PSO, 即
GPSO. 为保证公平性, 实验 a 在相同时间 (50 s) 条
件下对比两种算法的收敛表现, 实验 b 则比较相同
阈值 (e = 0.5) 下的达阈时间.

J �M�E�A�N(t)

J �M�A�X(t) J �M�I�N(t)

前 5 个实验组的实验结果和性能指标见图 15
和表 6. 第 6 个实验组的实验结果如图 16(a) 和
图 16(b) 所示, 分别给出了两种条件下目标函数的
下降曲线; 每组实验均重复运行 20 次, 并对计算结
果取均值 ,  详细数据见表 7,  表 7 中的  ,

 和  分别表示目标函数的均值、最大值
和最小值.

如图 15 所示, 所提 KDD-GPSO-FBMPC 作
为完整算法在设定点附近的跟踪效果最佳, 在实现
跟踪后其波动幅度最小, 表明 GD 和 PSO 的协同

优化对初始响应速度和全局搜索能力的贡献. KDD-
GPSO-NNMPC 相较于完整算法, 温度波动明显增
大, 表现出 IT2FNN 的局限性, 说明引入宽度学习
系统对提高预测模型性能和控制算法精度的有效
性. KDD-PSO-FBMPC 初始阶段收敛速度明显减
慢, 表明 GD 对优化初值的重要性, 仅使用 PSO 可
能导致搜索过程开始时效率低下, 由目标函数曲线
可知, 其下降速度变慢, 收敛过程出现较多波动, 表明
初始解的质量影响了 PSO 的全局搜索效率. KDD-
GD-FBMPC 的整体波动较大, 表明 GD 在全局搜
索能力上的不足, 即仅采用 GD 难以有效应对复
杂控制环境中的不确定性以及跳出局部最优陷阱.
KDD-GPSO-FBMPC-2 虽然整体波动较小, 但在
某些时刻会出现显著误差, 这是由于未引入基线求
解算法、过分相信 KDD 模型的泛化性与 PSO 的搜
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图 15    跟踪曲线和目标函数曲线
Fig. 15    Tracking curves and objective function curves

 

表 6    消融实验的性能指标对比
Table 6    Comparison of performance indicators of ablation experiments

控制器 ITSE IAE Devmax 时间 (s) BTF

KDD-GPSO-NNMPC 2.591 5 × 10−2 3.772 4 × 10−1 1.919 3 × 100 1.993 3 × 101 11

KDD-PSO-FBMPC 2.164 0 × 10−2 2.915 6 × 10−1 1.543 8 × 100 4.875 7 × 101 36

KDD-GD-FBMPC 3.097 9 × 10−2 2.906 4 × 10−1 1.543 8 × 100 4.271 9 × 100 —

GPSO-FBMPC 1.350 0 × 10−2 2.327 5 × 10−1 1.653 4 × 100 4.813 9 × 102 13

KDD-GPSO-FBMPC-3 2.898 7 × 10−2 2.593 0 × 10−1 1.660 7 × 100 2.458 7 × 101 —

KDD-GPSO-FBMPC-2 2.487 0 × 10−2 2.381 9 × 10−1 1.543 8 × 100 2.656 0 × 101 —

KDD-GPSO-FBMPC 4.827 2 × 10−3 1.744 0 × 10−1 1.543 8 × 100 2.689 3 × 101 6
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索能力, 使得 MV 的值出现偏差, 导致被控变量突
然远离设定值, 说明了基线求解子模块的有效性.

由表 6 可知, 所提 KDD-GPSO-FBMPC 算法
在 ITSE、IAE 和 Devmax 上均具有最优的误差性
能; KDD-GPSO-NNMPC 在去除 BLS 后, IAE 增
加约 116.3%, 表明 IT2FBLS 模块在提升预测精度
方面的有效性; KDD-GD-FBMPC 和 KDD-PSO-
FBMPC 在去除 PSO 和 GD 后, IAE 和 ITSE 相较
于完整算法均有所上升; GPSO-FBMPC 虽具有次
好的性能指标, 但其计算时间相对完整算法增加约
454 s, 而性能却较完整算法差, 反映了 KDD 代理
模型在降低 PSO 优化的计算消耗方面的有效性;
虽然在跟踪曲线上 KDD-GPSO-FBMPC-2 的波动
幅度较小, 但由于基线求解算法的缺失, 导致某些

时刻产生的不可靠解使得误差增大, 因此在性能指
标上完整算法相较于 KDD-GPSO-FBMPC-2,
ITSE 和 IAE 分别降低约 80.6% 和 26.8% .  在
BTF 上 , 完整算法的 BTF 最小 , KDD-GPSO-
NNMPC 次低, 再次验证了 IT2FBLS 模型在建模
与控制方面相对于 IT2FNN 的有效性; KDD-PSO-
FBMPC 具有最高的 BTF, 表明在未通过 GD 寻找
合适初值的前提下使用 PSO, 可能会导致粒子质
量低且保守解频繁使用, 表明 GPSO 协同优化的有
效性.

进一步, KDD-GPSO-FBMPC-3 在去除 PA-
DB 后, 其在时间上仅较完整算法略快 8.6%, 但精
度退化显著: ITSE 和 IAE 分别上升至完整算法的
约 6.00 倍和 1.49 倍; Devmax 亦由 1.543 8 增至 1.660 7.
这表明失去 PADB 的解集以及对应的完整算法求
解子模块后, 会明显损害跟踪性能与鲁棒性.

消融实验结果表明, 预测模型方面, 若将 IT2-
FBLS 替换为传统 IT2FNN, 炉膛温度波动显著加
剧, 说明 BLS 通过并行扩展显著增强了非线性建模
与不确定性处理能力, 从而有效提升了预测精度与
控制稳定性. 滚动优化方面, 若去除 GD, 收敛速度
明显降低, 计算耗时激增, 尽管具备全局搜索性, 却
因缺乏梯度引导导致初始解质量不足, 难以在有限
迭代内收敛至高质量解; 反之, 若去除 PSO, 虽能
缩短时间, 但却缺乏全局搜索能力, 这说明 GD 与
PSO 的互补性至关重要: 前者提供高质量初始解,
后者用于跳出局部陷阱, 两者协同才能实现收敛速
度与全局性能的平衡. KDD 代理模型方面, 若去除
该模块, 虽能保持次优性能, 但由于多次调用实际
对象, 导致计算资源消耗与计算时长显著增加, 验
证了其在降低昂贵函数调用次数方面的关键价值.
MV 基线求解方面, 若直接采用优化器输出, 虽在
部分时刻波动较小, 但因缺乏 PADB 与 SSDB 的
筛选, 导致个别时刻出现异常解, 说明基线求解策
略在保证解的安全性与稳定性方面具有不可替代作
用. 进一步去除 PADB, 性能急剧退化, 验证了档案
数据库在维持长期鲁棒性上的重要性.

综上, 各模块的协同作用构成了完整算法性能
的保障机制: IT2FBLS 提升预测精度, GD 与 PSO

 

1.5

1.0

0.5

0
0 10 20 30 40 50

�L3R!Q� 

-�
�7

�-
� �

l

PSO
GPSO

1.5

0.086

0.043

0

�í0.043
18 20 22 24 26 28

1.0

0.5

0
0 20 40 60 80

EîL8!Q� 

-�
�7

�-
� �

l

PSO
GPSO

 

图 16    PSO 和 GPSO 的收敛特性对比
Fig. 16    Comparison of convergence characteristics

between PSO and GPSO

 

表 7    GPSO 和 PSO 的收敛特性对比
Table 7    Comparison of convergence characteristics between GPSO and PSO

条件 J �M�E�A�N( t ) J �M�A�X( t ) J �M�I�N( t ) 时间 (s)

实验 a 50 s
PSO �(5.253 3   0.032 1) × 10−4 5.287 8 × 10−4 5.041 2 × 10−4 —

GPSO �(3.842 2  0.021 2) × 10−4 4.095 1 × 10−4 3.632 5 × 10−4 —

实验 b e = 0 :5
PSO �(3.154 2   0.009 2) × 10−4 3.242 3 × 10−4 3.042 3 × 10−2 87

GPSO �(3.138 9  0.001 3) × 10−4 3.225 4 × 10−4 3.054 4 × 10−2 22
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协同平衡收敛与全局搜索, KDD 显著降低计算负
担, 而 MV 基线求解与 PADB 则保证解的安全性
与鲁棒性. 此外, 本文方法目前采用经验选取的学
习率、粒子数及代理更新频率等参数. 未来工作将
考虑引入超参数自动调优技术, 如基于贝叶斯优化、
进化策略或自适应控制参数更新的方式, 在在线运
行过程中动态调整超参数, 以进一步提升方法的实
用性与易用性. 需要指出的是, 本文的研究重点在
于代理模型在 KDD-GPSO-FBMPC 框架中的应用
机制, 而非针对具体建模方法的性能比较. 为验证
所提方法的有效性, 本文选用适合在小样本条件下
对系统动态进行快速更新与预测的 GPR 作为代表
性代理模型. 实验中的消融结果表明, 只要在优化
过程中引入代理模型, 无论其具体形式如何, 整体
控制性能均能显著改善. 本文贡献的核心在于提出
一种基于知识–数据驱动的代理模型应用机制, 而
非特定代理模型的选择与对比.

 6.6　超参数敏感度分析

� 1; � 2; � 2 [0; 1] Hp; Hu 2 [1; 20] ! (t) ; c1; c2 2

[0; 2] Hp Hu Hp �� Hu

按照以下规则进行: 当选择其中一个参数进行
敏感性分析时, 将选择一系列合格的候选参数, 其
他参数在该情况下保持不变. 由于 PSO 算法随机
搜索导致的随机性, 本节超参数分析结果均运行
20 次并求取均值与标准差. 所分析的超参数包括

,   和 

, 其中  和  的取值还需满足 . 超参
数分析的总迭代次数为 20 次, 各超参数在迭代初
始时刻取最小值, 随迭代次数增加其取值单调递增.
实验以 ITSE 为分析指标, 实验结果如图 17 所示.

由图 17 可知:
� 1 � 2

� 1

� 1 � 2

� 2 [0:1; 0:4]

1) 目标函数的误差项权重  和控制项权重 

对控制性能指标 ITSE 的影响并不呈现显著的单调
关系, 但相比之下,   对控制性能的影响更加明显.
当  取值不合适时, 性能显著下降; 当  较大时,
虽然 ITSE 值较小, 但标准差波动较大, 因此应选择
较小的  值. 当其在  区间时, ITSE 值较
低且误差波动较小.

� [0:35; 0:90]

� �

�

2) 对于 GD 的学习率 , 当其在  范
围内时,   与 ITSE 呈负相关关系, 但当   大于
0.6 时, 误差波动明显增大, 因此学习率  不宜过大,
以避免控制性能出现较大的波动.

Hp

Hu [1; 7] Hp

Hu

Hp

3) 在预测时域   的设定上, 当其小于 7 时,
ITSE 整体较低, 而当其大于 7 时, ITSE 开始增大.
相比之下, 控制时域  在  范围内与  的趋
势相反, 但不合适的  取值会导致较大的 ITSE
和误差波动, 因此对  的设置应重点关注.

! (t) ; c1; c24) PSO 的参数  与 ITSE 的关系基
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图 17    KDD-GPSO-FBMPC 算法超参数分析曲线
Fig. 17    KDD-GPSO-FBMPC algorithm

hyperparameter analysis curves
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c1; c2

本一致, 仅当其较小时 ITSE 偏大, 而当其取值大
于 0.2 后, ITSE 的变化与其取值无明显关系, 整体
呈现较低水平. 当  的取值大于 1 后, 由于随机
因素的影响, ITSE 的误差波动较大.

 7　结束语

 7.1　贡献与优势

针对复杂非线性系统的 MPC 在计算消耗、
控制精度和优化性能方面的挑战, 本文提出一种
KDD-GPSO-FBMPC 策略. 通过将 IT2FBLS 引
入 MPC 的预测模型, 增强了系统的非线性建模能
力和对不确定性的鲁棒性; 采用 GPSO 的协同滚动
优化策略, 在提高初始解质量的同时确保全局最优
搜索性能. 此外, 设计 SSDB 和 PADB, 实现基于
KDD 的代理模型更新, 有效降低了 PSO 的计算负
担, 并通过 MV 基线求解策略保障控制过程的安全
性和稳定性. 实验结果表明了 KDD-GPSO-FBM-
PC 在提高控制精度、增强系统鲁棒性以及抑制噪
声干扰方面的有效性.

所提算法的主要贡献如下: 1) 利用 IT2FBLS
的高精度预测和 GPSO 的全局搜索能力, 显著提升
了控制器在应对外部噪声和系统参数变化时的性
能; 2) 所提算法将 GD、PSO、KDD 模型和 MV 基
线求解策略相结合, 为复杂工业控制系统提供了有
效的优化与控制能力; 3) 引入 KDD 模型减少了
PSO 优化中的计算量, 同时维持了高水平的控制精
度 ,  为高精度控制场景提供了有效的解决方案 ;
4) 通过 MV 基线求解策略, 设置保守的基线解, 以
避免 KDD 模型失配造成的影响, 减少系统偏差.

综上, 本文提出的 KDD-GPSO-FBMPC 在处
理复杂非线性系统的 MPC 问题中展现出独特优
势. 一方面, IT2FBLS 预测模型增强了非线性建模
与不确定性处理能力; 另一方面, GD 与 PSO 的协
同优化在保证全局搜索能力的同时显著提升了收敛
速度. 此外, KDD 代理模型与 MV 基线求解策略
有效降低了计算消耗, 并提升了解的安全性与鲁棒
性. 这些特点使得所提方法不仅在 MSWI 过程控制
中表现优越, 而且对复杂工业过程的高精度与实时
优化控制提供了潜在应用价值.

 7.2　局限性与未来研究计划

所提算法的局限性如下: 1) 尽管引入了 KDD
模型作为 PSO 的代理模型, 有效降低了计算消耗,
但完整算法的计算时间相较于传统控制算法仍较
长, 限制了其在对实时性具有高需求的场景中的应
用; 2) KDD 模型的预测性能依赖于数据的采样与

模型的更新策略, 在复杂或动态性较强的场景中,
如果系统状态发生大幅变化而未及时更新 KDD 模
型, 则可能导致预测误差增大, 降低控制效果; 3) 该
算法涉及 GD、PSO 和 KDD 等多个模块的参数调
优, 实验过程需要反复尝试优化超参数, 增加了实
际应用中的部署成本; 4) 通信延迟是工程部署中的
核心约束, 本文尚未对通信延迟展开仿真与实测.

针对此, 未来研究计划包括: 1) 在计算效率方
面, 将探索基于 GPU 的并行化与分布式计算框架,
并引入异步粒子更新和多保真代理筛选机制, 以降
低无效模型调用的比例. 同时, 需要解决通信开销
和同步等待带来的瓶颈, 并确保在异步模式下全局
收敛性不受破坏. 2) 在代理自适应方面, 将研究基
于滑动窗口的动态更新与在线不确定性量化方法,
结合自组织结构调整来提升泛化能力. 其挑战在于
如何在有限计算资源下保持更新的及时性, 同时避
免数据稀缺条件下的过拟合和灾难性遗忘问题. 3)
在参数设置方面, 将尝试结合贝叶斯优化、强化学
习和元启发式搜索, 实现超参数的自动调优, 以在
控制精度与计算开销之间实现自适应权衡, 但关键
难点在于如何在有限的时间窗口内收敛到稳定参
数, 并避免引入新的不确定性. 4) 在网络化与鲁棒
性方面, 将致力于发展事件触发式 MPC 以减轻通
信压力, 并与 Tube-MPC 约束收紧方法相结合, 以
保证系统在有界延迟与抖动条件下的鲁棒稳定性.
其难点在于如何精确建模通信不确定性, 并在最坏
情况下仍确保闭环安全与性能.

 附录 A 引理 1 的证明

M 2 �2H p � H p

M = M �4

证明. 设  是一个实对称矩阵, 即
. 根据实对称矩阵的性质, 以下事实成立:

M � 1; � 2; � � � ;

� H p

1) 特征值均为实数:   的特征值 

 都是实数.

v1; v2

� � � ; vH p 2 �2H p

2) 特征向量正交: 对应于不同特征值的特征
向量是正交的; 即使有重特征值, 也可以选择一组
两两正交的特征向量. 因此, 存在特征向量 ,

 使得对于所有 i, j 都有:

v �4
i v j = � ij =

(
0; i = j

1; i 6= j
���!���	

� ij其中,   是 Kronecker delta 函数.
V =

�
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�
2 �2H p � H p定义矩阵 , 则:
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V V�4V = I V

V� 1 = V�4

因为   是方阵且  , 所以   是正交矩
阵, 满足 , 从而有:

VV�4 = V(V�4) = VV� 1 = I ���!���	

Mv i = � i v i

i = 1 ; 2; � � � ; Hp

现在 ,  考虑特征方程  ,  对于所有
, 将这些方程组合成矩阵形式:

M V = M [v1; v2; � � � ; vH p ] =

[Mv 1; Mv 2; � � � ; Mv H p ] =

[� 1v1; � 2v2; � � � ; � H p vH p ] = V� ���!���	

� = �D�I�A�G
�

� 1; � 2; � � � ; � H p

	

V V�4

其中,   是对角矩阵. 由于
 是正交矩阵, 右乘  得:

M VV�4 = MI = V� V�4 ���!���	

所以,

M = V� V�4 ���!���	

V VV�4 = V(V�4) = I

M = V� V�4

综上,   是正交矩阵, 满足  ,
且 .  □

 附录 B MSWI 过程数据分析

u�S�E�C(t)

y�&�4(t)

为全面理解实验条件, 首先对 MSWI 实际运行
数据进行特性分析. 该数据集包含 857 个样本, 前
五维为输入变量, 其中第二维为二次风量 , 第
六维为炉膛温度 . 分析结果如图 B1 ~ B4 所示.

a�P�R�I(t) u�S�E�C(t)

a�F�E�E�D�E�R(t) a�D�R�Y(t)

a�U�R�E�A(t) y�&�4(t)

图 B1 中的分布结果表明, 不同变量呈现差异
化特征:   接近双峰分布,   呈离散簇分布, 反
映运行工况切换;   和  分布偏态且伴随
多峰,   呈长尾右偏; 而炉膛温度  整体近
似正态分布, 说明过程输出保持较稳定的调控水平.

通过图 B2 可以发现, 输入变量间存在中等程
度的相关性, 但输入与炉膛温度的直接相关性普遍
较低, 表明炉温受多变量耦合作用及动态特性影响.
互相关结果进一步揭示, 二次风量对炉膛温度存在
明显的滞后效应, 符合焚烧过程的热惯性机理.

图 B3 的残差分析显示, 模型预测的误差近似
正态分布, 且残差与预测值之间无系统性偏差, 表
明模型具有良好的拟合性能. 图 B4 中的结果表明
部分输入变量存在离群点, 体现了工业过程运行中
的随机扰动与测量噪声, 但总体未显著影响输出的
平稳性. 综上, 该数据集既包含典型工业过程的噪
声与非线性特征, 又维持了足够的数据质量与多样
性, 为后续算法验证提供了可靠基础.
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图 B1    操纵变量与被控变量的互相关图
Fig. B1    Cross-correlation plots between manipulated variable and controlled variable

3 期 田昊等: 基于混合驱动与梯度优化的模糊宽度模型预测控制 505



参考文献 

 Schwenzer  M,  Ay  M,  Bergs  T,  Abel  D.  Review  on  model  pre-
dictive  control:  An  engineering  perspective.  The  International
Journal  of  Advanced  Manufacturing  Technology,  2021,
117(5−6): 1327−1349

1

 Lou Si-Wei, Zhang Xu-Jie, Yang Yue-Lin, Li Yi, Zhao Yu-Chen,
Yang  Chun-Jie.  Review  of  fault  detection  and  diagnosis  re-
search  in  blast  furnace  ironmaking  process:  Retrospective,
status,  and  prospects.  Acta  Automatica  Sinica,  2025,  51(8):
1739−1759
(楼嗣威, 张徐杰, 杨越麟, 李逸, 赵雨辰, 杨春节. 高炉炼铁过程故
障检测与诊断综述: 回顾, 现状与展望. 自动化学报, 2025, 51(8):
1739−1759)

2

 Li  San-Yi,  Qiao  Jun-Fei,  Li  Wen-Jing,  Gu  Ke.  Advanced  de-
cision and optimization control for wastewater treatment plants.
Acta Automatica Sinica, 2018, 44(12): 2198−2209

3

 

1.0

0.8

0.6

0.4

0.2

0

�í0.2

�í0.4

�í0.6

1.0

0.8

0.6

0.4

0.2

0

�í0.2

�í0.4

�í0.6

,Þ�DF:-(�£3+�  �ß,Þ�D�,-(�£3+� 

adry(t) aurea(t) yFT(t)afeeder(t)apri(t) usec(t) adry(t) aurea(t) yFT(t)afeeder(t)apri(t) usec(t)

a d
ry
(t

)
a u

re
a(

t)
y F

T
(t

)
a f

ee
de

r(t
)

a p
ri
(t

)
u s

ec
(t

)

a d
ry
(t

)
a u

re
a(

t)
y F

T
(t

)
a f

ee
de

r(t
)

a p
ri
(t

)
u s

ec
(t

)

1.000 0

1.000 0

1.000 0

1.000 0

1.000 0

1.000 0

�í0.668 6

�í0.668 6

0.484 0

0.484 0

0.595 5

0.595 5

0.340 4

0.340 4

0.061 9

0.061 9

�í0.532 2

�í0.532 2

�í0.500 4

�í0.500 4

�í0.521 8

�í0.521 8

�í0.307 3

�í0.307 3

0.219 3

0.219 3

0.676 8

0.676 8

0.405 6

0.405 6

0.048 8

0.048 8

0.406 4

0.406 4

0.076 0

0.076 0

1.000 0

1.000 0

1.000 0

1.000 0

1.000 0

1.000 0

�í0.706 4

�í0.706 4

0.571 2

0.571 2

0.717 8

0.717 8

0.402 7

0.402 7

0.093 7

0.093 7

�í0.584 9

�í0.584 9

�í0.590 3

�í0.590 3

�í0.509 7

�í0.509 7

0.187 9

0.187 9

0.788 7

0.788 7

0.445 0

0.445 0

0.087 7

0.087 7

0.398 6

0.398 6

0.093 8

0.093 8

�í0.178 5

�í0.178 5

 

图 B2    变量直方图及其核密度估计
Fig. B2    Histogram of variable with kernel density estimation
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图 B3    残差分析图
Fig. B3    Residual analysis plots
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图 B4    基于 IQR 的异常值分析图
Fig. B4    IQR-based outlier analysis plot
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