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摘    要   针对一类未知动力学马尔科夫随机系统的最优控制问题, 提出两种无模型策略梯度强化学习算法. 首先, 针对模

型信息部分未知的马尔科夫随机系统, 基于系统采样数据和耦合李雅普诺夫方程推导出无模型策略梯度的解析形式, 并提

出一种部分无模型策略梯度强化学习最优控制算法, 实现对预设性能指标的直接最小化. 由于求解耦合李雅普诺夫方程和

计算策略梯度的必要数据均可从系统采样数据同一轨迹提取, 而无需再额外收集采样数据, 降低了算法的采样复杂度. 进一

步地, 为完全解除对马尔科夫随机系统模型信息的依赖, 通过随机摄动反馈增益估计策略梯度, 并提出一种完全无模型策略

梯度强化学习算法, 实现了马尔科夫随机系统动力学完全未知情况下的最优控制. 最后, 通过仿真结果证明了本文所提两种

无模型策略梯度强化学习最优控制算法的高效性与优越性.
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Abstract   This paper investigates the optimal control problem of a class of Markov stochastic jump systems
(MSJSs) with unknown dynamics by two novel model-free policy gradient (PG)-based reinforcement learning (RL)
algorithms. Firstly, for MSJSs with partially unknown model information, an analytical form of model-free PG is
derived based on the sampling data of MSJSs and the solutions to coupled Lyapunov equations, and a partially
model-free PG-based RL optimal control algorithm is proposed, where the predefined performance index is directly
minimized. As the fact that the necessary data for solving the coupled Lyapunov equations and calculating the PG
can be extracted from the same trajectory of the system sampling data, without the need to collect additional
sampling data, the sampling complexity of the algorithm is significantly reduced. Furthermore, in order to com-
pletely eliminate the dependence on the model information of MSJSs, the PG is estimated through random perturb-
ation feedback gain, and a completely model-free PG-based RL algorithm is proposed to achieve optimal control of
MSJSs with completely unknown dynamics. Finally, simulation results are presented to demonstrate the efficiency
and superiority of the proposed two model-free PG-based RL optimal control algorithms.
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实际工业应用中系统不确定性普遍存在, 包括

环境扰动、参数摄动、结构变化、工况迁移等, 这些

不确定性往往具有随机特性[1], 如车辆系统[2]、电力

系统[3] 和复杂网络[4] 等, 由此随机系统得到了广泛

研究与应用. 与确定性系统相比, 随机系统由于其

内含的随机因素, 表现出更为复杂的动态行为[5], 对
系统建模、稳定性分析与控制设计提出更高的要求.

马尔科夫随机系统作为一类典型的随机系统,
被广泛应用于描述系统参数衍变、工况迁移、操作

模式变化等结构随机突变的复杂特性, 即系统依据

马尔科夫链在多个运行模态之间相互切换的过程,
在汽车工业、航空航天、智慧交通、金融经济等多个

领域得到深入探索和应用[6−7]. 与此同时, 马尔科夫

随机系统的稳定性分析、镇定设计和鲁棒控制作为
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该领域的基本问题也得到深入的研究[8−11]. 近年来,
一批新的研究成果不断涌现: 如 Zhang等[12] 提出

一种基于积分强化学习的马尔科夫随机系统鲁棒控

制算法; Tian等[13] 提出针对部分已知转移概率和非

线性因素的马尔科夫随机系统的鲁棒控制方法; 文
献 [14−15]设计一种新型的滑模函数, 并通过合成

离散时间滑模控制律保证了马尔科夫随机系统的有

限时间稳定; 文献 [16−18]给出马尔科夫随机系统

的随机稳定性判定准则; 随后, 文献 [19−20]考虑具

有双重切换特性的马尔科夫随机系统, 给出有限时

间稳定性判定准则和鲁棒积分滑模镇定设计方法,
进一步推广至离散马尔科夫随机系统并给出指数稳

定性判定准则及输出反馈异步滑模控制方法.

在此基础上, 最优控制问题作为马尔科夫随机

系统控制研究的重要分支, 旨在实现系统稳定运行

的同时优化其控制性能[21−22]. 为最小化马尔科夫随

机系统的预定义最优性能函数, 研究人员提出了多

种优化方法, 如无求逆的迭代算法 (Inversion-free

iterative algorithm)[21]、随机动态规划方法 (Sto-

chastic dynamic programming method)[22] 以及基

于策略梯度的强化学习 (Policy gradient-based re-

inforcement learning)算法[23−24]. 在这些方法中, 基

于策略梯度 (Policy gradient, PG)的强化学习算法

凭借其算法简洁和适用性广的优势, 可实现直接在

参数空间搜索最优控制增益, 已被广泛应用于马尔

科夫随机系统的最优控制协议设计. 文献 [23]研究

了策略梯度方法在马尔科夫随机系统的二次最优控

制问题中的全局收敛性. 文献 [24] 进一步分析了

Gauss-Newton策略梯度方法和 Natural策略梯度

方法在马尔科夫随机系统最优控制中的线性收敛

性. 需要强调的是, 这些研究结果均依赖于马尔科

夫随机系统的准确模型信息, 属于基于模型的策略

梯度强化学习算法[23−24]. 然而, 由于复杂的运行环境、

多模态跳变、未建模动力学及其他因素[25−26], 在实际

场景中获取马尔科夫随机系统的准确模型信息存在

巨大挑战.

近年来, 基于学习的控制方法, 如策略迭代 (Policy

iteration, PI)、值迭代 (Value iteration, VI)、策略

梯度, 已被广泛应用于线性系统 [27−28] 和非线性系

统[29−32] 的研究中. 这些基础研究极大地推动了该领

域的发展. 需要注意的是, 这些系统均为确定性系

统, 不涉及随机因素. 相比之下, 复杂的随机动力学

特性[5] 使得现有针对确定性系统的基于学习的控制

方法不再适用. 为实现马尔科夫随机系统的最优控

制, 同时避免对模型信息的依赖, 学者们提出了无

导数的策略梯度方法, 尤其是零阶优化算法[27, 33]. 这

些方法通过对反馈增益进行随机摄动来估计策略梯

度, 从而避免对模型信息的依赖. 需要注意的是, 因

为估计策略梯度需要完整的系统轨迹, 所以这种基

于随机摄动的方法会增加一定的采样复杂度. 为此,

本文提出一种部分无模型策略梯度强化学习最优控

制算法, 通过马尔科夫随机系统输入输出轨迹数据

和耦合 Lyapunov 方程解, 得到策略梯度的解析形

式, 降低了采样复杂度. 其中, 耦合 Lyapunov方程

的解无需额外采集数据即可获得, 由此在显著降低

数据采样率的同时通过学习获得了马尔科夫随机系

统的最优控制协议. 此外, 在模型信息完全未知的

情况下, 通过对反馈增益进行随机摄动估计策略梯

度, 提出完全无模型的策略梯度强化学习最优控制

算法, 彻底避免了对所有模型信息的依赖.
本文的主要贡献总结如下:

1) 针对部分未知动力学马尔科夫随机系统的

最优控制问题, 提出一种具有高采样效率的部分无

模型策略梯度强化学习算法. 基于马尔科夫随机系

统采样数据和耦合 Lyapunov方程解, 推导得到强

化学习策略梯度的显式解析形式, 显著降低了采样

复杂度.

2) 所提部分无模型策略梯度强化学习算法中

的耦合 Lyapunov方程的解, 可以通过无模型的方

式迭代求解解耦后的 Lyapunov方程获得. 与传统

方法相比, 本算法仅需利用马尔科夫随机系统相同

轨迹数据即可同时求解 Lyapunov方程解和策略梯

度, 而在执行所提算法时无需采集额外的采样数据.

3) 进一步提出一种完全无模型策略梯度强化

学习的最优控制算法, 即, 在模型信息完全未知的

情况下, 通过反馈增益随机摄动估计强化学习的策

略梯度, 彻底避免了对所有模型信息的依赖. 与部

分无模型策略梯度强化学习算法相比, 完全无模型

策略梯度强化学习算法提供了一种基于摄动采样的

数值方法, 有望应用于更复杂的场景.

 1　问题描述

考虑一类马尔科夫随机系统:

ẋ(t) = Ar(t)x(t) +Br(t)u(t) (1)

x(t) ∈ Rn u(t) ∈ Rm

{r(t), t ≥ 0} N
= {1, 2, · · · , N}
Π = {πij} i, j ∈ N

其中,   和  分别表示系统状态和

控制输入;   是一个取值于有限集合 

 的马尔科夫过程, 其生成矩阵为

,  ; 本文其他符号定义可参考表 1.
t i t+ δ j从时刻  的模态  跳变到时刻  的模态  的
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转移概率为:

Pr{r(t+δ) = j|r(t) = i} =

{
πijδ + o(δ), j ̸= i

1 + πiiδ + o(δ), j = i
(2)

δ > 0 limδ→0 o(δ)/δ = 0 j ̸= i πij

> 0 πii = −
∑N

j=1, j ̸=i πij i, j ∈ N Ar(t) ∈
Rn×n Br(t) ∈ Rn×m r(t)

r(t) = i

其中,  ,  , 且对于 , 有 

, 而 ,  . 矩阵 

 和  分别表示系统模态  的系

统矩阵和输入矩阵. 为简化表示, 取 , 则可

将 (1)重写为:

ẋ(t) = Aix(t) +Biu(t) (3)

引入马尔科夫随机系统 (1) 的最优控制定义

如下.

x(0)

定义 1[34]. 考虑具有转移概率 (2)的马尔科夫随

机系统 (1), 对于任意初始有限状态 , 若性能指

标函数

J(x(0) ∈ D0, r(0) ∈ ρ0) =

E
{∫ ∞

0

(
xT(τ)Qix(τ) +

uT(τ)Riu(τ)
)
dτ

∣∣∣x(0) ∈ D0, r(0) ∈ ρ0

}
(4)

J∗(x(0) ∈ D0, r(0) ∈ ρ0) D0 ρ0

Qi ≥ 0 Ri > 0
被最小化至 , 其中  和 

分别是初始状态和模态的分布, 且 ,  ,
则实现了马尔科夫随机系统 (1)的最优控制.

接下来, 给出一些假设和引理.
r(t)假设 1. 马尔科夫过程  是可遍历的.

假设 2. 具有转移概率 (2)的马尔科夫随机系

统 (1)可镇定.
假设 3. 转移概率是已知的.

Qi ≥ 0 Ri > 0
引理 1 [ 34 ]. 对于马尔科夫随机系统 (1), 给定

,  , 最优控制协议为:

u(t) = K∗
i x(t), K∗

i = −R−1
i BT

i P
∗
i (5)

J∗(x(0) ∈ D0, r(0) ∈ ρ0) P ∗
i > 0

该协议可以解决定义 1中的问题, 即可以得到

最优的 . 其中,   是非

线性耦合代数 Riccati 方程 (Coupled algebraic
Riccati equations, CAREs)的唯一解:

P ∗
i Ai +AT

i P
∗
i − P ∗

i BiR
−1
i BT

i P
∗
i +

Qi +

N∑
j=1

πijP
∗
j = 0 (6)

Qi ≥ 0 Ri > 0 Ki i ∈ N

x(0) r(0) limt→∞ E{x(t)xT(t)|
x(0) ∈ D0, r(0) ∈ ρ0} = 0

Pi i ∈ N

引理 2[35]. 考虑马尔科夫随机系统 (1), 如果给

定的 ,   和 ,  , 使得马尔科夫随

机系统 (1)是均方稳定的, 即, 对于任意初始有限状

态  和初始模态 , 满足 

, 则存在唯一的正定矩阵

,  , 使得以下耦合 Lyapunov方程成立:

Pi(Āi +BiKi) + (Āi +BiKi)
TPi +KT

i Ri Ki +

Qi +

N∑
j=1, j ̸=i

πijPj = 0 (7)

Āi = Ai +
πii

2 In其中,  .
由于复杂的运行环境和多模态跳变等问题, 很

难对马尔科夫随机系统 (1) 的动力学进行准确建

模[25−26]. 本文旨在提出基于策略梯度的无模型强化

学习算法, 以解决未知动力学马尔科夫随机系统 (1)
的最优控制问题.

 2　主要结果

Ai

Bi

Ai

Bi

本部分主要提出两种基于策略梯度的无模型强

化学习算法, 获取部分或完全未知动力学马尔科夫

随机系统的最优控制策略. 首先, 针对系统矩阵 

未知、输入矩阵  已知的马尔科夫随机系统, 提出

一种部分无模型策略梯度强化学习的最优控制算

法. 该算法提供了策略梯度的解析形式, 极大地提

高了采样效率. 随后, 针对系统矩阵 、输入矩阵

 均未知的马尔科夫随机系统, 提出一种完全无模

型策略梯度强化学习的最优控制算法. 该算法通过

随机摄动反馈增益估计策略梯度, 可以完全解除对

模型信息的依赖.

 2.1　部分无模型策略梯度强化学习最优控制算法

本节提出一种部分无模型策略梯度强化学习最

优控制算法, 解决系统矩阵未知、输入矩阵已知的

马尔科夫随机系统 (1)的最优控制问题. 所推导的

策略梯度由马尔科夫随机系统 (1)采集的样本数据

和耦合 Lyapunov方程解的解析函数所表示, 从而

提高算法的采样效率.

 

表 1    符号说明

Table 1    Notations explanation

符号 说明

Rm Rm×n,  实数向量, 实数矩阵

E{·} 数学统计期望

⊗ 克罗内克 (Kronecker)积

Z Z≥0,  整数集, 非负整数集

X > 0 X ≥ 0,  X X正定矩阵 , 半正定矩阵 

In 0,  单位矩阵, 零矩阵

vec(X) [xT
1, · · · , xT

m]T ∈ Rn×m X ∈ Rn×m, 

vecs(X)
[x11, · · · , x1n, x22, · · · , x2n, · · · , xnn]

T ∈
R

n(n+1)
2 X ∈ Rn×n , 

x̄
[x2

1, · · · , 2x1xn, x2
2, · · · , 2x2xn, · · · , x2

n]
T ∈

R
n(n+1)

2 x = [x1, · · · , xn]
T ∈ Rn , 
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对于未知系统矩阵的马尔科夫随机系统 (1),
其控制器的形式设计为

u(t) = Ki(k)x(t) (8)

i ∈ N k

i

其中,  ,   是迭代索引. 在提出部分无模型策

略梯度强化学习算法之前, 为第  个模态定义以下

矩阵:

Di1 =
[
x̄(τ)|t

i
0+

ti
0−

, · · · , x̄(τ)|t
i
l+

ti
l−

]T
Di2 =

[ ∫ ti
0+

ti
0−

x̄(τ)dτ, · · · ,
∫ ti

l+

ti
l−

x̄(τ)dτ
]T

Di3 =
[ ∫ ti

0+

ti
0−

(x(τ)⊗ x(τ))dτ, · · · ,

∫ ti
l+

ti
l−

(x(τ)⊗ x(τ))dτ
]T

Di4 = Di1 + πiiDi2

∆iι =

∫ ti
ι−+Ts

ti
ι−

(Riu(t
i
ι−) +BT

i Pi(k)x(t
i
ι−))x

T(τ)dτ

∆i =
[
∆i0, ∆i1, · · · , ∆il

]
l ∈ Z 0 ≤ ti0− < ti0+ ≤ ti1− < ti1+ ≤ · · · ≤ til− <

til+ Ts > 0

γk

其中,  , 

;   为采样周期. 基于文献 [28, 36−37], 学
习率  需要满足

γk > 0,

∞∑
k=0

γk = ∞,

∞∑
k=0

(γk)
2 < ∞ (9)

K∗
i i ∈ N

随后, 设计部分无模型策略梯度强化学习算法,
如算法 1所示, 该算法用于学习未知系统矩阵马尔

科夫随机系统 (1)的最优控制增益 ,  .

∫ ti
ι−+Ts

ti
ι−

(Riu(t
i
ι−) +BT

i Pi(k)x(t
i
ι−))x

T(τ)dτ

注 1. 传统基于策略梯度的强化学习算法[27, 33]

通常利用随机摄动反馈增益获取其策略梯度, 而算

法 1则通过直接利用马尔科夫随机系统采样数据和

耦合 Lyapunov方程解获取策略梯度的解析形式,

即 . 因此,

该算法能够在降低采样复杂度的同时得到最优控制

增益.
4 13

Di1 Di2 Di3 Di4

∆i

6 11

6 11

注 2. 从算法 1 的第   行和第   行可以看出,
求解解耦后的 Lyapunov方程所需的采样数据, 即

,  ,  ,  , 以及计算策略梯度所需的信息,
即 , 均可以从马尔科夫随机系统 (1)的相同轨迹

数据中提取, 而无需采集额外的数据. 此外, 数据在

第  行到第  行的循环之前收集, 所采集的数据可

以在第  行到第  行的循环中重复使用. 因此, 算
法 1具有更高的数据利用率.

　  算法 1. 部分无模型策略梯度强化学习算法

Ki(0) i ∈ N
γk > 0 Ns > 0 Tt > 0 Ts > 0 ϵ > 0

 1: 初始化: 选择初始均方稳定的控制增益 ,  ,

　　     ,  ,  ,   以及 ;

k = 0 → ∞ 2: for   do

u(t) = Ki(k)x(t)

Tt Ns

 3: 　通过对马尔科夫随机系统 (1)施加 ,

　　　    获取运行时长为  的  条采样轨迹;

Ns Di1 Di2 Di3 Di4 4: 　从采集到的  条轨迹中提取 ,  ,  ,  ;

Pi(k, 0) = 0 5:　 ;

h = 1 → ∞ 6: 　for   do

vecs(Pi(k, h)) = −(DT
i4Di4)

−1DT
i4Di3 ×

vec(Qi(k, h)) Pi(k, h) Qi(k, h) =

KT
i (k)RiKi(k) + Qi +

∑i−1
j=1 πijPj(k, h) +∑N

j=i+1 πijPj(k, h− 1)

 7: 　 　计算 

　 　　 　　　 , 得到 , 其中 

　 　　 　　　 

   　 　　 　 ;

h ≥ 1且 ∥Pi(k, h)− Pi(k, h− 1)∥ ≤ ϵ, ∀i
∈ N

 8: 　 　 if 

　 　　 　　   then

hT = h 9: 　 　 　 , 并跳出循环;

10: 　 　 end if

11: 　end for

Pi(k) = Pi(k, hT )12:　 ;

Ns ∆i13: 　从收集到的  条轨迹数据中提取 ;

ι = 0 → l14: 　for   do

Ki(k + 1) = Ki(k)− 2γk

l ∆iι Ki(k15: 　 　根据  更新 

　 　 　 　　 + 1);

∥Ki(k + 1)−Ki(k)∥ ≤ ϵ, ∀i ∈ N16: 　 　if   then

17: 　 　 　跳出循环;

18: 　 　end if

19: 　end for

20: end for

Ki(k + 1)21: 返回 .

Ts

Ts

Ts

注 3. 关于数据需求量、学习精度和计算负担之

间的关系, 从算法 1可以明显看出, 当  减小时,
采集的数据量增加, 可提高学习精度. 然而, 数据量

的增加也将显著增加其计算负担. 相反, 当  增大

时, 采集的数据量减少, 将导致学习精度降低, 但计

算负担将大幅减轻. 因此, 通过经验选择一个合适

的采样间隔  至关重要, 该间隔不仅要满足学习精

度的要求, 还要确保计算和采样资源的合理分配.

Ki(0) i ∈ N γk

i ∈ N limk→∞ Ki(k) = K∗
i

limk→∞ Pi(k) = P ∗
i limk→∞ Jk(x(t) ∈ Dt, r(t) ∈ ρt)

= J∗(x(t) ∈ Dt, r(t) ∈ ρt)

定理 1. 考虑满足假设 1 ~ 3的马尔科夫随机

系统 (1), 控制器设计为 (8), 给定初始均方稳定

的控制增益 ,  , 学习率  满足条件 (9),
那么, 可以通过部分无模型策略梯度强化学习算

法 1学习到最优控制协议 (5), 且性能函数严格单

调递减, 对于所有 , 满足 ,
, 

.
Jk(x(t) ∈ Dt, r(t) ∈ ρt)证明. 首先, 关注  的单
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调递减特性.
Ki(0) i ∈ N步骤 1. 选择控制增益 ,  , 使得 (1)

是均方稳定的.
k > 0 Ki(k)

i ∈ N
k + 1

Ki(k + 1) i ∈ N

步骤 k. 当  时, 假设迭代控制增益 ,
 能够确保马尔科夫随机系统 (1)的均方稳定

性, 接下来将证明在第  次迭代时, 迭代控制增

益 ,   仍然能够保证马尔科夫随机系

统 (1)的均方稳定性.
Ki(k) i ∈ N

Pi(k) i ∈ N

根据引理 2, 在控制增益 ,   均方稳

定的条件下, 以下耦合 Lyapunov方程具有唯一解

,  :

Pi(k)(Āi +BiKi(k)) + (Āi +BiKi(k))
TPi(k) +

KT
i (k)RiKi(k) +Qi +

N∑
j=1, j ̸=i

πijPj(k) = 0

(10)

此外, 对于马尔科夫随机系统 (1), 有如下关系

成立:

E{xT(t)Pi(k)x(t)|x(t) ∈ Dt, r(t) ∈ ρt} =

E
{∫ ∞

t

xT(τ)(Qi +KT
i (k)RiKi(k))x(τ)dτ

∣∣∣
x(t) ∈ Dt, r(t) ∈ ρt

}
(11)

Dt ρt t x(t) r(t)其中,   和  分别是时刻  处状态  和模态 

的分布. 令

Vk(x(t)|x(t) ∈ Dt, r(t) ∈ ρt) =

E
{∫ ∞

t

xT(τ)(Qi +KT
i (k)RiKi(k))x(τ)dτ

∣∣∣
x(t) ∈ Dt, r(t) ∈ ρt

}
(12)

Qk(x(t)|x(t) ∈ Dt, r(t) ∈ ρt) =

E
{∫ t+Ts

t

(xT(τ)Qix(τ) + uT(τ)Riu(τ))dτ
∣∣∣

x(t) ∈ Dt, r(t) ∈ ρt

}
+ Vk(x(t+ Ts)|x(t +

Ts) ∈ Dt+Ts , r(t+ Ts) ∈ ρt+Ts) (13)

Dt+Ts
ρt+Ts t+ Ts x(t

+ Ts) r(t+ Ts)

其中,   和   分别是时刻   处状态 

 和模态   的分布. 由 (11)和 (12)可得

Vk(x(t) + Φ|x(t+ Ts) ∈ Dt+Ts
, r(t+ Ts) ∈ ρt+Ts

) =

E{xT(t)Pi(k)x(t)|x(t) ∈ Dt, r(t) ∈ ρt} +

E{2xT(t)Pi(k)Φ|x(t) ∈ Dt, r(t) ∈ ρt} +

E{ΦTPi(k)Φ|x(t) ∈ Dt, r(t) ∈ ρt} (14)

Φ :=
∫ t+Ts

t
(Aix(τ) +Biu(τ))dτ

Qk(x(t)|x(t) ∈ Dt, r(t) ∈ ρt)

定义变量 , 可将

 重写为

Qk(x(t)|x(t) ∈ Dt, r(t) ∈ ρt) =

E
{∫ t+Ts

t

(xT(τ)Qix(τ) + uT(τ)Riu(τ))dτ
∣∣∣

x(t) ∈ Dt, r(t) ∈ ρt

}
+

E{xT(t)Pi(k)x(t)|x(t) ∈ Dt, r(t) ∈ ρt} +

E{2xT(t)Pi(k)Φ|x(t) ∈ Dt, r(t) ∈ ρt} +

E{ΦTPi(k)Φ|x(t) ∈ Dt, r(t) ∈ ρt} (15)

Ts
ΦTPi(k)Φ

2xT(t)Pi(k)Φ
≈ 0当  足够小时, 有 . 因此, 可以

得到

Qk(x(t)|x(t) ∈ Dt, r(t) ∈ ρt) ≈

E
{∫ t+Ts

t

(xT(τ)Qix(τ) + uT(τ)Riu(τ))dτ
∣∣∣

x(t) ∈ Dt, r(t) ∈ ρt

}
+

E{xT(t)Pi(k)x(t)|x(t) ∈ Dt, r(t) ∈ ρt} +

E{2xT(t)Pi(k)Φ|x(t) ∈ Dt, r(t) ∈ ρt}
(16)

Jk(x(t) ∈ Dt, r(t) ∈ ρt)那么   可以沿着以下策

略梯度进行优化:

∂Jk(x(t) ∈ Dt, r(t) ∈ ρt)

∂Ki(k)
=

∂Qk(x(t)|x(t) ∈ Dt, r(t) ∈ ρt)

∂u(τ)

∂u(τ)

∂Ki(k)
(17)

其中

Jk(x(t) ∈ Dt, r(t) ∈ ρt) =

E
{∫ ∞

t

(
xT(τ)Qix(τ) + uT(τ)Riu(τ)

)
dτ

∣∣∣
x(t) ∈ Dt, r(t) ∈ ρt

}
(18)

Ts根据 (16), 选取足够小的 , 可以得到

∂Qk(x(t)|x(t) ∈ Dt, r(t) ∈ ρt)

∂u(τ)

∂u(τ)

∂Ki(k)
≈

E
{∫ t+Ts

t

(
∂(uT(τ)Riu(τ))

∂u(τ)
+

2
∂(xT(t)Pi(k)Biu(τ))

∂u(τ)

)
×
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∂u(τ)

∂Ki(k)
dτ

∣∣∣x(t) ∈ Dt, r(t) ∈ ρt

}
≈

2E
{∫ t+Ts

t

(Riu(t) +BT
i Pi(k)x(t))x

T(τ)dτ
∣∣∣

x(t) ∈ Dt, r(t) ∈ ρt

}
(19)

Pi(k)其中,   通过求解 (10)得到. 更具体地说, 基于

文献 [38], 耦合 Lyapunov方程 (10)的解可以通过

迭代求解以下解耦 Lyapunov方程获得:

Pi(k, h)(Āi +BiKi(k)) + (Āi +BiKi(k))
TPi(k, h) +

KT
i (k)RiKi(k) +Qi +

i−1∑
j=1

πijPj(k, h− 1) +

N∑
j=i+1

πijPj(k, h− 1) = 0 (20)

Pi(k, 0) = 0 h

πijPj(k, h− 1)

πijPj(k, h) j < i

其中,  ;   为迭代索引. 为实现比 (20)
更快的收敛速度, 根据文献 [35]中的方法提出一种

修改方案, 将上一次迭代的  替换为

更新后的 , 其中 . 将 (20)修改为如

下形式:

Pi(k, h)(Āi +BiKi(k)) + (Āi +BiKi(k))
TPi(k, h) +

KT
i (k)RiKi(k) +Qi +

i−1∑
j=1

πijPj(k, h) +

N∑
j=i+1

πijPj(k, h− 1) = 0 (21)

Pi(k, 0) = 0∑i−1
j=1 πijPj(k, h)

∑i−1
j=1 πij ×

Pj(k, h− 1)

其中,  . 需要注意的是, 使用最新获得的

信息  代替上一次迭代的 

, 因此实现了更快的收敛速度. 根据 (21)
可得:

d
dt

(xT(t)Pi(k, h)x(t)) =

− xT(t)(πiiPi(k, h) +KT
i (k)RiKi(k) +Qi +

i−1∑
j=1

πijPj(k, h) +

N∑
j=i+1

πijPj(k, h− 1))x(t)

(22)

对上述方程的两侧进行积分, 可得:

(xT(τ)⊗ xT(τ))|t+κ
t vec(Pi(k, h)) =

− πii

∫ t+κ

t

(xT(τ)⊗ xT(τ))dτ vec(Pi(k, h)) −∫ t+κ

t

(xT(τ)⊗ xT(τ))dτ vec(Qi(k, h)) (23)

其中,

Qi(k, h) =KT
i (k)RiKi(k) +Qi +

i−1∑
j=1

πijPj(k, h) +

N∑
j=i+1

πijPj(k, h− 1) (24)

κ > 0  为采样间隔. 那么, (23)可以被重写为更紧凑

的形式:

Di4vecs(Pi(k, h)) = −Di3vec(Qi(k, h)) (25)

u(t) = Ki(k)x(t)

(DT
i4Di4)

−1

通过对具有学习控制器形式  

的马尔科夫随机系统 (1)进行充分的数据采集, 可
以保证  的存在[28]. 于是, 如下关系成立:

vecs(Pi(k, h)) = −(DT
i4Di4)

−1DT
i4Di3vec(Qi(k, h))

(26)

Ki(k + 1) i ∈ N

因此, 耦合 Lyapunov方程 (10)的解可以通过

迭代求解解耦 Lyapunov方程 (21)获得, 而这些方

程是通过 (25)以无模型的方式求解的. 最终, 控制

增益 ,   更新为:

Ki(k + 1) =

Ki(k)− γk
∂Qk(x(t)|x(t) ∈ Dt, r(t) ∈ ρt)

∂Ki(k)
≈

Ki(k)− 2γkE
{∫ t+Ts

t

(Riu(t) +

BT
i Pi(k)x(t))x

T(τ)dτ
∣∣∣x(t) ∈ Dt, r(t) ∈ ρt

}
(27)

然后, 可以得到:

Jk+1(x(t) ∈ Dt, r(t) ∈ ρt) ≤

Jk(x(t) ∈ Dt, r(t) ∈ ρt) < ∞ (28)

Jk(x(t) ∈ Dt, r(t) ∈ ρt) Jk(x(t) ∈
Dt, r(t) ∈ ρt) < ∞ k

Ki(k) i ∈ N
k + 1

Ki(k + 1) i ∈ N

其中,   是有限的, 即 

. 因此在第   次迭代时, 迭代控

制增益  ,   可以保证马尔科夫随机系统

(1)的均方稳定性. 根据 (28)可以得出, 在第 

次迭代时, 迭代控制增益 ,   仍然可

以保证马尔科夫随机系统 (1)的均方稳定性.
k

Ki(k) i ∈ N

Ki(0) i ∈ N
k ∈ Z≥0 Jk+1(x(t) ∈

Dt, r(t) ∈ ρt) ≤ Jk(x(t) ∈ Dt, r(t) ∈ ρt) < ∞

因此, 基于上述分析, 可以得出在第  次迭代

时, 迭代控制增益 ,   可以保证马尔科夫

随机系统 (1)的均方稳定性. 此外, 在具有初始均方

稳定控制增益 ,   和策略梯度 (27)的情

况下, 可以得到对于任意 , 均有 

.
k → ∞ Jk(x(t) ∈ Dt, r(t) ∈

ρt) J∗(x(t) ∈ Dt, r(t) ∈ ρt)

接下来, 证明当  时, 
 将收敛到最优值 .
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根据 (27), 可以得出:

∂Qk(x(t)|x(t) ∈ Dt, r(t) ∈ ρt)

∂u(τ)

∂u(τ)

∂Ki(k)
= 0 (29)

和下式相等

Riu(t) +BT
i Pi(k)x(t) = 0 (30)

即

Ki(k) = −R−1
i BT

i Pi(k) (31)

Pi(k) Ki(k) = −R−1
i BT

i ×
Pi(k)

其中,   是 (10)的唯一解. 将 

 代入 (10), 可以将 (10)重写为:

Pi(k)Ai +AT
i Pi(k)− Ξi(k) +Qi +

N∑
j=1

πijPj(k) = 0 (32)

Ξi(k) = Pi(k)BiR
−1
i BT

i Pi(k)

P ∗
i Pi(k)

= P ∗
i Ki(k) = K∗

i Pi(k)

= P ∗
i Jk(x(t)∈ Dt, r(t) ∈ ρt) = J∗(x(t)∈ Dt, r(t)

∈ ρt)

其中,  . 基于引理 1, 耦

合代数 Riccati方程 (32)具有唯一解 , 即 

. 因此, 当梯度为零时, 有 , 
, 且 

.
limk→∞ Ki(k) = K∗

i limk→∞ Pi(k) =

P ∗
i limk→∞ Jk(x(t) ∈ Dt, r(t) ∈ ρt) = J∗(x(t) ∈

Dt, r(t) ∈ ρt)

因此, 有  , 
,  且  

. 至此, 解决了马尔科夫随机系统 (1)
的最优控制问题. □

 2.2　完全无模型策略梯度强化学习最优控制算法

本节进一步研究一种完全无模型策略梯度强化

学习最优控制算法, 以获取系统矩阵和输入矩阵均

未知的马尔科夫随机系统 (1)的最优控制协议. 该
算法的策略梯度通过随机摄动反馈增益估计得到,
无需依赖马尔科夫随机系统 (1)的任何模型信息.
与部分无模型策略梯度强化学习算法相比, 完全无

模型策略梯度强化学习算法在解决更复杂的应用场

景方面更具潜力.

i

在提出完全无模型策略梯度强化学习算法之

前, 为第  个模态定义以下矩阵:

Ωiι =
Uiι

2β

(∫ ti
ι−+Tt

ti
ι−

(xT(τ)Qix(τ) +

uT
iι+(τ)Riuiι+(τ))dτ −∫ ti

ι−+Tt

ti
ι−

(xT(τ)Qix(τ) + uT
iι−(τ)Riuiι−(τ))dτ

)
Ωi =

[
Ωi0, Ωi1, · · · , Ωil

]
l ∈ Z 0 ≤ ti0− < ti1− < · · · < til− Tt其中,  ;  ;   是系统的

uiι+(τ) = (Ki(k) + βUiι)x(τ) uiι−(τ) =

(Ki(k)− βUiι)x(τ) Uiι Rm×n

∥Uiι∥ = 1 β

γk

运行时间;  ; 
;    是一个在   上均匀分

布的随机矩阵且满足 ;   是一个平滑因子.
类似地, 根据文献 [36], 学习率   也需要满足条

件 (9).

K∗
i i ∈ N

随后, 设计完全无模型策略梯度强化学习算法,
如算法 2所示, 用于学习完全未知系统动力学的马

尔科夫系统最优控制增益矩阵 ,  .
注 4. 不同于算法 1中提出的部分无模型策略

梯度强化学习算法, 算法 2中的策略梯度通过随机

摄动反馈增益获取. 算法 2提供了一种基于数值的

方法, 可解决完全未知系统动力学马尔科夫系统的

最优控制问题, 有望解决更复杂的应用场景.

　  算法 2. 完全无模型策略梯度强化学习算法

Ki(0) i ∈ N
γk > 0 Ns > 0 Tt > 0 Ts > 0 ϵ > 0

 1: 初始化: 选择初始均方稳定的控制增益 ,  ,

　　     ,  ,  ,   以及一个小的 ;

k = 0 → ∞ 2: for   do

u(t) = Ki(k) ×
x(t) Tt Ns

 3: 　通过对马尔科夫随机系统 (1)施加 

　　　　  , 获取运行时长为  的  条采样轨迹;

Ns

Ωi i ∈ N
 4: 　通过反馈增益的随机摄动并利用收集的  条轨

　　　　 迹获取初始状态, 计算 ,  ;

ι = 0 → l 5: 　 for   do

Ki(k + 1) = Ki(k)− 2γk

l Ωiι Ki(k + 6: 　 　根据  更新 

　  　　　　1);

∥Ki(k + 1)−Ki(k)∥ ≤ ϵ, ∀i ∈ N 7: 　 　if   then

 8: 　 　 　跳出循环;

 9: 　 　end if

10: 　 end for

11: end for

Ki(k + 1)12: 返回 .

Ki(0) i ∈ N γk

i ∈ N limk→∞ Ki(k) = K∗
i

limk→∞ Pi(k) = P ∗
i limk→∞ Jk(x(t) ∈ Dt, r(t) ∈ ρt)

= J∗(x(t) ∈ Dt, r(t) ∈ ρt)

定理 2. 考虑满足假设 1 ~ 3的马尔科夫随机

系统 (1), 控制器设计为 (8), 给定初始均方稳定的

控制增益 ,  , 学习率  满足条件 (9), 那
么, 可以通过完全无模型策略梯度强化学习算法 2
学习到最优控制协议 (5), 且性能函数严格单调

递减 , 对于所有  , 满足  ,
, 

.
Ki(0) i

∈ N
证明. 步骤 1. 首先, 选择控制增益  , 
, 使得 (1)是均方稳定的.

k > 0 Ki(k)

i ∈ N
k + 1

Ki(k + 1) i ∈ N

步骤 k. 当  时, 假设迭代控制增益 ,
 能够确保马尔科夫随机系统 (1)的均方稳定

性, 接下来将证明在第  次迭代时, 迭代控制增

益 ,   仍然能够保证马尔科夫随机系

统 (1)的均方稳定性. 令
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Qk(x(t)|x(t) ∈ Dt, r(t) ∈ ρt) =

E
{∫ t+∞

t

(
xT(τ)Qix(τ) + uT(τ)Riu(τ)

)
dτ

∣∣∣
x(t) ∈ Dt, r(t) ∈ ρt

}
(33)

Dt ρt t x(t) r(t)

Ki(k) i ∈ N
Tt

其中,   和  分别是时刻  处状态  和模态 

的分布. 对于均方稳定的控制增益 ,   以

及足够大的 , 显然有:

E
{∫ ∞

t+Tt

(xT(τ)Qix(τ) + uT(τ)Riu(τ))dτ
∣∣∣

x(t+ Tt) ∈ Dt+Tt
, r(t+ Tt) ∈ ρt+Tt

}
≈ 0 (34)

Dt+Tt
ρt+Tt t+ Tt x(t

+ Tt) r(t+ Tt)

其中,   和   分别是时刻   处状态  

 和模态  的分布. 因此, 可以得到:

Qk(x(t)|x(t) ∈ Dt, r(t) ∈ ρt) ≈

E
{∫ t+Tt

t

(
xT(τ)Qix(τ) + uT(τ)Riu(τ)

)
dτ

∣∣∣
x(t) ∈ Dt, r(t) ∈ ρt

}
(35)

根据 (35), 可以得到:

∂Qk(x(t)|x(t) ∈ Dt, r(t) ∈ ρt)

∂Ki(k)
≈

E
{
Ui

2β

(∫ t+Tt

t

(xT(τ)Qix(τ) +

uT
i+(τ)Riui+(τ))dτ −∫ t+Tt

t

(xT(τ)Qix(τ) + uT
i−(τ)Riui−(τ))dτ

)∣∣∣
x(t) ∈ Dt, r(t) ∈ ρt

}
(36)

Tt > 0 ui+(τ) = (Ki(k) + βUi)x(τ) ui−(τ) =

(Ki(k)− βUi)x(τ) Ui Rm×n

∥Ui∥ = 1 Ki(k +

1)

其中,  ;  ; 
;   是一个在  上均匀分布

的随机矩阵且满足 . 因此, 控制增益 

 通过以下方式更新:

Ki(k + 1) =

Ki(k)− γk
∂Qk(x(t)|x(t) ∈ Dt, r(t) ∈ ρt)

∂Ki(k)
(37)

k + 1

Ki(k + 1) i ∈ N

根据 (17)和 (18), 可以推导出 (28). 因此, 由
(37)可明显看出, 在第  次迭代时, 迭代控制增

益  ,    可以确保马尔科夫随机系统

(1)的均方稳定性.
k

Ki(k) i ∈ N
因此, 类似地, 可以得到: 1)在第  次迭代时,

迭代控制增益 ,   可以确保马尔科夫随机

k ∈ Z≥0

Ki(0) i ∈ N
Jk+1(x(t) ∈ Dt, r(t) ∈ ρt) ≤

Jk(x(t) ∈ Dt, r(t) ∈ ρt) < ∞ limk→∞ Ki(k)

= K∗
i limk→∞ Pi(k)=P ∗

i limk→∞ Jk(x(t)∈Dt, r(t)

∈ ρt) = J∗(x(t) ∈ Dt, r(t) ∈ ρt)

系统 (1)的均方稳定性; 2)对于任意 , 在初

始均方稳定的控制增益  ,   和策略梯度

(27)的情况下, 不等式 

 成立; 3) 
,  , 

. 至此, 解决了马尔

科夫随机系统 (1)的最优控制问题. □

Ai Bi

注 5. 算法 1和算法 2之间的主要区别在于: 算
法 1是一种采样效率更高的算法; 而算法 2可实现

模型信息完全未知情况下最优控制协议的自主学

习. 当系统矩阵  未知、控制输入矩阵  已知时,
使用算法 1可降低采样复杂度, 以更高的采样效率

实现马尔科夫随机系统 (1)的最优控制. 然而, 当系

统矩阵和控制输入矩阵的模型信息均未知时, 算法

2可通过更多的采样数据以完全无模型的方式获得

马尔科夫随机系统 (1)的最优控制协议. 因此, 在算

法 1和算法 2的实际应用中, 需要在采样效率与模

型依赖性之间进行权衡.

 3　仿真结果

考虑包含 5 种模态的马尔科夫随机系统 (1),
系统矩阵与控制输入矩阵如下:

A1 =

[
0.15 0.10

0 −0.15

]
, B1 =

[
0

5

]

A2 =

[
−0.15 0

0.10 0.15

]
, B2 =

[
4

0

]

A3 =

[
0 0.12

0 0

]
, B3 =

[
0

3

]

A4 =

[
0 0

0.13 0

]
, B4 =

[
1

4

]

A5 =

[
0 −0.14

0.11 0.25

]
, B5 =

[
0

5

]

以及转移概率生成矩阵

Π =



−0.32 0.32 0 0 0

0 −0.36 0.36 0 0

0 0 −0.40 0.40 0

0 0 0 −0.44 0.44

0.48 0 0 0 −0.48


Qi = I2

i ∈ N R1 = 0.8 R2 = 0.9 R3 = 1.0 R4 = 1.1 R5

= 1.2 γk

= 1/(k + 1) Ns = 10 Tt = 10 s Ts = 0.001 s

其中, 假设 1和假设 2均得到了满足. 选择 ,
,  ,  ,  ,  , 
.  算法 1 和算法 2 中的详细参数设置为  

,  ,  ,   以及
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ϵi = 0.001.

Ki(k) K∗
i

Ai

Bi

Ai Bi

算法 1在上述配置下的学习结果如图 1和图 2
所示. 图 1显示了性能指标的单调递减. 至于图 2
中的 , 可以明显看出矩阵准确收敛到 . 这
一观察结果表明, 对于系统矩阵  未知、输入矩阵

 已知的马尔科夫随机系统 (1), 其最优控制问题

可以通过所提出的部分无模型策略梯度强化学习算

法有效解决. 对于算法 2, 在  和  均未知的情况

下, 仿真结果如图 3和图 4所示, 其最终的学习结

果与算法 1接近, 从而说明本文所提出的完全无模

型策略梯度强化学习算法, 可有效解决在模型信息

完全未知情况下的马尔科夫随机系统最优控制问

题, 具有更广泛的应用潜质.

  

0 5 10 15 20

0.6

0.7

0.8

迭代次数 k

性
能
指
标

 

图 1    算法 1的性能指标

Fig. 1    The performance index of algorithm 1

  

0 5 10 15 20
0

0.5

1.0

1.5

迭代次数 k

||K
i(k

) 
− 

K
i* ||

||K1(k) − K *
1||

||K2(k) − K *
2||

||K3(k) − K *
3||

||K4(k) − K *
4||

||K5(k) − K *
5||

 

Ki(k)图 2    算法 1的控制增益矩阵 
Ki(k)Fig. 2    The control gain matrix   of algorithm 1

  

0 5 10 15 20
0.55

0.60

0.65

0.70

性
能
指
标

迭代次数 k 

图 3    算法 2的性能指标

Fig. 3    The performance index of algorithm 2
 

此外, 为展示算法 1在提升采样效率方面的优

越性, 将其与算法 2进行比较, 详细信息列在表 2
中. 如表 2 所示, 两种算法均使用前三行中给出

的相同参数. 算法 1 的结果与算法 2 的结果高度

100 s

2 000 000 s

一致. 然而, 从表 2的最后一行可以明显看出, 算
法 1 的运行时间为  , 而算法 2 的运行时间为

. 这一比较表明, 算法 1的采样复杂度得

到了显著降低.
K∗

i

u = K∗
i x

通过学习得到的矩阵   和最优控制协议

 作用于马尔科夫随机系统 (1), 在图 5所
示的相关模态演化下, 系统状态响应如图 6所示,

 

0 5 10 15 20
0

0.5

1.0

1.5

2.0

迭代次数 k

||K
i(k

) 
− 

K
i* ||

||K1(k) − K *
1||

||K2(k) − K *
2||

||K3(k) − K *
3||

||K4(k) − K *
4||

||K5(k) − K *
5||

 

Ki(k)图 4    算法 2的控制增益矩阵 

Ki(k)Fig. 4    The control gain matrix   of algorithm 2

 

表 2    算法 1和算法 2在采样效率方面的比较

Table 2    Comparison between algorithm 1 and
algorithm 2 in sampling efficiency

算法 算法 1 算法 2

Ns采样数量 10 10

Tt (s)单条轨迹仿真时间 10 10

Ts (s)采样周期 0.001 0.001

(s)总仿真时间 NsTt = 100 NsTt
2Tt
Ts

= 2 000 000

 

0 0.5 1.0 1.5 2.0 2.5 3.0
0

2

4

6

系
统
模
态

时间 /s 

图 5    系统模态演化

Fig. 5    System mode evolution

 

0 0.5 1.0 1.5 2.0 2.5 3.0
−0.1

0

0.1

0.2

系
统
模
态

时间 /s 

图 6    系统状态响应

Fig. 6    System state response
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其中所有状态最终收敛至零. 结果验证了所提出的

两种无模型策略梯度强化学习算法, 在求解具有部

分或完全未知动力学的马尔科夫随机系统 (1)的最

优控制问题时的可行性和有效性.

 4　结束语

本文针对具有部分或完全未知动力学的马尔科

夫随机系统, 设计了部分无模型和完全无模型的基

于策略梯度的强化学习算法, 以解决其最优控制问

题. 首先, 通过获取策略梯度的解析形式, 开发了一

种部分无模型的策略梯度强化学习算法, 从而提高

了学习过程中的采样效率, 解决了部分未知动力学

马尔科夫随机系统的最优控制问题. 然后, 通过对

反馈增益的随机摄动估计策略梯度, 设计了一种完

全无模型的策略梯度强化学习算法, 该算法不依赖

马尔科夫随机系统的任何模型信息, 解决了完全未

知动力学马尔科夫随机系统的最优控制问题. 通过

数值仿真验证了所提出策略梯度强化学习算法的有

效性和可行性. 在未来的研究中, 我们将进一步探

索具有更高采样效率的完全无模型策略梯度强化学

习算法, 并致力于解决控制增益初始约束可行性的

问题.
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