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“结构−内容”框架下融合时空特征的技术预测模型
袭 希 1    许 伟 1    刘传斌 2    刘玮倩 3    苏忻洁 4

摘    要   科学技术发展是一种动态非线性的复杂演进过程. 为提升技术预测的精确度, 基于大语言模型、图卷积神经网络、
双向长短期记忆神经网络以及鲁棒随机配置网络 (RSCN), 提出一种全新的“结构−内容”时空技术预测模型. 首先, 通过结
合图卷积神经网络和双向长短期记忆神经网络, 分别捕捉技术网络中的空间依赖关系和时间演化规律, 从而突破传统预测
模型在动态性和结构表征上的局限性, 克服传统技术预测模型的“伪动态”和“静态”限制. 其次, 引入大语言模型对技术网
络中的节点特征和边特征进行双重语义表征, 将预测框架从单一的结构维度扩展至“结构−内容”双维度分析, 显著增强了模
型对技术发展信息的理解能力和表征深度. 最后, 通过集成 RSCN, 模型能够有效应对极端不均衡数据分布的挑战, 进一步
提升了预测的鲁棒性和准确性. 提出的预测框架在多个指标上均优于当前多种技术预测方法, 为推动技术预测建模和评估
未来技术发展轨迹提供了有力的支持.
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Abstract   The development of science and technology is a dynamic, nonlinear, and complex evolutionary process.
To enhance the precision of technological development predictions, this paper proposes a novel “structure-content”
spatiotemporal technological forecasting model based on large language models, graph convolutional neural net-
works, bidirectional long short-term memory neural networks, and robust stochastic configuration networks
(RSCN). Firstly, by integrating graph convolutional neural networks and bidirectional long short-term memory
neural networks, the model captures the spatial dependencies and temporal evolution patterns within technological
networks, thereby overcoming the limitations of traditional forecasting models in terms of dynamic behavior and
structural representation, and addressing the “pseudo-dynamic” and “static” constraints of conventional technolo-
gical forecasting models. Secondly, the introduction of large language models enables dual semantic representation of
node and edge features within the technological network, expanding the predictive framework from a single struc-
tural dimension to a dual-dimensional “structure-content” analysis. This significantly enhances the model＇s ability
to understand and represent information related to technological development. Finally, by incorporating RSCN, the
model effectively addresses the challenges posed by extremely imbalanced data distributions, further improving the
robustness and accuracy of predictions. The proposed forecasting framework outperforms various current technolo-
gical forecasting methods across multiple metrics, providing strong support for advancing technological forecasting
modeling and evaluating future technological development trajectories.
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技术预测在科技管理中占据着重要地位, 不仅
关系到科技发展的前沿性和战略性, 更是提升国家
竞争力的关键因素. 准确把握技术的发展趋势, 有
助于为政策制定者提供科学决策依据, 指导卡脖子
技术及其产业的研发方向, 并推动跨学科的融合与
创新. 然而, 技术发展具有典型的非线性特征, 其路
径受多种因素影响, 容易引发“蝴蝶效应”, 使得技
术预测面临准确性、稳健性、经济性等重大挑战. 基
于客观数据, 技术预测的定量分析过程主要依赖于
模型构建[1]. 文献 [2]将技术预测方法划分为趋势回
归、时间序列预测和网络分析三大类, 涵盖了 Logistic
曲线、指数平滑、BP 神经网络、DeepWalk 等多种
模型, 并需要利用专利数据标题、时间、专利分类
号 (IPC 或 CPC)、文献引用关系等多种数据来源.

在众多技术预测的技术中, 目前主流的技术包
括两个方面: 一是针对文本内容的自然语言处理,
二是针对网络结构的链路预测. 前者通常涉及主题
识别[3] 和语义分析[4] 等无监督学习任务, 而后者则
是利用已知的网络结构评估未来潜在节点链路的可
能性[5], 属于有监督学习任务. 这两类技术各具优势
与局限. 自然语言处理能够从技术内容的角度预测
未来可能出现的主题, 这种方法甚至可以挖掘语义
的层次性, 并使长文本的应用成为可能. 然而, 这种
方法无法“无中生有”, 即未出现过的词语难以被预
见, 导致颠覆性技术的预测变得困难[6]. 此外, 语言
模型的相关研究尚处于发展阶段, 预测结果因无监
督学习过程而难以准确测量, 通常只能通过文字进
行表达. 在链路预测技术的发展过程中, 随着数据
挖掘技术的不断进步, 模型经历了从静态到伪动态,
再到动态的演变. 早期的静态链路预测主要依赖链
路相似性作为边的特征, 尽管这些模型带有时间标
签, 但时间并未成为预测模型的关键输入. 随着研
究的深入, 学者们逐渐认识到时间在预测时序技术
数据中的重要性, 普遍采用时间窗口处理方式来构
建模型, 从而引入了伪动态的技术预测研究[7−8]. 然
而, 尽管传统的机器学习方法 (如随机森林和支持
向量机)和深度学习方法 (如图神经网络和卷积神
经网络)在链路预测中得到广泛应用[9−10], 但它们在
作为预测器时通常按顺序输入特征[11], 未能真正学
习到时间序列的发展规律, 而侧重时序的模型架构
(如循环神经网络), 虽在处理序列数据方面表现优
异, 但无法有效编码数据的结构特征. 同时, 从静态
到伪动态链路预测模型的改进表明在模型结构上进
行了深入探索, 能够通过挖掘潜在链接来发现新的
技术机会, 但这些方法仍然存在局限: 预测过程往
往只是机械地进行特征计算, 模型及其生成的特征
主要源自网络结构, 导致信息呈现出冗余性, 未能

在充分理解技术内涵的基础上进行模型的整合构
建, 使得分析过程缺乏对技术内涵的真正表征, 从
而降低模型的鲁棒性[12]. 因此, 尽管现有模型在某
种程度上提高了预测能力, 但仍需进一步探索如何
将技术内涵与模型结构有效结合, 以实现更准确和
深刻的技术预测.

鉴于现有研究的局限性, 本文提出一种创新的
时空技术预测模型, 即“结构−内容”框架时空技术
预测模型 (Spatiotemporal technological forecast-
ing model with large language models, STTeFL),
以实现在动态、结构和内容等多维条件下的技术发
展精准预测. 该模型由五个关键模块组成: 技术的
空间结构模块、时间结构模块, 以及分别通过大语
言模型 (Large language models, LLM) 表征的点
特征内容模块、边特征内容模块和鲁棒识别模块.
本文的主要贡献可概括为以下三个方面: 1)通过结
合图卷积神经网络 (Graph convolutional net-
works, GCN) 和双向长短期记忆神经网络 (Bid-
irectional long short-term memory neural net-
works, BiLSTM), 分别学习技术网络的空间结构和
时间结构, 并深度融合技术网络中的时空特征, 突
破传统技术预测模型存在的“伪动态”和“静态”限
制; 2)利用 LLM 对边特征和点特征进行独立表征, 将
预测模型从单一的结构分析拓展至“结构−内容”双
维度分析, 显著提升了模型对技术发展信息的理解
能力和表征深度; 3)在整体模型架构中引入鲁棒随
机配置网络 (Robust stochastic configuration net-
works, RSCN), 有效解决数据中因类极度不均衡而
导致的预测性能下降问题, 进一步提高了模型的预
测准确性和鲁棒性.

 1　模型原理

 1.1　问题描述

f GT1 ; GT2 ; � � � ; GTn g GTN =( V; E; ETN ;

X TN ) (N 2 [1; n]) TN V
TN vi 2 V TN

eij 2 E ETN GTN

vi vj

ETN (vi ; vj ) = 1 ETN (vi ; vj ) = 0 X TN

利用专利数据中获取的国际专利分类号 (IPC)
构建的共现网络, 能够实现对技术进行预测[10]. 具
体地, 每个专利内共同出现的 IPC 互相连接, 在设
定时间段内出现的专利将形成一个网络. 将 IPC 共
现网络视为随时间变化的动态网络, 按照时间顺序
将每一年某一领域的技术 IPC 共现网络划分为一
组, 从而得到一系列按时序排列的离散快照, 表示
为 . 其中, 

   表示时间   的网络;   代表时
间   内所有节点的集合,  ; E 代表时间 
内点之间边的集合,  ;   表示   中由边
数据表示边的状态, 即如果点   和   之间存在连
接, 则 , 否则  ; 
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GTN表示  的特征矩阵.

f GT1 ; GT2 ; � � � ; GTn g

Tn +1

Gn +1

与静态网络的链路预测仅关注网络的空间结构
不同, 动态网络的链路预测需要根据一系列离散快
照  的动态演化过程来学习网
络的时间特征并构建模型, 目的为预测时间  

时的网络快照 .

 1.2　“结构−内容”模型框架

本文提出的“结构−内容”框架分别包括结构和
内容方面的四个模块和一个鲁棒识别模块: 模块 1
(M1)为采用图结构进行卷积操作[13] 的空间结构建
模方式, 利用技术网络中点和边的连接关系进行特
征提取和表示学习的任务, 以捕捉复杂关系; 模块
2 (M2)为采用双向长短期记忆神经网络的时间结
构建模方式, 能够捕捉技术数据中的时间依赖性和
趋势变化, 避免处理长序列时遇到的梯度消失问题,
从而更准确地捕捉历史数据对未来的影响; 模块 3
和 4 (M3、M4)分别为采用 LLM 的点特征和边特
征的内容表征, 将网络中节点的 IPC 名称和边的专
利标题通过 LLM 转换为特定维度的向量嵌入; 模
块 5 (M5)的鲁棒识别则面向预测模型本身, 集中
解决技术预测中的极度不均衡问题. 其中 M1 和
M2 为框架中的结构部分, 而 M3 和 M4 则为内容
部分. 相对于单独使用 GCN 模型或者 Bi-LSTM
模型进行预测分析, 本文的架构既考虑有效传播节

点之间的信息, 又在时间步之间保持状态, 还能够
降低噪声影响从而保证鲁棒性, 对不同技术预测情
境的适用性较强.

图 1展示了本文提出模型的整体架构, 接下来
对 STTeFL 模型整体架构进行分块介绍.

 1.3　数据采集与特征构建

数据采集与预处理是 STTeFL 模型整体架构
的基础, 为确保模型能够高效、准确地进行技术趋
势预测分析, 数据的质量和完整性至关重要. 本文
的技术数据集由国际专利分类号 IPC、专利标题、
授权时间等信息特征组成. 首先, 构造模型输入的
一个年份时点上的图. 本文对专利中的 IPC进行整
理, 出于既充分获取专利细分领域信息又兼顾计算
复杂性的目的, 采用文献 [14] 的做法提取前 8 位
(IPC8), 将每个 IPC8视为一个节点, IPC8之间的
组合则构成两个节点之间的链路. 在同一年出现的
所有 IPC8链路将形成一个 IPC 共现网络, 每年
的 IPC共现网络称之为一个年份时点上的图, 以此
作为模型的输入.

其次 , 构建边索引序列 . 本文提取一年内的
IPC8 并进行非重复排列组合, 以获得不同 IPC8
之间的连接情况, 形成一个边列表. 该边列表由两
列组成: 第一列代表边的起始点, 第二列代表边的
目标点, 每一行表示一条连接的边. 进一步地, 创建
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图 1    本文提出的 STTeFL模型整体架构
Fig. 1    Overall architecture of the proposed STTeFL model
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ETN

一个形状为 (2, M) 的空张量, 其中 2 表示行数, M
表示边的数量. 按照边的顺序, 在第一行中填充起
始点, 在第二行中填充目标点, 从而构建所需的边
索引 .

X TN最后, 提取点和边的特征  . 传统的技术预
测模型通常使用链路相似性、随机游走等方法来表
达点和边特征, 但这些方法往往是在现有结构基础
上的计算, 导致在图神经网络模型中冗余地再次输
入网络结构信息. 为解决这一问题并准确捕捉网络
节点和连接的有用信息, 本文采用 LLM 处理技术
网络中点和边所蕴含的文本信息, 生成文本嵌入向
量, 以此作为点和边的特征. LLM 得到的嵌入向量
同时也构成本文的“内容”框架, 具体操作过程详见
第 1.6 节.

 1.4　空间结构建模模块

M1 模块通过将边特征作为卷积操作的权重,
决定每条边在节点特征更新中的重要性, 并通过图
卷积层对每个节点的特征进行非线性变换和归一化
处理, 以强化网络结构的学习能力. M1 模块能够有
效提取节点间的空间依赖关系, 捕捉节点间的连接
关系和局部依赖性, 是 M2 模块的前序步骤, 有助
于提升模型在动态环境下的预测能力, 进而突破传
统预测模型的“静态”局限, 实现更精确的技术网络
结构捕捉. M1 模块的详细构建如下:

vi

x i 2 �2d d

eij f ij 2 �2m m

M1 模块中, 对于每一年的技术网络, 节点 
的特征向量是  ,   为节点特征维度; 每条边
 的边特征向量是  ,   为边特征的维度.

F = f f ij j eij 2 Eg该模块将边特征   作为卷积
操作的权重, 决定了每条边在节点特征更新中的重
要性. 具体操作如下:

f ij首先, 将   通过全连接层映射到一个标量值,
然后利用 Sigmoid 激活函数进行非线性变化, 进而
得到每条边的权重:

aij = �3�I�G�M�O�I�D(Wef ij + be) �����	

We be

aij vi

其中,   是边权重矩阵;   是边权重的偏置. 由于
 决定   邻居之间的加权特征传递的特征比重,

故第一个图卷积层的节点特征更新公式可表示为:

h(1)
i = �2�E�,�5(

P

j 2N ( i )
aij W1x j + b1) �����	

N (i ) vi W1 2 �2d� h

b1

h(1)
i vi

其中,   表示节点   的邻居集合; 
为卷积层的权重, h 为隐藏层的特征维度;   为卷
积层的偏置项;   是节点   在第一个卷积层的
输出.

h(1)
i其次, 对每个节点特征   进行归一化处理:

bh(1)
i =

h(1)
i � � batchp
� 2

batch + "
�����	

h(1)
i  
 bh(1)

i + � �����	

� batch

� 2
batch "


 �

其中,   是归一化批次中所有节点特征的均值;
 是方差;   是一个小的常数, 用于维持数值稳

定; 归一化后通过学习的尺度   和偏置   来恢复
特征的表达能力.

进一步地, 在图卷积层中引入编码器−解码器
架构:

zi = Encoder(h(1)
i ) �����	

h(1)
i = Decoder(zi ) �����	

通过编码器−解码器架构, 模型能够生成更鲁
棒的节点特征表示, 这有助于提高模型的泛化能力.

h(1)
i �2�E�,�5进而, 节点特征   通过   激活函数进

行变换:

h(1)
i  �2�E�,�5(h(1)

i ) �����	

最后, M1 模块基于 Dropout 随机丢弃一部分
节点特征:

h(1)
i  Dropout (h(1)

i ; p = 0 :5) �����	

h(2)
i = �2�E�,�5(

P

j 2N ( i )
aij W2h(1)

j + b2) �����	

p W2 2 �2h� o

o b2

h(2)
i vi

其中,   是丢弃概率;   是第二层卷积的
权重,   是第二层输出的特征维度;   是第二个卷
积层的偏置项;   是节点   在第二个卷积层的输出.

 1.5　时间结构建模模块

M2 模块将 M1 模块中提取得到的节点空间维
度特征扩展到时间维度. M2 模块采用双向长短期
记忆神经网络来捕捉技术节点随时间演化的时间特
征, 解决了长序列数据处理中的梯度消失问题, 并
能更准确地捕捉历史数据对未来的影响, 捕捉时间
序列中的长期依赖关系. 此外, M2 模块引入 Trans-
former 的注意力机制, 以增强对时间序列数据的处
理能力, 确保模型能够捕捉到技术演变中的关键时
间点和重要模式. M2 模块使 STTeFL 模型能够更
好地应对技术数据中的时序依赖和趋势变化, 从而
提升了预测准确性和鲁棒性. M2 模块的详细构建
如下:

h(2)
i = f h(2)

i (1);

h(2)
i (2); � � � ; h(2)

i (T)g

M2 模块将 M1 更新后的节点特征 
 输入双向长短期记忆神经网

络中捕捉图数据的时序信息.
具体地, 基本操作包含三个主要步骤: 输入门
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i t f t ot、遗忘门  、输出门  . 本节中使用结合双向
长短时记忆网络和条件随机场的序列标注模型
BiLSTM-CRF来增强序列标注的能力. 即:

i t = �3�I�G�M�O�I�D(Wi � [ht � 1; h(2) ; t
i ] + bi ) �������	

f t = �3�I�G�M�O�I�D(Wf � [ht � 1; h(2) ; t
i ] + bf ) �������	

ot = �3�I�G�M�O�I�D(Wo � [ht � 1; h(2) ; t
i ] + bo) �������	

进一步, 引入 Transformer 的注意力机制进行
候选状态计算:

~ct = �T�A�N�H(Wc � [ht � 1; h(2) ; t
i ] + bc) �������	

ct = f t ct � 1 + i t ~ct �������	

在最终隐藏状态的计算中, 结合 BiLSTM 和
2D CNN 方法, 即:

ht = ot �T�A�N�H(ct ) �������	

同时, 引入注意力机制拼接前向和反向隐藏状
态, 以构造一个新的特征向量:

zi = �C�O�N�C�A�T(h(M 2) ; T
i ; Attention (h(M 2) ; t

i ; h(M 2) ; t 0

i ))
�������	

h(M 2) ; t
i vi

t h(M 2) ; t 0

i

vi t0

其中,   是前向 M2 模块计算得到的节点 
在时间步   的隐藏状态;   是反向 M2 模块
计算得到的节点   在时间步   的隐藏状态; con-
cat 表示将两个向量沿特征维度拼接.

zi vi t

t0

vi vj e0
ij

拼接后的特征   包含了节点   在时间步 
和   的时序信息, 具有更丰富的节点表示. 对于一
对节点   和   构成的边,   是更新后的包含时
序信息的新特征:

e0
ij = �C�O�N�C�A�T(zi ; zj ) �������	

最后, 通过两个全连接层进行映射, 第一个线
性层对输入的边特征进行特征变换, 将原始的高维
输入特征映射到一个较低维的空间:

hfc 1 = Wfc 1e0
ij + bfc 1 �������	

byij

第二个线性层是将第一个线性层输出的中间特
征映射到最终的预测空间, 即获得最终边存在的概
率  :

byij = �2�E�,�5(Wfc 2hfc 1 + bfc 2) �������	

Wfc 1 Wfc 2

bfc 1 bfc 2

其中,   和   分别是两层全连接层的权重矩
阵;   和   分别是两层全连接层的偏置项.

X = [ x1; x2; � � � ; xn ]

M1 空间结构建模和 M2 时间结构建模共同构
成 STTeFL 模型的“结构”框架. M1 模块和M2模
块相辅相成共同作用于每一年技术网络的节点特征

, 更新得到节点的时空特征.

相较于以往单独进行空间静态建模的技术预测方
式, 更能够捕捉技术在时序上的表征, 推进技术预
测的“动态化”建模.

 1.6　点和边特征内容表征模块

M3 和 M4 模块分别负责技术网络中节点和边特
征的内容表征, 共同构成 STTeFL 模型的“内容”框
架部分. M3 和 M4 模块的核心在于通过 LLM 对
节点和边的文本内容进行深度语义建模与潜在关系
挖掘. 相较于传统模型中以链路相似性 (边特征)、
node2vec (节点特征)等技术进行点和边的表征方
式, 真正加入以 LLM 解析的文本语义能够提供更
丰富的结构特征表征, 以新增的文本模态进一步加
强了模型对技术节点文本信息的理解和预测能力.
M3 模块主要处理节点特征内容. 即 M3 模块

利用 LLM 对技术网络中每个节点的 IPC 名称进
行语义建模, 转换为高维向量嵌入. 这些嵌入向量
不仅仅是节点的简单表示, 还融合了 IPC 分类名称
所蕴含的深层语义信息, 使得模型能够更全面地理
解技术节点的特性.

由于技术网络的节点为国际专利分类号 (IPC8),
而形成边的则是专利之间的共现关系. 因此, M4 模
块聚焦于将节点特征延伸到边特征内容的表征. 通
过 LLM, M4 模块将专利标题的文本数据转化为向
量表示, 从而为边提供丰富的语义信息. 使得模型
不仅能捕捉网络中节点之间的结构关系, 还能理解
这些节点和边背后所代表的技术内容. 具体如下:

本文分别采用 IPC名称 (输入 M3模块)和专
利标题 (输入 M4模块)作为待处理的内容. 首先,
逐年收集 IPC 名称和专利标题, 并对文本进行自然
语言预处理, 例如删除停用词和提取主题等. 针对
同一共现连接上的专利标题进行拼接, 然后将加工
后的文本输入 LLM. 其次, LLM 通过自监督学习
有效提取文本数据中的深层语义特征、分析上下文
信息、识别节点和边之间的潜在关系, 并生成相应
的点向量和边向量, 作为节点和边的特征. 生成的
点和边向量不仅是对特征的简单表示, 更涵盖了
IPC名称和专利标题所蕴含的丰富语义信息, 这将
有助于模型更准确地捕捉技术领域的演变和发展趋
势. 每个节点或边的向量提供了高维特征表示, 使
得模型能够在随后的分析中更好地理解这些节点和
边的特性. 通过将这些向量输入模型, LLM 在原有
结构信息的基础上补充了技术内容信息, 从而实现
了结构与内容的综合预测. 文献 [14]的研究表明,
模型复杂性越高, 则可靠性越低. 考虑到技术预测
模型的复杂性要求, 本文选择了 GPT、LLaMA (解
码器−编码器结构)以及 BERT (仅解码器结构)来
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进行向量表征. 其中, LLaMA 模型作为主要选择,
GPT和 BERT则用于确保计算的稳健性. 所有模
型参数均采用基础设置, 具体模型配置详见附录 A
中表 A1. 此外, 为保证对比的公平性, 从不同 LLM
生成的点和边特征被设定为相同维度.

 1.7　鲁棒识别模块

如前文数据描述中所指出, 技术预测的情境
均面临类间极度非均衡的挑战, 这就可能使得分类
器陷入过拟合和精度陷阱的困境. 随机配置网络
(Stochastic configuration networks, SCN)是一种
基于随机化的浅层神经网络模型, 其特别适用于处
理动态非线性数据建模问题. 为提升 SCN 在处理
类间非均衡数据方面的表现, 文献 [15]提出基于类
间非均衡的随机配置网络. 在此基础上, 本节提出
鲁棒随机配置网络 (RSCN)来构建最终的识别模
型. 该模型的基本理论如下所示:

样本数量和样本分布的不平衡性往往会导致模
型性能的偏差. 为缓解这一问题, 引入平衡因子, 并
通过样本密度来衡量样本分布的均衡性. 具体而言,
每一类样本的中心可以通过以下公式计算:

cj =
1
nj

n jX

i =1

x ( j )
i �������	

nj j x ( j )
i

j i cj j

其中,   表示属于第   类的样本数量;   表示第
 类中的第   个样本;   则表示第   类的样本中

心. 基于此, 每一类的样本密度可以定义为:

� j =
nj

lP

k=1
nk

�������	

� j j其中,   表示第   类的样本密度; l 表示类别总数.

wi =
1
nj

�������	

wi i

�

其中,   表示第   个样本的权重. 通过这种方式,
样本数量较少的类别中的样本会被赋予更高的权
重. 在此基础上, 引入平衡因子 , 其表达式为

� = �D�I�A�Gf w1; w2; � � � ; wn g �������	

�其中,   是一个与训练样本相关联的对角矩阵, 用
于调整样本的权重分布.

在 RSCN 中, 输出权重的优化问题可以通过以
下公式求解:

�M�I�N
�

(kH � � Tk2
� + � k� k2) �������	

k � k� H

� T �

其中,   表示加权范数,   表示隐含层的输出
矩阵,   是输出权重,   是目标输出,   是正则化
参数. 为进一步增强模型的鲁棒性, 引入模糊隶属

� ij度  , 其定义如下:

� ij =
1

1 + kx i � cj k2

�

�������	

�其中,   是一个足够小的正数, 用于控制模糊隶属
度的平滑程度. 通过这种方式, 远离类中心的样本
(如噪声和异常值)会被赋予较小的模糊隶属度, 从
而减少它们对模型性能的负面影响.

每一类中所有样本到类中心的半径可以定义为:

r j = �M�A�X
i

kx i � cj k �������	

基于此, 模糊隶属度的求解方式可以进一步表
示为:

� ij =
1

1 + kx i � cj k2

r 2
j

�������	

通过引入模糊隶属度, 能够有效地降低噪声和
异常值对模型的影响, 从而提升模型的鲁棒性.

进一步地, 模糊加权形式的输出权值, 即对式
(4)中特征表达更新的求解方法为:

� =
�
H �4� � H + �I

� � 1
H �4� � T �������	

� �其中,   表示由模糊隶属度构成的对角矩阵; I 是
单位矩阵; T 是目标输出矩阵.

 2　案例分析与结果讨论

 2.1　数据预处理

为展示所提出模型在技术动态预测方面的优
势, 本文选择深度学习这一技术领域进行数据收集.
具体步骤如下: 首先, 从 Derwent innovations in-
dex数据库中检索与深度学习相关的专利数据. 通
过输入技术名称并筛选相关主题, 获取所需的专利
数据. 其次, 从检索到的深度学习技术领域专利的
原始文档中, 提取国际专利分类号 (IPC 分类号, 作
为点特征内容)、专利标题 (作为边特征内容)以及
专利申请时间信息, 构建本文的数据集. 同时, 查
询 IPC 的解释文档, 以便对边特征输入进行对比分
析. 然后提取 IPC8, 并根据申请时间对每个专利中
的多个 IPC8 进行不重复排列组合, 构建每一年的
IPC8 链路数据. 预测标签设置为二分类数据, 一类
为多数类 (未发生的技术), 另一类为少数类 (发生
的技术). 最终, 本文收集的深度学习技术数据集涵
盖了 10年的数据, 共包含 814 个 IPC8 节点, 330 484
条可能的边, 其中产生连接的为 1 791条 (标签为 1
的少数类), 未产生连接的为 328 693 条 (标签为 0
的多数类), 属于极度非均衡数据. 使用 3年为一个
窗口的逻辑迭代训练 (即利用前 3 年的数据预测后
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1 年的情况), 将最后两年数据及其特征留出作为测
试集, 其余作为训练集. 通过这一过程, 最终基于链
路连接情况得到特征并进行预测模型的构建.

 2.2　基线模型和预测指标

为与传统的技术“静态”与“伪动态”预测模型相
比较, 本文选择具有代表性的基线模型进行对比.
首先, 算法类模型包括逻辑回归 (LogR[16])、随机森
林 (RF[17])、支持向量机 (SVM[18])、集成模型 (XG-
Boost和 AdaBoost), 分别代表静态预测、伪动态中
期预测、伪动态长期预测和集成模型. 其次, 为突
出“内容”框架的作用, 本文选择采用 node2vec 技
术[19] 及 13 个链路相似性指标. 这些指标包括局部
相似性指标 (如 CN、RA、AA、JC、Salton、HDI 和
HPI)、全局相似性指标 (如 RPR、SimRank 和
Katz), 以及其他指标 (如 Association strength、
Degree centrality 和 N-measure)[7], 作为基线特征
表征方式.

在数据集中, 实际发生的技术与所有可能性技
术的比例严重失衡, 表现出极度的不均衡特性. 在
这种情况下, 少数类样本显得尤为重要. 为全面评
估技术预测模型的性能, 本文采用以下五种指标进
行测度: AUC—评估预测模型的整体分类能力[20];
Precision—测量预测为未来发生技术中的准确比
例[21]; Recall—衡量实际发生的技术中被预测识
别出的比例[10]; F1—Precision与 Recall之间的均
衡测度[22]; AUPR—进一步评估预测模型在极度
不均衡数据下的性能[23]. 与以往研究主要关注 Precision
和 F1 指标不同, 本文的指标选择更加全面, 原因
如下: 首先, 以往的研究通常更强调技术研发成本,
注重提升技术预测的命中率. 但从技术变迁的角度
看, 一些微小的技术变动可能会导致重大技术机遇,
因此预测的覆盖程度 (即 Recall)同样重要. 其次,
考虑到技术数据集的不均衡性对预测模型构建带来
的挑战, 虽然现有研究通常采用 SMOTE[24] 等方法
进行处理, 但在预测性能及结果解释性上并没有显
著提高边际贡献. 因此, 加入 AUPR 指标旨在加强
对少数类样本在不均衡数据中的预测性能. 最后,

为保证链路预测模型的有效性, 至少应在 AUC 或
AUPR 任一指标上实现性能提升, 因此本文将这两
者均纳入测度范围. 相关测度指标的计算方法详见
表 1.
  

表 1    模型性能指标的计算方法
Table 1    Calculation method of model performance

measure index

测度指标 计算公式

Recall
�4�0

�4�0+ �&�.

Precision
�4�0

�4�0+ �&�0

AUC
m � 1P

k =1

( �&�0�2k +1 � �&�0�2k ) � ( �4�0�2k +1 + �4�0�2k )

2

AUPR
m � 1P

k =1

(R k +1 � R k ) � (Pk +1 + Pk )

2

F1 2 �
�0�R�E�C�I�S�I�O�N� �2�E�C�A�L�L

�0�R�E�C�I�S�I�O�N+ �2�E�C�A�L�L

 

表 1中, TP 代表模型正确预测为正例 (发生技
术)的样本数, FP 代表模型错误预测为正例的样本
数 , 而 FN 代表模型错误预测为负例的样本数 ;
TPRk 和 FPRk 分别是 TP和 FP对应的比率, Rk

是第 k 个阈值得到的 Recall值, Pk 是第 k 个阈值得
到的 Precision值, m 为样本总数.

 2.3　预测性能比较

本文提出的 STTeFL模型通过一系列比较实
验来评估其技术预测性能. 使用交叉验证方法, 具
体设置如下: 窗口大小为 3, 学习率为 0.001, 训练
次数为 100 轮, 图卷积层输出维度为 256, 点内容
特征输出维度为 16, 边内容特征输出维度为 256.
为确保实验结果的稳健性, 实验重复进行 15 次并
取均值, 分析结果详见表 2.
STTeFL 模型在深度学习技术数据集上展现

出优越的预测性能, 且在五个测度指标上的性能均
显著提升. 数据结果表明, STTeFL 模型在“结构−
内容”框架下能够有效应对技术数据中的非均衡性
和动态性, 其优越性主要归因于以下三个方面: 首
先, 与基线模型仅采用链路相似性作为特征输入机

 

表 2    所提模型与基线模型性能比较
Table 2    Performance comparison between the proposed model and the baseline models

模型 特征 AUC Precision Recall F1 AUPR

STTeFL 内容 LLM 表征 0.883 7±0.002 4 0.836 1±0.016 6 0.806 6±0.013 4 0.820 6±0.008 4 0.905 4±0.002 6

LogR 链路相似性 0.627 9±0.014 1 0.738 3±0.037 0 0.256 5±0.028 2 0.380 7±0.031 3 0.500 2±0.026 5

SVM 链路相似性 0.511 3±0.013 7 0.777 8±0.107 0 0.022 7±0.032 1 0.044 2±0.037 1 0.403 9±0.033 2

RF 链路相似性 0.691 5±0.011 5 0.665 0±0.023 6 0.384 4±0.023 1 0.486 7±0.064 9 0.527 0±0.036 8

XGBoost 链路相似性 0.800 4±0.014 9 0.477 3±0.017 0 0.605 8±0.030 1 0.533 5±0.030 1 0.543 1±0.013 5

AdaBoost 链路相似性 0.708 5±0.026 7 0.632 4±0.125 4 0.418 8±0.040 6 0.503 9±0.035 1 0.527 8±0.048 3
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器学习方法进行分类不同, STTeFL 模型保留技术
数据本身的网络结构. 基于图神经网络的方法能够
更好地学习每年技术形成的网络形态, 以整体网络
的形式进行预测, 优于仅依赖给定维度向量的矩阵
预测. 其次, 基线模型在进行预测时未考虑链路发
生的时间, 传统的“伪动态”预测过程仅在数据特征
形成中考虑时间窗口问题. 而在操作过程中, 无论
何时发生的技术都同时输入模型进行训练. 相对而
言, STTeFL模型从模型设计上解决了时间问题,
按先后顺序输入不同时间发生的技术, 从而消除了
技术动态变化带来的预测不确定性. 最后, LLM 的
引入有效表征了技术的文本内容信息, 在传统模型
仅考虑链路相似性和网络形态等结构信息的基础
上, 加入技术知识元素 (IPC8)和专利标题的内涵.
这种方法更接近于人类思维, 显著提升了预测性能.

此外, 表 2中展示了深度学习算法相较于传统
机器学习算法的优势. 如前文所述, 以往研究更倾
向于从技术研发成本的角度提升 Precision, 往往忽
视了 Recall 的提升. 单模型的 Precision普遍较高,
而集成模型的 Recall显著更高. 这表明, 单模型所
预测的新技术在未来发生的概率更高, 而集成模型
由于其机制设定能够呈现更完整的技术全景, 在处
理不均衡数据时相对表现更优. 然而, 传统机器学
习的预测器在 Precision 和 Recall 之间存在权衡,
难以同时兼顾两者. 即使是相对均衡且稳定的随机
森林也无法达到满意的预测结果. 本文以图神经网
络为代表的深度学习预测模型打破传统预测器在各
项指标之间的权衡. 图神经网络能够有效避免不均
衡数据对预测结果的干扰, 这一点在 STTeFL 模型
的 AUPR 指标上表现得尤为突出, 显示出其显著
的优越性.

表 3 展示了不同大模型在文本内容表征方面
的实验结果. 不同于表 2, 表 3中各类型大模型在
AUC、F1和 AUPR指标上的表现相差不大, 表明
它们在分类器性能和处理不均衡数据方面均表现出
较高的稳健性. 然而, 不同大模型之间在 Precision
和 Recall 方面存在较大差异: GPT 在 Recall 上表

现相对更为出色, 而 BERT 则在 Precision 上相对
更高. 由于模型中的点特征和边特征可以分别由大
模型进行内容表征, 未来的研究可以考虑让不同的
大模型尝试完成不同的表征任务, 以进一步提升模
型的整体性能.

表 3 中特征表达部分展示了不同文本表征内
容的对比结果. 其中, STTeFL_doc 模型通过将
IPC8 代码 (如 G01B-001)替换为其对应的解释文
档 (如“Measuring instruments characterised by
the selection of material”), 而其他特征保持不变;
STTeFL_sim 模型则将 13 个链路相似性指标与专
利标题一同作为边特征输入, 其他特征也保持不变.
结果表明, STTeFL_doc 和 STTeFL_sim 模型在
Recall 指标上表现优异, 但相应的 Precision 却有
较明显的下降. 二者通过牺牲 Precision 来提高
Recall, 但这种做法并未达到预期效果, F1 值较
STTeFL 模型有所下降. 此外, 表 3中维数选择部
分表达了 STTeFL 模型在维度方面的权衡, STTe-
FL_32N 和 STTeFL_128L 分别代表节点特征维数
为 32 和边特征维数为 128 时的模型结果, 均以较
高的覆盖率 (Recall 值)掩盖了准确率 (Precision)
而导致 F1 值的下降. 这表明当前 STTeFL 模型在
增强结构性表征方面具有优越性: 首先, 从向量特
征来看, IPC8 所形成的向量特征显然比 IPC 文档
的向量特征更具代表性, 更能准确表征两个代码之
间在内容上的相似性. 尽管 IPC 文档在文字表述方
面更易被人类理解, 但 LLM 从算法角度更倾向于
接受 IPC8 所表征的点特征相似性. 其次, 尽管
LLM 的作用是从内容角度增强了模型的特征表征,
但这种特征表征并非可以通过增加维度和特征类型
无限累加来实现. 当表征内容的特征和表征结构的
链路相似性特征同时进入模型时, 虽然 Recall 值达
到了最高 (0.933 3), 但 Precision 值却显著降低. 在
技术研发中, 这意味着需要以更多的研发试错来换
取更广泛的技术覆盖, 从而大大增加研发成本, 导
致大量浪费, 经济性降低.

 

表 3    对比模型的实验结果
Table 3    Experimental results under different comparative models

对比方式 模型 AUC Precision Recall F1 AUPR

大模型
STTeFL_gpt 0.878 1±0.004 2 0.703 1±0.019 9 0.885 5±0.009 8 0.783 5±0.008 9 0.900 0±0.006 2

STTeFL_bert 0.880 3±0.005 2 0.816 3±0.012 6 0.806 1±0.024 2 0.813 5±0.008 5 0.895 9±0.008 3

特征表达
STTeFL_doc 0.787 2±0.060 6 0.630 6±0.110 7 0.847 7±0.125 3 0.705 2±0.040 0 0.802 6±0.063 0

STTeFL_sim 0.867 7±0.007 6 0.603 7±0.022 1 0.933 3±0.009 3 0.732 8±0.013 5 0.884 2±0.010 5

维数选择
STTeFL_32N 0.870 0±0.000 1 0.555 3±0.020 1 0.959 5±0.000 6 0.701 7±0.008 8 0.887 0±0.002 4

STTeFL_128L 0.870 8±0.000 0 0.628 9±0.001 4 0.925 5±0.000 2 0.748 0±0.000 5 0.888 2±0.000 0
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 2.4　消融实验分析

通过对比分析, 可以看到 STTeFL 模型显著提
升了预测性能, 这主要得益于模型中的空间结构模
块 M1、时间结构模块 M2、点特征的内容模块 M3、
边特征的内容模块 M4 和鲁棒识别模块 M5. 为明
确评估这五种模块对 STTeFL 模型的边际贡献, 本
文逐步删除各个模块并进行消融实验, 实验结果详
见图 2和图 3. 首先, M5 模块虽在分类性能上带来

小幅的改进, 但在处理不均衡数据上却显示出优越
性, F1 指标显著提升, 说明鲁棒识别机制的加入能
够有效解决技术的极度不均衡数据特征. 其次, 当
分别移除边特征模块 (STTeFL w/o M4 系列)和
点特征模块 (STTeFL w/o M3 系列)时, 预测模型
在 AUC和 AUPR 指标上均出现损失, 这表明 M3
和 M4 对提升预测性能具有重要作用. 再者, 当同
时删除 M3 和 M4 这两个内容模块时, STTeFL
w/o M3 & M4 模型 (即 STTeFL w/o LLM)在除
Recall 之外的各项指标上均表现出明显下降, 这说
明本文提出的 LLM 表征内容模块在捕捉技术未来
发展的全局性方面发挥了显著作用. 最后, 仅采用
空间结构模块 M1 和时间结构模块 M2 时, 尽管预
测器本身的性能较差 (AUC 值较低), 但二者在 Re-
call 和 Precision 上仍有所表现, 尤其是与表 2中
单模型和集成模型的结果相比, 这体现出 STTeFL
模型中的 M2 能够更好地捕捉技术随时间发展的
规律, 使预测结果更有可能在未来发生; 而 M1 和
M2 的最高边际贡献则在于克服了极度不均衡数据
带来的性能损失 (AUPR 和 F1 指标相对其他模型
有显著提升). 仅M1和M2的分析也可与以往网络
研究中仅 GCN结构和 LSTM的预测进行对照, 即
空间建模方式 (技术预测的静态架构)侧重结果的
查准, 而时间建模方式侧重结果的查全, 二者的混
合模型有效权衡了查准与查全指标.

 2.5　技术趋势分析

为精准呈现深度学习技术领域未来的创新趋
势, 本文借助 STTeFL 模型对深度学习技术数据的
预测结果进行了深入分析. 在分析过程中, 出于识
别颠覆性技术的预测目的, 从输出结果中剔除了前
10 年已发生的连接, 从而筛选出具有前瞻性的新技
术连接. 经过这一筛选步骤得到 1 682 条新技术连
接, 涵盖 322 个 IPC8 节点, 这些连接共同构成预
测中的新技术网络, 其详细描绘如图 4所示.

由于该网络是基于实际预测结果并剔除已发生
连接后的可视化呈现, 其形态呈现出一定的离散性.
采用基于模块度优化 (Modularity optimization)的
Louvain 算法进行网络聚类分析, 通过不断合并节
点和优化模块度分数来识别深度学习技术的各潜力
领域, 本文识别出规模不一的 6 个网络社群. 由于
第 4、5、6 规模的社群节点数显著低于第 3 的社群
(如图 5所示), 因此本文重点聚焦于其中规模最大
的 3 个社群, 并在图 4中分别以红色、橙色和蓝色
进行标记, 其中每个节点的大小与其直接连接的其
他节点数量成正比.
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图 2    分类性能的消融实验比较
Fig. 2    Ablation experiment comparison

of classification performance
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图 3    查准率、召回率及其不均衡处理性能的
消融实验比较

Fig. 3    Ablation comparison of precision, recall ratio and
non-equilibrium treatment performance
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在三个核心社群中, 本文提取度中心性最高即
连接边最多的若干 IPC8 节点, 查询其对应标准文
档的解释内容, 并对解释性内容进行合并, 同时咨
询深度学习领域相关的技术人员和生产人员, 进而
合理推测形成潜在技术的发展方向以及技术可能涉
及的相关领域. 未来深度学习三个核心技术领域的
主要情况如表 4所示.

 3　结束语
本文构建了一个技术预测的“结构−内容”分析

框架 STTeFL, 其包括空间结构模块、时间结构模
块、点特征内容模块、边特征内容模块和鲁棒识别
模块. 在深度学习技术的数据集上, 该模型相较于
传统的单模型或集成模型方法, 具有更优秀的表现.
此外, STTeFL 模型基于 RSCN 有效解决传统技
术预测过程中由于类极度不均衡导致的预测性能损
失问题, 从而显著提升了预测模型性能.

基于本文的研究框架, 可以进一步探索结构和
内容模型的替换与优化. 例如, 在处理多属性的异
质节点网络时, 可以考虑采用关系图卷积神经网络
来增强空间结构模块的表现; 对于时间序列较短的
新兴技术, 可以利用门控循环单元 GRU简化模型
参数量并加快训练速度.

 附录 A

 

表 4    深度学习领域未来潜在技术举例
Table 4    Examples of potential future technologies in the deep learning area

序号 核心节点 潜在可能技术 涉及领域

1 A43D-001; A47B-091; H01Q-001; H04S-003 天线设计与优化、立体声与多声道音频处理、塑料成型与模具 5G通信、虚拟现实、汽车制造

2 G01J-005; B65D-025; G07C-015; G05G-005 光学测量与传感器、航空设备与飞行控制、时间记录与考勤系统 环境监测、航空航天、企业管理

3 B21D-037; G08B-007; E04H-012; F28F-013 计算机硬件与软件、机械测试与测量、金属成型与加工 设备监测、零部件制造、金融科技
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图 4    基于预测结果构建的深度学习技术网络
Fig. 4    Deep learning technology network

based on prediction results
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图 5    网络社群检测分析后的规模
Fig. 5    Scale of each community after network＇s

community detection

 

表 A1    LLM 模型的参数设置
Table A1    LLM model parameter settings

模型 参数设置

activation_function (激活函数): gelu_new

n_embd (嵌入维度): 1 600

n_layer (Transformer 层的数量): 48
n_head (每个 Transformer 层中的自注意力

头数): 25
vocab_size (词汇表大小): 50 257

n_ctx (上下文窗口大小): 1 024

n_positions (最大位置编码数): 1 024

gpt2-xl initializer_range (初始化范围): 0.02
layer_norm_epsilon (层归一化的 epsilon 值):

1e−5
attn_pdrop (注意力层的丢弃率): 0.1

embd_pdrop (嵌入层的丢弃率): 0.1

resid_pdrop (残差连接的丢弃率): 0.1

bos_token_id (开始标记 ID): 50 256

eos_token_id (结束标记 ID): 50 256

max_length (生成文本的最大长度): 16

hidden_size (隐藏层大小): 2 048
Sheared-LLaMA-

1.3B
num_attention_heads (每个 Transformer 层中的

自注意力头数): 16
num_hidden_layers (Transformer 层的数量): 24
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表 A1　LLM 模型的参数设置 (续表)
Table A1　LLM model parameter settings

(continued table)

模型 参数设置

Sheared-LLaMA-
1.3B

vocab_size (词汇表大小): 32 000
max_position_embeddings (最大位置编码数):

4 096
intermediate_size (前馈神经网络的隐藏层大小):

5 504
hidden_act (隐藏层激活函数): silu

bos_token_id (开始标记 ID): 1

eos_token_id (结束标记 ID): 2

pad_token_id (填充标记 ID): 0

pretraining_tp (预训练 TP): 1
rms_norm_eps (RMS 层归一化的 epsilon 值):

1e−5
rope_theta (位置编码的 theta 值): 10 000.0

max_length (生成文本的最大长度): 16

activation_function (激活函数): gelu

n_embd (嵌入维度): 768

n_layer (Transformer 层的数量): 12
n_head (每个 Transformer 层中的自注意力头数):

12
vocab_size (词汇表大小): 30 522

n_ctx (上下文窗口大小): 512

n_positions (最大位置编码数): 512
bert-base-
uncased

layer_norm_epsilon (层归一化的 epsilon 值):
1e−12

attn_pdrop (注意力层的丢弃率): 0.1

hidden_dropout_prob (隐藏层丢弃率): 0.1

bos_token_id (开始标记 ID): 101

eos_token_id (结束标记 ID): 102

pad_token_id (填充标记 ID): 0
position_embedding_type (位置编码类型):

absolute
Linear Layer:

输入维度: 768

输出维度: 16
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