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摘    要   以深度学习为代表的机器学习方法已经在多个领域取得显著进展, 然而大多方法局限于静态场景, 难以像人类一

样在开放世界的动态场景中不断学习新知识, 同时保持已经学过的知识. 为解决该挑战, 持续学习受到越来越多的关注. 现
有的持续学习方法大致可以分为两类, 即传统的非预训练模型持续学习方法以及大模型时代下逐步演进的预训练模型持续

学习方法. 本文旨在对这两类方法的研究进展进行详细的综述, 主要从四个层面对比非预训练模型和预训练模型方法的异

同点, 即数据层面、模型层面、损失/优化层面以及理论层面. 着重分析从应用非预训练模型的方法发展到应用预训练模型

的方法的技术变化, 并分析出现此类差异的内在本质. 最后, 总结并展望未来持续学习发展的趋势.
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Abstract   Machine learning methods, especially deep learning, have achieved remarkable progress across various
fields. However, most approaches are limited to static scenarios and struggle to continually learn new knowledge in
dynamic, open-world scenarios while retaining previously acquired knowledge, unlike humans. To address this chal-
lenge, continual learning (CL) has attracted increasing attention. Existing CL methods can be broadly categorized
into two types: Traditional CL methods based on non-pretrained models, and CL methods based on pretrained
models that have emerged with the advent of large models. This paper aims to provide a detailed review of the re-
search progress in these two categories of methods, mainly comparing the similarities and differences between non-
pretrained and pretrained model approaches from four perspectives: Data level, model level, loss/optimization level
and theoretical level. We focus on analyzing the technical changes from methods employing non-pretrained models
to those employing pretrained models, and analyze the underlying reasons for these differences. Finally, we summar-
ize and envision the future trends in continual learning development.
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随着机器学习技术的发展, 人工智能模型在很 多场景得到广泛的应用. 以计算机视觉为例, 在图

像分类[1−4]、图像分割[5−7]、图像生成[8−10] 等领域已经

取得很好的效果. 然而, 当前的机器学习模型大多

仅面向封闭的静态场景设计和开发, 仍然依赖于数

据的独立同分布 (independent and identically dis-
tributed, i.i.d) 假设. 这些方法通常需要人工收集

并处理大量样本用于模型训练, 训练后的模型在同

分布的测试数据上能够取得较好的预测结果, 然而

面对非同分布或动态变化的数据分布往往表现不

佳. 如图 1所示, 在真实世界中, 数据分布往往随时

间和场景在持续地发生变化, 例如电商领域的推荐

系统, 随着环境和时间变化, 人们对不同商品的喜

好程度是时刻变化的, 并且会出现大量新商品需要

模型拟合并预测, 传统的机器学习模型难以处理这

样复杂的动态场景. 这就需要机器学习模型能够模

 
 

收稿日期 2024-12-24    录用日期 2025-04-10
Manuscript received December 24, 2024; accepted April 10,

2025
国家重点研发计划 (2020YFA0713900), 鹏城实验室重大项目

(PCL2024A06), 国家自然科学基金数学天元基金天元数学西北中
心强化项目 (12426105), 国家自然科学基金 (62272375, 62306233)
资助
Supported by National Key R&D Program of China (2020

YFA0713900), Major Key Project of PCL (PCL2024A06), Tiany-
uan Fund for Mathematics of the National Natural Science
Foundation of China (12426105), and National Natural Science
Foundation of China (62272375, 62306233)
本文责任编委 林宙辰
Recommended by Associate Editor LIN Zhou-Chen
1. 西安交通大学数学与统计学院 西安 710049    2. 西安交通大

学智能网络与网络安全教育部重点实验室 西安 710049    3. 鹏城
实验室 深圳 518052
1. School of Mathematics and Statistics, Xi＇an Jiaotong Uni-

versity, Xi＇an 710049    2. Ministry of Education Key Laborat-
ory of Intelligent Networks and Network Security, Xi＇an Jiao-
tong University, Xi＇an 710049    3. Pengcheng Laboratory, Shen-
zhen 518052

第 52 卷   第 8 期 自   动   化   学   报 Vol. 52, No. 8

2026 年 8 月 ACTA AUTOMATICA SINICA August 2026

https://cstr.cn/32138.14.j.aas.c240805


拟人类应对动态场景的能力, 不断学习新知识同时

保留已经学过的历史任务的知识. 这即是持续学习

(continual learning, CL)的问题基本设定[11−13].

持续学习旨在模拟人类的终身学习知识的能

力, 故而也称为终身学习 (lifelong learning)、增量

学习 (incremental learning). 如图 2所示, 持续学

习希望机器学习模型按时序学习一系列任务的知

识, 并且能够在所有见过的任务上表现良好. 由于

学习新任务知识时难以接触到历史任务的数据, 所

以模型很容易出现灾难性遗忘 (catastrophic for-

getting)[14] 问题, 即新任务到来后模型很快会遗忘

已经学过的关于历史任务的知识, 导致模型在新任

务上表现良好, 而过去见过的旧任务性能出现大幅

下降. 所以持续学习方法希望尽可能保留处理旧任

务的能力, 在此基础上融合新旧任务知识, 使得机

器学习模型可以持续处理更加复杂多样的任务.

值得说明的是, 持续学习的目标和设定与多任

务学习 (multi-task learning) [15−16] 以及在线学习

(online learning)[17] 不同. 多任务学习的目标是同时

学习多个给定的不同任务, 希望模型在这些有限的

任务上表现良好. 与持续学习的主要区别在于: 多
任务学习的任务集合是固定的, 不会出现遗忘问题;
而持续学习的任务集合是增量式的, 未来任务的数

量、类型和数据分布都是未知的, 处理新任务时极

易出现灾难性遗忘. 另一方面, 在线学习的目标是

在流式数据上训练机器学习模型, 其数据依然服从

独立同分布假设, 类别集合始终保持固定; 而持续

学习仅假设每个任务的数据服从独立同分布假设,
随着新任务的到来, 持续学习模型需要处理的类别

集合会不断扩张. 当前的一些持续学习方法也考虑

更加实际且具有挑战性的在线持续学习 (online
continual learning)设置, 即假设每个任务都是流

式数据, 导致整个持续学习过程中数据分布变化更

加剧烈且不稳定, 其具体问题设置在后续介绍.
近年来, 很多优秀工作不断推动持续学习算法

研究, 在图像分类、文本分类等多种问题上都取得

很好的结果, 本文则主要关注图像分类问题的持续

学习方法. 早期的持续学习方法主要针对规模相

对较小的神经网络进行研究, 例如使用多层感知机

(multi-layer perception, MLP)或残差网络 (Res-
Net)[2] 作为模型的主干网络. 这些方法的网络参数

通常是随机初始化 (Xavier初始化[18]、He初始化[19]

等). 在整个持续学习过程中需要不断优化网络的全

部参数, 从而增强应对各个任务的能力. 然而, 神经

网络通常是在一个庞大的搜索空间中基于梯度下降

进行优化, 这就导致网络参数很容易随数据分布的

变化而快速变化, 对于历史任务的表征不稳定. 尤
其当模型遇到新任务时, 网络参数对于从未见过的

 

数据分布空间

任务 1 任务 2 任务 3
时间

机器学习模型

 

图 1    动态场景下的机器学习图示

Fig. 1    Illustration of machine learning under
the dynamic scenarios

 

任务 1 训练集

时间

神经网络

• 非预训练: 随机初始化

• 预训练: 在大规模数据上训练后的模型作为初始化

持续学习模型 训练集 训练集

任务 1 任务 2测试集 测试集 测试集

任务 2 

任务 3

任务 3

 

图 2    持续学习设置图示

Fig. 2    Illustration of the continual learning setting
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新任务数据往往表现得较为敏感, 其梯度量级要远

大于对于历史任务数据的梯度, 使得模型很容易过

度偏向沿着新任务梯度进行优化, 导致对于历史任

务的表征受到破坏, 并出现灾难性遗忘. 所以早期

持续学习方法尽管从不同角度提出很多有效且实用

的方法来减轻遗忘问题, 但是受到主干网络优化的

稳定性的限制, 整体的预测精度依然不高.
随着机器学习技术和开源社区的发展, 特别是

随着大模型时代的到来, 研究者开始尝试使用一些

大规模预训练神经网络作为机器学习模型的主干网

络. 这些预训练模型通常是在庞大的数据集上进行

训练, 其参数量远超过先前工作中使用的多层感知

机或残差网络, 可以适用于多种下游任务并达到惊人

性能[3−4, 10]. 因此, 这些预训练模型也被称为基础模

型 (foundation model)[20], 如预训练 ViT[3]、CLIP[21]

以及各种大语言模型[22] 等. 预训练基础模型通常具

有强大的特征提取能力和泛化能力, 例如在零样本

泛化 (zero-shot generalization)问题上就能取得较

为不错的表现. 自然地, 人们希望这些大规模的预

训练模型也可以像人类一样不断学习新知识, 从而

应对更为复杂的开放世界的动态场景问题. 由于预

训练模型参数量非常庞大, 直接调整其参数会耗费

大量计算资源成本, 所以一些工作提出参数高效微

调 (parameter efficient fine-tuning, PEFT)[23−24] 策略,
如 prompt tuning[25−26]、adaptor[27] 等方法. 然而在

一系列下游任务上, 无论是直接调整预训练模型参

数还是应用微调策略, 预训练基础模型仍然会出现

严重的遗忘问题, 即下游任务表现良好, 但是预训

练模型原有的特征表达和泛化能力会快速下降, 这
就使得机器学习模型难以应对所有见过的任务, 无
法处理动态场景问题. 为此, 近期出现大量基于预

训练模型的持续学习方法, 希望利用预训练基础模

型强大的表征能力来避免灾难性遗忘问题[28−30].
为方便起见, 在持续学习领域中, 本文将先前

使用参数量较少的神经网络作为主干网络且没有预

训练的方法称为非预训练持续学习方法, 将应用大

规模预训练基础模型作为主干网络的方法称为预训

练持续学习方法. 现有的持续学习领域的综述文章

并没有深入探讨传统的非预训练持续学习方法和预

训练持续学习方法之间的本质联系和区别. 具体而

言, 综述 [11]是较早的关于持续学习的完整综述,
仅整理当时已有的非预训练持续学习方法; 综述

[12−13]简单介绍预训练持续学习方法, 并将其看作

是一类独立的方法, 并未深入考虑这些方法和非预

训练持续学习方法的差异和联系; 而综述 [28]则主

要关注预训练持续学习方法的发展, 对其进行更细

致的划分和整理. 另外, 还有一些综述文章仅针对

特定的设置或领域进行总结, 如综述 [31−32]仅关

注小样本持续学习的设置; 综述 [29−30]对基于预

训练大模型的持续学习方法进行整理; 综述 [33]则
重点关注多模态持续学习领域的发展并对相关方法

进行总结. 本文重点关注视觉相关的分类问题, 重
新梳理持续学习整体发展路线, 整理并分析从非预

训练持续学习方法到预训练持续学习方法的思路和

技术上的变化, 着重探讨目前更加前沿的基于预训

练大模型的持续学习依然存在的问题, 深入探讨持

续学习未来可能的发展趋势.
本文的整体结构如下: 第 1节主要介绍持续学

习的基本框架、常见设置以及评价指标; 第 2节分

别从数据、模型、损失/优化以及理论四个层面介绍

非预训练模型和预训练模型的方法, 对比两类方法

论的技术变化并分析其差异化的原因, 最后探讨未

来持续学习技术的发展趋势; 第 3节简要介绍持续

学习技术在其他相关领域的应用; 第 4节对全文进

行总结与展望.

 1　持续学习基本设置

 1.1　基本框架

t Dt
trn =

{X t
trn, Yt

trn} X t
trn Yt

trn

Yt
trn

Ct

t

D1:t
tst = ∪t

s=1Ds
tst Ds

tst = {X t
tst,

Yt
tst} s X t

tst Yt
tst

持续学习通常考虑在一系列不同任务的集合上

训练机器学习模型, 并且在训练某个特定任务时,
先前见过的任务数据通常难以重新获得. 以有监

督分类问题为例, 对于第  个任务训练数据 

, 其中  和  分别表示输入的训

练数据和对应标签, 标签  所包含的类别集合记

为 , 持续学习要求模型能够学习从输入数据到对

应标签的映射. 在第  个任务训练结束后, 经过训练

的持续学习模型需要能够在所有见过的任务的测试

数据  上表现良好, 其中 

 表示第  个任务的测试集,   和  分别表

示测试数据及其标签.

D1:T
trn = {D1

trn, D2
trn, · · · , DT

trn} θ

p(θ)

如图 2所示, 持续学习的目标是在一系列任务

 上优化模型参数 .
假设模型参数服从先验概率 , 从贝叶斯角度来

看, 在观测到一系列任务后的后验概率可以表示为

p(θ|D1:T
trn) ∝ p(θ|D1:T−1

trn )p(DT
trn|θ) ∝

p(θ)

T∏
t=1

p(Dt
trn|θ) (1)

p(θ|D1:T
trn)

p(θ) p(Dt
trn|θ)

其中, 后验概率  正比于模型参数的先验概

率  和各个任务上的似然概率  的乘积.
可以看到, 模型参数的先验概率分布对整个持续学
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习模型都有着至关重要的作用, 而非预训练持续学

习模型和预训练持续学习模型的主要区别就在于主

干模型参数服从的先验概率分布不同.

θ

具体而言, 非预训练持续学习模型通常采用常规

的初始化方法获得初始参数 , 例如常见的 Xavier
初始化[18] 或 He初始化[19] 等. 这些先验分布主要是

为保证模型较为稳定地训练和收敛, 避免梯度爆炸

或梯度消失等问题, 而无法提供额外信息以增强模

型能力, 所以非预训练模型只能从每个任务中逐渐

学习知识并增强判别能力.

Dpre

θ

然而, 对于预训练持续学习模型, 其主干网络

通常是在大规模数据集  上训练过的基础模型,
其参数  服从的先验概率分布就等于预训练基础模

型参数的后验概率, 即

p(θ) = p(θ|Dpre) (2)

p(θ|Dpre)其中, 预训练阶段的后验概率  建模丰富的

数据信息, 提供强大的特征提取能力和泛化能力,
使得预训练持续学习方法出现一些技术上的变化.

 1.2　常见设置

至今持续学习已经发展出很多不同的设置, 这
些设置看起来非常繁杂, 但大多可以通过以下几种

方式对现有设置进行划分:
1)任务不相交/任务混淆. 根据持续学习各个

任务的数据空间设置的不同, 可以将持续学习设置

大致分为以下两类:

i j

Di ∩ Dj = ∅

• 任务不相交 (task disjoint). 持续学习中的各

个任务不相交, 即对于任意的第  个和第  个任务,
其数据集合满足 .

Di ∩ Dj ̸= ∅
k i

k

• 任务混淆 (task blurry). 各个任务的数据并

非完全不相交, 即满足 . 具体而言, 假
设第  个类别的数据主要出现在第  个任务, 然而

有少量 (K%)的第  个类别的数据会出现在其他任

务中, 即所谓的 Blurry-K设置.
2)类/任务/域增量学习. 根据任务数据的标签

空间的假设, 一种主流的分类方法将持续学习设置

分为以下几类[34]:

x ∈ Dt t

• 类增量学习 (class incremental learning,
CIL). 对于给定的测试样本 , 其任务编号 

未知, 需要模型自行判断该样本属于哪个任务并进

行分类.

x ∈ Dt t

• 任务增量学习 (task incremental learning,
TIL). 对于给定的测试样本 , 其任务编号 

未知, 模型可以将任务编号作为先验知识来指导分

类预测.
• 域增量学习 (domain incremental learning,

x ∈ Dt tDIL). 对于给定的测试样本 , 其任务编号 

未知; 同时, 假设各个任务仅数据空间发生域迁移,
其标签空间保持一致.

• 无任务持续学习 (task-free continual learn-
ing)[35−36]. 对于给定的训练样本或测试样本, 其任务

编号都未知, 需要模型在训练阶段自动判别任务切

换并适应非稳态数据分布.
这些设置默认假设任务不相交, 但也可以与任

务混淆设置相结合, 例如任务混淆类增量设置[37−38].
3)在线/离线持续学习. 根据每个任务的训练

是在线还是离线学习可以分为以下两类:
• 在线持续学习 (online CL). 在计算资源受限

的情况下, 模型需要持续地在线处理流式数据, 即
对于每个新任务的训练样本, 模型仅能训练一次.
这就要求模型快速适应数据分布变化, 在尽可能避

免遗忘的同时快速学习新知识.
• 离线持续学习 (offline CL). 在训练新任务

时, 该任务的数据可以暂时储存, 并反复用于模型

迭代优化以获得更好的表征能力. 相比在线持续学

习, 离线持续学习的数据分布更加稳定, 通常可以

获得更稳定的模型和更好的性能表现.
4)单模态/多模态持续学习. 根据持续学习过

程中的各个任务模态将设置分为以下两类:
• 单模态持续学习 (unimodal CL). 在整个持

续学习过程中的所有任务保持单个模态. 例如, 所
有任务仅包含视觉图像一个模态.

• 多模态持续学习 (multimodal CL). 所有任

务都是多模态任务, 并且在持续学习过程中, 不同

任务的模态有可能不同.
本文主要关注视觉模态相关的持续学习方法,

包括仅包含视觉模态的单模态持续学习方法以及利

用文本、音频或其他模态促进视觉模态任务的持续

学习方法. 其他例如文本单模态的持续学习方法仅

在最后做简单总结.
以上介绍的一些主流分类方法还可以互相组合

以构成更加复杂的设置, 并且很多工作还尝试结合

噪声标签[39−40]、不均衡[41−42]、少样本[31−32] 等设置以解

决更加实际的持续学习问题[43]. 还有一些其他前沿

的研究方向也涉及持续学习相关技术, 本文将在最

后进行简要介绍.

 1.3　评价指标

根据持续学习的目标, 在分类问题中的主要评

价指标有三个[11−13], 即平均精度、遗忘程度以及前向

传播程度, 分别用于衡量持续学习模型在所有见过

的任务上的性能、关于历史任务的遗忘程度以及模

1496 自       动       化       学       报 52 卷



型学习新任务的能力. 具体而言, 三种评价指标的

计算如下:

a(s, t) t

s

s ≤ t T

1)平均精度 (average accuracy, ACC). 为衡量

持续学习模型的性能, 可以直接平均最终所有任务

的预测精度. 记  表示持续学习模型在第  个

任务训练结束后, 在第  个任务的测试数据上计算

的预测精度, 其中 . 则当模型在所有的  个任

务训练结束后的平均精度表达式为:

ACC =
1

T

T∑
t=1

a(t, T ) (3)

a∗t
t

a∗t − a(t, T ) t

T

2)遗忘程度 (forgetting measure, FM). 为衡

量在持续学习训练过程结束后的先前每个历史任务

的遗忘程度, 可以用该任务的最高预测精度和最终

该任务精度的差异作为遗忘程度的度量. 记  表示

持续学习模型在整个持续学习过程中第  个任务的

最高测试精度, 则  表示第  个任务到训

练结束时的遗忘程度. 由此, 当模型在所有的  个

任务训练结束后的遗忘程度表达式为:

FM =
1

T − 1

T−1∑
t=1

(
a∗t − a(t, T )

)
(4)

t

ãt

a(t, t)

T

3)前向传播程度 (forward transfer, FWT). 为
衡量模型学习新任务的难易程度, 考虑计算在新任

务上训练后的模型相较于随机模型的性能提升. 假
设当前训练第  个新任务, 则构造一个随机初始化

的模型在该任务上的预测精度 , 以及持续学习模

型在新任务上训练后的预测精度 . 由此, 当模

型在所有的  个任务训练结束后的前向传播程度

表达式为:

FWT =
1

T − 1

T∑
t=2

(
a(t, t) − ãt

)
(5)

该指标越高, 则表明持续学习模型可以更好地

学习新任务的知识, 说明模型学习过的历史任务知

识有可能会更好地促进新任务知识的学习.
值得我们思考的是, 在预训练持续学习相关方

法的评价体系中, 有可能存在“虚假繁荣”的问题.
这是因为模型的主干网络在预训练阶段已经在很

多数据类别上表现良好, 即使后续不再训练并直接

用于某些数据上进行测试, 依然可以依靠预训练模

型自身的零样本泛化能力获得不错的预测结果, 然
而这并不能说明持续学习方法的有效性. 例如, 在
ImageNet-1K上预训练的基础模型直接在 CIFAR-
10这样的小规模数据上测试, 其效果甚至比非预训

练持续学习模型的效果还要好, 因此在这样强大的

主干网络基础上设计得到的持续学习方法需要更加

细致和谨慎的对比以验证方法的有效性.

 2　持续学习方法研究脉络

根据机器学习的基本流程, 以下将持续学习方

法大致分为三个层面进行介绍: 数据层面、模型层

面以及损失/优化层面. 此外, 本节也将介绍持续学

习理论层面的研究进展. 对于每个层面的持续学习

方法, 主要侧重于分析非预训练持续学习模型到预

训练持续学习模型的研究思路和方法的演化趋势,
着重分析出现这些演进变化的原因并探讨未来持续

学习可能的发展方向与趋势.

 2.1　数据层面

对于机器学习算法而言, 数据输入是最为基础

的步骤. 根据静态场景下传统机器学习的经验, 如
果模型输入的是高质量的训练数据, 往往也能得到

较好的结果. 这样的经验也可以迁移到动态场景下,
并且已经有很多工作尝试从数据层面出发对持续学

习方法进行改进, 已经取得很好的效果. 本节将分

别介绍非预训练持续学习模型和预训练持续学习模

型是如何处理输入数据, 从而在避免遗忘的同时达

到更好的预测精度.

 2.1.1　数据层面的非预训练持续学习模型

在数据层面上, 核心思想即数据重放 (data re-
play), 是指在学习新任务知识时, 将少量历史任务

数据和新任务数据一同进行训练, 从而在学习新知

识的同时有效避免遗忘. 如图 3所示, 这一脉络的

持续学习方法论主要的思路有两种: 保存少量真实

历史任务数据以及生成大量历史任务数据.

M = {X 1:t−1
buf ,

Y1:t−1
buf } X 1:t−1

buf Y1:t−1
buf

|M|

1)基于重放的方法 (rehearsal). 重放方法[44−48]

假设在训练历史任务的过程中可以将少量样本保存

在记忆缓存 (memory buffer)中, 在后续新任务的

训练过程中不断重放. 记记忆缓存为 

, 其中  和  包含所有见过的历史

任务的少量数据和对应标签, 通常记忆缓存大小 

会受到限制, 无法保存所有的历史数据. 由此, 重复

回放方法的训练损失基本可以表达为如下形式:

min
θ

L
(
fθ(X t

trn), Yt
trn

)
+ L

(
fθ(X 1:t−1

buf ), Y1:t−1
buf

)
(6)

fθ(·)其中,   表示持续学习模型的主干网络; 第一项

损失表示新任务数据的损失; 第二项表示记忆缓存

中历史任务数据的重放损失, 可以看作是正则项以避

免模型训练过度倾向于新任务, 从而减轻遗忘问题.
然而, 由于记忆缓存通常只能保存极为少量的

数据, 这使得在长期的持续学习过程中, 模型很容

易在记忆缓存数据上发生过拟合, 降低模型对历史
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任务的泛化性, 从而出现更严重的灾难性遗忘现象.
为缓解这一问题, 很多工作从不同角度提出改进方

案以进一步提高记忆缓存数据的利用效率, 主要可

以划分为如下三类方法:
• 数据增广. 数据增广是一种常用的避免数据

过拟合的方法, 主要思想是对原始数据图像进行随

机裁剪、随机翻转等操作以增强数据的多样性[49−51].
在持续学习过程中, 记忆缓存中的少量数据很容易

被神经网络过度拟合, 而对记忆缓存数据应用不同

的数据增广[47, 52] 可以有效改善过拟合问题, 进而改

善遗忘程度. 例如 RAR[53] 对缓存数据进行随机增

广 (randAug)以减轻过拟合问题的发生.
• 数据表征. 除数据增广这种简单常用的方式,

一些工作考虑通过其他技术来增强缓存数据的表

征能力. 例如 DER++[47] 额外保存历史模型对记忆

缓存数据的预测概率, 用于进一步约束当前网络的

预测概率分布; MRDC[54] 通过 JPEG[55] 压缩历史数

据从而在有限的记忆缓存内保存更多的历史任务数

据, 可以有效增加缓存数据的多样性和表征能力;
SER[48] 则通过显著性预测图作为额外的约束使得

模型更加关注分类目标, 从而增强数据表征.
• 数据选择. 记忆缓存的目的实际上是通过缓

存数据近似过去历史任务的数据分布, 然而不同数

据所包含的信息量不同, 很多工作关注于如何选择

有限的样本以更好地近似历史任务数据分布. 一些

工作 [37−38, 46, 56−59]通过手工设计数据选择标

准进行选择. 如 iCaRL[46] 选择和类中心距离最近的

样本存入记忆缓存[60]; RM[38] 设计样本代表性指标,

根据代表性等间隔采样并存入记忆缓存; 还有一些

工作通过梯度[37] 或信息论[59] 等方法选择记忆缓存

数据. 除此之外, 一些工作 [61−64]则通过双层优

化 (bi-level optimization)方法从每个任务数据集

中自动选择样本, 其核心思想是希望在内层优化中

选择出来的样本可以在外层优化中近似使用全部数

据训练网络的结果.
这些方法在很多持续学习设置下都能取得很好

的结果并且能极大降低模型遗忘程度, 然而在实际

情况中的很多场景下无法获得历史任务数据, 尤其

是保存的缓存数据可能会存在隐私问题, 如医疗数

据[65]. 为此, 一些工作考虑根据历史模型生成过去

任务的数据进行重放.
2)基于伪重放的方法. 随着生成模型的发展,

一些持续学习方法除主干网络外还构造一个生成模

型, 如 GAN[8]、VAE[9] 等, 并在持续学习过程中同时

训练主干网络和生成模型, 这类方法也称为伪重复

回放 (pseudo rehearsal)方法[66−73]. 具体而言, 生成

模型用于生成所有见过任务的数据, 并将生成数据

和当前任务数据一同训练主干网络. 除此之外, 还
有很多方法考虑使用不同的生成方法合成历史任务

数据. 例如数据集蒸馏 (dataset distillation)[74−75],
即通过优化方法将历史任务数据集的信息压缩至少

量合成样本上[76−78]; 或是通过模型反演 (model in-
version)[79−80], 在新任务训练前从上一个任务训练结

束后的模型恢复出历史任务数据[81].
另一方面, 由于图像空间极其复杂, 生成模型

需要对每个像素点进行合理预测才能构成一个可以

使用的合成样本, 该过程训练难度较大, 对于生成

模型的要求也较高. 为降低生成图像样本的难度,
一些工作 [82−83]考虑在主干网络的特征空间中生

成特征向量用于重放. 因为特征空间通常相对简单,
一般可以认为特征向量分布在一个低维流形上, 由
此可以极大程度上降低生成模型的训练和推理难

度. 生成的历史任务的特征向量可以用于训练分类

器, 增强模型跨任务的判别能力.
总的来说, 生成方法虽然可以有效解决数据隐

私问题, 同时可以轻松获得大量历史任务数据, 然
而依然存在三个关键问题: a)生成方法的计算量通常

较大, 优化较为困难; b)很多生成方法存在模式塌缩

问题, 即生成的样本较为相似, 导致生成模型生成

的大量合成数据多样性仍然不足; c)生成数据和真

实数据的分布差异较大, 导致主干网络在数据重放

时训练出现偏差, 其遗忘问题并未得到较好的改善.

 2.1.2　数据层面的预训练持续学习模型

基于预训练模型, 研究者们关注更加真实且具

 

新任务
训练集

持续学习模型记忆缓存

生成模型

(例如: GAN、VAE 或
预训练扩散模型)

采样

采样

生成

或

 

图 3    数据层面的持续学习方法图示

Fig. 3    Illustration of CL methods on
the perspective of data
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有挑战的设置, 即无重放 (rehearsal-free或 exem-
plar-free)设置[84], 大多此类方法更关注使用预训练

生成模型来合成历史任务数据. 在图像生成领域,
扩散模型 (diffusion model)[10] 已经取得惊人的效

果, 可以生成视觉质量很高的图像. 一个直观的思

路就是应用预训练的扩散模型持续生成旧任务数据

以避免遗忘[85−90]. 在持续学习过程中, 仅需对预训练

的扩散模型进行少量微调即可适应当前任务的数据

分布, 从而生成较高视觉质量的合成样本用于重放.
相比先前利用 GAN等传统生成方法的模型, 这些

方法不再需要从头训练生成模型, 其计算资源和训

练难度显著下降, 同时这些方法的生成性能也显著

提升. 另一方面, 由于预训练扩散模型具有较强的

外推能力, 有可能生成不真实的分布外数据, 从而

污染合成历史任务数据集. 如果在网络训练中使用

过多的被污染的合成数据 (data contamination),
反而有可能损害模型性能[91−92]. 为此, 一些研究者尝试

降低在持续学习问题中合成数据带来的负面影响[93].
类似非预训练持续学习模型的思路, 还有一些

预训练方法也尝试采用特征重放以及模型反演的思

路进行持续学习. 例如, H-Prompts[94] 假设预训练

模型提取的特征服从高斯分布, 保存各个类别的特

征向量的均值和协方差矩阵, 在后续任务中从高斯

分布采样即可获得生成特征向量, 用于特征重放以

减轻遗忘; 也有一些工作[95] 发现利用预训练模型进

行模型反演得到的数据质量更高, 能获得更好的持

续学习性能.
另外, 在处理一些实际问题中的遗忘现象时,

如果可以不考虑数据隐私问题, 保存少量历史任务

数据并进行重放仍然是一种非常高效的减轻遗忘的

做法. 例如, 在多模态持续学习问题中, TAM-CL[96]、
VQACL[97]、KDR[98] 等方法直接保存少量数据进行

重放, IncCLIP[99]、SGP[100]、AID[101] 等方法则采用生

成历史数据的方法进行伪重复回放.

 2.1.3　发展趋势

随着近年来预训练模型的快速发展, 更多研究

者开始关注如何利用预训练大模型的能力来提升持

续学习任务的性能. 预训练模型本身具有很强的特

征提取和泛化能力, 遗忘程度相比非预训练模型有

很大程度下降, 同时也不需要大量数据来维持网络

的判别能力. 因此, 研究者可以更加关注保护数据

隐私, 着重考虑更加困难的无重放持续学习方法的

开发.
在生成历史任务数据方面, 尽管预训练扩散模

型生成数据的视觉质量很高, 然而对于机器学习模

型而言, 生成数据和真实数据之间仍然存在分布差

异. 合成数据在持续学习过程中仍然不能精确近似

历史任务数据分布, 导致模型可能出现偏差, 无法

很好地保留对于历史任务的判别能力. 所以如何利

用预训练生成模型更好地近似历史任务的真实数据

分布并促进主干网络训练, 仍然是一个未来需要继

续深入探索的重要问题.
另外值得注意的是, 尽管目前有大量工作尝试

无重放或伪重放问题, 然而在实际问题中, 如果数

据隐私允许, 保存少量历史任务数据仍然是一种非

常简单且高效的方法, 通过重放可以有效帮助持续

学习模型回忆学过的知识, 从而极大程度上减轻遗

忘. 所以即使是在大模型时代, 高效的重放策略依

然是实际问题中的常用解决方案. 因此, 如何选择

更具有代表性的历史数据, 或通过数据集蒸馏等方

法将历史任务信息整合到少量合成数据中也是未来

持续学习的一个重点研究方向.

 2.2　模型层面

在机器学习中, 选择合适的模型对于性能表现

也是至关重要的. 在持续学习方法中, 有诸多研究

专注于设计合理的网络模型以适配持续学习问题,
从模型自身结构出发来减轻遗忘问题. 本节将展示

非预训练持续学习模型和预训练持续学习模型在模

型层面的改进, 总结它们之间的内在联系并分析在

此层面持续学习方法论可能的未来发展趋势.

 2.2.1　模型层面的非预训练持续学习模型

θ

对于传统的非预训练持续学习模型, 整个主干

网络的参数  都需要不断优化, 不同任务之间很容

易互相干扰. 为增强模型的表征能力并减轻任务之

间相互干扰的问题, 对模型本身的结构进行改进是

非常直接有效的策略, 相关的改进大致可以分为三

个方面:
1)模型表征. 由于历史任务数据难以获得, 主

干网络的特征提取能力有限, 并且网络在训练过程

中容易走“捷径” (shortcut)[102], 即网络倾向于利用

数据中的简单规律或偏差来完成任务, 而非具有普

遍意义的特征, 这就进一步导致模型极其容易出现

遗忘问题[103−104]. 例如图 2中展示的第 2个和第 3个
任务, 假设第 2个分类任务学习判别飞机和小汽车

两个类别, 网络很容易捕捉到飞机的“蓝天”背景以

及小汽车中“轮子”的结构, 依靠这两个显著特征就

可以很好地区分飞机和小汽车的图像. 然而当第 3
个任务学习鸟和货车两个类别时, 由于鸟的背景往

往也是“蓝天”, 并且货车也有“轮子”结构, 那么网络

就会出现混淆, 难以判别飞机和鸟这两类图像, 也
很难区分小汽车和货车, 从而使训练模型出现严重
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遗忘的问题.
为此, 增强持续学习过程中模型的表征能力至关

重要. 很多方法采用自监督学习[105−108]、因果学习[109−111]

等方法来增强主干网络的表征能力; 也有利用大量

无标记数据结合当前任务数据进行半监督学习[112−114],
希望模型通过处理大量多样化的数据以避免学习到

一些有偏的特征. 这些方法可以有效提高模型的特

征提取能力, 进而在一定程度上避免任务之间的干

扰并减轻遗忘问题.
除此之外, 还有一些工作从模型集成的角度增

强特征表达. 受生物学领域互补学习系统 (comple-
mentary learning systems, CLS)[115] 启发, 一些工

作 [116−118]尝试构造两个主干网络分别用于模拟

大脑中快速学习的海马体 (hippocampus)以及慢速

学习的新皮层 (neocortex). 其中快速学习网络通过

梯度下降等优化算法尽快适应新任务知识, 而慢速

学习网络则可以通过滑动平均 (moving average)
等方式缓慢整合快速学习网络知识, 最终测试时通

过集成快速学习网络和慢速学习网络的预测概率来

获得最终预测概率. 这样的预测概率既考虑到新任

务知识, 同时也保证尽可能稳定地巩固所有旧任务

的知识, 有效增强模型表征并提升了预测精度.
2)模型偏差. 随着持续学习的训练, 主干网络

中的线性分类器容易出现任务近因性偏差 (task-re-
cency bias)[119−121], 该偏差是指模型很容易将历史任

务的测试样本预测为新任务的类别, 导致新任务预

测精度较高而旧任务性能出现急剧下降. 一些方法

[46, 119]直接在测试阶段将线性分类器替换为最近

类别均值 (nearest class mean, NCM)分类器, 即在

训练阶段计算各个类别特征向量的均值作为类别中

心, 对于测试样本仅需计算特征向量和各个类别中

心距离, 选择最近的类别作为预测结果. 这种方法

虽然规避了线性分类器的任务近因性偏差, 但是高

度依赖于特征提取器的表征能力, 尤其是在线持续

学习设置下, 特征提取器经常处于欠拟合状态, 导
致这种做法的性能表现不佳[121]. 另外, 这类方法在

训练阶段仍然使用的是线性分类器, 然而任务近因

性偏差也会导致分类器回传梯度不准确, 进而影响

特征提取器的学习, 影响了模型的测试性能.
为探究这一偏差出现的原因, 很多研究做出深

入细致的分析. 研究者最早简单地认为这是由于缺

少旧任务数据造成的, 即使在记忆缓存中保存少量

的历史任务数据, 其数据量也要远小于新任务的数

据量, 这就导致新旧任务之间存在不平衡 (imbal-
ance)问题. 由此, 一些工作 [122−125]通过分别调

整线性分类器关于新旧任务类别的分类向量的范数

来解决该偏差. 随着研究的深入, 一些工作发现出

现该偏差的原因较为复杂, 正如前面的分析, 特征

提取器和分类器参数是耦合在一起的, 训练过程中

互相影响, 单独对分类器进行处理可能是不充分的,
特征提取器也可能存在偏差[83, 126−127]. 另外, 一些工

作 [128−130]发现特征提取器的 BN (batch normal-
ization)层的统计量也存在倾向于新任务的偏差,
进而导致模型出现任务近因性偏差. 更进一步, 近
期工作 [121]提出持续偏差适配器, 直接矫正主干

网络输出的后验概率分布, 并通过双层优化联合更

新偏差适配器和主干网络参数, 显著矫正了模型的

任务近因性偏差问题[131].
3)模型结构. 由于每个任务之间可能会互相干

扰, 一个直观的思想是针对每个任务的数据自动选

择不同的参数进行预测, 由此避免新任务对旧任务

的扰动从而造成遗忘. 如图 4(a)、图 4(b)所示, 这
类方法根据模型容量是否发生变化可以大致分为扩

展模型和路径模型两类:
• 扩展模型. 如图 4(a)所示, 这类方法的核心

思想是在持续学习过程中根据需求不断扩展网络结

构. 早期的扩展模型方法, 如 PNN[132]、DER[133] 等,
直接为每个任务训练一个特征提取器, 通过选择机

制或是直接扩展特征向量来增强模型表征能力. 尽
管这些方法具有良好的表现, 但是不断增加的模型

容量导致存储和推理资源消耗巨大, 尤其难以应对

具有较多任务的持续学习问题. 为减轻计算和存储

代价, 一些工作 [134−139]考虑在原始主干网络的

基础上构造多个专家模型, 其中每个专家模型的体

量都不大, 不同任务使用不同的专家模型进行预测,
由此尽可能避免任务间干扰. 为避免模型容量随任

务数量无限制地线性增长, 很多工作考虑根据任务

相似性判断是否增加专家模型: 如果新任务较为复

杂且和先前任务差异较大, 则构建新的专家模型来

帮助训练和推理; 反之, 如果新任务和某些历史任

务较为相似, 则利用现有的专家模型进行训练和推

理, 不会扩展模型容量. 这种动态扩展的专家模型

思路无论是在表征能力还是存储代价上都取得了比

较好的平衡.
• 路径模型. 如图 4(b)所示, 与扩展模型思路

不同, 这一类方法为避免模型容量的不断增大, 考
虑基于固定容量的主干网络, 对于不同任务的数据

通过门控机制[140] 或掩码[141−145] 等方式选择不同的参

数构成子网络进行推理. 只需要在持续学习过程中

针对每个任务训练不同的选择方式, 就可以实现在

固定容量的主干网络中动态选择路径进行推理, 从
而产生特定性的预测结果, 以此减弱任务间的互相
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干扰问题.
由于这些方法通过对模型网络进行改进, 极大

程度上避免不同任务之间的互相干扰, 通常都能达

到较好的预测精度. 然而无论是扩展模型还是路径

模型的训练难度通常较大, 而且专家模型容易出现

退化现象, 即不同任务在选择专家模型时会趋于同

样的选择, 而其他未被选择的专家模型很少被训练

且无法提供额外的信息, 进而导致严重的遗忘, 所
以在训练专家模型时往往需要添加额外的正则项迫

使专家模型多样化、差异化.

 2.2.2　模型层面的预训练持续学习模型

当使用预训练模型作为持续学习方法的主干网

络时, 其中大量参数无需调整, 仅需要微调一小部

分参数即可实现对新任务的适应, 基于此思想, 发
展出一大批和先前工作看似完全不同的策略来进行

持续学习. 然而, 这些方法的本质思想并未发生变

化, 也可以类似地大致划分为模型表征、模型偏差

以及模型结构三类:
1)模型表征. 类似传统的非预训练持续学习模

型, 一些工作 [146−147]为进一步增强预训练模型

的特征提取能力, 通过融合自监督等方法进行训练,
也取得不错的效果. 另外, 最近一些工作 [148]发现

使用随机映射 (random projection, RP)将预训练

模型提取的数据特征映射至高维空间即可提高分类

判别性, 其中随机映射是随机初始化的, 并且在训

练过程中保持固定, 在几乎不增加训练代价的同时

可获得更好的分类能力. 除此之外, 还有一些工作

[149−150]尝试使用较小的学习率微调预训练模型

的特征提取器并用较大的学习率调整分类器, 由此

可以更好地适应下游任务, 同时不会过分遗忘.
2) 模型偏差. 一些工作发现即使应用预训练模

型作为主干网络, 其分类器也可能存在偏差. 然而

和非预训练持续学习模型的任务近因性偏差不同,
预训练模型中分类器的偏差主要表现为缺乏跨任务

判别性, 即每个任务内部的分类通常能达到较好的

性能, 然而对于不同任务的样本有可能出现混淆.
其主要原因是在训练分类器时, 为避免任务间干扰,
通常会固定先前训练过的关于历史任务的分类向

量, 仅更新当前任务对应类别的分类向量, 由于缺

乏历史任务数据, 导致分类器没有协同训练各个任

务的分类向量, 进而使得分类器缺乏跨任务判别性.
为此, 类似一些先前的非预训练持续学习方法 [46],
一些工作 [148, 151]尝试直接将线性分类器替换为

最近类别均值 (NCM)分类器, 在推理阶段首先计

算样本特征和 NCM分类器中各个类别的特征中心

的距离, 然后选择距离最近的类别作为预测结果.
因为预训练模型可以提供较强的特征提取能力 ,
NCM分类器可以获得具有代表性的类别中心用于

分类, 进而取得较好的结果.

t

t (t = 1, 2)

Zt ∈ RNt×D

Y t ∈ RNt×Ct

W t ∈ RD×Ct

N t t

D Ct t

t

另外, 也有方法 [152−153]直接通过计算线性

分类器解析解来获得分类器参数, 从而解决分类器

偏差. 具体而言, 给定第  个任务的样本特征和对应

标签, 求解分类器参数可以看作是一个最小二乘问

题. 为更好地阐述该类方法的基本思想, 假设考虑

仅包含两个任务的持续学习问题. 记第 

个任务的样本特征   和对应 0-1 标签

,  模型最后的线性分类器参数记为

, 其中,   表示第   个任务的样本数

量,   表示特征维度,   表示第  个任务的类别数

量, 则对于第  个任务的最优分类器的优化问题可

以表示为:

min
W t

∥Y t − ZtW t∥2F (7)

其最优解为:

 

子网络 1 子网络 2 子网络 N

(b) 非预训练, 路径模型

(b) No-pretrained, path
model

专家 1 专家 2 专家 N

… …

主干网络输入

x x

输出 主干网络输入 输出 主干网络输入 输出 主干网络输入 输出

适配器 1 适配器 2 适配器 N提示 1 提示 2 提示 N

(a) 非预训练, 扩展模型

(a) No-pretrained, expansion
model

(c) 预训练, 基于提示方法

(c) Pretrained, prompt-based
method

(d) 预训练, 基于适配器方法

(d) Pretrained, adaptor-based
method

… …

ŷ ŷ ŷ ŷx x

 

图 4    模型结构相关持续学习方法图示

Fig. 4    Illustration of CL methods on model architecture
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W t∗ = ((Zt)TZt)−1(Zt)TY t (8)

此时考虑联合两个任务的数据求解最优分类

器, 记联合样本特征和联合标签分别为:
Z =

[
Z1

Z2

]
∈ R(N1+N2)×D

Y =

[
Y 1 0N1×C2

0N2×C1 Y 2

]
∈ R(N1+N2)×(C1+C2)

(9)

0m×n m× n其中,   表示所有元素全为 0的  维矩阵.
由此, 联合分类器最优解可以表达为如下形式:

W ∗ = (ZTZ)−1(Z)TY =

((Z1)TZ1 + (Z2)TZ2)−1[(Z1)TY 1, (Z2)TY 2]
(10)

(Z1)TZ1 ∈
RD×D (Z1)TY 1 ∈ RD×C1

(Z2)TZ2 ∈ RD×D (Z2)TY 2 ∈
RD×C2

由此可以看出, 仅需保存历史任务 (本例中

即第 1 个任务) 的特征−特征内积矩阵  

 和特征−标签内积矩阵  ,

在新任务到来后直接计算新的特征−特征内积矩阵

 和特征−标签内积矩阵 

, 再通过式 (10)的方式计算即可得到所有任

务上的最优分类器参数, 从而解决分类器偏差问题.
然而该方法要求预训练模型对于先前任务数据

表征不发生变化, 即要求预训练模型参数始终保持

固定, 这一做法使得该方法难以通过微调等手段保

证预训练模型很好地适应新任务数据分布, 从而无

法获得更好的数据表征, 导致性能受限.
3)模型结构. 除模型表征和模型偏差方法外,

应用预训练模型的持续学习方法主要集中在模型结

构这一方面. 如图 4(c)、图 4(d)所示, 这类方法本

质上借鉴传统非预训练模型中扩展模型相关的方

法 (如图 4(a)所示), 其核心思想是通过添加提示

(prompt)或是添加额外适配器 (adaptor)等方式对

固定的预训练模型进行参数高效微调, 并对不同的

任务使用不同的微调参数以获得具有特异性的输

出. 这种思路的优势在于, 可以以很小的训练代价

来更新少量参数, 即使增加新的提示或适配器也不

会对计算资源和存储空间有较大要求. 下面分别从

提示微调和适配器这两个主要的微调策略介绍相关

持续学习方法.
a)提示微调的方法最早出现在大语言模型中,

由于预训练语言模型的参数量通常较为庞大, 为减

少计算量, 研究者尝试对预训练模型的输入添加一

组可学习参数, 从而影响模型对于输入的预测, 其
中的可学习参数就称为提示. 添加提示的具体做法

有很多种, 例如提示微调 (prompt tuning)、前缀微

调 (prefix tuning)等.

P = {P1, · · · , PM} M

Pi (i = 1, · · · ,
M) N (1 ≤ N

≤ M) {Ps1 , · · · , PsN }
xe

如图 4(c)所示, 应用提示进行持续学习的一个

经典方法是 L2P[154]. 该方法构造一个提示池 (prom-
pt pool)记为 , 其中  表示提

示池包含提示的数量, 每个提示记为 

. 对于每个样本, 从提示池中自动选择 

 个提示   与该样本的输入令

牌 (token)   合并作为预训练模型特征提取器的输

入, 可以表示为:

xp = [Ps1 ; · · · ; PsN ; xe] (11)

Pi

Ki

xe

Q(xe)

N

{Pi, Ki}Mi=1

ϕ

为实现自动选择提示 ,  该方法采用键−查询

(key-query)匹配的思路. 具体而言, 为每个提示 

构造一个键 (key)  , 也是一组可学习参数; 同时

将样本的输入令牌  直接送入预训练模型得到该

样本特征并将其作为查询 (query)  , 然后即可

根据该样本查询与所有提示的键之间的距离选择最

近的  个提示. 该方法在持续学习过程中仅需要优

化提示池中的提示及其对应的键  和网

络最后的线性分类器 , 其余参数均保持固定, 其
待优化参数量要远小于传统的非预训练持续学习模

型, 同时, 借助预训练模型的特征提取能力, 该方法

可以达到远超非预训练持续学习模型的效果.
基于该提示微调持续学习方法, 后续有一大批

工作[155−161] 尝试对提示的设计和选择进行改进. 例
如, DualPrompt[155]、HiDePrompt[157] 等方法考虑为

每个任务构造一组任务特定提示 (task-specific
prompt), 并为所有任务构造一组任务无关提示

(task-agnostic prompt), 其中任务特定提示仅在对

应任务训练期间进行优化, 并在训练结束后保持固

定, 在推理阶段对测试样本通过键−查询方式选择

任务特定提示, 而任务无关提示则通常在整个持续

学习过程中保持不断优化. 这些方法希望任务特定

提示可以学习对应任务的信息, 同时希望任务无关

提示可以学习持续学习所有任务的通用信息, 结合

两种提示信息进一步增强模型表现. 然而任务无关

提示是持续优化的, 也可能存在遗忘问题, 并且无

法保证更新后的任务无关提示不会对先前训练好的

任务特定提示造成负面影响, 所以如何在未来任务

未知且缺少过去任务数据的情况下学习任务无关提

示仍然是值得思考的问题.
另外还有一些工作发现键−查询匹配机制在跨

任务时有可能出现匹配不准确的问题, 这是因为所

有提示的键都在持续更新, 有可能导致历史任务的

数据选择的提示发生变化, 进而选择不准确的提示

作为输入. 为此, CODAprompt[156] 采用学习加权的

方式集成提示池中所有提示的信息, 以软加权的方
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式替代键−查询这种硬选择的方式. OnePrompt[162]

则在少样本持续学习设置下发现仅设置一个提示即

可, 无需构造提示池并从中选择提示. 另外, 还有一

些方法[163−165] 考虑设计生成器来针对不同任务样本

生成特定提示, 从而避免提示选择的问题, 并且对

于任意样本都可以获得不同的具有针对性的提示.
在多模态持续学习中, 也有很多工作尝试借

鉴添加提示的思路, 在减轻遗忘的同时降低计算

量. 例如, Fwd-Prompt[166] 添加共享的提示; CPE-
CLIP[167] 和 TRIPLET[168] 则为每层网络设计提示

组, 每个提示组包含任务特定提示和任务共享提示.
除此之外, 多模态持续学习不仅需要考虑提示对于

持续学习的作用, 还需要考虑不同模态之间提示的

相互作用. 具体而言, CPE-CLIP将视觉提示看作

语言提示的函数, 在优化语言提示的同时协同调整

视觉提示; TRIPLET提出提示解耦和提示交互策

略, 旨在解耦不同模态的提示以提取各个模态特征,
然后再融合不同模态信息以整体优化多模态学习.

l Wl

Xl Xl+1 = σ(WlXl)

σ(·)
Wl ∆Wl

Xl+1 = σ((Wl +∆Wl)Xl)

∆Wl

k × d ∆Wl = A ·B
A ∈ Rk×r, B ∈ Rr×d r ≪ min(d, k)

· A

B

b)如图 4(d)所示, 另一类方法是在固定预训练

模型的部分参数上添加适配器[169−177]. 对于主干模型

中的第  层网络参数  及其输入特征嵌入 (embe-
dding)  , 其输出可以简单表示为 ,
其中  表示网络其余操作, 如激活函数等. 适配

器则是在  的基础上额外添加一组参数 , 此
时网络输出变为 , 通过调

整适配器参数即可影响预训练模型的输出, 使其更

加适应新任务的数据分布. 为进一步降低适配器参

数量, 可以使用低秩分解的思路将适配器参数分解

为多个参数量较小的矩阵组合. 例如 LoRA[27] 使用

两个低秩矩阵乘积获得适配器参数, 假设  是

 维矩阵, 则 LoRA 将其分解为  ,
其中 ,   表示低秩

维度, “  ”表示矩阵乘法. 在微调过程中仅需更新 

和   的参数, 其参数量远小于原始适配器的参数

量. 针对持续学习问题, 借鉴先前非预训练持续学

习模型中的专家模型思想, 可以针对不同任务设置

不同的适配器参数, 并尽可能减少各个适配器之间

的互相干扰, 由此实现避免遗忘的目的. 由于主干

网络具有较强的特征提取能力且始终保持固定, 增
加的适配器参数量通常较小, 这极大降低了训练难

度并且有效提升了性能.
然而, 对每个任务都设置独立的适配器仍然会

造成参数量的快速增长, 一些方法 [178−184]考虑

构造专家模型. 类似先前非预训练的持续学习专家

模型方法, 只有在现有专家模型不足以适应当前数

据分布的情况下才会引入新的专家模型, 并通过加

权等方式集成多个适配器的结果以增强模型对任务

数据分布的适应. 该策略可以有效降低参数量的增

长, 并且相比基于传统非预训练模型的专家模型方

法, 基于预训练模型的专家模型更加容易训练且能

够实现更好的性能. 除此之外, 添加适配器以及专

家模型的思想在多模态持续学习[185−190] 中也有广泛

应用并取得了较好的性能.

 2.2.3　发展趋势

回顾模型层面预训练和非预训练持续学习模型

的方法, 表面上看起来两类模型发展出不同的技术

路线: 在非预训练模型阶段, 研究者们更加关注整

个主干网络各个部分在持续学习训练过程中出现的

各种问题并提出改进方案, 比如增强模型表征、矫

正模型训练时出现的偏差以及尽可能减弱不同任务

之间的干扰等; 而在预训练模型阶段, 研究者们尝

试对预训练的基础模型结构进行高效微调, 进一步

挖掘并增强预训练模型针对动态数据分布的特征提

取和泛化能力, 例如使用微调策略使预训练模型更

加适应新任务数据分布、使用高维随机映射增强判

别能力以及基于预训练模型特征改善分类器偏差

等. 然而实际上预训练持续学习模型继承传统非预

训练模型的研究思路, 如为不同任务构造不同的微

调参数以获得特定输出, 从而减轻任务之间干扰;
利用自监督等方法进一步增强模型表征; 检验分类

器的偏差, 并通过 NCM等类似方法改善模型预测

结果. 这表明先前非预训练模型的研究虽然效果相

对较弱, 但是关于持续学习本身的研究思路仍然值

得借鉴和参考.
另外, 基于预训练的基础模型的持续学习方法

依然存在一些自身的问题需要解决, 例如在基于提

示方法中, 键−查询匹配不准确; 并且现有很多工作

添加的任务无关提示无法保证在不影响其他任务特

定提示的同时提取全局信息. 另外, 在基于适配器

的方法中, 专家模型可能出现退化现象; 以及在多

模态持续学习中, 如何高效利用多个模态的信息协

同训练并互相促进. 除了这些问题的研究, 还有一

些更具有挑战性的问题包括: 在保证泛化性的同时

进一步挖掘预训练基础模型自身的特征提取的潜力;
尽可能降低专家模型等算法复杂度以促进实际应用;
如何自动适应未知数据分布并降低新知识对预训练

基础模型的冲击以避免虚假遗忘[191] 等问题.

 2.3　损失/优化层面

除了数据和模型层面, 机器学习还必须考虑设

计合理有效的损失和优化方法. 对于传统的面对静

态场景的机器学习模型, 研究者针对不同目标开发
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出多种多样的损失函数和优化算法. 对于持续学习

而言, 传统的损失和优化方法可能会面临严重的遗

忘问题, 不足以完成持续学习的目标. 为此, 一大批

工作尝试从损失/优化角度对持续学习模型进行改

进, 并且提出很多新颖且高效的算法.

 2.3.1　损失/优化层面的非预训练持续学习模型

应用非预训练模型作为主干网络的方法需要不

断优化整个主干网络的参数, 该过程需要在庞大的

参数空间中搜索最优解, 并且很容易陷入局部极优,
进而导致模型出现更加严重的遗忘, 所以从损失以

及优化角度进行改进是很有必要的. 此类工作大致

可以分为正则化、梯度对齐、损失平滑以及元持续

学习等四类:

{θt−1, ϕt−1} {θt, ϕt}

1)正则化 (regularization-based). 这类方法的

基本思想是通过对损失函数添加正则项, 从而实现

对机器学习模型优化进行约束, 避免模型过分关注

新任务知识而出现严重遗忘. 一种简单且直观的方

式是借鉴知识蒸馏 (knowledge distillation)[192−193]

的思想, 考虑保存上一个任务训练结束时的模型

 来约束当前任务的模型  训练.
以 LwF[194] 为例, 将新任务数据输入当前模型和上

一个任务的模型, 并添加蒸馏 (distillation)损失,
即要求二者输出的差异尽可能小, 从而迫使当前模

型和先前任务的模型具有近似的分布以避免遗忘,
这种通过当前数据进行约束的方式也被称作数据正

则. 然而上一个任务模型并未见过当前任务数据,
其输出未必包含准确且充分的信息, 难以合理近似

先前任务的表征空间. 如果强行要求当前模型的输

出近似旧任务模型的不准确输出, 有可能损害模型

对于新任务的学习, 并难以保证对于旧任务预测能

力的保留.
另一方面, 一些工作尝试直接对模型参数变化

进行约束. 如果模型参数变化很小, 则对旧任务的

影响也会减小, 从而减轻遗忘问题. 然而限制模型

的所有参数变化也会导致模型学习新任务的能力受

到影响. 受到模型剪枝思想的启发, 网络中的大多

数参数对于当前任务的性能是相对不重要的, 仅有

少量参数发挥较大的作用. 所以在持续学习过程中

尽量保持对于旧任务而言相对重要的参数不发生变

化以减轻遗忘, 同时在新任务训练时更新其他对于

旧任务而言不重要的参数以保证模型学习新知识的

能力. 由此, 一些工作考虑在持续学习过程中不断

估计重要参数并约束其变化, 以 EWC[195] 为例, 该
方法尝试使用 Hessian阵来衡量参数重要性. 为降

低 Hessian阵的计算复杂度和计算资源, EWC忽

略参数之间的相互依赖关系并采用对角 Fisher信

息阵估计网络参数的重要程度.
具体而言, 考虑仅包含两个任务的持续学习问

题, 在训练第 2个任务时的 EWC方法的损失函数

可以表示为:

L(θ) = L2(θ) + λ
∑
θi∈θ

1

2
Fi(θi − θ∗1, i)

2
(12)

L2(·)
λ Fi(·)

θi θ∗1, i

其中,   表示模型在第 2个任务数据上的训练损

失;   表示正则项的权重系数;   表示 Fisher信
息阵中关于参数  的元素;   表示在第 1个任务

上训练得到的最优参数集合. Fisher信息阵的对角

元素可以通过式 (13)估计:

Fi = E(x, y)∼D1
trn

[(
∂ logP (y|x, θ)

∂θi

)2
]

(13)

P (y|x, θ) x y

E Fi

θi

其中,   是模型对数据  和标签  的预

测概率;   表示期望. 对角元素  越大则表明参数

 越重要, 在优化过程中需要施加更强的约束以减

小其更新幅度; 相反, 不重要的参数则在新任务更新时

有更大的自由度 .  基于 EWC, 后续的一些工作

[196−198]设计更简单或更精确的方式来估计参数

重要性, 如 Online EWC[196] 等. 这些方法可以应用

于任何网络结构, 且具有一定的数学解释.
然而这类方法需要通过 Fisher信息阵等较为

复杂的方法来估计参数重要性, 并且在后续训练中

需要保存所有历史任务的 Fisher信息阵, 其存储代

价会随任务数量增加而线性增长, 不利于实际应用.
另外, 从效果上来说, 这类方法在面对具有较多任

务的持续学习问题时通常表现不佳, 这主要是因为

在持续学习过程中, 旧任务的参数重要性有可能随

着模型更新而发生变化, 从而导致利用保存的历史

任务 Fisher信息阵估计得到的参数重要性越来越

不准确, 进而出现越来越严重的遗忘问题[199].

g1 g2

2)梯度对齐 (gradient alignment). 通常神经

网络的优化采用基于梯度的方法, 如随机梯度下降

(stochastic gradient descent, SGD)或 Adam等方

法, 其基本思路是希望模型参数朝着梯度下降的方

向进行优化. 然而在持续学习过程中, 在优化新任

务时的梯度有可能和先前任务的梯度方向不一致,
任务之间因而会出现冲突, 即新任务梯度下降而旧

任务梯度却在上升, 导致模型在旧任务上的性能急

剧下降. 基于梯度对齐的方法思路是在训练新任务

时, 希望新任务和旧任务的梯度尽可能对齐, 迫使

网络参数在新任务更新时旧任务的梯度不会上升, 从
而减弱此类冲突问题[200−202]. 该方法思路如图 5(a)、
图 5(b)所示,   和  分别表示新旧任务梯度, 若方

向不一致会干扰旧任务的性能, 反之则可以促进旧
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任务收敛.

t

gk (k < t)

此类方法的一个典型的实现思路是通过将新任

务的梯度往旧任务梯度方向投影来实现梯度对齐.
以 GEM[200] 为例, 该方法在训练第  个任务时, 通过

在记忆缓存中保存少量历史任务数据来估计旧任务

梯度 , 其目标函数可以表示为:

min
g

1

2
∥g − gt∥2, s.t. gTgk ≥ 0, ∀k < t (14)

g

gt

其中, 优化参数  表示当前更新的梯度. 该目标函

数旨在令当前任务的更新方向不会增加旧任务的梯

度, 并且尽可能与当前任务样本的真实梯度   接

近. 尽管 GEM通过二次规划求解该优化问题需要

gk

较大的计算量, 但是该思想对后续工作产生深远影

响. 例如, A-GEM[201] 通过放松约束条件, 利用所有

任务的平均梯度替代式 (14)中每个任务单独计算

的历史任务梯度 , 由此大幅降低了计算复杂度.
然而这类方法通常对梯度的约束较为严格, 容易损

害模型在新任务上的性能, 并且反复利用记忆缓存

中的少量数据计算梯度作为投影方向, 导致记忆缓

存数据极易过拟合, 反而损害历史任务性能.

l

Wl α

W t+1
l = W t

l −
αgWl

∆Wl = W t+1
l −W t

l = −αgWl

∆WlX
1:t−1 = 0

gWl

W t+1
l X1:t−1 =

(W t
l +∆Wl)X

1:t−1 = W t
l X

1:t−1

另外, 还有一些工作 [203−204]从零空间 (null
space)角度考虑对参数梯度优化方向进行约束, 即
希望网络参数在旧任务的零空间内进行更新, 从而

避免对旧任务的影响. 具体而言, 第  层的网络参数

记为 , 以 SGD优化算法为例, 记学习率为 , 则在

新任务上的一次迭代更新后的参数为 

, 则参数变化为  .
若对于旧任务数据的输入满足条件 ,
则称梯度   落在旧任务的零空间内. 由此可得,
更新后的参数对于旧任务数据输入有 

,  即参数更新不会

影响对于旧任务数据的预测结果, 从而避免遗忘问

题. 同样地, 这类方法虽然数学上严格推导不会存

在遗忘, 但由于无法获得所有旧数据, 通常还需要

额外增加记忆缓存等手段来近似计算零空间. 另外,
对于新任务梯度的严格约束很容易破坏模型学习新

任务的能力.

θ∗1 θ∗2 θ∗CL

3)损失平滑 (loss flatness). 大多数的损失平滑

方法[205−207] 核心思想是在训练期间扰动模型参数,
迫使模型对抗扰动并收敛到相对稳定的极优点, 在
该极优点附近的损失景观 (loss landscape)较为平

滑, 不会出现损失的剧烈变动, 由此增加模型的鲁

棒性. 在神经网络的优化过程中, 平坦的损失景观

意味着在当前模型参数处于低损失平滑区域, 对参

数变化相对不敏感. 即使新任务到来导致模型朝着

不同方向进行更新, 在一定程度内的参数变化依然

使得模型处于关于旧任务的低损失区域, 不会过分

影响旧任务的性能. 该方法思路如图 5(c)、图 5(d)
所示,   和  分别表示两个任务的最优参数, 
表示两个任务持续学习后的最优参数. 若两个任务

的损失更加平滑, 则低损失区域范围更大且变化更

平稳, 可以帮助持续学习模型收敛到具有更低损失

的极小值. 一些工作 [208−211]尝试将现有的损失

平滑方法应用于持续学习场景, 影响模型参数更新

并使其收敛到相对平滑的极小值. 这些方法通常可

以应用于多种持续学习基准方法, 作为一种即插即

用的模块来有效提升模型性能并减轻遗忘问题.
4)元持续学习 (meta-continual learning). 元

学习的核心是学习一个适应能力强的初始化或优化
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图 5    损失/优化层面梯度的对齐和损失平滑图示

Fig. 5    Illustration of gradient alignment and loss flatness
on the perspective of loss and optimization
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规则, 在持续学习中合理地应用元学习方法[212] 可以

使得模型在面对新任务或环境时能够快速适应, 同
时尽量保留旧任务的知识, 可以更加高效地应对任

务切换和灾难性遗忘问题[213−218]. 应用元学习的方式

多种多样, 通常采用的基本思路是: a)先利用元学

习隐式梯度对齐的特点, 实现新旧任务的对齐以避

免遗忘. 这是因为元学习通常采用双层优化的方式

求解, 在求解中存在一个隐式的内外层损失梯度对

齐的优化过程. 利用这一点, 内层数据使用记忆缓

存数据 (也可以是新任务数据和记忆缓存数据的合

集), 外层数据则使用新任务数据, 从而隐式地实现

新旧任务梯度对齐. b)再通过设计元目标影响模型

优化, 如增强模型泛化性和迁移性, 从而直接优化模

型参数或是控制一些关键参数来间接影响模型训练.
以MER[214] 为例, 该方法通过新旧任务梯度内

积的正负分别形式化迁移 (transfer)和干扰 (inter-
ference), 在目标函数中显式地最小化新旧任务梯度

之间的干扰, 并以一阶元学习算法 Reptile进行优

化, 建立 GEM梯度对齐的目标和元学习之间的联

系. 再比如 La-MAML[215], 其通过元学习控制各个

参数的学习率, 进而隐式地控制新旧任务梯度对齐

的程度: 如果梯度对齐程度较高, 则学习率较大; 反
之则说明新旧任务之间存在冲突, 可以自动降低学

习率以减缓模型在该批次数据上的训练, 从而达到

较好的收敛结果.
更进一步, 最近的一项研究 VR-MCL[199] 从理

论上建立元持续学习和先前基于正则化方法之间的

联系, 直观反映元持续学习方法对于改善遗忘问题

的有效性. 该方法通过元学习方法改善先前正则化

方法存在参数重要性估计不准确的问题, 获得更加

稳定的 Hessian阵估计, 显著改善了元持续学习和

基于正则化方法的性能.
另外, 本团队近期研发的元持续学习框架[121, 131]

尝试学习模型在处理持续学习问题时的内在规律,
并将其应用于模型泛化, 在不利用预训练模型的情况

下显著增强了模型的泛化性. 具体而言, Dual-CBA[131]

发现每次学习新任务时, 新任务的概率预测值和所

有旧任务的概率预测值之间存在一定内在联系并且

保持相对稳定的规律. 为此设计双分支持续偏差适

配器, 其中的一个分支称为类别特定适配器, 基于

CBA[121] 用于拟合各个类别之间在持续学习过程中

出现的偏差问题; 另一个分支称为类别无关适配器,
用于拟合新任务和旧任务之间的偏差. 借鉴元学习

思想, 通过元目标优化该双分支适配器, 并隐式建

模新旧任务的梯度对齐以避免遗忘. 该框架优化得

到的类别无关适配器可以有效改善新旧任务之间的

偏差, 并且可以直接用于多种不同的持续学习任务

设置并改善其性能, 展现出较强的迁移和泛化性.

 2.3.2　损失/优化层面的预训练持续学习模型

回顾先前的非预训练模型在损失/优化层面的

改进, 很多方法对于计算代价有较高要求. 例如基

于正则方法需要估计 Hessian阵; 梯度对齐的方法

需要约束所有参数的梯度方向; 元持续学习方法则

大多需要求解双层优化问题, 其优化过程也需要计

算网络参数的二阶信息等. 然而预训练模型的参数

量通常远远大于传统的非预训练模型, 所以先前在

损失/优化层面进行改进的方法难以直接应用于预

训练持续学习模型.
对于预训练模型, 一类可行的思路是对微调参

数的更新添加约束: 首先引入少量微调参数以帮助

预训练基础模型适应当前数据分布, 然后再对不同

任务的微调参数添加正则化约束以避免互相干扰.
例如, 类似 EWC, EProj[219] 考虑大型多模态模型的

持续学习问题, 为每个任务设置一个投影层并冻结

其他参数, 再通过正则化方法根据不同任务的相似

性作为投影层可学参数的重要性得分. InfLoRA[170]

则为每个任务设置一个 LoRA微调模块, 并通过正

交性约束限制其更新方向, 以保证每个任务的 LoRA
模块互不影响. 这种正交性的正则策略可以将每个

任务的微调参数看作是微调参数空间中的一组基

底, 通过对基底的组合即可获得任意表达, 各个微

调参数可以互相弥补信息的不足, 共同作用于预训

练基础模型, 有效避免不同的微调参数之间互相干

扰. 还有一些工作采用其他正则化方法, 如文献 [220]
考虑对梯度施加正则, 文献 [221]采用零空间的思

想限制微调参数的更新.
同样, 目前已有一些工作尝试将预训练基础模

型和元持续学习结合, 其基本思路也是对规模较小

的专家网络[222] 或令牌[223] 使用元学习的策略, 从而

降低元学习的优化难度以满足实际需求.

 2.3.3　发展趋势

在损失/优化这一层面的持续学习方法中, 有
很多基于正则的方法具有较强的数学推理作为支撑

并在理论上实现较为严谨的避免遗忘, 如EWC、GEM
等. 然而这类方法在实际应用中往往效果不佳, 这
是因为在实际应用中对网络训练施加过强的正则化

约束会导致网络难以适应新任务的学习, 同时也有

可能过拟合到历史任务. 所以如何弥补持续学习当

中数学推导和实际网络训练之间的差异成为这一类

方法的主流问题. 为此, 研究者们尝试放松数学上

的严格约束, 例如元持续学习以隐式的梯度对齐方

式避免遗忘, 从而更契合网络的训练和优化, 一定
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程度上改善了理论和模型性能的不统一. 然而这一

方向还有很大的进步空间, 无论是理论的严谨度、

性能的稳定性以及理论和性能的平衡, 依然是未来

的一个主要研究方向.
如前所述, 无论是基于正则还是元持续学习方

法, 由于其计算复杂度较高, 都无法直接应用于大

规模的预训练基础模型. 目前的主要做法是结合模

型结构方法中的添加提示或适配器的方法, 仅对少

量的微调参数的持续学习更新添加正则化约束或进

行元学习. 然而如何从本质上降低损失/优化层面

的持续学习方法的计算量和优化难度仍然是一个值

得思考且极具挑战性的问题.
另外, 预训练持续学习模型的泛化性主要来源

于基础模型自身的能力, 而非类似非预训练模型中

元持续学习的部分方法, 通过学习持续学习内在规

律获得较为本质的迁移和泛化能力. 后续工作中的

一个可能的发展方向就是结合预训练模型的强大表

征能力与元持续学习迁移泛化的特点, 进一步捕捉

机器学习方法在处理持续学习问题时表现出的一些

规律, 从而进一步增强其泛化能力.

 2.4　理论层面

一个完备的机器学习框架的主要因素不仅包括

数据、模型以及损失/优化, 还需要严谨的理论框架

和深入的理论分析, 这可以保障模型收敛以及模型

性能, 并且对于算法理解至关重要. 很多工作尝试

从不同角度对持续学习模型和方法的理论发展做出

贡献, 下面将进行详细的介绍和分析.

 2.4.1　关于持续学习的理论研究进展

1) PAC-Bayesian理论. 在传统机器学习理论

中, PAC-Bayesian理论结合先验知识和数据对模

型进行推断, 并通过概率方式推导出模型在测试数

据上的泛化误差与其在训练数据上的经验误差之间

的关系. 基于此, 很多工作 [138, 224−226]尝试在持

续学习设置下推导模型的 PAC泛化误差界, 并不

断放松关于任务分布的假设, 以进一步考虑更加动

态和复杂的场景. 例如, Pentina等[224] 考虑未来任

务的期望损失和已观测任务的平均损失的关系, 提
出一个 PAC-Bayesian泛化界, 并根据该泛化界提

出参数迁移和表示迁移算法. 该理论假设所有任务

从一个固定的任务分布中采样得到, 而文献 [225]
进一步放松这一假设, 允许任务之间存在依赖关系,
并说明这种依赖性会导致收敛速度减慢; 另外, 还
允许任务分布随时间变化, 提出使用迁移的方法从

历史任务中提取知识, 并提供迁移算法的泛化界.
在文献 [138]中, 研究者分析任务分布之间的差异、

损失景观的平坦度以及参数空间的覆盖程度, 为模

型的稳定性和可塑性提供泛化误差界, 该理论指出,
找到更平坦的最优解或减小任务之间的差异有助于

降低泛化误差; 并根据理论分析提出 CoSCL算法,
即构造多个子网络集成协作以提高稳定性和可塑性.

2)概率模型. 包括先前介绍的基于正则的方法

EWC[195] 在内, 很多工作通过建立持续学习的概率

模型进而推导出一系列高效的算法[197−198, 227−228]. 例
如, VCL[227] 提出一个通用的变分持续学习框架, 结
合在线变分推断和蒙特卡洛变分推断方法, 可以适

用于判别和生成持续学习模型. Andle等[228] 分析持

续学习任务序列中的网络信息流 (information
flow), 在学习新任务的同时优化网络层与层之间的

信息保存, 以管理在整个层中传递的任务特定的知

识, 从而实现模型对先前任务性能的保持. 另外, 综
述 [12]也从贝叶斯角度梳理持续学习相关的理论

工作, 同样对损失景观的平坦度、任务分布的差异

以及参数空间的结构进行分析, 并得到和文献 [138]
类似的结论, 即平坦的损失有利于降低泛化误差界;
协同任务会增加泛化误差, 而竞争任务会降低泛化

误差[226]; 同时也解释了固定结构的模型难以不断学

习新任务的原因, 即参数空间会不断缩小, 可塑性

会越来越低.
3)线性模型. 由于神经网络的高度非线性特质,

难以直接对其进行通彻的理论分析, 所以有很多工

作 [229−233]尝试从相对简单的线性模型出发, 考
虑并分析线性分类/回归问题在持续学习场景下的

参数变化及其性质. 例如, Ding等[232] 定义遗忘和迁

移的期望, 从而分析过参数化、任务相似性、任务顺

序对持续学习的影响. Li等[233] 通过构建线性回归

任务, 对混合专家模型进行理论分析, 并给出期望

遗忘和泛化误差的显式表达式来表征专家模型对持

续学习性能的作用.
4)其他. 还有一些其他工作借鉴其他领域的优

秀理论来分析持续学习框架. 例如一些方法[234−235]

将持续学习中不断到来的流式任务和在线学习中的

流式数据结合起来, 参考在线学习中的遗憾边界

(regret bound)理论进行分析, 从而开发出具有较

好迁移性的方法 .  另外还有方法从神经正切核

(neural tangnent kernel, NTK)[236−237]、动态规划[238]、

任务分解[239]、信息瓶颈理论[240] 等不同角度对持续

学习问题进行理论分析.

 2.4.2　发展趋势

由此可见, 目前的大多数理论中, PAC-Baye-
sian理论以及概率模型相关的工作发展较为完善,
但是仍然有较大的进步空间, 一个关键问题在于如

何利用理论分析指导模型和算法的设计. 例如, 很
多理论工作指出, 具有较高相似度或依赖性的任务
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容易在持续学习过程中造成混淆, 从而对模型泛化

性有负面影响[138, 226, 230, 232], 然而这些分析大多是定

性的, 任务相似性还没有较为明确的系统定义, 相
似任务带来的负面影响也无法定量分析. 所以相关

的理论研究还需要进一步讨论和探索, 并且迫切需

要更加严格且具有实际指导意义的理论工作.
除此之外, 预训练持续学习的理论研究尚未形

成完整的理论体系. 尽管近期研究 [241]尝试在预

训练模型基础上建立理论和实际算法之间的联系,
但是并未充分揭示预训练机制与持续学习动态交互

的理论本质. 值得注意的是, 这些初步探索证实了

理论分析的可行性, 为后续研究提供重要启示. 未
来研究可以从以下两个维度突破: 1)建立预训练表

征的泛化性理论, 明确预训练先验对持续学习任务

序列的适应性边界; 2)发展动态知识整合的数学框

架, 量化预训练参数空间与持续学习更新过程的互

作用机制. 通过融合深度学习理论与持续学习方法

论, 构建兼具解释性与实用性的理论基础.

 3　持续学习应用及相关研究方向

在很多实际应用领域中, 尽管它们看起来和持

续学习毫无关系, 但是实际上持续学习技术已经被

广泛应用且成为这些领域中的关键组成部分. 本文

简要介绍以下几个现阶段较为前沿的研究方向, 并
简要阐述持续学习技术在其中的关键应用.

1)持续测试阶段自适应 (continual test-time
adaptation, CTTA). 测试阶段自适应 (test-time
adaptation, TTA)[242−244] 旨在解决测试数据与训练

数据分布不一致的问题. 与传统测试阶段固定模型

不同, 测试阶段自适应允许模型在训练结束后根据

测试数据自动调整模型参数, 无需重新训练或访问

原始训练数据. 常见的策略是利用无监督损失根据

测试数据自动调整模型参数, 从而适应测试数据的

分布变化.
在此基础上结合持续学习, 很多工作开始研究

持续测试阶段自适应[242, 245−250], 希望模型在测试阶

段会遇到随环境或时间持续动态变化的测试数据,
并要求模型能够适应后续遇到的一系列测试数据,
其核心挑战在于平衡新知识的适应与旧知识的保

留, 避免灾难性遗忘. 因此这类方法也会使用持续

学习相关技术, 如基于重放[249−250] 或约束重要参数更

新[242, 246, 248] 的方法.
2)模型忘却 (model unlearning). 传统持续学

习通常是为避免在学习新知识时遗忘已经学过的旧

知识, 而模型忘却[243, 251−254] 则是利用模型容易出现

遗忘的特点, 希望模型遗忘先前学过的某些特定的

训练数据以保护用户的数据隐私, 从而符合某些隐

私规则、社会规范等. 一些工作尝试实现精确忘却

(exact unlearning)[252, 255−256], 该过程通常需要在剔

除指定的训练数据后重新训练整个或部分模型. 然
而重新训练会耗费巨大的计算资源, 所以很多研究

开始探索近似忘却 (approximate unlearning)[257−259],
即希望最小化近似忘却模型与精确忘却模型之间的

分布差异, 再通过变分等方式求解忘却后的模型.
然而, 模型在忘却指定训练数据时, 很有可能

同时遗忘其他训练数据, 从而引发灾难性遗忘并严

重损害模型泛化性. 这就要求模型忘却算法需要在

忘却指定样本和维持泛化性之间达到较好的平衡.
为此, 很多工作结合持续学习技术进行探索, 比如

UNLEARN[260]、Forsaken[261] 对参数更新添加约束,
Srubbing procedure[258] 在最大化忘却的同时还添加

在其他数据上的损失以避免灾难性遗忘, O3[262] 则引

入 LoRA适配器用于持续地忘却指定数据, 并设计

一个分布外检测器来衡量输入和忘却数据的相似性.
3)强化学习 (reinforcement learning, RL). 强

化学习是指智能体通过与环境交互进行学习. 具体

而言, 智能体在环境中采取行动, 并从环境中获得

观察和奖励. 目标是学习一个动作 (action), 即根据

到目前为止所看到的观察 (observation) 和奖励

(reward)来选择下一个动作, 使得奖励最大化.
在长期的强化学习过程中, 动作的变化会导致

智能体与环境的交互发生变化, 从而出现非稳态的

情况, 这会降低强化学习的效率. 而基于重放的方

法也是强化学习中的一个重要解决方案[263−264]. 即在

进行新的观测时, 重放先前遇到的状态和动作, 使
得训练更加稳定. 与传统持续学习不同, 在强化学

习中的重放策略并不关心存储资源. 在重放的过程

中, 也会遇到和传统持续学习类似的问题, 例如选

择合适的重放数据[265], 过度重放会损害模型学习新

任务的能力[266−267] 等.
目前已有研究者尝试将持续学习在强化学习中

的概念形式化 ,  称为持续强化学习 (continual
RL)[268−269]. 该设置进一步强调在强化学习中的动态

性, 包括状态、动作、奖赏、观察等, 都会随着时间

的推移而发生变化. 现有的工作已经应用很多持续

学习技术, 例如基于重放[270]、基于正则[271]、基于模

型架构[272] 等方法.
4) 大语言模型中的持续学习. 在自然语言处

理 (natural language processing, NLP)领域, 大语

言模型 (large langauge model, LLM)在文本理解、

对话、生成、翻译等领域都取得较强的性能[273−276].
然而大语言模型的训练极其复杂且耗费巨大, 当需
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要整合新知识时, 重新训练是不现实的. 因此也会

采用持续学习相关技术, 希望在学习新知识的同时

不损害大语言模型原有的能力. 具体而言, 大语言

模型中的持续学习可以粗略分为以下三类[29]:

• 持续预训练 (continual pre-training, CPT).

在预训练阶段, 往往需要扩展模型对语言的基础理

解, 例如学习新的事实性知识[277−278]、学习特定领域

知识[279−280] 或扩展大语言模型支持的自然语言种类

或代码语言种类[281] 等, 都需要在学习新知识的同时

避免遗忘.

• 持续指令微调 (continual instruction tuning,

CIT). 预训练结束后, 大语言模型还需进行指令微

调以适应用户的命令, 提升响应能力. 这就需要

模型持续适应多种指令任务[282−283], 适应特定领域的

指令[284−285], 或是持续扩展模型使用新工具的能力[286].

• 持续对齐 (continual alignment, CA). 最后

还需要确保大语言模型的输出符合价值观、道德标

准和社会规范, 比如持续对齐人类的价值观和偏好

以及新的法律和标准规范[287−289].

以上的设置大多从实际出发, 目的是解决大语

言模型在训练和改进过程中出现的遗忘问题, 所以

具体的问题设置和先前持续学习常用设置略有不

同, 但是采用的技术基本思想一致, 包括基于重放

和正则的方法, 或是扩展模型结构[290−292] 的策略.

 4　结束语

持续学习作为人工智能领域的前沿方向, 旨在

赋予机器系统类人化的持续进化能力, 使其能够在

动态开放环境中实现知识积累与能力延展, 该技术

已经广泛应用于机器人、自动化系统、医疗保健等

领域. 随着大规模预训练基础模型技术的快速发展,
持续学习研究正经历从传统非预训练范式向预训练

范式的跃迁. 本文从数据、模型、损失/优化和理论

四个层面系统性地梳理持续学习领域的研究脉络与

发展趋势, 着重分析非预训练持续学习模型和预训

练持续学习模型之间的区别与联系, 并在表 1中整

理这四个方面的非预训练和预训练持续学习方法的

参考文献. 本文分析表明, 即使预训练持续学习方

法逐渐展现出与传统非预训练持续学习方法不同的

技术路线和发展趋势, 然而本质上预训练方法仍然

极大程度地继承传统非预训练方法的设计思路和解

决方案, 例如伪重放、增强模型表征、扩展模型结构

等. 另一方面, 预训练持续学习方法也要面对许多

严峻的挑战. 未来研究需重点突破三大方向: 1)研
发面向预训练大模型的轻量化持续学习机制, 通过

参数高效微调等技术创新性地降低计算复杂度, 从
而结合传统持续学习技术实现更强的性能; 2)构建

跨模态、跨任务的通用迁移框架, 考虑结合预训练

基础模型和元学习理论, 尝试赋予持续学习模型自

 

表 1    持续学习方法总结

Table 1    Summary of continual learning methods

方法分类 非预训练持续学习方法 预训练持续学习方法

数据层面

基于重放

数据增广: [47, 52−53]

[96−98]数据表征: [47−48, 54]

数据选择: [37−38, 46, 56−59, 61−64]

基于伪重放

生成模型: [66−73] 生成预训练模型: [85−90, 93, 99−101]

合成数据集: [76−80] 合成数据集: [95]

特征重放: [82−83] 特征重放: [94]

模型层面

模型表征 [105−108, 110−114, 116−118] [146−150]

模型偏差 [83, 119−131] [148, 151−153]

模型结构
扩展模型: [132−139] 提示微调: [154−168]

路径模型: [140−145] 适配器及专家模型: [169−190]

损失/优化层面

正则化 [194−199] [170, 219]

梯度对齐 [200−204] [220−221]

损失平滑 [205−211]

元持续学习 [121, 131, 199, 214−218] [222−223]

理论层面

PAC-Bayesian 理论 [138, 224−226]

—
概率模型 [195, 197−198, 227−228]

线性模型 [229−233]

其他 [234−235, 237−240]
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动应对持续变化的数据分布的能力, 释放持续学习

模型的泛化潜能; 3)继续探索持续学习的理论体系

构建, 特别是在稳定性−可塑性平衡、知识表征动态

演化等基础理论层面亟待突破. 这些突破不仅将推

动持续学习技术向实用化迈进, 更为构建具备终身

学习能力的通用人工智能系统开辟崭新路径.
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