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基于 CE TransNet 的腹部 CT 图像多器官分割
廖 苗 1    杨睿新 1    赵于前 2    邸拴虎 3    杨 振 4

摘    要   受限于局部感受野, 卷积神经网络无法建立足够的长距离依赖关系. 一些方法通过将 Transformer部署至卷积网
络的某些特定部位来缓解这个问题, 如网络编码器、解码器或跳跃连接层. 但这些方法只能为某些特定特征建立长距离依赖
关系, 难以捕获大小、形态多样的腹部器官之间的复杂依赖关系. 针对该问题, 提出一种交叉增强 Transformer (CE trans-
former)结构, 并用它作为特征提取单元构建一种新的多层级编−解码分割网络 CE TransNet. CE transformer采用双路径
设计, 深度融合 Transformer与卷积结构, 可同时对长、短距离依赖关系进行建模. 在双路径中, 引入密集交叉连接促进不
同粒度信息的交互与融合, 提高模型整体特征捕获能力. 将 CE transformer部署于 CE TransNet的整个编解码路径中, 可
有效捕捉多器官的复杂上下文关系. 实验结果表明, 所提出方法在WORD和 Synapse腹部 CT多器官数据集上的平均
Dice相似系数值分别高达 82.42% 和 81.94%, 显著高于多种当前先进方法.
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Multi-organ Segmentation From Abdominal CT Images Based on CE TransNet
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Abstract   Limited by local receptive fields, convolutional neural network is unable to establish sufficient long-range
dependencies. Some methods address this limitation by deploying transformers to some specific parts of the convolu-
tional network, such as the encoder, decoder, or skip connections. However, these methods can only establish long-
range dependencies for certain specific features and struggle to capture the intricate dependencies among diverse-
sized and shaped abdominal organs. To tackle this issue, a cross-connection enhanced transformer (CE transformer)
architecture is proposed. Utilizing the CE transformer as the feature extraction module, a multi-level encoder-de-
coder segmentation network, denoted as CE TransNet, is developed. The CE transformer allows simultaneous mod-
eling of long- and short-range dependencies by employing a dual-path design that integrates Transformer and con-
volutional structures. Dense cross-connections are introduced in the dual paths to facilitate the interaction and fu-
sion of information in different granularity, enhancing the overall feature capture capability of the model. The CE
transformer deployed across the entire encoding and decoding paths of the CE TransNet, which allows for establish-
ing complex dependencies of organs. Experimental results show that the proposed method achieves mean Dice simil-
arity coefficient values of 82.42% and 81.94% on the WORD and Synapse abdominal CT multi-organ datasets, re-
spectively, which are significantly higher than those of many state-of-the-art methods.
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腹部计算机断层扫描 (Computed tomogra-

phy, CT)图像中的多器官分割有助于器官的形态
分析、疾病诊断、治疗方案制定等任务, 可为手术导
航、器官移植、放射治疗等提供有价值的定量评估[1].
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目前, 临床上腹部多器官分割主要由医生手动勾画
完成. 由于每个病人包含的切片数量巨大, 手动勾
画过程繁琐、效率低、可重复性差[2]. 此外, 腹部是
人体最复杂的区域之一. CT图像中腹部器官通常
具有结构复杂、边界模糊、形态多样等特点[3], 人工
手动勾画的主观性大, 其准确性严重依赖于临床医
生的经验和技巧[4]. 因此, 研究腹部 CT图像多器官
的自动分割对于提高计算机辅助诊疗的精度和效率
具有重要意义.

近年来, 由于强大的非线性特征提取能力, 深
度学习技术, 尤其是深度卷积神经网络 (Convolu-
tional neural network, CNN)在医学图像分割任务
上取得显著的进展[5−6]. 这些进展极大地推动了医学
影像分析的自动化与精准化. 特别是在器官识别、
病灶检测、病理分级等关键应用中, CNN展现出超
越传统方法的性能[7−8]. Long等[9] 提出全卷积网络
(Full convolutional neural network, FCN), 该网络
利用编码器−解码器架构以及跳跃连接促进抽象特
征信息与次级细节信息的融合, 显著提高了模型的
分割性能. U-Net[10], 一种呈 U形的全卷积网络, 可
有效保留空间细节信息, 在医学图像分割任务中展
现出强大的分割能力, 是医学图像分割领域的一个
重要里程碑[11]. 尽管基于 CNN的模型取得了相当
的成功, 但受限于局部感受野、归纳偏置等, 这些基
于 CNN的方法难以建立图像中长距离目标之间的
依赖关系, 其分割性能仍无法满足临床要求.

为克服 CNN在建模全局语义特征方面的局限,
基于多头自注意力 (Multi-head self-attention,
MHSA)[12] 机制的视觉 Transformer (Vision trans-
former, ViT)[13] 被提出. 在 Transformer层中, 所有
输入序列被并行处理, 模型能够一次性获得整个图
像的全局视图, 无需依赖逐层递增的感受野[14−15]. 这
使得模型能更高效地处理长距离依赖关系, 在视觉
任务中识别跨越多个尺度的结构[16−17]. 最近, Kirillov
等[18] 提出一种基于 ViT的大模型, 称为 SAM (Seg-
mentation anything model). SAM在大规模视觉
数据上进行训练, 对自然图像展现出强大的分割能
力. 然而, SAM在分割对象之前需要输入提示词,
无法实现全自动分割. 它在各种医学图像和任务中
的准确性也存在显著差异[19], 尤其是在处理小尺寸、
低对比度和不规则形状的目标区域时面临挑战[20−21].

鉴于 Transformer在视觉任务上展现出的巨大
潜能, 不少专家学者将其引入医学图像分割领域[22].
Chen等[23] 首次将 Transformer嵌入 U-Net编码器
深层, 构建 TransUNet分割模型, 以捕获图像长距
离依赖关系. 类似地, TransBTS[24]、UCTransNet[25]

和 SegTran[26] 同样以 CNN作为骨干网络, 并将 Tran-

sformer部署于网络的局部结构中, 例如编码器、解
码器或跳跃连接等. 上述方法在 CNN框架的某些
特定部分引入 Transformer, 两者之间缺乏信息交
互和融合机制. CNN通过卷积操作来捕捉局部特
征, 强调空间结构和局部特征[6−7]. Transformer则
利用自注意力机制捕捉长距离依赖关系, 将输入视
为序列而不是结构化的像素网格[13, 15]. 这种差异导
致 CNN提取的局部特征与 Transformer捕捉的全
局语义之间出现不匹配, 这种不匹配导致特征表示
不一致, 限制了模型的性能, 无法实现预期的优势
互补与协同效应[27]. 此外, 也有一些完全基于 Trans-
former的分割网络提出, 如 Swin Unet[28]、MedT[29]

和MISSFormer[30]. 上述网络过分依赖于长距离建
模能力, 而对小目标、边界等局部信息的关注有限,
而这些局部信息对于医学图像分割至关重要.

为克服 CNN和 Transformer特征表示不一致
的问题, 近期的研究尝试探索更加紧密的融合策略,
以充分利用两者优势. 例如, ScribFormer[31]、SSNet[32]

和 HAFormer[33] 均采用 CNN-Transformer双编码
器, 并引入交互模块实现特征融合. ScribFormer利
用特征耦合单元 (Feature compling units, FCU)
建立双编码器之间的信息通路, 以整合全局和局部
特征. SSNet 采用特征融合模块 (Feature fuse
module, FFM)和特征注入模块 (Feature inject
module, FIM)来融合 CNN-Transformer双编码器
之间的信息. 然而, FCU、FFM和 FIM部署于每个
阶段的末端, 其发挥的特征融合作用有限. HA-
Former 将一种相关性加权融合 (Correlation-
weighted fusion, cwF)模块部署于编码路径的最后
阶段, 忽略浅层网络的特征融合, 在建模多器官的
复杂依赖关系方面仍存在挑战.

为深度融合 CNN-Transformer, 实现全局和局
部特征的渐进式、深入融合, 本文提出一种基于密
集交叉连接的混合特征提取模块 CE transformer.
不同于现有特征提取模块, CE transformer采用双
路径结构并行提取图像局部和全局特征, 以捕获多
器官的上下文关系, 并引入密集交叉连接, 构建双
流信息通道, 促进不同粒度特征的深度交互与融合.
以 CE transformer为基础特征提取模块, 本文构建
了一种编码−解码结构的腹部 CT图像多器官分割
模型 CE TransNet. 编码器通过级联多个下采样和
CE transformer结构, 获取图像多尺度特征, 解码
器利用门控注意力模块和 CE transformer逐步融
合编码端特征, 生成分割图. 本文的主要贡献如下:
1)提出一种新的交叉增强 Transformer结构,

可全面、深入提取图像全局及局部特征. CE trans-
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former以多头自注意力机制和深度可分离卷积为
基础, 采用双路径设计, 并引入密集交叉连接促进
不同模块之间的特征交互, 为模型提供更丰富的上
下文信息, 使模型具备同时捕获长−短范围目标之
间依赖关系的能力.
2)以 CE transformer为核心, 提出一种多层

级编−解码网络架构 CE TransNet. 不同于现有网
络直接将 Transformer部署于某些特定结构, CE
TransNet将 CE transformer贯穿于整个网络的编−
解码路径, 显著提高模型从全局和局部视角提取图
像特征的能力, 可充分、深入捕获各器官内部结构
及不同器官间的相对关系, 实现腹部 CT多器官同
时准确分割.
3)在多个腹部 CT多器官图像数据集上评估

提出网络的分割性能. 结果表明, 与目前先进方法
相比 ,  提出的 CE TransNet 在 Dice 相似系数
(Dice similarity coefficient, DSC)、平均交并比
(Mean intersection over union, mIoU)、归一化表
面 Dice (Normalized surface Dice, NSD)、豪斯多
夫距离 (Hausdorff distance, HD)、平均表面距离
(Average surface distance, ASD)和准确率等多个
分割指标上表现出明显优势, 大大提升了十二指肠、
结肠和胆囊等形态复杂器官的分割精度.
 

1    网络结构

N

�

�

本文提出的 CE TransNet 分割模型结构如
图 1所示, 包含一个四阶段编码器和一个解码器.
编码器中, 每个阶段均由 1 个卷积下采样和 1 个
CE块组成, 卷积下采样模块 2倍下采样输入图像
的同时扩增其通道数, CE 块由   个 CE trans-
former模块串联组成, 用于提取下采样图像的特征.
解码器包含 3个门控注意力模块、3个卷积上采样
层、4个 CE transformer、4个 1  1的卷积层和 1
个 sigmoid层. 它以编码器的多尺度特征作为输入,
逐步生成分割图. 具体地, 该解码器以前一阶段的
解码特征作为指导, 利用门控注意力模块抑制当前
编码端输入中的不相关信息, 并将门控注意力结果
与前一阶段的解码特征进行相加融合, 输入至 CE
transformer进行解码, 随后通过 1  1的卷积和上
采样操作获取当前阶段的分割特征. 该级联解码过
程将生成四个分割特征图, 并通过相加融合和 sig-
moid激活函数得到最终的分割结果. 

1.1    CE transformer

与自然场景图像相比, 医学图像呈现复杂的器
官分布以及对微小差异的高度敏感性[14, 34]. 这要求
分割模型具备综合理解微观组织和宏观结构的能
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图 1    CE TransNet网络结构示意图
Fig. 1    The network architecture of CE TransNet
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力. 对此, 近年来研究者们积极探索高效模型设计,
以期克服上述挑战. 特别地, Transformer架构由于
其在捕捉长距离依赖关系方面具备天然优势, 被逐
步引入医学图像分割领域. 然而, 现有方法通常简
单地将 Transformer模块与传统的卷积神经网络
(CNN)进行简单结合, 忽略深层次的融合机制[22].
为深度融合 CNN 和 Transformer, 本文提出一种
基于密集交叉连接的混合特征提取模块 CE trans-
former. CE transformer采用双路径结构并行提取
图像局部和全局特征, 以捕获腹部器官的复杂上下
文关系, 并通过引入密集交叉连接, 建立多层级信
息交换通道, 促进全局和局部信息的深度交互与融
合, 增强模型对复杂结构的综合理解. CE trans-
former结构如图 2所示, 由两条平行的支路构成,
主要包含一个自注意力 (Self-attention, SA)模块、
一个焦点聚合 (Focal-aggregation, FA)模块、一对
通道级融合 (Channel-wise fusion, CF)模块和一
对像素级融合 (Pixel-wise fusion, PF)模块. 首先,
将输入特征  按通道数平均分成 

 和  两组, 并输入至两条平
行支路. 然后, 分别采用 SA和 FA模块捕获图像的
长、短距离依赖关系. 随后, 依次采用 CF和 PF模块
对 SA和 FA的输出进行非线性特征提取, 并在 CF
和 PF中引入密集交叉连接, 促进不同模块之间的
特征交互 ,  使模型产生更综合、全面的特征 .  为
方便表示, 图 2 中   指代两条支路. SA、
FA、CF和 PF等各子模块的详细结构将在下面进
行描述. 

1.1.1    自注意力模块 (SA)
近年来, Transformer架构在视觉任务中取得

极具竞争力的结果[13, 35−36]. 尽管 Transformer具有

�/ (n2)

强大的长距离上下文建模能力, 但其计算成本随输
入参数规模增大呈二次方增长, 即计算复杂度高达

. 针对该问题, Liu等[35] 将注意区域限制在图
像局部窗口内, 该操作可提高计算效率, 但限制了
注意力感受野. 为扩大感受野、捕获足够的长距离
依赖关系, 本文采用十字形窗口多头自注意力 (Cro-
ss-window based multi-head self-attention, CSW-
MHSA)机制[36] 构建 SA模块.

X 2

�2H � W � 2C X h 2 �2H � W � C

X v 2 �2H � W � C

X h M !

[X 1; X 2; � � � ; X M ]

! � W

Yh

如图 2 所示, SA 模块包含归一化层、CSW-
MHSA层和残差连接. 不同于W-MSA (Window
based multi-head self-attention, W-MSA)[35]、SW-
MSA (Shift-window based multi-head self-atten-
tion, SW-MSA) [ 3 5 ] 等基于矩形窗口的注意力结
构, CSW-MHSA分别从水平和垂直方向计算注意
力, 其注意区域范围更大. 对于输入特征图像 

, 根据通道数平均分成两组 

和 , 并分别从水平和垂直方向计算
其注意力权重. 首先, 将  均匀分成  个宽为 

的不重叠水平条状区域 ( ). 由
于多头自注意力仅接受序列向量作为输入, 本文将
每个水平条状区域平坦化为一个长度为  的
序列. 然后, 将这些序列输入至多头自注意力模块,
获取水平方向上的注意力特征, 记为 , 具体计算
过程如下:

X h = [ X 1; X 2; � � � ; X M ] �����	

Y i = MultiHead (F latten (X i )) �����	

Yh = [ Y 1; Y 2; � � � ; Y M ] �����	

M M = H / ! !

!

F latten (�)

MultiHead (�)

其中,   为水平条状区域的数目,  .   为
水平条状区域的宽度, 通过调整  可以权衡计算效
率和感受野.   表示平坦化操作, 将条状区
域平坦化为序列向量.   为多头自注
意力模块, 其以序列向量为输入, 通过矩阵乘法学
习序列内每个特征之间的依赖关系, 计算过程可表
示为

Q = X � W Q
k ; K = X � W K

k ; V = X � W V
k �����	

headk = Sof tMax
�

QK �4
p

D

�
V + LePE(V ) �����	

MultiHead (X ) = Concate(head1;

head2; � � � ; headh ) �����	

Concate(�) h

headk k

W Q
k 2 �2C � dk ; W K

k 2 �2C � dk ; W V
k 2 �2C � dk

其中,   表示拼接操作,   为多头自注意力
模块中注意力头的个数,   为第  个注意力头.

 分 别 代
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图 2    CE transformer结构
Fig. 2    The structure of CE transformer
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Q K V dk表 、 、  的投影矩阵,   为投影维度. LePE (Lo-
cal-enhanced position embedding, LePE)[36] 用于提
供编码特征的位置信息.

X v 2 �2H � W � C

Yv Yh Yv

对于特征图 , 同样采用上述方
式从垂直方向计算其注意力权重, 获取注意力特征
. 通过拼接  和 , 即可得到 CSW-MHSA层

输出的注意力特征图:

CSW�" MHSA (X ) = Concate(Yh ; Yv ) �����	
 

1.1.2    焦点聚合模块 (FA)

X 2 �2H � W � C

Y 2 �2H � W � C

自注意力模块 (SA)通过为序列中的每一个特
征与其他所有特征建立联系来增强模型捕获长距离
依赖关系的能力. 然而, 最近的研究表明, 局部上下
文在视觉建模中也起着至关重要的作用[37−38]. 为增
强局部特征, 本文在 CE transformer中构建一个焦
点聚合模块. FA模块采用多层级深度卷积逐步增
强局部特征, 并利用基于门控的上下文聚合机制动
态融合不同层级的特征信息, 进而提升模型对重要
区域的聚焦能力. 如图 2所示, FA模块由一个归一
化层和一个焦点调制层 (Focal modulation, FM)
组成. 焦点调制层通过线性投影和上下文聚合操作
加强短距离依赖关系和增强局部特征, 其具体结构
如图 3 所示 .  对于输入特征图像  ,
焦点调制层的输出  可由下式获取:

Y = q � m �����	

q = X � W Q �����	

q W Q 2 �2C � C

� m

其中,   表示通过投影矩阵   获取到的
线性投影,   表示逐元素乘法,   表示对上下文聚
合结果进行线性投影获得的特征, 具体操作如下:

m = Z �O�U�T� W M �������	

W M 2 �2C � C Z �O�U�T2 �2H � W � C其中 ,   为投影矩阵 , 
为通过分层深度卷积获取的上下文聚合特征, 可表
示为

Z �O�U�T=
LX

l =1

Gl � Z l �������	

Z 0 = X � W Z �������	

Z l = � (DWConv(Z ( l � 1) )) �������	

G = X � W G �������	

L Z 0 2 �2H � W � C

X W Z 2 �2C � C

Z l 2 �2H � W � C (l 2 f 1; 2; � � � ; Lg)

l Z ( l � 1)

DWConv(�) � (�) G 2

�2H � W � (L +1) X W G 2

�2C � (L +1) Gl 2 �2H � W G

l Gl

其中,   表示聚合层数,   表示对输入
特征   采用矩阵   进行投影获取的特
征,   为上下文聚
合操作中第  层上的特征, 通过对  进行深度
卷积  和 GeLU激活函数  获得. 

 表示对输入   采用投影矩阵  

 进行投影获取的特征,   是  

中的第  个切片.   作为门控函数, 通过广播机制,
获取不同聚合层的上下文特征. 

1.1.3    通道级融合 (CF) 和像素级融合 (PF) 模块

Ap X (1 � p)

� p 2 �2H � W � C

为促进 CE transformer中两个分支之间的特
征交互, 本文在每个分支上均构建一个通道级融合
(CF)模块和一个像素级融合 (PF)模块. 如图 2所
示, CF接受两个输入, 即当前分支中 SA (或 FA)
的输出  和另一个分支的输入 . CF在通道
方向上对特征图进行加权融合, 以捕获通道间的依
赖关系. 首先, 对两个输入进行拼接及归一化. 随
后, 设计跨区域学习函数 (Cross regional learning,
CRL), 生成交互图. 最后, 引入残差连接以保留原
路径中的重要特征. CF的输出  可由
下式获取:

� p = CRL (Y p) + Ap �������	

Y p = LN (Concate(Ap; X (1 � p) )) �������	

A0 = SA(X 0) �������	

A1 = FA(X 1) �������	

A0 2 �2H � W � C

A1 2 �2H � W � C

LN (�)

	 p = CRL (Y p) 	 p

其中,   为自注意力模块 (SA) 的输
出,   为焦点调制模块 (FA)的输出,

 表示层归一化, CRL 表示跨区域学习函数.
设 ,   的具体计算过程可表示为

	 p = f  p
i ji = 1 ; 2; � � � ; Cg �������	
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图 3    焦点调制层结构
Fig. 3    The structure of focal modulation layer
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Y p = f yp
j jj = 1 ; 2; � � � ; 2Cg �������	

 p
i = �

0

@
2CX

j =1


 ij � yp
j + bi

1

A �������	

	 p 2 �2H � W � C

 p
i 2 �2H � W 	 p i yp

j 2

�2H � W Y p 2 �2H � W � 2C j

� (�) 
 ij bi

其中,   为 CRL 函数生成的交互图,
 为交互图   的第   个通道特征, 

 为输入特征   的第   个通道
特征,   表示 GeLU激活函数,   和  分别为可
训练权重和偏置.

Tp 2

�2H � W � C

与 CF模块结构类似, PF模块也包含两个输
入, 一个为当前分支 CF的输出, 一个为另一分支 SA
(或 FA)的输出. PF与 CF的区别在于, PF使用全
连接前馈网络 (Feed forward network, FFN)生成
交互图 .  FFN 对特征图不同位置的像素信息进
行融合, 学习像素间的依赖关系. PF的输出 

 可由下式获取:

Tp = FF N (Y p) + � p �������	

Y p = LN (Concate(� p; A (1 � p) )) �������	

� p其中,   代表 CF模块的输出, FFN 表示全连接前
馈网络. 基于上述模块, 由 SA、FA、CF和 PF构成
的 CE transformer可由算法 1表示.
　  算法 1. CE transformer

输入.

X 2 �2H � W � 2C　 .

输出.

Y 2 �2H � W � 2C　 .

p 2 f 0; 1g1: 令  表示两个分支;

X p  Split (X )2:  ;

A0  SA(LN (X 0)) + X 03:  ;

A1  FA(LN (X 1)) + X 14:  ;

� p  CRL (LN (Concate(Ap; X (1 � p) ))) + Ap5:  ;

Tp  FFN (LN (Concate(� p; A (1 � p) ))) + � p6:  ;

Y  Concate(T0; T1)7:  . 

1.2    卷积下采样、门控注意力模块和卷积上采样

�

卷积下采样模块位于编码端, 用于 2倍下采样
输入图像并扩增通道数, 其详细结构如图 4 所示.
首先, 一个 3  3的卷积层扩增输入图像的通道数,
随后利用池化层 2倍下采样其空间分辨率. 具体计
算过程为

y = MaxPool (� (BN (Conv3� 3(x)))) �������	

Conv3� 3(�) � BN (�)

� (�) MaxPool (�)

其中,   表示 3  3的卷积层,   表示
批归一化,   为 ReLU激活函数,   表

示最大池化层.

1 � 1 x

y

g 1 � 1

x

门控注意力模块通过引入门控信号, 对跳跃连
接传递的特征进行加权, 以强调重要特征并抑制
不相关信息, 其详细结构如图 5所示. 首先, 利用

 卷积层和 ReLU激活函数, 将编码特征  和
解码特征  映射到共同的特征空间进行相加, 得到
门控信号 . 然后, 使用  卷积层和 sigmoid激
活函数生成注意力权重图, 将编码特征  与注意力
权重图进行逐元素相乘得到加权后的输出特征. 具
体计算过程为

g(x; y) = � (BN (Conv1� 1(x))) +

� (BN (Conv1� 1(y))) �������	

z = x � � (BN (Conv1� 1(g(x; y)))) �������	

x y

g(x; y) Conv1� 1(�) �

� (�) � (�)

其中 ,   为来自编码端的特征 ,   为解码端特征 ,
 表示门控信号,   表示 1  1的卷

积层,   和  分别表示 ReLU和 sigmoid激活
函数.
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图 5    门控注意力模块
Fig. 5    Attention gate module

 

� �

卷积上采样模块位于解码端, 用于增大特征图
像的空间分辨率与压缩通道数, 其详细结构如图 6
所示. 首先对输入特征进行 2倍上采样, 随后利用
深度可分离卷积压缩特征图像的通道数. 深度可分
离卷积由 3  3深度卷积、归一化、ReLU激活和 1 
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图 4    卷积下采样模块
Fig. 4    Convolutional downsampling module
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1逐点卷积层依次连接组成. 具体计算过程为

y = Conv1� 1(� (BN (DWConv3� 3(UP2(x))))) �������	

UP2(�) DW Conv3� 3(�) �

� (�) Conv1� 1(�)

�

其中,   表示上采样,   表示 3  3
的深度卷积.   为 ReLU激活函数,   表
示 1  1逐点卷积层. 

1.3    损失函数

L �T�O�T�A�L

本文利用交叉熵损失 (Cross-entropy loss)和
Dice损失 (Dice loss)构成混合损失函数 :

L �T�O�T�A�L= �L �C�E+ (1 � � )L �D�I�C�E �������	

�

L �C�E

其中,   为超参数, 用于平衡交叉熵损失和 Dice损
失.   表示交叉熵损失, 计算式为

L �C�E= �
1
N

NX

i =1

CX

j =1

yi; j �L�O�G(pi; j ) �������	

N i = 1 ; 2; � � � ; N C

j = 1 ; 2; � � � ; C yi; j i

j pi; j i j L �D�I�C�E

其中,   表示样本数量,  ;   表示类别
数量,  ;   表示样本  标记为类别

 的值;   表示样本  预测为类别  的概率. 
表示 Dice损失, 计算式为

L �D�I�C�E= 1 �
1
C

CX

j =1

2
NP

i =1
yi; j yi; j

NP

i =1
yi; j +

NP

i =1
yi; j

�������	

yi; j i j其中,   表示第  个像素预测为类别  的值. 

2    实验结果与讨论
 

2.1    数据集

本文使用WORD[39] 和 Synapse[40] 数据集进行
实验. WORD数据集总共包含 150个腹部 CT序
列和其对应的分割金标准, 单个序列的 CT切片数
为 159 ~ 330张, 切片空间分辨率为 512 × 512像
素, 切片厚度为 2.5 ~ 3 mm. 该数据集标注了腹部
15个解剖学器官, 包括肝脏、脾脏、左肾、右肾、胃、
胆囊、食管、胰腺、十二指肠、结肠、肠、直肠、膀胱、
左股骨和右股骨. 本文随机选取 105个序列用于训

练, 剩余的 45个序列用于测试. Synapse数据集规
模较小, 仅包含 30个腹部 CT序列, 其中主动脉、
胆囊、左肾、右肾、肝脏、胰腺、脾脏和胃等 8个器
官被手工标记. Synapse数据集中单个序列切片数
在 85 ~ 198之间, 切片空间分辨率为 512 × 512像
素, 切片厚度为 2.5 ~ 5.0 mm. 本文随机选取 18个
CT病例用于训练, 剩下的 12个用于测试. 

2.2    实验平台与设置

本文采用 PyTorch 1.13.1框架. 实验环境为一
台配备 Windows10 操作系统、AMD Ryzen 9
5900X中央处理器、32 GB内存和GeForce RTX 3 090
GPU 的计算机 .  为验证提出模型的有效性 ,  在
WORD[39] 和 Synapse[40] 数据集上进行实验, 并与多
种先进方法进行比较, 包括 U-Net[10]、Att-UNet[41]、
Crosslink-Net [ 42 ]、CPP-Net [ 43 ]、TransUNet [ 23 ]、
UCTransNet [25 ]、SwinUnet [28 ]、TransNuSeg [44 ]、
ScribFormer[31]、YOHO[45]、OUR[46] 和 CSSNet[47]. 实
验分为训练和测试两个阶段. 在训练阶段, 将训练
集中的 CT图像输入 CE TransNet模型, 生成预测
结果, 并利用损失函数计算其与真实标签之间的误
差. 然后, 运用反向传播算法, 将误差信息逐层传递
回神经网络的每一层, 根据各层对总误差的贡献大
小调整相应权重, 权重调整过程采用优化器实现.
在测试阶段, 采用已训练好的模型对测试集中的
CT图像进行预测, 并结合真实标签, 采用不同的评
估指标来评估模型的分割性能. 训练过程中, 模型
的初始学习率 (lr)、批量大小 (bs)、最大训练轮数
(ep)、优化器 (opt) 和调度器 (sch)分别设置如下:

6 � 10� 51) 对于WORD: lr =  ; bs = 6; ep =
150; opt = AdamW; sch = Cosine Annealing.

6 � 10� 52) 对于 Synapse: lr =  ; bs = 6; ep =
300; opt = AdamW; sch = Cosine Annealing. 

2.3    评估指标

为综合评价方法的分割性能, 本文采用 Dice
相似系数 (DSC)、平均交并比 (mIoU)、归一化表
面 Dice (NSD)、平均表面距离 (ASD)、豪斯多夫距
离 (HD)、召回率 (Recall)和准确率 (Precision)等
多个指标对分割结果进行定量评价. DSC 和 mI-
oU是最常用的图像分割评价指标, 前者计算分割
结果与分割金标准的面积重叠率, 后者计算平均交
并比. NSD 计算两者边界的重叠率, 常用于评估
3D分割目标的表面定位精度[48]. HD计算分割结果
边界与分割金标准边界之间的最大距离, 是评估两
者轮廓一致性的重要指标, 其值越低表示两者轮廓
越接近. ASD则计算两者边界的平均距离, 其值越
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图 6    卷积上采样模块
Fig. 6    Convolutional upsampling module
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低表示分割性能越好. 召回率和准确率能够反映分
割结果的完整性和精确性. 

2.4    实验结果
 

2.4.1    WORD 数据集上的实验结果与比较

表 1 ~ 3给出了不同方法在WORD数据集上
的分割性能比较. 其中, 表 1显示了不同方法在所
有器官上的综合性能表现, 表 2和表 3则详细列举
了不同方法在每个器官上获得的 DSC和 NSD值.
U-Net[10]、Att-UNet[41]、Crosslink-Net[42]、CPP-

Net[45] 和 YOHO[43] 均为基于 CNN的分割模型. Att-

UNet通过在 U-Net跳跃连接部分引入门控注意力
模块, 提高模型对器官边界的感知能力. 相较于 U-
Net, Att-UNet在所有器官上的平均 DSC值提升
了 0.9%. Crosslink-Net提出采用垂直和水平卷积
核对长距离依赖关系进行建模. YOHO采用边界增
强模块 (Boundary enhance block, BE)和边缘注
意力模块 (Edge attention block, EA)提高模型捕
获边缘特征的能力. 而 CPP-Net则利用上下文增
强模块 (Context enhancement module, CEM)和
置信加权模块 (Confidence-based weighting mod-
ule, CWM)扩大网络感受野及提高网络预测精度.

 

表 1    不同方法在WORD数据集上的平均分割性能比较
Table 1    Average segmentation performance comparison of different methods on the WORD dataset

方法 出版机构/年份 "DSC (%) "mIoU (%) "NSD (%) #HD (mm) #ASD (mm) "Recall (%) "Precision (%)

U-Net[10] MICCAI/2015 76.93 65.35 62.03 17.16 4.44 85.13 78.53

Att-UNet[41] Elsevier MIA/2019 77.83 66.74 65.41 16.43 3.91 84.05 83.86

TransUNet[23] arXiv/2021 80.32 69.95 69.29 20.31 5.51 87.98 80.92

UCTransNet[25] AAAI/2022 81.64 71.34 69.78 11.30 2.67 86.10 84.16

Crosslink-Net[42] IEEE TIP/2022 78.99 68.15 65.33 13.13 2.88 81.62 83.10

CPP-Net[43] IEEE TIP/2023 80.36 70.04 70.76 12.82 2.98 85.31 84.53

SwinUnet[28] ECCV/2022 80.64 69.82 69.09 15.23 4.12 82.93 80.40

TransNuSeg[44] MICCAI/2023 78.63 68.31 67.73 14.41 2.89 85.78 80.06

ScribFormer[31] IEEE TMI/2024 81.21 71.07 73.08 11.78 2.91 85.34 84.43

YOHO[45] IEEE TIP/2024 78.23 67.45 65.67 13.68 3.29 81.86 81.97

OUR[46] MBEC/2023 80.71 70.06 71.38 12.06 2.92 87.38 84.77

CSSNet[47] CMB/2024 79.41 69.02 67.29 14.69 3.16 86.38 80.32

本文方法 — 82.42 72.48 74.34 10.91 2.62 86.47 85.35

　　注: 加粗字体表示不同方法在各指标上的最优结果.

 

表 2    不同方法在WORD数据集上的 DSC得分比较 (%)
Table 2    DSC score comparison of different methods on the WORD dataset (%)

方法 肝脏 脾脏 左肾 右肾 胃 胆囊 食管 胰腺 十二指肠 结肠 肠 直肠 膀胱 左股骨 右股骨

U-Net[10] 93.09 88.05 87.79 89.17 79.27 52.63 59.25 70.05 52.96 71.62 76.44 71.59 85.54 87.53 88.99

Att-UNet[41] 94.67 92.28 88.09 89.35 82.43 43.53 70.12 69.32 54.90 74.11 77.80 72.10 85.16 85.28 88.33

TransUNet[23] 94.80 93.19 90.09 90.25 87.04 48.30 72.66 73.26 52.21 77.11 80.00 74.40 89.31 90.97 91.24

UCTransNet[25] 94.63 92.58 90.19 89.38 87.34 60.78 73.95 75.09 59.33 76.74 78.71 74.60 89.07 91.00 91.15

Crosslink-Net[42] 94.52 92.98 90.81 91.53 83.89 56.44 70.71 65.15 48.00 75.21 77.44 72.47 85.38 89.80 90.56

CPP-Net[43] 94.56 92.35 89.75 90.59 87.42 50.22 73.01 70.36 56.75 77.61 79.83 73.28 88.37 90.55 90.74

SwinUnet[28] 94.92 93.99 89.26 90.82 85.17 56.71 68.02 72.48 57.54 75.56 79.55 74.81 88.86 90.46 91.40

TransNuSeg[44] 94.78 92.96 89.34 87.80 79.58 53.36 69.04 71.44 57.37 75.60 76.77 76.28 86.55 83.86 84.77

ScribFormer[31] 95.00 93.23 90.98 90.11 86.62 57.52 71.29 73.69 56.66 77.86 80.24 74.14 88.84 90.79 91.20

YOHO[45] 93.92 91.85 89.59 90.13 83.20 51.03 67.60 65.19 58.06 71.35 74.60 71.22 86.08 89.71 89.89

OUR[46] 95.08 93.60 90.28 90.10 86.45 58.92 68.66 73.41 55.08 76.86 78.53 73.62 88.52 90.41 91.22

CSSNet[47] 94.96 92.82 88.92 87.53 82.70 55.76 67.45 73.10 54.16 76.63 77.77 72.00 87.68 89.60 90.06

本文方法 95.43 94.20 91.26 91.67 87.08 63.52 72.14 75.80 59.89 78.05 80.83 74.93 88.39 91.43 91.75

　　注: 加粗字体表示不同方法在各器官上的最优结果.
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上述模型的表征能力受限于固定大小的卷积核, 无
法建立足够的长距离依赖关系, 难以捕获形态复杂
器官的特征. 从表 2可以看到, 这些方法在胆囊、胰
腺、十二指肠和结肠等形态复杂器官上取得的 DSC
值普遍较低. 为增强模型的长距离建模能力, Trans-
UNet [23] 和 UCTransNet [25] 在 CNN 框架中引入
Transformer 模块. 相较 U-Net [10]、Att-UNet [41]、
Crosslink-Net[42], TransUNet[43] 在多器官分割上
的平均 DSC值有所提升, 达 80.32%. 然而, Trans-
UNet仅在 U-Net架构的最深层引入 Transformer,
缺乏对浅层细节信息的关注, 难以捕获目标边缘、
小目标等细节信息. 从表 3可以看到, TransUNet
在轮廓一致性方面表现不佳, 在胆囊和十二指肠上
取得的 NSD值仅为 36.12% 和 23.71%.

图 7给出了不同方法在WORD数据集上的部
分 2D切片结果比较. TransUNet缺乏对浅层结构
中的边界、小目标等细节信息建立长距离依赖关系.
从图中可以看到, TransUNet易将胰腺误分割为十
二指肠, 且其获取的器官分割边缘与金标准差异较
大. 与 TransUNet不同, UCTransNet在每层跳跃
连接中均引入 Transformer, 以提高网络的全局
信息提取能力, 其在所有目标器官上的平均 DSC、
mIoU和 NSD分别为 81.64%、71.34% 和 69.78%.
在 UCTransNet网络中, 卷积层与 Transformer采
用串联方式依次对输入特征建立局部和全局依赖关
系. Transformer与卷积层的独立执行, 导致图像局
部与全局信息无法进行深度交互与融合. 该串联结
构难以充分挖掘形态复杂器官的内在联系, 使模型

 

表 3    不同方法在WORD数据集上的 NSD得分比较 (%)
Table 3    NSD score comparison of different methods on the WORD dataset (%)

方法 肝脏 脾脏 左肾 右肾 胃 胆囊 食管 胰腺 十二指肠 结肠 肠 直肠 膀胱 左股骨 右股骨

U-Net[10] 74.13 70.24 68.66 69.66 57.09 47.43 50.99 58.93 41.21 55.63 60.85 54.86 72.70 72.10 75.94

Att-UNet[41] 81.01 82.45 74.52 77.72 64.73 42.45 66.92 61.37 44.56 57.80 63.49 53.67 70.75 65.90 73.88

TransUNet[23] 82.36 86.55 81.23 81.54 71.67 36.12 69.86 65.23 23.71 62.06 67.15 60.18 81.97 84.80 84.97

UCTransNet[25] 89.27 86.52 84.85 77.41 73.77 50.38 58.74 68.63 30.81 64.45 54.61 61.15 76.79 85.06 84.27

Crosslink-Net[42] 79.65 84.02 79.95 80.52 65.09 35.67 66.88 31.55 38.25 60.12 63.82 56.32 77.13 79.66 81.33

CPP-Net[43] 81.24 83.77 80.16 81.42 71.85 48.97 70.80 60.59 45.19 63.48 67.21 59.60 79.79 83.88 83.44

SwinUnet[28] 83.13 85.79 81.83 73.96 61.29 43.86 68.50 68.00 49.58 63.71 58.25 60.64 78.30 79.42 80.33

TransNuSeg[44] 79.78 77.37 78.18 78.50 60.65 45.15 70.96 68.35 47.78 61.69 60.98 58.89 75.99 75.23 76.48

ScribFormer[31] 82.34 84.19 83.19 81.51 70.14 47.88 71.31 66.49 48.51 63.59 66.86 60.25 80.02 84.43 84.86

YOHO[45] 77.14 80.16 76.23 77.75 62.88 49.13 61.62 53.60 48.57 53.57 59.26 53.01 74.21 79.30 78.65

OUR[46] 82.65 84.55 82.21 81.81 70.07 47.57 70.16 65.88 48.51 64.50 66.18 60.02 79.61 82.69 84.32

CSSNet[47] 81.33 82.83 80.45 80.41 68.19 45.70 68.86 63.69 47.74 62.65 64.10 59.18 75.00 78.67 76.56

本文方法 84.02 86.70 82.12 82.91 73.93 64.38 70.64 69.14 50.87 65.14 68.12 61.97 82.34 86.50 86.29

　　注: 加粗字体表示不同方法在各器官上的最优结果.
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图 7    不同方法在WORD数据集上的部分 2D分割结果比较
Fig. 7    Some 2D segmentation results comparison of different models on the WORD dataset
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的整体特征捕获能力受限, 导致其无法生成综合、
全面的特征. ScribFormer[31] 和 OUR[46] 采用 Trans-
former和 CNN双编码器, 分别利用特征耦合单元
(Feature coupling units, FCU)和基于卷积注意的
融合模块 (Fusion module, FM)构建网络间的信息
通路, 融合全局和局部特征. 然而, FCU单元和 FM
模块仅在每一阶段的末端执行. Transformer 和
CNN之间缺乏深度信息交互, 易导致特征融合不
充分及特征冗余, 难以捕捉器官间的复杂模式. 从
表 2和表 3可以看到, ScribFormer在胆囊、胰腺和
十二指肠等结构复杂的器官上表现出较差分割精
度. SwinUnet[28]、TransNuSeg[44] 和 CSSNet[47] 则是完
全基于 Transformer的方法. 这类方法利用自注意
力机制捕获全局特征, 缺乏对局部特征的充分关注,
难以综合、全面提取腹部 CT图像的特征. 现有的
一些研究也表明, 局部特征对视觉任务的理解十分
重要[37−38]. 从表 1可以看到, SwinUnet和 TransNu-
Seg的分割精度低于 CNN-Transformer混合网络.

为对腹部各器官的复杂依赖关系进行全面、综
合建模, 本文提出一种可同时捕获长、短距离依赖
关系的交叉增强 Transformer 模块. CE trans-
former采用双路径结构同时提取图像局部和全局
信息, 并引入密集交叉连接促进不同粒度信息的交
互, 使模型生成更综合、全面的语义特征, 提高形状
不规则、边界模糊、对比度低的器官的识别精度. 本
文将 CE transformer部署于整个网络的编−解码路
径中, 极大提高了模型同时从全局和局部视角对图
像特征进行建模的能力. 如表 1所示, 本文方法在
WORD数据集 15个腹部器官上取得的平均 DSC、
mIoU、NSD、HD、ASD和准确率均最优, 平均召回
率次优, 表明本文方法获得的分割结果在轮廓和表
面一致性上具有明显优势. 从表 2和表 3可以看到,
这种优势对于形态复杂的器官如胆囊、胰腺和十二
指肠更为明显. 如, 提出方法在胆囊上获得的 DSC
和 NSD 相较于 UCTransNet 分别提高了 2.74%
和 14%, 在胰腺上分别提高了 0.71% 和 0.51%, 在
十二指肠上则分别提高了 0.56% 和 20.06%. 从图 7
中可以明显看到, 本文方法可有效分割十二指肠、
胰腺等尺寸较小、形态复杂的器官, 分割结果与金
标准的边界轮廓较为一致. 图 8给出了本文方法分
割结果的 3D可视化显示. 本文方法通过深度融合
不同粒度的特征信息, 能够建模器官内与器官间的
复杂依赖关系, 可有效分割十二指肠、胰腺和胆囊
等尺寸较小、褶皱繁多、结构交错的器官, 获取精细
的解剖结构. 

2.4.2    Synapse 数据集上的实验结果与比较
Synapse数据集规模相对较小, 其分割目标包

含主动脉、胆囊、左肾、右肾、肝脏、胰腺、脾脏和胃
等 8个器官. 表 4列举了不同方法在所有目标器官
上获得的平均 DSC、HD和 mIoU, 以及在各器官上
取得的 DSC值. 本文提出的 CE TransNet在平均
DSC和 mIoU上表现最佳. 此外, 提出方法在主动
脉、胆囊、左肾、右肾、肝脏和脾脏分割中获得最高
的 DSC值. 图 9为不同方法在 Synapse数据集上
的部分 2D切片结果比较. 本文方法将 CE trans-
former部署于整个编−解码路径中, 实现 CT图像
多层次特征提取, 有效捕获不同器官之间的复杂依
赖关系, 提高对边界模糊和结构复杂器官的识别能
力. 从图 9中可以看到, 本文方法获取的分割目标
更接近于分割金标准. 图 10给出了本文方法分割
结果的 3D可视化展示. 可以看到, 其中的目标器官
均被有效分割. 

�T2.5    基于  检验的显著性验证

�T

p p �

为验证提出方法的优势是否具有统计学意义,
本文在WORD数据集上重复三次独立实验, 并采
用独立样本 t检验[49] 对实验结果进行显著性检验.

 检验是一种统计学方法, 用于判断两个方法之间
是否存在显著性差异. 在这个过程中, 假设两个方
法的总体均值相等, 并计算该假设成立条件下的概
率值, 即  值. 当  值小于显著性水平  时, 表示两

 

 

图 8    本文方法在WORD数据集上的部分
3D分割结果可视化展示

Fig. 8    Visualization of some 3D segmentation results of
our method on the WORD dataset
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�

� = 0 :05

p < 0:05

个方法具有显著性差异. 此时需要考虑两类错误:
一类错误和二类错误. 一类错误指两个方法实际没
有差异, 却认为存在差异. 二类错误指实际存在差
异, 却认为不存在差异. 显著性水平  表示犯第一
类错误的风险, 值越小表示第一类错误风险越小,
一般可取 0.001、0.01、0.05或 0.1等. 然而,   取值
过小时, 会增加犯第二类错误的风险[49]. 为平衡一
类错误和二类错误, 本文参考同领域现有研究[25, 45, 50],
同样选择  作为显著性水平. 图 11给出了不
同方法的平均 DSC得分及其标准偏差, 其中红色
星号表示提出的模型与对应比较模型之间存在显著
性差异 ( ). 可以看到, 相较于 U-Net[10]、Att-
UNet[41]、TransUNet[23]、Crosslink-Net[42]、CPP-

 

表 4    不同方法在 Synapse数据集上的分割性能比较
Table 4    Segmentation performance comparison of different methods on the Synapse dataset

方法 出版/年份
平均 各器官 DSC (%)

"DSC (%) #HD (mm) "mIoU (%) 主动脉 胆囊 左肾 右肾 肝脏 胰腺 脾脏 胃

U-Net[10] MICCAI/2015 70.11 44.69 59.39 84.00 56.70 72.41 62.64 86.98 48.73 81.48 67.96

Att-UNet[41] Elsevier MIA/2019 71.70 34.47 61.38 82.61 61.94 76.07 70.42 87.54 46.70 80.67 67.66

TransUNet[23] arXiv/2021 77.62 26.90 67.32 86.56 60.43 80.54 78.53 94.33 58.47 87.06 75.00

UCTransNet[25] AAAI/2022 80.21 23.33 70.46 87.36 66.49 83.77 79.95 94.23 63.72 89.38 76.75

Crosslink-Net[42] IEEE TIP/2022 76.60 18.20 64.83 86.25 53.35 84.62 79.63 92.72 58.56 86.17 71.49

CPP-Net[43] IEEE TIP/2023 80.11 26.41 71.23 87.59 67.14 83.09 82.31 94.03 67.34 87.53 71.81

SwinUnet[28] ECCV/2022 79.13 21.55 68.81 85.47 66.53 83.28 79.61 94.29 56.58 90.66 76.60

TransNuSeg[44] MICCAI/2023 78.06 28.69 69.03 82.47 65.94 79.05 79.11 93.12 58.40 88.85 77.49

ScribFormer[31] IEEE TMI/2024 80.08 20.78 70.63 87.48 65.15 86.90 82.09 94.26 60.48 88.93 75.37

YOHO[45] IEEE TIP/2024 76.85 27.41 67.79 85.34 66.33 83.38 73.66 93.82 55.57 82.65 74.07

OUR[46] MBEC/2023 80.06 27.54 69.72 88.32 65.96 87.02 82.50 94.31 60.23 88.41 73.76

CSSNet[47] CMB/2024 78.75 29.81 68.01 86.80 64.12 82.54 79.04 94.05 58.98 89.47 75.04

本文方法 — 81.94 22.54 71.42 89.79 67.97 88.54 84.12 94.56 63.09 91.56 75.90

　　注: 加粗字体表示不同方法在各指标上的最优结果.
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图 9    不同方法在 Synapse数据集上的部分 2D分割结果比较
Fig. 9    Some 2D segmentation results comparison of different methods on the Synapse dataset

 

 

图 10    本文方法在 Synapse数据集上的部分
3D分割结果可视化展示

Fig. 10    Visualization of some 3D segmentation results of
our method on the Synapse dataset
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p

p < 0:05

Net[43]、SwinUnet[28]、TransNuSeg[44]、ScribFormer[31]、
YOHO[45]、OUR[46] 和 CSSNet[47], 提出方法在 DSC
指标上具有显著优势. UCTransNet的  值为 0.097.
尽管提出方法与 UCTransNet的分割性能之间未
达到  的显著性差异, 但是两者的平均 DSC
值分别为 82.42% 和 81.72%, 本文方法仍明显高于
UCTransNet.
 

3    消融实验与讨论
 

3.1    CE transformer 与其他特征提取模块的性能
比较

CE transformer在双路径结构中引入交叉连

3 � 3

接以促进不同粒度信息的交互, 充分发挥了自注意
力机制和卷积的优势. 为验证 CE transformer的有
效性, 本文将其与其他特征提取模块进行比较, 包
括 Swin transformer[35]、CSWin transformer[36]、普
通的  卷积块以及 ConvNeXt块[51], 其具体结
构如图 12所示.

为评估 CE transformer的性能, 在保持网络框
架和训练条件不变的情况下, 将其替换为不同特征
提取模块进行对比实验. 表 5展示了采用不同特征
提取模块的模型在 Synapse数据集上的分割性能比
较. 可以看到, 采用 CE transformer的模型可在保
持最低计算成本的同时获取最高的分割准确性. 这
主要归因于 CE transformer的双路径结构. 该结构
通过特征分组有效减少网络的可训练参数. 此外,
在双路径结构中引入密集交叉连接, 通过融合不同
粒度的信息, 促使模型产生更综合、全面的特征表
示, 提升模型对于结构复杂、形态多样器官的识别
能力.

为进一步验证 CE transformer的有效性, 对不
同特征提取模块生成的特征图在目标和背景区域的
响应强度进行统计. 统计结果如图 13和图 14所示.
从图中可以观察到, CE transformer在目标区域内
可得到显著增强且更为一致的特征响应, 绝大多数
像素的响应值均超过 0.5, 而在背景区域的响应值
则主要集中在 0 到 0 .4 区间 .  表明 CE trans -
former具备更强的图像特征综合理解能力, 可有效
区分目标和背景.

图 15给出了不同特征提取模块获得的一些特
征图示例. 基于卷积的特征提取模块具有有限的感
受野, 并且难以捕获狭长形器官的特征, 如图 15(e)
和图 15(f)所示. 虽然基于 Transformer的模块, 如
CSWin transformer和 Swin transformer, 可以捕
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p < 0:05

图 11    不同方法在WORD数据集上的分割结果统计性能
比较 (红色星号表示提出方法显著优于对比方法 ( ))

p < 0:05

Fig. 11    Statistical performance comparison of segmenta-
tion results on WORD dataset by different methods (The
red star denotes that the proposed method significantly
outperforms the comparison methods ( ))
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图 12    不同特征提取模块的结构
Fig. 12    The structure of different feature extraction module
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获长距离依赖关系, 但它们缺乏对局部细微特征的
足够关注, 如图 15(c)和图 15(d)所示. 本文提出的
CE transformer可以充分利用卷积和自注意力机

制的优势, 并通过引入双路径策略和密集交叉连接,
实现局部和全局特征的综合提取和深度融合. 从
图 15可以看到, CE transformer可以更有效地捕
获具有不同形状和大小的器官特征, 并在目标器官
上获得更强的响应.
 

3.2    不同 CE transformer 数目对分割性能的影响

N

N

N

N

为讨论 CE块中 CE transformer的数目  对
模型性能的影响, 本文对网络编码器不同阶段采用
不同  值的情况进行实验. 分割性能和计算成本如
表 6所示. 可以看到, 当  值设置为 0时, 编码器
仅包含卷积下采样模块, 网络无法有效提取图像特
征, 导致分割性能急剧下降. 在一定范围内, 随着 

 

表 5    不同特征提取模块的分割性能比较
Table 5    Segmentation performance comparison on

different feature extraction module

特征提取模块
#

FLOPS
(G) #

Params
(M) "

DSC
(%) #

HD
(mm)

CE transformer 6.54 6.23 81.94 22.54

Swin transformer[35] 11.28 15.84 79.97 27.42

CSWin transformer[36] 11.29 15.87 80.33 24.31

卷积块 15.26 22.84 79.51 28.01

ConvNeXt块[51] 8.75 11.30 80.48 23.39

　　注: 加粗字体表示在各指标上的最优结果.
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图 13    不同特征提取模块生成的特征图在目标区域的强度分布
Fig. 13    Intensity distribution of the target regions in the feature maps produced by

applying different feature extraction modules
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图 14    不同特征提取模块生成的特征图在背景区域的强度分布
Fig. 14    Intensity distribution of the background regions in the feature maps produced by

applying different feature extraction modules
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N

N

N

值的增加, 模型学习能力与分割准确性提升, 但也
带来参数和每秒浮点运算次数 (Floating point op-
erations per second, FLOPS)的增加. 随着参数量
的增加, 模型的拟合能力也会增强, 且当  值过大
时, 容易导致过拟合, 即模型在训练数据上表现良
好, 但在测试数据上表现较差. 从表 6可以看到, 当

 值过高时, 模型的参数量和计算量急剧增加, 但
性能却未见提升. 为平衡性能和计算资源, 本文将
阶段 1 ~ 4中的  值分别设置为 1、2、4和 2. 

3.3    CE transformer 中密集交叉连接结构的性能
分析

CE transformer引入密集交叉连接促进双路
径结构之间不同粒度信息的交互. 为讨论交叉连接
对分割性能的影响, 我们比较了多种不同的连接策
略, 包括:
1) 不引入交叉连接, 即无连接, 如图 16(a)所示.
2) 仅在 CF模块上引入交叉连接, 即 CF连接,

如图 16(b)所示.

3) 仅在 PF模块上引入交叉连接, 即 PF连接,
如图 16(c)所示.
4) 在 CF和 PF模块上同时引入交叉连接, 即

全连接, 如图 16(d)所示.
表 7展示了不同交叉连接策略在 Synapse数据

 

(a) EÃ�•
.�ÿ
(a) Input image

(b) CE transformer
(b) CE transformer

(c) CSWin transformer
(c) CSWin transformer

(e) 	§0�
‡
(e) Conv block

(d) Swin transformer
(d) Swin transformer

(f) ConvNeXt 
‡
(f) ConvNeXt block 

图 15    不同特征提取模块获取的特征图示例
Fig. 15    Examples of feature maps extracted by different feature extraction modules

 

N表 6    采用不同  值的分割性能比较

N

Table 6    Segmentation performance comparison of
applying different 

N (阶段)
#

FLOPS
(G) #

Params
(M)

"DSC (%)
#

HD
(mm)1 2 3 4

0 0 0 0 4.17 3.16 73.26 43.46

1 1 1 1 5.16 4.59 77.43 35.78

2 2 2 2 6.12 6.02 79.52 24.22

1 2 4 2 6.54 6.23 81.94 22.54

1 3 6 3 7.15 8.22 81.33 24.89

2 4 8 4 8.33 9.92 81.43 25.42

2 6 12 6 10.10 13.28 81.67 23.11

　　注: 加粗字体表示在各指标上的最优结果.
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图 16    采用不同交叉连接的 CE transformer结构
Fig. 16    The CE transformer with different cross-connection configurations
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集上的分割性能比较. 在没有采用任何交叉连接的
情况下 , 模型表现最差 , 仅获得 79.97% 的平均
DSC值. 密集交叉连接允许不同路径特征在多个层
级上进行信息交换, 确保全局和局部特征的充分交
互与融合. 从表 7中可以看到, 将交叉连接分别引
入 CF或 PF模块时, 模型的性能有所提升. 而当交
叉连接同时引入 CF和 PF时, 模型性能最佳.
 
 

表 7    不同交叉连接策略的分割性能比较
Table 7    Segmentation performance comparison of

different cross-connection configurations

交叉连接策略 "DSC (%) #HD (mm) "mIoU (%)

无连接 79.97 27.81 70.04

CF连接 80.87 23.07 70.83

PF连接 80.19 24.28 70.76

全连接 81.94 22.54 71.42

　　注: 加粗字体表示不同方法在各指标上的最优结果.
  

3.4    CE transformer 中各子模块的消融分析

CE transformer由 SA、FA、CF和 PF模块组
成, 采用双路径结构同时提取局部和全局特征, 并
通过引入密集交叉连接促进不同粒度信息的深度交
互与融合. 为验证 CE transformer中各子模块的有
效性, 本文设计 4组消融实验进行比较. 第 1组实
验中的模型采用仅包含 SA 模块的 CE trans-
former作为特征提取单元, 而第 2 ~ 4组实验则向
模型中的 CE transformer 逐步增加 FA、CF 和
PF模块, 所有实验均在 Synapse数据集上执行, 实
验结果如表 8所示. 当 CE transformer中仅包括
SA模块时, 模型过分依赖于自注意力机制建模全局
上下文, 缺乏对小目标、边界等局部信息的关注, 表
现出较高的边界误差, 平均 HD指标高达 40.70 mm.
引入 FA模块后, 模型增强了局部特征的提取能力,
性能得到大幅提升, 但全局和局部信息缺乏交互与
融合, 难以捕捉多器官的复杂依赖关系. CF模块在
不同路径之间建立了交叉连接机制, 可促进全局和
局部特征交互与融合, 提高模型对复杂上下文关系
的建模能力, 从表 8可以看到, 随着 CF模块的引
入, 模型的平均 DSC指标提高了 1.83%. 进一步增
加 PF模块, 可形成多层级、密集的交叉连接机制,
促进不同粒度信息的深度融合, 增强模型对复杂结
构的综合理解, 模型取得最优性能. 

4    结束语

CNN模型在处理形态复杂器官时, 受限于固
定大小卷积核, 难以建立足够的长距离依赖关系.

鉴于 Transformer在全局信息提取上的优势, 一些
方法将其引入 CNN模型的编码、解码或跳跃连接
等结构. 由于卷积层与 Transformer的独立执行,
图像局部与全局信息无法进行深度融合, 从而限制
了模型综合特征的捕获能力. 针对上述问题, 本文
提出一种基于交叉增强 Transformer的腹部多器官
分割网络 CE TransNet. CE transformer采用双路
径结构, 结合卷积与 Transformer优势, 同时建模
特征的长、短距离依赖关系, 提高模型对复杂依赖
关系的表征能力. 在双路径结构中, 引入密集交叉
连接促进不同粒度信息的交互与融合, 促使模型产
生更综合、全面的特征. CE transformer部署于 CE
TransNet整个编−解码路径, 全面捕获 CT图像复
杂的上下文关系. 通过在WORD和 Synapse两个
腹部 CT多器官数据集上进行评估发现, 本文方法
表现出明显优势, 取得更精确和稳定的分割结果,
超过现有最先进的卷积与 Transformer分割网络.
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