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平行学习—机器学习的一个新型理论框架
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摘 要 本文提出了一种新的机器学习理论框架. 该框架结合了现有多种机器学习理论框架的优点, 并针对如何使用软件定

义的人工系统从大数据提取有效数据, 如何结合预测学习和集成学习, 以及如何利用默顿定律进行指示学习等目前机器学习

领域面临的重要问题进行了特别设计.
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Abstract In this paper, we propose a new framework of machine learning theory, parallel learning，which incorporates

and inherits many elements from various existing machine learning theories. Special designs are also presented to deal

with some important problems in the machine learning research field, e.g., useful data retrieval from big data using

software defined artificial systems, combination of predictive learning and ensemble learning, application of Merton′s law

to prescriptive learning.
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1 引言

随着计算能力的提高和计算理论的创新, 机器
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学习在过去 30 年中取得了长足的发展, 正受到越来
越多人的关注, 并在生物、医药、能源、交通、环境
等诸多领域中获得了成功的应用. 与此同时, 机器学
习也面临越来越多的问题, 传统机器学习理论框架
的不足被逐渐发现和确认, 新的机器学习理论框架
不断被提出[1].
中科院自动化所王飞跃研究员于 2004 年提出

了平行系统的思想, 试图用一种适合复杂系统的计
算理论与方法解决社会经济系统中的重要问题. 其
主要观点是利用大型计算模拟、预测并诱发引导复

杂系统现象, 通过整合人工社会, 计算实验和平行系
统等方法, 形成新的计算研究体系[2−5].

在过去的 10 多年中, 平行系统这一研究体系
在实践中取得了大量的成果, 并不断丰富和完善起
来[6−9]. 近年来, 我们尝试将平行系统的思想扩展并
引入到机器学习领域建立一种新型理论框架以更好

地解决数据取舍、行动选择等传统机器学习理论不

能很好解决的问题.
以下我们将首先回顾常见的一些机器学习理论,

并比较它们在数据获取— 行动选择这一核心问题

上的处理方式. 接着, 我们将提出 “平行学习” 这一
新型机器学习理论框架, 并着重分析其独特之处. 最
后我们总结全文.
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2 一些现有机器学习的理论框架

着眼于数据获取和行动选择之间的关系, 我们
可以建立如下数学模型来描述常见的一些机器学习

理论框架:
假设我们获取到一系列数据并构成集合 X =

{xi}, i = 1, · · ·, I. 若研究对象为复杂系统, 则这
些数据通常为观测到的系统状态或输出. 针对这
些数据, 我们可以采取一系列行动 ak 并构成集合

A = {ak(X ′)}, k = 1, · · ·, J , X ′ ⊆ X 表示数据

集 X 的一个子集. 每一个行动可以导致一个回报
R(aj), 且数据的获取和采取行动可以在时间上分
离. 我们的目标是, 通过机器学习, 最大化长期回报

max
aj ,1≤j≤J

J∑
k=1

R(ak) (1)

如果我们关心的是每一个行动导致的损失 L(ak), 则
目标函数可变为最小化长期损失

min
ak,1≤k≤J

J∑
k=1

L(ak) (2)

对于常见的有监督学习 (Supervised learning)[10−11]

而言, 上述这一模型可以进一步简化为: 当所有数据
已知且已经被正确分类后, 我们采取一个行动: 建立
一个函数映射 (通常是分类函数) 来最小化分类误
差. 一般而言, 我们预设数据服从独立同分布假设
(Independent and identically distributed, i.i.d.),
则目标函数可进一步写为

min
a

L(a(X)) = min
a

I∑
i=1

L(xi, a) (3)

相对于有监督学习, 在线机器学习 (Online machine
learning)[12−14] 强调了数据是逐渐获取的, 且每新
获得一个数据, 系统可基于所有已经获取的数据
采取一个行动. 对于在线机器学习的特例序贯学习
(Sequential learning), 我们每次仅仅获取一个数据
xi, 依据映射函数 f(·) 产生一个预测行动 f(xi), 接
着我们再获取 xi 真正的标记数据 y(xi),并计算由此
产生的损失 L [f(xi), y(xi)]. 最终我们的目标函数
为选取合适的映射 f(·), 最小化长期后悔值 (Regret
value)

min
f

L(a(X)) = min
f

I∑
i=1

L [y(xi), f(xi)] (4)

这里我们有多个行动, 并随着所获数据的增多, 不断
优化采取的行动.

与在线学习类似, 强化学习 (Reinforcement
learning)[15−16]依然假设数据逐渐获取,但机器学习

系统不再被动地接受数据, 而转为主动寻求. 系统在
t时刻每获得一个数据 x

(t)
i (在强化学习中 xi 为系统

状态), 可采取一系列行动 a
(t)
i . 为简化符号, 下文中

系统状态和行动记为 xt 和 at. 强化学习允许我们在
t 时刻的行动 at 影响到我们在 (t + 1) 时刻的获取
的数据 xt+1, 也即存在如下的 T (·, ·) : X × A → X

表示特定的状态转移函数

T (xt, a(xt), xt+1) = Pr (xt+1|xt, a(xt)) (5)

我们的目标函数为

max
a

∞∑
t=1

T (xt, a(xt), xt+1)[Ra(xt, a(xt)) +

γ · V (xt+1)] (6)

其中 Ra(xt, a(xt)) 为 t 时刻系统处于状态 xt、施加

行动 a(xt) 所获得的即时回报, V (xt+1) 为系统处于
状态 xt+1 的长期平均回报, γ 为折扣因子.
因此, 强化学习属于主动学习 (Active learn-

ing)[17] 的一种, 我们可以选取特定的行动来兼顾优
化目标函数和探索输入数据集合 X. 这相对于在线
机器学习是非常重要的改进.

然而, 经典的强化学习将数据获取和对应行动
局限在马尔科夫决策过程 (Markov decision pro-
cesses) 的框架中, 限制了其能力的发挥. 目前研
究者提出了不少强化学习的变体, 如深度强化学习
(Deep reinforcement learning), 但基本沿用了马尔
科夫决策过程这一框架. 这一做法虽然保证了一定
范围内学习的有效性, 却不能很好地应用到非马尔
科夫决策过程.

强化学习不需要传统意义上的有标签数据, 实
际上其学习的过程就是不断更新数据标签的过程.
但是它的学习效率并不高, 需要跟环境进行大量交
互从而获得反馈用以更新模型. 当面临复杂系统大
数据处理时, 过高的系统状态维数常常使得可行解
的探索变得十分困难[18−20].

3 平行学习的理论框架

为了进一步拓展学习能力, 特别是为了解决强
化学习所面临的难题, 我们提出如下图 1 所示的平
行学习的基本框架. 其大致可以分为数据处理和行
动学习两个互相耦合关联的阶段.
在数据处理阶段, 平行学习首先从原始数据中

选取特定的 “小数据”, 输入到软件定义的人工系统
中, 并由人工系统产生大量新的数据. 然后这些人工
数据和特定的原始小数据一起构成解决问题所需要

学习的 “大数据” 集合, 用于更新机器学习模型[18].
在行动学习阶段, 平行学习沿用强化学习的思

路, 使用状态迁移来刻画系统的动态变化, 从人工合
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图 1 平行学习的理论框架图 (虚线上方为通过软件定义的人工系统进行大数据预处理, 虚线下方表示基于计算实验的预测学

习和集成学习, 以及平行控制和指示学习. 细线箭头代表数据生成或数据学习, 粗线箭头代表行动和数据之间的交互.)

Fig. 1 The theoretical framework of parallel learning (The part above the dash line focuses on big data preprocessing

using software defined artificial systems; the part beneath the dash line focuses on predictive learning and ensemble

learning based computational experiments, as well as parallel control and prescriptive learning. The thin arrows

represent either data generation or data learning; the thick arrows present interactions between data and actions.)

成大数据中学习, 并将学习到的知识存储在系统状
态转移函数中. 但特别之处在于, 平行学习利用计算
实验方法进行预测学习 (Predictive learning). 通过
学习提取, 我们可以得到应用于某些具体场景或任
务的 “小知识”, 并用于平行控制和平行决策. 这里
的 “小” 是针对所需解决具体问题的特定智能化的
知识, 而不是指知识体量上的小.
而平行控制和平行决策将引导系统进行特定的

数据采集, 获得新的原始数据, 并再次进行新的平行
学习, 使系统在数据和行动之间构成一个闭环. 不仅
如此, 我们还引入指示学习 (Prescriptive learning)
的思想, 从另一个角度来重新结合数据和行动.

4 平行学习的三大特色方法

在上述新型理论框架的基础上, 我们展开说明
平行学习采用的特色方法.

4.1 通过软件定义的人工系统进行大数据预处理

杂乱无序的数据难以学习. 基于平行理论, 我们
可以构建人工场景来模拟和表示复杂系统的特定场

景, 并将选取的特定 “小数据” 在平行系统中演化和
迭代, 以受控的形式产生更多因果关系明确、数据
格式规整、便于探索利用的大数据, 再把大数据浓
缩成小知识、小智慧和小定律[2−9, 18]. 这一点也符
合美国物理学家费曼 (Richard Feynman) 所说的名
言 “不是我创造的, 我就不能理解” (What I cannot
create, I do not understand)[21].

以业界当前研究的新热点 “平行视觉” (Parallel
vision) 为例[22−25]. 我们根据实际采集的少量图像

数据, 提取特定要素, 然后在模拟环境条件中加入新
的变化 (如改变摄像机朝向、光照和天气条件等) 以
得到更加多样化的虚拟数据. 对虚拟实验产生的结
果进行计算评估, 我们可以校正视觉模型, 并重新设
计新计算实验, 产生新的虚拟数据. 这一迭代将反复
执行直到收敛. 测试表明, 结合虚拟数据和真实数据
可以有效提高模型性能.
需要指出的是, 平行学习中将用于产生虚拟数

据的人工系统和分析数据的机器学习系统进行了一

定程度的切分, 允许直接在数据处理阶段进行采样.
这为数据产生和数据分析添加了更多的灵活性, 和
传统机器学习主要由行动来驱动数据采集是不同的.
由于我们采用的是软件定义的人工系统, 我们

可以借助虚实互动的平行执行来在线优化人工系统

模型, 更好地实现对复杂系统的智能理解和数据采
样. 所有数据学习的结果都能用来对人工系统模型
进行校正和升级. 因此, 我们并非割裂数据产生和数
据分析这两部分, 而是将其看成一个整体的两面.

4.2 包含预测学习和集成学习的数据学习

在平行学习中, 我们强调使用预测学习和集成
学习来拓展经典学习方法.

1) 我们允许多个智能体 (Agent) On, n =
1, · · ·, N 共同学习, 每个智能体可以独立地获取
到一系列观测数据并构成集合 Xn = {xn

i }, i =
1, · · ·, In. 每个智能体还可以独立地采取一系列
行动并构成集合 An = {an

k(X ′n)}, k = 1, · · ·, Jn,
X ′n ⊆ Xn 表示数据集 Xn 的一个子集.

2) 每个智能体获取的数据和采取行动的次数和
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时间均独立. 首先, 我们允许一个行动可以产生多个
新的数据, 而强化学习一次只能产生一个新的数据.
其次, 强化学习要求获取数据和完成行动必须依次
间隔执行, 而平行学习允许获取数据和完成行动有
着完全不同的频次和发生顺序.

3) 我们以平行世界的角度来看待系统状态的演
化过程. 将新获得的数据映射到平行空间中, 我们可
以通过大量长期的仿真迭代来预测和分析预期行动

的结果, 并最终将最优动作返回现实空间[2−8, 18].
基于上述三点扩展, 我们可以放松数据和行动

之间的耦合,极大地扩展现有的强化学习方法[26−27].
其实, 上述三点扩展已经在 AlphaGo 这一划时代
的人工智能产品中得以体现[28]. 参见图 2 所示,
AlphaGo 对于当前局面, 使用蒙特卡洛树 (Monte
Carlo tree) 方法, 进行数盘 20∼ 30 步的模拟测试
下来探求局部最优的下法, 这可以看作是使用智能
体进行中长期仿真迭代来预测和分析预期行动的结

果. 同时, 其数据的产生和行动的产生相对独立, 不
需时间对齐. AlphaGo 利用输入的数万盘高手对局
数据进行自我对战. 在和李世乭比赛之前, 自我对战
了 3 000 多万盘. 这就是典型的实际小数据到虚拟
大数据的过程.

LeCun 在最近几年的演讲中反复以 “蛋糕” 比
喻整个机器学习领域. 而强化学习是蛋糕上的一粒
樱桃, 监督学习是蛋糕外面的一层糖霜, 无监督学
习 (Unsupervised learning)[29−30] 则是蛋糕胚. 然
而目前, 糖霜和蛋糕胚之间还存在巨大的空白区域.
为此, LeCun 在 2016 年认为预测学习可以来填补
这一空白[31].
预测学习起源于认知心理学对于儿童学习方式

的解释[32]. 其后被用来解释智能体如何从与环境的
交互中学习特定知识[33−34]. 深入比较不难发现, 预
测学习和我们在过去 10 多年中所一直倡导的基于
计算实验的平行系统方法[2−9] 本质是一样的. 简而
言之, 平行系统和预测学习的核心就是用机器给真
实环境建模, 仿真预测可能的未来, 并通过观察和演
示来理解世界如何运行的能力. 其中仿真是无监督
或半监督 (Semi-supervised learning)[35−36] 的, 而
初始状态和最终结果是有监督的. 我们称这种学习
方式为平行预测 + 指示学习 (Parallel predictive+
Prescriptive learning), 可以糅合无监督、半监督和
有监督三种学习方式, 填补各自之间的空白.

4) 类比于多智能体系统[37−38], 平行学习还允许
分散学习和集成学习两种机制.

图 2 AlphaGo 将现实世界的数据映射到平行世界, 进行多线迭代来求取预期行动

Fig. 2 AlphaGo maps data in realistic world into parallel world and uses multithread iterations to determine

the expected actions
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分散学习机制要求每个智能体可以独立根据自

身获取的数据来进行行动, 每一个行动可以导致一
个回报 R(an

k). 我们的目标是最大化所有智能体的
总体长期回报

max
am

k ,1≤k≤J,1≤m≤N

N∑
m=1

J∑
k=1

Rm(am
k ) (7)

该学习机制适合于分散控制等问题, 其中每个智能
体获得的数据和执行的行动都是时空局部、甚至可

以时间异步的. 例如, 我们在分布式平行交通控制系
统中设定不同路口的控制器进行迭代和学习, 协同
式产生和发现最优的交通信号灯控制策略[7−8].
集成学习机制则要求设置一个所谓代理智能体

(Surrogate agent). 每个智能体可以独立地根据自
身获取的数据来进行行动, 每一个行动可以导致一
个回报 Rm(am

k ). 我们的目标是选取所有这些智能
体可能获得的回报中最大的那个动作, 并让代理智
能体执行该动作.

arg max
am

k ,1≤k≤J,1≤m≤N

N∑
m=1

Rm(am
k ) (8)

该学习机制类似于现有的集成学习 (Ensemble
learning)[39], 可适合于静态数据的集中分类等问
题. 而我们的研究表明, 更为广义的集成学习技术也
可以应用于动态系统的建模和控制之中[40]. 其中每
个智能体都致力于在学习中对复杂系统进行建模并

执行特定的行动来达到某一优化目标. 各智能体执
行的行动是时间同步, 但所获取的数据可以是时空
局部的. 特别地, 我们可以设定策略使得每个 Agent
根据自身偏好来探索输入数据集的不同部分, 并建
立适合特定输入数据子集的行动策略[40]. 这一想法
亦被我们用在所谓平行动态规划 (Parallel dynamic
programming) 之中, 以克服现有近似动态规划算法
对于解空间探索不足的困难[41].

4.3 基于默顿定律实现数据—行动引导的指示学

习

一般而言, 复杂系统可以大致分为牛顿系统和
默顿系统两种. 无论我们怎么对牛顿系统进行分析,
都不会影响系统运行的结果. 例如天气预报明天下
雨, 那么天气是下雨下雪还是刮风, 跟我们的分析调
控无关. 而在默顿系统中, 存在双向影响通路, 我们
对系统的调控会影响系统运行的结果. 例如, 著名分
析师对于股市的评论会影响股市的波动. 因此, 我们
可以设定预期的系统状态, 通过对于系统的描述、预
测、引导来使得系统达到控制者所期望的状态. 美
国社会学家默顿将这一长期行动称为预言的自我实

现定律 (Self-fulfilling prophecy)[42]. 该定律也被后
人称为默顿定律.

默顿定律希望通过改变行动的模式, 即实际系
统与人工系统的平行互动, 促使实际系统运行到既
定目标. 然而与牛顿系统不同, 默顿系统中的 “行动
建模” 与 “目标建模” 相互独立, 且 “行动建模” 受
到有限先验知识, 系统高度随机性等多方面因素的
影响, 难以实现[43]. 如果用上面的学习框架来描述,
就是难以确知我们每一次探索所获得的即时回报

Ra(x, a(x)), 而且即时回报 Ra(x, a(x)) 和长期回报
V (x) 之间的关系亦不明确.
幸运的是, 近 10 年来研究者先后提出了对抗

学习 (Adversarial learning)[44−46]、对偶学习 (Dual
learning)[47] 等全新的学习原则, 为解决上述问题提
出了新的思路.
对抗学习通过构造相互竞争的生成器和辨别器

来提高学习的效率[44−46]. 在图像学习中, 前者试图
产生假的图像, 后者试图鉴别出真正的图像. 本质
上, 这依然是费曼所称 “不是我创造的, 我就不能
理解” 概念的体现, 即通过构建验证过的概念来理
解事物. 但对抗学习最大的优点是系统的回报/损失
函数不必显式给出, 而是通过生成器和辨别器的对
抗来自动学习和挖掘来产生. 这是默顿定律所期待
的, 在系统和行动的互动之中, 达成知识的 “泛化”
(Generalization).

对偶学习[47] 的思路则更加偏重迭代演进. 假设
学习过程中有两个智能体分别从事原任务 (从集合
X 到集合 Y 的学习任务) 和对偶任务 (从集合 Y 到

集合 X 的学习任务). 假如我们首先把集合 X 用第

一个智能体的模型 F 映射成集合 Y 的子集 Y ′, 再
利用第二个智能体的模型 G 把集合 Y ′ 映射成集合
X 的子集 X ′. 比较集合 X 和 X ′, 我们常常可以获
得非常有用的反馈信号来改进映射模型 F 和 G. 以
机器翻译为例, 上面的这个过程可以无限循环下去.
可以证明, 只要机器翻译模型 F 和 G 的解码部分都

使用的是随机算法, 这一学习过程是收敛的, 最终会
学到两个稳定有效的模型 F 和 G.

综合对抗学习和对偶学习, 我们可以提出如下
更一般的指示学习. 指示学习关注如何设置引导, 使
得我们获得预期的学习目的或者学习效果[48]. 具体
到大数据环境中的数据获取 – 数据学习这一矛盾关
系中, 指示学习可以被建模为反复循环的两阶段学
习 – 探索过程.
假设我们不断地获取数据并构成集合 X =

{xi}, i = 1, · · ·, I. 针对这些数据, 我们可以采取
一系列行动并构成集合 A = {ak(X)}, k = 1, · · ·, J .

在第一阶段, 我们学习特定行动原则, 最大化阶
段性回报 V (X, ak(X))
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max
ak,1≤k≤J

V (X, ak(X)) (9)

在第二阶段, 我们在此基础上通过数据生成算
法产生新的数据集合 X ′ = {x′i}, i = 1, · · ·, I, 并衡
量阶段性损失 L [X ′, ak(X ′))]. 损失函数 L [·] 为已
学会的行动原则在新数据集合X ′ 上的损失, 该函数
指示了我们下一步学习的方向. 对于对抗学习而言,
L [·] 可以直接设为误分类比率. 对于对偶学习而言,
L [·] 为迭代产生的映射误差. 对于平行系统控制而
言, L [·] 通常可以设为当前系统状态和理想系统状
态之间的差值[7−9].
当上述两个阶段过程完成后, 我们进入新的循

环, 直到我们覆盖所有的数据集或系统状态, 又或者
我们已经到达理想的系统状态.

目前, 强化学习已经为我们在第一阶段的数据
学习提供了相当强的理论工具和方法. 但我们对于
第二阶段的数据探索尚有很多未知的领域值得深入

研究. 原始的对抗学习中, 数据产生的方式是无模型
无监督学习, 但其效果有待改进[44]. 而对偶学习中,
数据产生的方式是有模型无监督学习, 理论证明清
晰但限制较多[47]. 最近的研究表明, 类似于我们在
上文中提及的平行仿真和预测学习这种半监督、具

有限定条件和指示性目标的演化式学习 (例如利用
信息熵的 InfoGAN[49]) 可能更加适合特定问题的解
决. 这即是我们在上文中提到的平行预测 + 指示学
习 (Parallel predictive + Prescriptive learning) 的
思想的体现: 既有方向性指示, 亦不过多限制中间探
索过程. 我们期待这一思想能带来更多新的机器学
习方法.

5 总结

在本文中, 我们提出平行学习的基本思想和理
论框架, 并阐述了平行学习的三大特色方法: 1) 通
过软件定义的人工系统进行大数据预处理, 2) 包含
预测学习、集成学习的数据学习, 和 3) 基于默顿定
律实现数据 – 行动引导的指示学习.
概括而言, 平行学习理论框架强调: 使用预测学

习解决如何随时间发展对数据进行探索; 使用集成
学习解决如何在空间分布上对数据进行探索; 使用
指示学习解决如何探索数据生成的方向. 目前我们
的研究显示, 扩展现有的强化学习模型能够较好地
和这三者结合. 但我们不排除今后有更好的模型来
和我们提出的平行学习理论框架结合发展.
需要指出的是, 我们主要强调从理论框架层面

改进和扩展已有机器学习方法, 并初步开展了相应
模型和算法的研究. 例如我们将平行学习方法应用
到了虚拟场景生成和无人驾驶车辆智能测试[50−51],

以及社会计算和情报处理[52−54]. 但很多细节之处尚
需完备的理论证明. 期待本文抛砖引玉, 引起业内专
家学者兴趣, 共同对机器学习理论做出更加深入的
革新.
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