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基于深度协同稀疏编码网络的海洋浮筏 SAR图像目标识别

耿 杰 1 范剑超 1, 2 初佳兰 2 王洪玉 1

摘 要 浮筏养殖广泛存在于我国近海海域, 可见光遥感图像无法完全准确地获取养殖目标, 而基于主动成像的合成孔径雷

达 (Synthetic aperture radar, SAR) 遥感图像能够得到养殖目标, 因此采用 SAR 图像进行海洋浮筏养殖目标识别. 然而, 海

洋遥感 SAR 图像包含大量相干斑噪声, 并且 SAR 图像特征单一, 使得目标识别难度较大. 为解决这些问题, 提出一种深度协

同稀疏编码网络 (Deep collaborative sparse coding network, DCSCN) 进行海洋浮筏识别. 本文方法对预处理后的图像先提

取纹理特征和轮廓特征, 再进行超像素分割并将同一个超像素块特征组输入该网络进行协同表示, 最后得到有效特征并分类识

别. 通过人工 SAR 图像和北戴河海域浮筏养殖 SAR 图像的实验验证所提模型的有效性. 该网络不仅具有优异的特征表示能

力, 能够获得更适合分类器的特征, 而且通过近邻协同约束, 有效抑制相干斑噪声影响, 所以提高了 SAR 图像目标识别精度.
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Abstract Floating raft aquaculture is widely distributed in the offshore ocean of China. Since raft information cannot

be obtained accurately in the visible remote sensing image, active imaging images acquired from synthetic aperture radar

(SAR) are applied. However, oceanic SAR images are seriously contaminated by speckle noise, and effective features of

SAR images are deficient, which make recognition difficult. In order to overcome these problems, a deep collaborative

sparse coding network (DCSCN) is proposed to extract features and conduct recognition automatically. The proposed

method extracts texture features and contour features from the pre-processed image firstly. Then, it segments the image

into patches and learns features of each patch collaboratively through the DCSCN network. The optimized features

are used for recognition finally. Experiments on the artificial SAR image and the images of Beidaihe demonstrate that

the proposed DCSCN network can accurately obtain the area of floating raft aquaculture. Since the network can learn

discriminative features and integrate the correlated neighbor pixels, the DCSCN network improves the recognition accuracy

and has better performance in overcoming the contamination of speckle noise.
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合成孔径雷达 (Synthetic aperture radar,
SAR) 是一种主动成像传感器, 具有全天候、全天
时、高分辨率的数据获取能力[1−2]. SAR 图像目标
识别是 SAR 图像解译的重要内容, 在军事侦察、资
源探测、地理测绘、海域监测等领域有着广泛的应

用. 随着 SAR 成像技术的发展, 分辨率的不断提
高, SAR 图像目标识别成为海量 SAR 数据处理的
主要手段. 典型的 SAR 图像目标识别模型分为检测
(Detection)、鉴别 (Discrimination) 和分类 (Clas-
sification) 三个阶段[2]. 海洋浮筏养殖是海域监测的
重要组成部分, 自动识别浮筏信息对实现大面积海

tional Marine Environment Monitoring Center, Dalian 116023
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域动态使用监测有着重要意义[3−4]. 由于海洋散射
信号较弱, 光谱成像卫星数据难以获取浮筏信息, 而
SAR 是主动式微波成像, 利于获取浮筏信息, 在海
域监测中具有明显优势[5]. 因此, 利用 SAR 图像进
行海洋浮筏养殖自动识别, 不仅可以大范围、宏观调
查海域使用情况, 而且为海洋遥感业务化动态监测
提供了有力手段. 但是, 由于海洋周期性波浪的影
响, 后向散射系数相干叠加使得成像存在严重的相
干斑噪声; 同时由于海洋每个区域的流、浪、涌、内
波都不一样, 导致后向散射特性非常不规律, 同一目
标在不同海域特征存在明显差异[6]. 这些问题增加
了海洋 SAR 图像目标识别难度, 有效的特征表示是
解决问题的关键.

在 SAR 图像目标识别问题中, 纹理特征被广
泛用于 SAR 图像的特征提取. 纹理特征是图像灰
度或色彩在空间上的重复或者变化的特征, 提取纹
理特征的方法可以分为三类: 基于统计的方法、基
于模型的方法和基于变换域的方法[7]. 在基于统计
的方法中, 灰度共生矩阵 (Gray-level co-occurrence
matrix, GLCM) 统计图像上保持某距离的两个像
素的灰度状况, 主要包括均值、方差、对比度、熵、
自相关等元素. 在基于模型的方法中, 马尔科夫随机
场模型是最常用的分析模型. 在基于变换域的方法
中, 小波变换得到变换域各个方向的系数能反映目
标的后向散射特性.

为了更加有效地分析理解图像, 多尺度几何分
析 (Multi-scale geometric analysis, MGA) 方法陆
续被提出, 它是一种多方向、多尺度和局部性的图像
稀疏表示方法, 被称为后小波分析. 由于小波分析的
方向受限、频率分辨率低, 而MGA 可以利用图像的
几何正则性, 能够保持丰富的细节信息. 目前常用的
MGA 方法有 Gabor 变换、曲波变换、轮廓波变换、
剪切波变换等. Gabor 变换是具有高斯函数的傅里
叶变换, 二维 Gabor 函数相当于一个高斯函数调制
的复正弦函数, 可以提取图像不同空间位置、空间频
率的局部结构信息[8]. 由于二维 Gabor 变换在表征
图像纹理变化方面的优势, 已经被普遍用于人脸识
别等模式识别问题中. 为了更好地逼近图像的轮廓
信息, Do 等提出了轮廓波变换[9], 通过多尺度分解
和方向分解, 可以有效地表示图像轮廓. 然而, 对图
像轮廓波变换时, 要进行降采样和上采样, 这样就不
具备平移不变性, 而平移不变性在边缘保持、目标
检测等方面起着重要作用. 为了解决这一问题, Da
Cunha 等提出一种非下采样轮廓波变换 (Nonsub-
sampled contourlet transform, NSCT)[10], 具有平
移不变性, 可以很好地保持图像的细节和边缘信息.
当前, NSCT 已经被广泛用于图像融合问题中[11].
考虑到二维 Gabor 变换和 NSCT 在图像特征表示
方面的优势, 本研究利用这两种方法分别提取 SAR

图像的纹理特征和轮廓特征.
在目标识别问题中, 有效的特征表示对于识别

准确度起着关键作用. 但是在许多研究中, 特征提
取和表示都需要大量的经验知识和人为地参数设

置, 这个过程比较复杂而且效率较低, 尤其是当图
像分辨率较高、尺寸较大时, 更增加了特征表示的
难度. 近年来, 深度学习神经网络被用于特征自主学
习和表示, 在智能识别任务中表现出极其优异的性
能[12−15]. 深度学习网络具有类似于人脑感知视觉
的层次化结构, 不过分依赖研究人员的经验知识, 能
逐层抽象学习数据的特征, 从而发现数据的内在结
构信息并改善分类识别的效果. 研究表明, 深度网
络可以很好的挖掘图像的低层特征 (如边界) 和中
层特征 (如形状), 在图像去噪、图像分类识别等问
题中取得较好的效果. 在分类识别问题中, 利用深度
网络得到的特征表示, 不同类别的区分度更大, 更适
合于监督分类. 常用的深度网络结构有深度置信网
络 (Deep belief networks, DBN)[12]、卷积神经网络
(Convolutional neural networks, CNN)[16] 和堆叠
自动编码器 (Stacked auto-encoders, SAE)[17].

本文提出一种深度协同稀疏编码网络 (Deep
collaborative sparse coding network, DCSCN) 来
进行 SAR 图像目标识别, 并用在海洋浮筏养殖监测
任务中. 为了从 SAR 图像获得更优异的特征, 提高
目标与背景特征差异性, DCSCN 利用了自动编码
器在特征表示中的优势, 获得更适合于分类器的特
征. 为了克服海洋 SAR 图像严重的相干斑噪声, 对
超像素分割的近邻像素特征利用 DCSCN 进行协同
表示, 使得同个超像素块特征更相近并平滑掉相干
斑噪声, 减小噪声对目标识别的影响.

1 深度学习原理

传统的神经网络都是随机初始化模型的参数,
然后通过反向传播来优化参数. 然而深度网络如果
利用这种方式, 很容易陷入局部极值或者造成梯度
弥散, 使得网络参数无法最优. 为了解决这一问题,
提出了逐层学习参数的预训练, 再对预训练后的模
型进行反向传播来优化参数的方法[18]. 常用的预训
练单元有限制玻尔兹曼机 (Restricted Boltzmann
machine, RBM) 和自动编码器 (Auto-encoders),
多层预训练单元堆叠起来构成深度网络.

1.1 自动编码器

一个自动编码器由输入层、隐含层和输出层

构成, 训练学习的目标是使得网络的输出尽量逼
近输入[19]. 自动编码器训练过程由编码过程和解
码过程组成, 编码过程将输入样本进行线性映射
和非线性映射变换得到隐含层表示. 设样本集为
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XXX = {xxxi}N
i=1, 输入样本 xxxi 对应的隐含层表示为

hhhi = f (xxxi) = sigmoid (WWW 1xxxi + bbb1) (1)

其中, WWW 1 和 bbb1 分别代表输入层与隐含层之间的权

重和偏置, sigmoid(·) 表示隐含层的激励函数. 解
码过程就是把编码后的表示重新投影到原信号空间,
得到解码信号 x̂xxi 可表示为

x̂xxi = g (xxxi) = sigmoid (WWW 2hhhi + bbb2) (2)

其中, WWW 2 和 bbb2 分别表示隐含层与输出层之间的权

重和偏置, sigmoid(·) 表示输出层的激励函数. 自动
编码器的目标是让解码输出尽量逼近编码之前的输

入, 网络的参数通过重构误差最小化来优化, 目标函
数如下

J (WWW 1, WWW 2, bbb1, bbb2) = arg min
WWW 1, WWW 2, bbb1, bbb2

N∑
i=1

‖xxxi−x̂xxi‖2

2

(3)

训练好一层自动编码器后, 将其隐含层的激活值作
为下一层自动编码器的输入. 这样将多层自动编码
器堆叠起来构成了堆叠自动编码器.

1.2 堆叠自动编码器

堆叠自动编码器是一种典型的深度神经网络,
被广泛用于特征学习与表示. 该网络先逐层贪婪学
习来确定参数, 再从最顶层反向传播来微调 (Fine-
tune) 整个网络的参数. 如果最顶层不加入标签信
息, 则这个学习过程为无监督的特征学习过程; 如果
最顶层加入样本的标签信息来反向微调整个网络的

参数, 则这个学习过程是监督学习过程. 图 1 给出了
堆叠自动编码器结构图.

图 1 堆叠自动编码器结构图

Fig. 1 The structure of SAE

由图 1 所示, 该堆叠自动编码器共M 层, 最高
层自动编码器的隐含层就是网络的输出. 通常在堆
叠自动编码器后连接 Softmax 分类器进行分类识
别. 在有监督学习网络中, 样本的标签也是在 Soft-
max 分类器加入的, 整个网络的参数通过后向传播

来整体调整. 网络整体参数微调的目标函数为

J
(
WWW k

∣∣M
k=1 , bbbk

∣∣M
k=1

)
=

arg min
WWW k, bbbk

N∑
i=1

‖yyyi − gM (fM (· · · f1 (xxxi)))‖2

2

(4)

其中, yyyi 表示样本 xxxi 对应的标签, WWW k 和 bbbk 分别表

示整个网络各层的权重和偏置. 加入标签信息来优
化整个网络, 可以使得网络的特征表示更适合于分
类器, 即不同类别的样本特征差异更大.

2 SAR图像预处理与特征提取

2.1 预处理

卫星拍摄的 SAR 图像需要先进行几何校正, 来
解决由于传感器以及地球自转等因素造成的图像相

对于地面目标发生的几何畸变. 由于原始的 SAR 图
像对比度较差, 需采用灰度拉伸来提高图像灰度级
的动态范围. 为了增大目标与背景间的对比度, 利用
非线性函数对图像进行灰度拉伸处理. 为了抑制相
干斑噪声对目标识别的影响, 采用增强 Lee 滤波算
法进行去噪.

2.2 纹理特征提取

二维 Gabor 滤波器可以提取图像多尺度、多方
向的纹理特征. 二维 Gabor 变换是具有高斯函数形
式的傅氏变换, 由一个高斯函数乘以正弦函数, 正弦
函数的频率决定特征的尺度, 相位决定特征的方向,
具体公式如下[20]

G (x0, y0, θ, ω0) =
1

2πσ2
exp

(
−x2

0 + y2
0

2σ2

)
×

[
exp (jω0x0)− exp

(
−ω2

0σ
2

2

)]
(5)

其中, x0 = x cos θ + y sin θ, y0 = −x sin θ + y cos θ,
x 和 y 代表像素点的位置, ω0 表示滤波器的中心频

率, θ 表示滤波器的方向, σ 表示高斯函数的标准差.
exp (jω0x0) 代表交流分量, exp (−ω2

0σ
2/2) 代表直

流分量. 当直流分量趋于 0 时, Gabor 滤波器对光
照强度不敏感. θ 和 σ 不同取值得到一组滤波器, 将
滤波器组与图像进行卷积得到与图像相同大小的分

解图像, 这些图像代表纹理特征.

2.3 轮廓特征提取

非下采样轮廓波变换 (NSCT)[10] 可以将图像分
解为不同频率和不同方向的子带图像, 各个子带图
像表示了图像在各个频率和各个方向上的系数, 可
以看作原图的一张特征图, 即轮廓特征图. NSCT
交替利用非下采样的塔型滤波器组和非下采样的方
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向滤波器组, 来得到多方向、多尺度的二维分解图
像. 图 2 给出了具体分解的过程.

图 2 非下采样轮廓波变换

Fig. 2 Nonsubsampled contourlet transform

如图 2 所示, NSCT 先利用非下采样的塔型滤
波器组将图像分解为低通、带通和高通子带图像, 然
后利用非下采样方向滤波器组对子带图像进行方向

滤波, 得到各个频域方向的子带图像. 具体过程如
下: NSCT 的非下采样塔型滤波器由多个双通道非
下采样滤波器级联构成. 设定分解的尺度为 j, 则
在尺度 j 上的理想低通滤波器 H0 (z) 包含的区域
为

[− π
2j ,

π
2j

]2
, 理想高通滤波器 H1 (z) 包含的区域

为
[− π

2j−1 ,
π

2j−1

]2\[− π
2j ,

π
2j

]2
. 由于每次分解中都只

对上次分解结果进行上采样, 而不使用下采样, 所
以保证算法的平移不变性. 经过 k 级非下采样塔型

滤波, 可以得到 k+1 个与原图像相同尺寸大小的
子带图像. NSCT 所采用的方向滤波器组也是一组
二通道非下采样滤波器, 其理想频域区域是扇形形
状, 对扇形滤波器采用不同的采样矩阵进行上采样,
再对上一级方向分解的子带进行滤波, 得到频域的
方向分解. 当方向滤波器组数目较多时, 得到的子
带图像代表各个方向的分解图像, 具有优异的轮廓
和边界保持效果. 如果对某尺度下子带图像做 t 级

方向分解, 可以获得 2t 个与原图像相同尺寸大小的

方向子带图像. 因此, 图像经过 K 级 NSCT 后可得
到

∑K

k=1 2tk + 1 个与原图像尺寸大小相同的子带图
像, 其中 tk 是尺度 k 下的方向分解级数[21−22]. 综
上描述, NSCT 分解得到的子带图像具有平移不变
性、良好的轮廓和边界保持效果, 这些子带图像可以

用来作为目标识别的特征图.

3 基于深度协同稀疏编码网络的 SAR图像

目标识别

海洋 SAR 图像存在严重的相干斑噪声, 使得图
像像素的灰度值不完全反映地物的后向散射特性,
基于单个像素特征进行分类识别往往达不到很好的

效果. 考虑到图像的统计特性, 近邻像素点的特性比
较接近, 可以联合起来进行协同表示. 为了增加不同
类别特征的差异性, 并且抑制相干斑噪声的影响, 本
研究提出一个深度协同稀疏编码网络 (DCSCN), 采
用超像素分割的方法将图像进行分割, 然后对每个
超像素块内像素点对应的特征联合优化, 使得同个
超像素块的像素特征更趋于相似并平滑掉相干斑噪

声. 为了获得更丰富的特征, 在 DCSCN 网络前先
进行预处理, 再通过二维Gabor 变换和NSCT 来提
取纹理特征和轮廓特征. 图 3 给出了整个算法的流
程图.

图 3 基于深层协同稀疏编码网络算法流程图

Fig. 3 The flow chart of the proposed algorithm

如图 3 所示, 本文算法先对输入 SAR 图像进行
几何校正、灰度拉伸和增强 Lee 滤波去噪的预处理
过程, 再利用二维Gabor 滤波器和NSCT 滤波器提
取图像的特征, 并进行超像素分割, 然后将各个超像
素块特征组输入 DCSCN 网络进行特征优化和分类
识别, 最后输出识别结果.

本研究中使用了一种基于几何流的水平集方法

(TurborPixels)[23], 将 SAR 图像分割成M 个超像

素块 {S1, S2, · · · , SM}. 把每个超像素块特征组输
入到 DCSCN 网络进行协同表示和分类识别. 下面
详细描述了 DCSCN 网络结构和网络训练过程.
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3.1 DCSCN网络结构

根据第 1 节描述, 堆叠自动编码器可以学习到
图像更高层次的特征, 使得不同类别样本特征区分
度增大. 为了让隐含层单元激励的平均输出较小, 对
每个自动编码器进行稀疏约束, 可以避免参数取值
过大, 防止过学习. 稀疏自动编码器的目标是使得解
码输出尽量接近输入, 本文为了有效抑制相干斑噪
声, 希望各个像素特征通过编码器的解码输出与其
相应的超像素块特征组的平均特征接近, 提出了协
同稀疏编码器来对每个超像素块的特征组联合训练

学习. 将多个协同稀疏编码器堆叠起来构成了深度
协同稀疏编码网络 (DCSCN), 图 4 给出了网络结构
图. 图中网络共包含 L 层, 第 1 层到第 L−1 层网
络为协同稀疏编码器, 第 L 层网络为 Softmax 分类
器. 为了进行协同表示, 各层协同稀疏编码器的输入
对输出进行约束, 即每个特征的输出都要与输入的
这组特征的平均值尽量接近. 因此, 在前向逐层训练
过程中, 每层参数都是将特征组的特征依次输入网
络后确定的. 完成逐层贪心训练后, 整个网络的参数
通过后向反馈整体微调.

图 4 深度协同稀疏编码网络结构图

Fig. 4 The structure of deep collaborative sparse

coding network

如图 4 所示, XXX i = [xxxi,1 xxxi,2 · · · xxxi,Si
] 表示

输入到 DCSCN 网络的第 i 个像素块的 Si 个像

素点的特征组, 其中 xxxi,1 = [x(1)
i,1 x

(2)
i,1 · · · x

(R)
i,1 ]T

表示 xxxi,1 对应的 R 维特征. 各层协同稀疏编码
器的编码、解码过程如下: 设第 k 层协同稀疏编

码器的输入样本特征为 xxxk
i,t, 进行线性映射得到

zzzk1
i,t = WWW k1xxx

k
i,t + bbbk1, 通过隐含层激励元得到编码结

果 hhhk
i,t = sigmoid

(
zzzk1

i

)
. 同样, 解码过程也是先进行

线性映射得到 zzzk2
i,t = WWW k2hhh

k
i,t +bbbk2, 再通过输出层激

励元得到解码输出 x̂xxk
i,t = sigmoid

(
zzzk2

i,t

)
. 为了让输

入样本特征 xxxk
i,t 逼近整个超像素块的平均特征, 网

络中解码层的期望输出为 x̄xxk
i =

∑Si

t=1 xxxk
i,t/Si, 表示

第 i 个超像素块的特征平均值. 网络参数WWW 和 bbb 通

过训练学习来确定.

3.2 DCSCN网络训练

DCSCN 网络需要先确定各层参数, 然后再进
行分类识别. 网络各层参数的优化分为预训练 (Pre-
training) 和整体微调 (Fine-tune) 两个过程. 预训
练是逐层优化各层网络的参数. 整体微调是从顶层
引入标签信息来优化整个网络参数, 可以使得网络
输出的特征更适合于分类器.

3.2.1 DCSCN网络预训练

预训练过程是将训练样本的特征输入到网络,
逐层训练得到各层网络的参数. 对于第 k 层网络, 参
数优化的目标函数为

J (WWW k1,WWW k2, bbbk1, bbbk2) =

arg min
WWW k1, WWW k2, bbbk1, bbbk2

1
2N

M∑
i=1

Si∑
t=1

∥∥∥x̄xxk
i − x̂xxk

i,t

∥∥∥
2

2
+

λ

2

(
‖WWW k1‖2

2 + ‖WWW k2‖2

2

)
+

β

lk∑
j=1

KL (ρ ‖ρ̂j )

(6)

其中, N =
∑M

i=1 Si 代表样本总数目, λ 是权重衰减

系数. ‖WWW k1‖2

2 + ‖WWW k2‖2

2 是权重衰减项, 保证权重
值不会过大. β 表示稀疏性惩罚因子权重, lk 代表第

k 层协同稀疏编码器的隐含层节点个数. KL(ρ ‖ρ̂j )
是稀疏性惩罚项, 通过相对熵 (KL 散度, KL diver-
gence) 计算, 公式如下

KL (ρ ‖ ρ̂j) = ρ log
ρ

ρ̂j

+ (1− ρ) log
1− ρ

1− ρ̂j

,

ρ̂j =
1
M

M∑
i=1

fk,j

(
x̄xxk

i

) (7)

其中, ρ 是稀疏性参数. ρ̂j 表示第 j 个隐含单元

在所有超像素块特征组编码后的平均激励值, 其中
fk,j

(
x̄xxk

i

)
= sigmoid

(
WWW k1x̄xx

k
i + bbbk1

)
. 可知, ρ̂j 的大

小由网络权重和偏置决定[24]. ρ 是人为设定的接近

0 的数值, 目的是让 ρ̂j 的值接近 0, 这样隐含层的输
出值接近 0, 使得隐含层具有稀疏性. 目标方程 (6)
利用此约束项求解网络权重和偏置, 目的是使得网
络的隐含层输出具有稀疏性.
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根据网络的目标函数, 通过梯度下降法来确定
网络的参数. 对于第 k 层协同稀疏编码器, 设定

δδδk2
i,t = −

(
x̄xxk

i − x̂xxk
i,t

)
f ′

(
zzzk2

i,t

)
(8)

δδδk1
i,t =

(
WWW k2δδδ

k2+β

(
− ρ

ρ̂j

+
1− ρ

1− ρ̂j

))
f ′

(
zzzk1

i,t

)
(9)

其中, β
(
− ρ

ρ̂j
+ 1−ρ

1−ρ̂j

)
表示稀疏项偏导, f ′ (·) 表示

sigmoid 函数的导函数. 这样, 目标函数的偏导数如
下

∂

∂WWW k1

J (WWW k1,WWW k2, bbbk1, bbbk2) = x̄xxk
i δδδ

k1

∂

∂WWW k2

J (WWW k1,WWW k2, bbbk1, bbbk2) = hhhk
i δδδ

k2

∂

∂bbbk1

J (WWW k1,WWW k2, bbbk1, bbbk2) = δδδk1

∂

∂bbbk2

J (WWW k1,WWW k2, bbbk1, bbbk2) = δδδk2

(10)

根据以上分析, 下面给出了利用梯度下降法求第 k

层网络参数的具体过程:
步骤 1. 设定初始值 ∆WWW k1 = 0, ∆WWW k2 = 0,

∆bbbk1 = 0, ∆bbbk2 = 0.
步骤 2. 对于所有超像素块 i = 1, 2, · · · ,M , 计

算 ∆WWW 和 ∆bbb.

∆WWW k1 : =∆WWW k1+
∂J (WWW k1,WWW k2, bbbk1, bbbk2)

∂WWW k1

=

(11)

∆WWW k1 + x̄xxk
i δδδ

k1

∆bbbk1 : = ∆bbbk1 +
∂J (WWW k1,WWW k2, bbbk1, bbbk2)

∂bbbk1

=

∆bbbk1 + δδδk1 (12)

同理,

∆WWW k2 := ∆WWW k2 + hhhk
i δδδ

k2 (13)

∆bbbk2 := ∆bbbk2 + δδδk2 (14)

步骤 3. 更新权重WWW 和偏置 bbb.

WWW k1 := WWW k1 − α

(
1
M

∆WWW k1 + λWWW k1

)
(15)

WWW k2 := WWW k2 − α

(
1
M

∆WWW k2 + λWWW k2

)
(16)

bbbk1 := bbbk1 − α

(
1
M

∆bbbk1

)
(17)

bbbk2 := bbbk2 − α

(
1
M

∆bbbk2

)
(18)

其中, α 代表学习率. 权重WWW 和偏置 bbb 迭代更新停

止条件是目标函数取值不再变小或者达到最大迭代

步数.
3.2.2 DCSCN网络整体微调
通过预训练逐层学习各层参数, 再从顶层加入

训练样本标签信息来优化整个网络参数, 可以使得
网络输出的特征更适合于分类器, 即不同类别的样
本特征差异更大. 整体微调网络参数采用了误差反
向传播梯度下降算法, 设网络层数为 L, 则目标函数
表示如下

J ′
(
WWW L,WWW k1

∣∣L−1
k=1 , bbbk1

∣∣L−1
k=1

)
=

arg min
WWW L, WWW k1, bbbk1

1
2N

M∑
i=1

Si∑
t=1

∥∥yyyi,t−gL

(
fL

(
hhhL−1

i,t

))∥∥2

2

(19)

其中, hhhL−1
i,t = fL−1 (fL−2 (· · · f1 (xxxi,t)))表示第L−1

层网络隐含层激励值, yyyi,t 表示样本 xxxi,t 对应的标

签, WWW L 代表网络最后一层的权重, WWW k1 和 bbbk1 分别

表示网络其他层的权重和偏置. 利用 BP 算法优化
过程如下:

步骤 1. 设权重系数的修改量为 ∆WWW , 考虑到
学习速率 η, 有 ∆WWW = −η ∂J ′

∂WWW
.

步骤 2. 求解 ∂J ′

∂WWW
.

∂J ′

∂WWW L

=
∂J ′

∂zzzL

∂zzzL

∂WWW L

=
∂J ′

∂zzzL
hhhL−1 (20)

∂J ′

∂WWW k1

=
∂J ′

∂zzzk1

∂zzzk1

∂WWW k1

=
∂J ′

∂zzzk1
hhhk−1 (21)

设 dddk = ∂J ′

∂zzzk1 , 则有

dddk =
∂J ′

∂hhhk

∂hhhk

∂zzzk1
=

∂J ′

∂hhhk
hhhk

(
1− hhhk

)
(22)

当 k = L 时, 上式可以化简为

dddL =
(
hhhL − YYY

)
hhhL

(
1− hhhL

)
(23)

当 k < L 时, 式 (22) 可以化简为

dddk = WWWT
k1ddd

k+1hhhk
(
1− hhhk

)
(24)

步骤 3. 按照负梯度方向修改权系数WWW 和偏置

系数 bbb.

∆WWW k1 = −η
∂J ′

∂WWW k1

= −ηdddkhhhk−1 = − (25)

ηWWWT
k1ddd

k+1hhhk
(
1− hhhk

)
hhhk−1

∆WWW L = −η
∂J ′

∂WWW L

= −ηdddLhhhL−1 = −
η

(
hhhL − YYY

)
hhhL

(
1− hhhL

)
hhhL−1 (26)
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同理, 可得偏置系数的修改量

∆bbbk1 = −η
∂J ′

∂bbbk1

= −η

R∑
j=1

dddk (27)

由于WWW := WWW + ∆WWW , 可得权重系数和偏置系
数更新公式如下

WWW k1 := WWW k1 + ∆WWW k1 = WWW k1 − ηdddkhhhk−1 (28)

WWW L := WWW L + ∆WWW L = WWW L − ηdddLhhhL−1 (29)

bbbk1 := bbbk1 + ∆bbbk1 = bbbk1 − η

R∑
j=1

dddk (30)

同理, 权重WWW k1 和偏置 bbbk1 迭代更新停止条件是目

标函数取值不再变小或者达到最大迭代步数.
3.2.3 分类识别

训练好整个网络的参数后, 最后一层 Softmax
分类器可以用来对样本进行识别. 如果样本 xxxi,t 是

目标, 则对应的标签为+1; 如果样本不是目标, 则对
应的标签为 −1. 样本 xxxi,t 是否为目标的概率计算如

下

hhhL
i,t =

[
p (yyyi,t = +1 |xxxi,t;WWW L )
p (yyyi,t = −1 |xxxi,t;WWW L )

]
=

1
+1∑

c=−1

eWWWT
c hhhL−1

i,t

[
eWWWT

+1hhhL−1
i,t

eWWWT
−1hhhL−1

i,t

] (31)

其中, WWW L 代表网络最后一层的权重, hhhL−1
i,t 代表样

本 xxxi,t 在第 L− 1 层编码后的特征. 最后, 样本 xxxi,t

的类别判决如下

Class (xxxi,t) = arg min
c=−1,+1

p (yyyi,t = c |xxxi,t;WWW L )

(32)

4 实验内容和结果分析

本文采用人工合成 SAR 图像和真实 SAR 图像
— 北戴河海域 Radarsat-2 数据进行实验. 本文与
其他几种常用的识别方法进行比较, 分别是支持向
量机 (Support vector machine, SVM)[25]、联合稀
疏表示分类算法 (Simultaneous orthogonal match-
ing pursuit, SOMP)[26]、未做改进的堆叠自动编
码器 (SAE)[24] 和稀疏编码 –池化分类算法 (Lasso-
Pooling)[27]. Lasso-Pooling 算法, 先采用 Lasso 算
法对每个像素点稀疏编码得到稀疏向量, 然后对超
像素分割后同一像素块的各个像素点稀疏向量采用

最大值池化 (Max pooling) 得到一个稀疏向量, 最
后利用联合稀疏表示分类器进行分类. 为了比较各

个算法的识别效果, 采用总分类精度 (Overall accu-
racy, OA)和Kappa系数 (Kappa coefficient, κ)作
为识别精度的评价指标. 总分类精度反映了整体图
像识别的误差性, 计算公式如下

OA =

C∑
i=1

Mii

N
(33)

Kappa 系数反映了样本的识别结果与真实标记类型
相一致的概率, 计算公式如下

κ =
N

(
C∑

i=1

Mii

)
−

C∑
i=1

(
C∑

j=1

Mij

C∑
j=1

Mji

)

N 2 −
C∑

i=1

(
C∑

j=1

Mij

C∑
j=1

Mji

) (34)

其中, M 表示误差混淆矩阵 (Confusion matrix),是
一个 C×C 的矩阵, C 是类别数量, Mji 表示类别 j

被误分类为类别 i 的样本数量. N 表示总的样本数

量.
本文实验还比较了各个算法的计算效率, 实验

所用的计算平台为PC (Intel Core i7 4.0 GHz CPU,
32GB RAM), 操作系统为Windows 7, 所有算法采
用Matlab 编写.

4.1 仿真实验

4.1.1 人工 SAR图像
为了验证 DCSCN 网络在目标识别上的可行性

和有效性, 设计人工 SAR 图像进行实验. 该图像中
包含了多个不同形状的目标,图像大小为 200× 200.
通过对该图像的目标识别来说明 DCSCN 网络的普
适性. 图 5 (a) 和图 5 (b) 分别给出了人工 SAR 图
像及其相应的目标真值图.

图 5 人工 SAR 图像数据

Fig. 5 The artificial SAR data

4.1.2 网络参数设置

根据第 3 节介绍, 本文分别利用二维 Gabor 变
换和 NSCT 来提取图像纹理特征和轮廓特征, 初始
特征会对最后的识别精度有一定影响. 根据经验, 采
用 5 个尺度、8 个方向的二维 Gabor 滤波器组来提
取图像纹理特征, 利用 3 级 NSCT 分解得到 15 个
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子带图像作为轮廓特征, 将这些特征堆叠起来构成
55 维的特征. 然后, 采用 TurborPixels 将图像分
割为 1 000 个超像素块, 将各个小块特征组输入到
DCSCN 网络中进行特征学习和分类识别.

DCSCN 网络的结构和参数对识别精度有很大
的影响. 考虑到算法的复杂度, 设计三层结构的 DC-
SCN, 前两层进行特征稀疏编码, 最高层进行分类识
别. 根据实验经验, 网络的权重衰减系数 λ 设置为

0.005, 稀疏性惩罚因子 β 设置为 0.1, 稀疏性参数 ρ

设置为 0.2. 各层隐含单元数目对分类识别的精度有
明显影响, 因此这里详细描述了隐含单元数目的确
定过程. 由于最高层用于识别, 最高层隐含单元数等
于类别数, 所以只需要分析前两层隐含单元数目对
识别结果的影响. 实验中, 随机选取 20% 的超像素
块作为训练集, 其他超像素块用来验证算法的识别
精度. 通过改变其中一个参数的同时固定另一个参
数, 来讨论隐含单元数目对结果的影响.
图 6 (a) 和图 6 (b) 分别给出了总分类精度和

Kappa 系数随着两层隐含单元数目变化的变化情
况. 实验中, 第一层隐含单元数目在 20 到 150 之间
变化, 第二层隐含单元数目在 20 到 100 之间变化.
实验结果表明, 当前两层的隐含单元数目分别为 100
和 40 时, 网络的识别精度最高. 当第二层隐含单元
数目一定, 第一层隐含单元数目取值在 90 到 110 之
间时, 识别的精度优于其他情况的结果. 即第一层隐
含单元数目比输入样本特征维度要高, 其原因是输
入的样本初始特征是非线性的, 当隐含单元数目比
输入单元数目大时, 网络第一层相当于对特征进行
高维空间映射, 使得特征更加线性化、更利于分类识
别. 当第一层隐含单元数目一定, 第二层隐含单元数
目取值在 30 到 40 之间时, 识别的精度优于其他情
况的结果. 网络第二层的作用相当于对特征进行降
维, 降维处理不能降得太低或者太高. 这是因为降维
维度过低会压缩掉有用信息, 而降维维度较高时训
练分类器容易发生过拟合现象.
4.1.3 对比实验结果与分析

为了证明 DCSCN 在 SAR 图像目标识别中
的效果, 本文与 SVM 算法、SOMP 算法、Lasso-
Pooling 算法及未做改进的 SAE 网络进行对比. 对
比算法采用的样本特征与输入到 DCSCN 网络的特
征一致, 都是由二维 Gabor 滤波器和 NSCT 滤波
器得到的 55 维特征. 根据前述实验分析, DCSCN
网络为三层, 前两层的隐含单元数目分别为 100 和
40. SVM 采用了高斯径向基作为核函数, 参数通
过十次交叉验证得到. SOMP 算法、Lasso-Pooling
算法中的主要参数为稀疏度和重建误差极值, 分别
设定为 10 和 10−3. SAE 网络采用了与本文提出的
DCSCN 网络相同的结构, 都设计了三层结构的网
络, 前两层的隐含单元数目分别为 100 和 40, 最高

层进行分类识别. 通过五次实验来分析各个算法的
识别效果, 每次实验随机选取 20% 的样本作为训练
集, 其他样本作为测试集, 计算五次实验结果的均值
和标准差. 表 1 给出了各种算法识别精度和算法效
率的结果对比.

图 6 DCSCN 网络参数设置

Fig. 6 Parameter setting of the DCSCN

根据表 1 结果, DCSCN 识别精度要明显高于
其他四种算法. 对比 SAE 和 DCSCN 实验结果, 基
于 SAE 提出的 DCSCN 网络可以提高目标识别精
度, 说明本文对DCSCN 网络的设计是有效的. DC-
SCN 网络考虑了近邻像素的协同性, 通过联合优化
得到近邻像素特征表示, 能平滑掉相干斑噪声, 从而
有效降低相干斑噪声对识别结果的影响. 由于 SVM
算法、SOMP 算法、Lasso-Pooling 算法和 DCSCN
网络输入的初始特征都是由二维 Gabor 滤波器和
NSCT 滤波器分别提取的纹理特征和轮廓特征, 而
DCSCN 网络识别精度得到明显提高, 这说明经过
DCSCN 网络优化后的不同类别特征的区分度更大,
更适合于分类器进行识别. 对比各个算法的计算耗
时发现, DCSCN 网络计算效率比 SVM 算法略差,
但要优于其他方法. 这是由于 SOMP 算法和 Lasso-
Pooling 算法的计算复杂度随着样本数成高次方增
长, 而 DCSCN 网络计算复杂度随迭代次数、样本
数和网络节点数线性变化. 因此, 基于深度学习神经
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表 1 各个算法在人工 SAR 图像上识别结果对比

Table 1 Recognition performance comparison of different algorithms on the artificial SAR image

算法 OA (%) κ 计算效率 (s)

SVM[25] 83.574 ± 0.132 0.585 ± 0.006 166.623 ± 1.854

SOMP[26] 92.803 ± 0.588 0.775 ± 0.019 568.204 ± 3.376

SAE[24] 95.261 ± 0.375 0.858 ± 0.011 312.044 ± 2.975

Lasso-Pooling[27] 97.972 ± 0.183 0.938 ± 0.005 757.605 ± 6.334

DCSCN 99.457 ± 0.079 0.983 ± 0.002 192.630 ± 4.481

网络的 DCSCN 网络计算复杂度低于基于稀疏编码
的 SOMP 算法及 Lasso-Pooling 算法.

图 7 显示了五种算法的目标识别结果图. 对比
五幅图可知, DCSCN 网络表现出更好的识别结果,
误分类点比其他方法更少. 同时发现, SOMP 算法
和 Lasso-Pooling 算法结果图的孤立误分类点也很
少, 这是因为 SOMP 算法、Lasso-Pooling 算法和
本文 DCSCN 网络都考虑了近邻像素的协同性, 而
通过空间近邻协同可以平滑掉相干斑噪声, 所以这
三种算法对相干斑噪声抑制作用明显. 由于 DC-
SCN 算法有优异的特征表示能力, 所以其识别精度
明显高于 SOMP 算法和 Lasso-Pooling 算法. 此外,
SVM 算法和 SAE 算法结果的孤立误分类点很多,

原因是这两种算法是基于像素的分类识别, 未考虑
空间协同相关性, 相关斑噪声对识别产生很大的影
响.

4.2 浮筏识别实验

为了验证 DCSCN 网络在海洋浮筏养殖目标识
别的有效性, 选取北戴河海域作为研究区域.图 8 (a)
和图 8 (b) 是北戴河海域的两个不同传感器的多光
谱图像, 分别是 Landsat-8 卫星图像和资源三号卫
星图像. 图 8 (c) 为 Radarsat-2 卫星的 SAR 图像,
极化方式为 HH, 分辨率为 5m. 比较这三幅图可以
发现, 多光谱图像不能有效地获取北戴河海域的浮
筏目标, 而在 SAR 图像中有清晰的浮筏目标. 这是

图 7 人工 SAR 图像目标识别结果

Fig. 7 Target recognition results of the artificial SAR image

图 8 北戴河区域 SAR 数据

Fig. 8 The original SAR data of Beidaihe area
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由于海洋散射信号较弱, 光谱成像卫星数据难以获
取浮筏信息, 而 SAR 是主动式微波成像, 利于获取
海洋信息. 图 8 (d) 为现场测绘时拍摄的实景图片.
从图 8 (c) 选取两块海域的图像来验证本文提出算
法的效果, 选取的图像 1 和图像 2 分别如图 8 (e) 和
图 8 (g),图像大小分别为 1 275×1 140和 600×600.
根据现场测绘的数据绘制出相应的真值图如图 8 (f)
和 8 (h).
在 SAR 图像 1 上进行实验, 先做几何校正、

灰度拉伸和增强 Lee 滤波去噪, 再采用二维 Ga-
bor 变换和 NSCT 提取图像纹理特征和轮廓特征.
与仿真实验相同, 采用 3 级 NSCT 分解和 5 个尺
度、8 个方向的二维 Gabor 滤波器得到 55 维的特
征. 采用 TurborPixels 将图像分割为 40 000 个超
像素块, 将各个小块输入到 DCSCN 网络中进行特
征学习并分类识别. DCSCN 网络共三层, 前两层
的隐含层单元数目分别设置为 100 和 40. 网络其
他参数的设置与仿真实验相同. 同样, 为说明本文
算法在海洋浮筏养殖目标识别的优越性能, 本文与
SVM、SOMP、Lasso-Pooling 和 SAE 进行了比较.
表 2 给出了各个算法识别精度和算法效率的对比,
这里每个算法效率的统计都是指整个识别过程, 即
从输入图像到最后得出分类识别结果. 图 9 给出了
各个算法目标识别结果图.
根据表 2 结果, DCSCN 网络的总分类精度和

Kappa 系数都明显好于其他四种算法. 结果表明,
本文 DCSCN 网络具有优异的特征表示能力, 可以
得到区分性更大、更适合分类器的特征. 同时, DC-
SCN 通过空间近邻协同约束, 有效地抑制 SAR 图
像相干斑噪声的影响, 所以在分类精度上明显优于
现有的三种方法. 此外, DCSCN 的算法效率更优,

比其他四种算法耗时都少. 这是由于 DCSCN 网络
计算复杂度随迭代次数、样本数和网络节点数线性

变化, 而 SVM 算法、SOMP 算法和 Lasso-Pooling
算法的计算复杂度随着样本数成高次方增长, 所以
DCSCN网络计算复杂度较低. 在图像尺寸较大、样
本较多的时候, DCSCN 能够有效地降低计算量, 使
得计算效率优于其他算法.
对比图 9 各个算法的结果图, DCSCN 识别效

果要明显优于其他四种算法的结果.分析发现, SVM
和 SAE 识别结果图存在较多误分类噪点, 而本文算
法、SOMP 算法和 Lasso-Pooling 算法误分类噪点
较少. 这是由于这三种算法都采用了近邻协同约束,
可以有效抑制 SAR 图像相干斑噪声. 同时, 本文算
法的误分类噪点更少, 说明本文算法在抑制相干斑
噪声方面的效果更好. 本文算法要优于 SAE 算法结
果, 说明稀疏约束和协同约束能使得深度网络学到
区分性更大的特征. 此外, 在实际 SAR 图像上的实
验结果与人工 SAR 图像的实验结果得到了一致的
结论, 充分证明了算法的有效性和适应性.
由于海洋不同区域的后向散射特性存在差异,

为了说明本文 DCSCN 网络对不同海域浮筏的识
别能力, 对 SAR 图像 2 进行相同的实验. 与 SAR
图像 1 上实验一样, 先进行几何校正、灰度拉伸和
增强 Lee 滤波去噪, 再采用 5 个尺度、8 个方向的
二维 Gabor 滤波器和 3 级 NSCT 滤波器提取出
55 维的特征, 然后采用 TurborPixels 将图像分割为
10 000 个超像素块, 最后将各个小块输入到三层结
构的 DCSCN 网络中进行特征学习和分类识别. 表
3 给出了各个算法识别精度和算法效率的对比, 图
10 给出了各个算法目标识别结果图.
分析图 10 和表 3 结果, DCSCN 网络的识别精

表 2 各个算法在 SAR 图像 1 浮筏识别结果对比

Table 2 Recognition performance comparison of different algorithms on the first SAR image

算法 OA(%) κ 计算效率 (s)

SVM[25] 79.804 ± 0.375 0.653 ± 0.004 528.170 ± 4.266

SOMP[26] 86.243 ± 0.615 0.708 ± 0.007 12 411.229 ± 62.799

SAE[24] 81.960 ± 0.392 0.686 ± 0.005 7 963.060 ± 29.862

Lasso-Pooling[27] 86.925 ± 0.073 0.692 ± 0.006 15 796.110 ± 79.618

DCSCN 89.046 ± 0.433 0.759 ± 0.005 458.050 ± 2.145

表 3 各个算法在 SAR 图像 2 浮筏识别结果对比

Table 3 Recognition performance comparison of different algorithms on the second SAR image

算法 OA(%) κ 计算效率 (s)

SVM[25] 87.714 ± 1.026 0.693 ± 0.007 794.139 ± 7.148

SOMP[26] 93.261 ± 0.068 0.821 ± 0.021 6 432.545 ± 39.582

SAE[24] 93.179 ± 0.240 0.816 ± 0.003 1 245.995 ± 16.942

Lasso-Pooling[27] 93.614 ± 0.175 0.832 ± 0.042 8 381.801 ± 44.702

DCSCN 98.762 ± 0.172 0.966 ± 0.003 268.498 ± 1.633
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图 9 SAR 图像 1 浮筏识别结果

Fig. 9 Target recognition results of the first SAR image

图 10 SAR 图像 2 浮筏识别结果

Fig. 10 Target recognition results of the second SAR image

度和算法效率都优于其他四种算法, 这一结论和前
面分析一致. 这充分说明, 不同海域即使海洋后向散
射特性有差别的情况下, DCSCN 网络都能达到较
好的浮筏养殖识别结果.

5 结论

本文针对海洋遥感 SAR 图像严重的相干斑噪
声污染和 SAR 图像特征单一的问题, 提出一种深度
协同稀疏编码网络, 进行 SAR 图像特征表示和目标
识别. 通过人工 SAR 图像和北戴河两个海域浮筏养
殖 SAR 图像的实验, 证明本文所提网络的有效性和
适用性. 结果表明, 深度协同稀疏编码网络不仅可以
有效优化近邻像素特征组来提高识别精度, 而且能
有效抑制 SAR 图像相干斑噪声的影响. 此外, 深度
协同稀疏编码网络计算效率较高, 在图像尺寸较大
时表现出更好的效率.
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