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约束高斯分类网研究

王双成 1, 2 高 瑞 1, 3 杜瑞杰 1

摘 要 针对基于一元高斯函数估计属性边缘密度的朴素贝叶斯分类器不能有效利用属性之间的依赖信息和使用多元高斯函

数估计属性联合密度的完全贝叶斯分类器易于导致对数据的过度拟合而且高阶协方差矩阵的计算也非常困难等情况, 在建立

属性联合密度分解与组合定理和属性条件密度计算定理的基础上, 将朴素贝叶斯分类器的属性选择、分类准确性标准和属性

父结点的贪婪选择相结合, 进行约束高斯分类网学习与优化, 并依据贝叶斯网络理论, 对贝叶斯衍生分类器中属性为类提供的

信息构成进行分析. 使用 UCI 数据库中连续属性分类数据进行实验, 结果显示, 经过优化的约束高斯分类网具有良好的分类

准确性.
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Restricted Gaussian Classification Network

WANG Shuang-Cheng1, 2 GAO Rui1, 3 DU Rui-Jie1

Abstract Naive Bayes classifier using unitary Gaussian function to estimate attribute marginal density can not effectively

use dependency information between attributes, and the full Bayes classifier using multivariate Gaussian function to

estimate attribute joint density often leads to over fitting and the difficulty to calculate high-order covariance matrix. In

this paper, based on Gaussian network theory, a decomposition and combination theorem for attribute joint density and

a calculation theorem for attribute conditional density are established. A restricted Gaussian classification network is

presented by combining the attribute selection of naive Bayes classifier, the evaluation criteria of classification accuracy

and the greedy search of attribute parent nodes. The information composition of attributes provided for class is analyzed

in Bayesian derivative classifiers. Experiment and analysis are done by using data sets with continuous attributes in UCI.

The results show that restricted Gaussian classification networks have very good classification accuracy.
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由贝叶斯分类器衍生的分类器 (简称为贝叶斯
衍生分类器)[1−2] 已成为分类器家族的重要组成部

分, 这些分类器各具特色, 可分别满足不同的实际
需求, 有着广阔的应用前景. 对贝叶斯衍生分类
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器已有许多研究, 但主要是针对离散属性的情况,
如 Friedman 等[3] 的 TAN (Tree augmented naive
Bayes) 分类器, Jing 等[4] 对 TAN 分类器的属性选
择和参数集成, 王中锋等[5] 基于条件对数似然函数

导数标准的贝叶斯网络分类器优化, Webb 等[6] 对

朴素贝叶斯分类器的各阶依赖扩展研究, Wang 等[2]

建立的离散属性约束贝叶斯分类网, 冯月进等[7] 给

出的限定的贝叶斯网络分类器, López-Cruz 等[8] 将

经过结构优化的贝叶斯网络分类器用于神经元分类

器等. 对于贝叶斯衍生分类器中的连续属性, 可采
用两种处理方法: 一种是将其离散化, 最终转化为
离散属性的分类器问题; 另一种是不离散化连续属
性, 但需要估计属性密度. 两种方法各有优势和不
足[1], 本文研究第二种方法, 其研究成果也可扩展到
混合属性的情况. 关于贝叶斯衍生分类器的属性密
度估计, 目前主要采用高斯函数和高斯核函数方法.
John 等[9] 分别使用高斯函数和高斯核函数估计属

性边缘密度建立Gaussian naive Bayes classifier 和
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Flexible Bayes classifier两种朴素贝叶斯分类器,虽
然分类效果并不理想 (不能利用属性之间的依赖信
息), 但奠定了基于属性密度估计研究贝叶斯衍生分
类器的基础. Pérez 等[10−11] 在 John 和 Langley 工
作的基础上, 采用高斯函数、高斯核函数和 Filter 方
法, 通过连续属性之间的条件互信息计算、比较和选
择, 对朴素贝叶斯分类器进行依赖扩展, 使扩展后分
类器的分类准确性得到改进. 王双成等[1] 使用多元

高斯核函数建立了连续属性完全贝叶斯分类器, 并
通过平滑参数的调整来优化分类器, 使经过优化的
完全贝叶斯分类器具有良好的分类准确性. Boun-
has 等[12]、He 等[13]、Dong 等[14] 和 Pavani 等[15]

基于高斯函数估计属性联合密度建立贝叶斯分类器,
夏战国等[16] 和 Liu 等[17] 利用高斯过程进行分类,
这些分类器均需要进行复杂的多元高斯函数计算,
因此会影响它们的效率、可靠性和适用范围.
使用高斯核函数和高斯函数估计属性密度各有

特点. 一元高斯核函数能够估计复杂的属性边缘密
度, 但抗噪声能力相对较弱, 而且学习与分类的效率
低; 采用边缘高斯函数的乘积进行叠加的多元高斯
核函数 (一般的多元高斯核函数具有过多的平滑参
数, 不适合于贝叶斯衍生分类器中的属性密度估计),
能够直接估计属性联合密度, 不需要计算协方差矩
阵, 但用于叠加的边缘高斯函数的乘积蕴含着条件
独立的假设, 因此通过叠加也只能部分地利用属性
之间的依赖信息, 而且也同样存在效率问题. 基于一
元高斯函数估计属性边缘密度的朴素贝叶斯分类器

具有高效率和良好的抗噪声性, 但可能导致对数据
的欠拟合, 从而降低分类器的分类准确性; 直接使用
多元高斯函数估计属性联合密度的完全贝叶斯分类

器能够充分利用属性之间的依赖信息, 但当属性较
多时, 协方差矩阵的计算非常困难. 我们通过属性联
合密度的分解计算和分解方式的优化来解决这些问

题, 实现高斯朴素贝叶斯分类器与高斯完全贝叶斯
分类器的优势互补.
本文的主要贡献如下:
1) 连续属性贝叶斯衍生分类器研究的核心问题

是属性联合密度计算. 在高斯网络理论的基础上, 给
出了联合高斯密度的分解与组合定理, 以及条件高
斯密度计算定理, 为属性联合密度的分解计算提供
理论依据和实现方法, 可将高阶属性联合密度计算
转化为低阶 (一般不超过 4 阶) 属性条件密度计算,
从而使属性联合密度估计具有较高的效率, 计算结
果也更加可靠.

2) 结合朴素贝叶斯分类器的属性子集选择、分
类准确性标准和贪婪属性父结点搜索方法, 建立了
一种新的高斯网络分类器 –约束高斯分类网, 通过
结构优化可使分类器以局部最优的方式利用属性为

类提供的信息, 从而能够提高分类器与数据的拟合

程度, 并使用 UCI 数据库[18] 中连续属性分类数据

对分类器学习方法的有效性和分类可靠性进行了验

证.
3) 依据贝叶斯网络和高斯网络理论, 分离出属

性为类提供的三种依赖信息, 它们分别是传递依赖
信息、直接导出依赖信息和间接导出依赖信息, 以此
为依据论述了朴素贝叶斯分类器依赖扩展的必要性,
并给出了根据实际需求可供选择的一些依赖扩展方

案.
本文分为五个部分: 第 1 节论述连续属性贝叶

斯分类器和它的衍生分类器; 第 2 节在高斯网络理
论的基础上, 给出高斯联合密度的分解与组合定理,
以及属性条件密度计算定理, 以为建立约束高斯分
类网提供理论依据; 第 3 节给出约束高斯分类网的
学习方法和算法, 并对属性为类提供的信息构成进
行分析, 为朴素贝叶斯分类器依赖扩展的必要性和
扩展方法优化选择提供支持; 第 4 节是实验与分析;
最后是结论和进一步的工作.

1 贝叶斯衍生分类器

用 X1, · · · , Xn, C 表示连续属性和类, x1, · · · ,
xn, c为其值, XXX = (X1, · · · , Xn), xxx = (x1, · · · , xn),
D 是具有 N 个记录的数据集, 数据随机产生于混
合分布 P . 使用满条件概率 p(c|x1, · · · , xn) 进行分
类的分类器 arg maxc(x1,··· ,xn){p(c|x1, · · · , xn)} 一
般称为贝叶斯分类器. 贝叶斯分类器是一个依据概
率理论进行分类的基础分类器, 在理论上我们能够
证明它是最优分类器[1−2], 但直接计算满条件概率
p(c|x1, · · · , xn) 非常困难, 根据概率公式, 可得:

p(c|x1, · · · , xn) =
p(c, x1, · · · , xn)
f(x1, · · · , xn)

=

p(c)f(x1, · · · , xn|c)
f(x1, · · · , xn)

=

αp(c)f(x1, · · · , xn|c) (1)

其中, α是与C 无关的量. 式 (1)将满条件概率计算
转化为类先验概率 p(c) 与属性联合密度 f(x1, · · · ,
xn|c) 的计算问题, 由对属性联合密度计算方式的不
同便可产生一系列分类器, 我们将这些分类器统称
为贝叶斯衍生分类器, 如图 1 所示.

贝叶斯分类器简记为 BC, 结构见图 2 (a). 我
们可以在属性之间条件独立性假设下来估计属性

联合密度, 得到朴素贝叶斯分类器 (最简单的贝叶
斯衍生分类器 (Naive Bayes classifier, NBC), 结
构见图 2 (b)). 条件独立性使得 f(x1, · · · , xn|c) =
Πn

i=1f(xi|c), 因此, 只需估计属性边缘密度即可, 但
是,这样会导致估计得到的属性联合密度与实际联合
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图 1 连续属性贝叶斯衍生分类器

Fig. 1 Bayesian derivative classifiers with continuous attributes

密度有较大的差距, 从而影响分类器的分类准确性
(丢失一些重要的信息). 我们也可以使用多元高斯函
数直接估计属性联合密度, 获得完全贝叶斯分类器
(最复杂的贝叶斯衍生分类器 (Full Bayes classifier,
FBC), 结构见图 2 (c)). 但直接估计属性联合密度
需要计算协方差矩阵, 当属性数量较多时这种计算
非常困难, 而且可靠性也往往很难得到保障. 就像基
于贝叶斯网络能够进行联合概率的分解一样, 依据
高斯网络可实现属性联合密度的分解计算, 并能够
避免 NBC 和 FBC 存在的一些弊端.

图 2 4 个属性的 BC、NBC 和 FBC 结构

Fig. 2 Structure of BC, NBC and FBC with

four attributes

2 高斯网络

高斯网络 (Gaussian network)[19] 是高斯分布
与贝叶斯网络 (Bayesian network)[20] 的结合, 是传
统基于数据的统计方法和强调知识的人工智能方法

的统一, 是研究属性联合密度分解计算的有力工具.
对于连续变量集 XXX, 如果 XXX 服从联合高斯分

布, 那么

f(x) = N(µµµ,Σ−1) =

(2π)−
n
2 |Σ|− 1

2 exp
(
−1

2
(xxx−µµµ)TΣ−1(xxx−µµµ)

)

(2)

其中, µµµ = (µ1, · · · , µn) 是XXX 的无条件均值向量, Σ
= (σij) 是一个 n× n 协方差矩阵, |Σ| 是 Σ 的行列
式, Σ−1 是 Σ 的逆矩阵, 也称为决策矩阵 (Precision
matrix), 用W 表示 Σ−1.
按照链式规则, 可得

f(xxx) =
n∏

i=1

f(xi|x1, · · · , xi−1) (3)

根据条件高斯分布理论, 可知

f(xi|x1, · · · , xi−1) = N

(
µi +

i−1∑
j=1

bij(xj − µj),
1
νi

)

(4)

其中, νi 是给定 x1, · · · , xi−1 时 Xi 的条件方差, bij

是反映 Xi 和 Xj 之间依赖强度的线性相关系数 (也
称为线性回归系数).

Shachter 等[21] 给出了决策矩阵W、线性相关

系数 bij 和条件方差 νi 之间的关系:

W (i + 1) =




W (i) +
bbbi+1bbb

T
i+1

νi+1

−bbbi+1

νi+1

−bbbT
i+1

νi+1

1
νi+1


 (5)

其中, W (i) 是W 的左上角 i × i 阶主子式矩阵, bbbi

是列向量, bbbT
i = (b1,i, · · · , bi−1,i) 是 bbbi 的转置向量,

W (1) = 1/ν1.
在 Shachter 等研究的基础上, Geiger 等[19] 给

出了如下的高斯网络定义:
定义 1. 高斯网络是一个二元组 (G,P ), 其中G

是高斯网络结构, 是一个有向无环图, Xj 到 Xi 之

间有一条弧当且仅当 bij 6= 0, j < i, P 是高斯网络

参数, 包括 µµµ = (µ1, · · · , µn), ννν = (ν1, · · · , νn) 和
BBB = (bij, i < j).

根据式 (2)、式 (4) 和定义 1, 可以得到:
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n∏
i=1

f(xi|x1, · · · , xi−1) =
n∏

i=1

f(xi|πi, G) (6)

其中, πi 是 G 中 Xi 的父结点集 Πi 的配置.
定理 1 (分解与组合定理). 如果 xxx 具有多元高

斯密度, 我们能够获得由 X1, · · · , Xn 构成的高斯网

络, 反之, 在 W 是可逆矩阵的假设下, 由 X1, · · · ,
Xn 的高斯网络也可得到关于 xxx 的多元高斯密度.
证明.
1) 多元高斯密度⇒ 高斯网络.
设 xxx 具有多元高斯密度 f(xxx) = N(x̄xx,Σ−1), 我

们需要依据 x̄xx 和W = Σ−1 来获得 G 和 P , 从而得
到高斯网. 根据迭代式 (5) 能够获得 ννν = (ν1, · · · ,
νn) 和 BBB = (bij, i < j). 实际上, 对于 νj, bij, i <

j, 由关于 W (j) 的公式中矩阵的最后一列 (或最后
一行) 可以得到 νj = 1/wj,j, b1,j = νjw1,j, · · · , bi,j

= νjwi,j, · · · , bj−1,j = νjwj−1,j, 从而获得 ννν = (ν1,
· · · , νn)、BBB = (bij, i < j) 和 x̄xx (网络参数 P ), 再根
据式 (3) 和 Xj 与 Xi 之间有一条弧当且仅当 bij 6=
0, j < i, 又可建立有向无环图 (网络结构 G), 最终
得到关于 X1, · · · , Xn 的高斯网络 (G,P ).

2) 高斯网络⇒ 多元高斯密度.
设 (G,P ) 是一个关于X1, · · · , Xn 的高斯网络,

也就是我们需要由一个网络结构 (有向无环图) G

和网络参数 µµµ = (µ1, · · · , µn), ννν = (ν1, · · · , νn) 与
BBB = (bij, i < j) 来得到 xxx 所具有的多元高斯密度

f(xxx) = N(x̄xx,Σ−1). ¤
确定 xxx 所具有的多元高斯密度, 只需求得 µµµ 和

Σ 即可. µµµ 是已知, 下面来获得 Σ.
根据迭代关系式 (5), 通过迭代我们能够由 ννν 和

BBB 确定W . 由W 的可逆性假设, 对W 进行求逆运

算便得到 Σ, 由 µµµ 和 Σ 所确定的多元高斯密度便是
xxx 所具有的多元高斯密度.

式 (5)、定义 1 和定理 1 将为建立约束高斯分类
网提供理论依据.

3 约束高斯分类网

定义 2. 假设 f(x1, · · · , xn|c) 具有多元高斯密
度, 那么在类 C 约束下, 由 X1, · · · , Xn 构成用于

分类的高斯网络称为约束高斯分类网 (Restricted
Gaussian classification network, RGCN).

RGCN 是一种特殊的高斯网络, 其结构同样是
一个有向无环图, 属性除类之外还可以有属性父结
点, 仍用 G 表示 RGCN 的结构, 如图 3 所示.
根据高斯网络理论、式 (6) 和图 3 中所蕴含的

的条件独立性关系, 可得

p(c|x1, · · · , xn) = αp(c)f(x1, · · · , xn|c) =

αp(c)
n∏

i=1

f(xi|πi, c, G) (7)

其中, f(xi|πi, c, G) 是属性条件密度, πi 是 G 中Xi

的属性父结点集 Πi 的配置. 那么, RGCN 能够被表
示为

arg max
c(x1,··· ,xn)

{p(c|x1, · · · , xn)} =

arg max
c(x1,··· ,xn)

{
p(c)

n∏
i=1

f(xi|πi, c, G)

}
(8)

图 3 RGCN 结构

Fig. 3 Structure of RGCN

RGCN 的学习与分类过程如图 4 所示.

图 4 RGCN 学习与分类流程图

Fig. 4 Flowchart for RGCN learning and classification

从式 (8) 和图 4 中能够发现, RGCN 是依据后
验概率的顺序进行分类, 而顺序性比较稳定, 因此
RGCN 具有良好的抗噪声性. RGCN 基于高斯网
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络理论分解属性联合密度, 这也使分类计算具有更
高的效率和可靠性. 建立 RGCN 需要解决两个问
题, 分别是属性条件密度估计和分类器结构学习.

3.1 属性条件密度估计

引理 1. 设随机向量

XXX =

(
XXX1

XXX2

)

服从均值向量, 协方差矩阵分别为

µµµ =

(
µµµ1

µµµ2

)
, Σ =

(
Σ11 Σ12

Σ21 Σ22

)

的高斯分布, 记

Σ−1 =

(
T11 T12

T21 T22

)

其中, XXX1 为 k1 维向量, XXX2 为 k2 维向量, 且 k1 +
k2 = k, 则有

Σ−1
22 = T22 − T12T

−1
11 T21 (9)

T−1
11 T12 = −Σ12Σ−1

22 (10)

T−1
11 = Σ11 − Σ12Σ−1

22 Σ21 (11)

证明. 由于 ΣΣ−1 = Ik×k, 即

Σ11T11 + Σ12T21 = Ik1×k1 (12)

Σ11T12 + Σ12T22 = Ok1×k2 (13)

Σ21T11 + Σ22T21 = Ok2×k1 (14)

Σ21T12 + Σ22T22 = Ik2×k2 (15)

由式 (14) 可得 Σ−1
21 = −Σ22T21T

−1
11 , 结合式

(15) 得到 Σ22(T22− T12T
−1
11 T21) = I, 从而式 (9) 得

证.
由式 (14)可得 T21 = −Σ−1

22 T21T11,结合式 (12)
得到 T11(Σ11 −Σ12Σ−1

22 Σ21) = I, 从而式 (11) 得证.
对式 (14) 两边求转置, 由于 ΣT

21 = Σ12, TT
21 =

T12, 可得 TT
11Σ12 +T12Σ22 = Ok1×k2 . 该式两边同时

乘以 (TT
11)

−1 得到 T−1
11 T12Σ22 +Σ12 = Ok1×k2 , 从而

式 (10) 得证. ¤
引理 2. 引理 1 的条件, 用 f(xxx1,xxx2) 表示XXX 的

联合密度函数, f(xxx1|xxx2) 表示给定XXX2 = xxx2 时的条

件下XXX1 的条件密度函数, 则有

f(xxx1|xxx2) = (2π)−
k1
2

( |Σ|
|Σ22|

)− 1
2

×

exp[−1
2
(xxx1 − υυυ1)T(Σ11 − Σ12Σ−1

22 Σ21)(xxx1 − υυυ1)]

其中, υυυ1 = µµµ1 + Σ12Σ−1
22 (xxx2 −µµµ2).

证明. f(xxx1,xxx2) 可以表示为

f(xxx1,xxx2) = (2π)−
k
2 |Σ|− 1

2 ×

exp
{
−1

2
(xxx−µµµ)TΣ−1(xxx−µµµ)

}

由于XXX2 也服从高斯分布, 用 f(xxx2) 表示XXX2 的边缘

密度函数, 则有

f(xxx2) = (2π)−
k2
2 |Σ22|− 1

2 ×

exp
{
−1

2
(xxx2 −µµµ2)

TΣ−1
22 (xxx2 −µµµ2)

}

又因为

(xxx−µµµ)TΣ−1(xxx−µµµ) =

(xxxT
1 −µµµT

1 ,xxxT
2 −µµµT

2 )

(
T11 T12

T21 T22

)
×

(xxx1 −µµµ1,xxx2 −µµµ2) =

(xxx1 −µµµ1)
TT11(xxx1 −µµµ1) +

(xxx1 −µµµ1)
TT12(xxx2 −µµµ2) +

(xxx2 −µµµ2)
TT21(xxx1 −µµµ1) +

(xxx2 −µµµ2)
TT22(xxx2 −µµµ2)

重新组织上式, 可以得到

(xxx−µµµ)TΣ−1(xxx−µµµ) =

[(xxx1 −µµµ1) + T−1
11 T12(xxx2 −µµµ2)]

TT11 ×
[(xxx1 −µµµ1) + T−1

11 T12(xxx2 −µµµ2)] +

(xxx2 −µµµ2)
T(T22 − T12T

−1
11 T21)(xxx2 −µµµ2)

记

Q1 = [(xxx1 −µµµ1) + T−1
11 T12(xxx2 −µµµ2)]

TT11 ×
[(xxx1 −µµµ1) + T−1

11 T12(xxx2 −µµµ2)]

Q2 = (xxx2 −µµµ2)
T(T22 − T12T

−1
11 T21)(xxx2 −µµµ2)

因此

Q1 = (xxx1 − vvv1)TT−1
11 (xxx1 − vvv1) =

(xxx1 − vvv1)T(Σ11 − Σ12Σ−1
22 Σ21)(xxx1 − vvv1)

其中

vvv1 = µµµ1 − T−1
11 T12(xxx2 −µµµ2) =

µµµ1 + Σ12Σ−1
22 (xxx2 −µµµ2)

结合引理 1, 可得
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f(xxx1,xxx2) = (2π)−
k
2 |Σ|− 1

2 exp
(
−Q1 + Q2

2

)

f(xxx2) = (2π)−
k2
2 |Σ22|− 1

2 exp
(
−Q2

2

)

则

f(xxx1|xxx2) =
f(xxx1,xxx2)

f(xxx2)
=

(2π)−
k1
2 (

|Σ|
|Σ22|)

− 1
2 exp

(
−Q1

2

)

¤
定理 2 (条件密度计算定理). 假设对给定的 C

= c, XXX 服从均值向量为 µµµ, 协方差矩阵为 Σ 的高
斯分布, 用 Πi = {X1

i , · · · , X
ω(i)
i } 表示属性变量 Xi

的属性父结点集, ω(i) 表示 Xi 的属性父结点的个

数, 那么

p(xi|πi, c, G) = N(mi(c), vi(c))

mi(c) = µi(c) +
ω(i)∑
j=1

σij(c)
σ2

j (c)
(
xj

i − µj
i (c)

)
(16)

vi(c) =
|ΣXi,Πi

(c)|
|ΣΠi

(c)| (17)

其中, πi 是Πi 的配置, µi(c), σ2
i (c), σij(c) 和 ΣR(c)

分别表示给定类值C = c条件下, Xi 的均值、方差、

与其属性父结点 Xj
i (j = 1, · · · , ω(i)) 之间的协方

差和属性变量集 R 的协方差矩阵.
证明. 令

XXX =

(
Xi

Πi(c)

)
, µµµ =

(
µi(c)
µΠi

(c)

)
,

Σ =

(
Σ11 Σ12

Σ21 Σ22

)

那么

Σ =

(
σ2

i (c) (σij(c))1×ω(i)

(σji(c))ω(i)×1 (σ2
j (c))ω(i)×ω(i)

)

且 Σ−1
22 = (1/σ2

j (c))ω(i)×ω(i), 结合引理 1 和引理 2
得到

mi(c) = µi(c) +
ω(i)∑
j=1

σij(c)
σ2

j (c)
(
xj

i − µj
i (c)

)

vi(c) =
|Σ|
|Σ22| =

|ΣXi,Πi
(c)|

|ΣΠi
(c)|

¤

定理 2 将为属性条件密度估计提供实现方法.
根据定理 1 和定理 2, 约束高斯分类网可表示为

arg max
c(x1,··· ,xn)

{
p(c)

n∏
i=1

f(xi|πi, c, G)

}
=

arg max
c(x1,··· ,xn)

{
p(c)

n∏
i=1

N
(

mi(c),
1

νi(c)

)}
=

arg max
c(x1,··· ,xn)

{
p(c)

n∏
i=1

N
(

µi(c) +

ω(i)∑
j=1

bij(c)(xj − µi(c)),
|Σ(Πi,Xi)(c)|
|ΣΠi(c)|

)}
(18)

属性具有过多的父结点, 一方面易于导致对数
据的过度拟合, 另一方面会降低学习与分类的效
率, 一般可限定属性除类之外的父结点不超过 3 个
(或 2 个). 这样通过属性联合密度的高斯网络分解,
RGCN 的分类时间复杂度是 O(n) (以最多 3 个父
结点的情况为例, 需要进行不超过 2(n − 1) 次最多
4 阶的协方差矩阵运算), 而不进行属性联合密度分
解计算的时间复杂度是 O(n3) (需要进行 n 阶协方

差矩阵运算).

3.2 RGCN结构学习

RGCN 结构学习是在 NBC 的基础上发现属性
父结点的过程. Geiger 等给出的高斯网络结构打分
函数非常复杂, 而且所突出的是变量之间的相关性,
而不是属性和属性之间依赖关系对分类的贡献, 因
此不适合于建立 RGCN 的结构. 我们结合分类准确
性标准 (采用 10 折交叉有效性验证方法[22] 估计分

类器的分类准确率) 和贪婪搜索方法分别进行 NBC
的属性子集选择和在此基础上的属性新父结点发现.

1) 属性父结点选择
分别用 Πi 和 Ωi 表示 Xi 的属性父结点集和子

孙结点集, 我们能够证明Xi 新的属性父结点候选集

为 {X1, · · · , Xn}−Ωi∪Πi∪{Xi}. 根据Quinlan[23]

的信息增益率为所选择的属性排序, 其中的属性条
件密度计算采用高斯函数. 按照属性的顺序依次发
现属性的新父结点, 建立 RGCN 结构. 在属性父
结点选择过程中, 首先进行一阶父结点选择 (为属
性增加的第一个父结点), 在一阶父结点选择的基础
上进行二阶父结点选择 (为属性增加的第二个父结
点), 在二阶父结点选择过程中也可能新增一阶父结
点, 在二阶父结点选择的基础上进行三阶父结点选
择 (为属性增加的第三个父结点), 在三阶父结点选
择过程中也可能新增一阶和二阶父结点. 我们通过
实验发现具有三阶以上父结点的属性极其少见, 而
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且对分类的贡献也非常小, 因此只进行到三阶父结
点选择.
用 S 表示 NBC 的结构, A 是经过选择的属性

子集, 为表示方便, 令 A = {X1, · · · , Xm}, m ≤ n,
accuracy nbc(A|D, S) 表示在属性子集 A 上 NBC
的分类准确率, accuracy bnc f(j|D, Gj), j = 1, 2,
3 和 accuracy bnc b(j|D, Gj) 表示进行第 j 阶依赖

扩展过程中父结点变化前和变化后的分类准确率,
其中, Gj 是对应的 RGCN 结构, Π(1)

i 、Π(2)
i 和 Π(3)

i

分别表示 Xi 的一阶、二阶和三阶属性父结点集, Γi

是属性 Xi 的父结点候选集 (可以包含XXX − A 中的

属性结点). 具体的属性父结点选择如算法 1 所示.

算法 1. 属性父结点选择算法
输入. 数据集D, 属性子集 A 和 accuracy nbc(A|D, S)

设置 Π
(1)
i = Π

(2)
i = Π

(3)
i = φ, Γi = {X1, · · · , Xi−1,

Xi+1, · · · , Xn}
for j = 1, 2, 3

if j = 1

accuracy bnc f(j|D, G1) =

accuracy nbc(A|D, G1)

用 S 初始化 G1

else

accuracy bnc f(j|D, G1) =

accuracy bnc b(j − 1|D, Gj)

用 Gj−1 初始化 Gj

for i = 1, · · · , m

计算 Γi, 让 s = 0

for k = 1, · · · , n

if Xk ∈ Γi

计算 accuracy bnc b(j|D, Gj)

if accuracy bnc b(j|D, Gj) >

accuracy bnc f(j|D, Gj)

accuracy bnc f(j|D, Gj) =

accuracy bnc b(j|D, Gj)

s = k

if s 6= 0

if Π
(1)
i = φ

Π
(1)
i = {Xs}, 更新 Γi 和 G1

if Π
(1)
i 6= φ and Π

(2)
i = φ

Π
(2)
i = {Xs}, 更新 Γi 和 G2

if Π
(1)
i 6= φ and Π

(2)
i 6= φ and Π

(3)
i = φ

Π
(3)
i = {Xs}, 更新 Γi 和 G3

if j > 1 and accuracy bnc b(j|D, Gj) =

accuracy bnc b(j − 1|D, Gj)

退出 j 循环

输出. accuracy bnc b(j|D, Gj) (j = 1, 2, 3), Gj 和 G.

2) 时间复杂性分析
RGCN 学习主要包括属性子集选择和属性父

结点选择. 在属性子集选择中, 最多需要进行 (n −
1)(n + 2)/2 次分类准确率计算. 而在属性父结点
选择中, 一阶、二阶和三阶依赖扩展的属性父结点

选择最多需要进行 3n2 次分类准确率计算, 可知,
RGCN 学习算法关于分类准确率运算的时间复杂度
是 O(n2). 计算分类准确率的主要运算是属性条件
密度估计, 计算一次分类准确率最多需要进行 10n

次属性条件密度估计, 因此, RGCN 学习算法关于
属性条件密度估计运算的时间复杂度是 O(n3).

3.3 属性为类提供的信息构成分析

根据贝叶斯网络和高斯网络理论,在RGCN中,
属性可为类提供三种信息, 分别是传递依赖信息、
直接导出依赖信息和间接导出依赖信息. 传递依赖
信息是属性直接为类提供的信息, 是分类的主要信
息; 直接导出依赖信息是由属性和类之间形成 V 结
构[24] 直接诱导出的信息, 对分类也有较大的影响,
有时这种影响甚至是至关重要的; 间接导出依赖信
息是由属性和属性之间形成的 V 结构间接诱导出的
信息, 这种信息相对较弱, 在分类时起到辅助和补充
的作用, 但有时这种信息也不容忽视, 具体情况如图
5 所示.

我们再从分类器的表示形式来分析属性为类提

供的三种信息. 考察 RGCN 的表示形式

arg max
c(x1,··· ,xn)

{
p(c)

n∏
i=1

p(xi|x1
i , · · · , x

ω(i)
i , c, G)

}

其中, Xi 为C 提供传递依赖信息, X1
i , · · · , X

ω(i)
i 为

C 提供直接导出依赖信息, X1
i , · · · , X

ω(i)
i 之间的相

互作用产生间接导出依赖信息 (或称为结合信息).
NBC (图 5 (a)) 虽然具有高效率, 但它的属性

只能为类提供传递依赖信息, 从而会影响分类器的
分类准确性. 对NBC的一阶依赖扩展 (图 5 (b)),将
使直接导出依赖信息得到有效的利用, 因此能够提
高分类器的分类准确性. NBC 的二阶或更高阶 (包
括完全依赖扩展) 的依赖扩展 (图 5 (c) 和图 5 (d)),
则可提取三种依赖信息用于分类, 分类器会更加可
靠, 但会降低效率. 我们可以根据具体实际情况和需
求确定依赖扩展策略, 建立相应的贝叶斯衍生分类
器.

4 实验与分析

在 UCI 数据库中选择 30 个连续属性的分类数
据集, 如表 1 所示, 删除具有丢失数据的记录, 数据
集中记录的位置也进行随机初始化. 分别从分类器
之间的分类错误率 (分类错误率= 1 − 分类准确率/
100) 比较、朴素贝叶斯分类器依赖扩展情况比较和
属性所提供的三种信息对分类的贡献比例三个方面

进行实验与分析.
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图 5 贝叶斯衍生分类器中属性为类提供的信息

Fig. 5 Information of attribute providing for class in Bayesian derivative classifiers

表 1 用于实验的数据集情况

Table 1 Data sets for experiments

序号 数据集 例子 属性 类值 序号 数据集 例子 属性 类值

1 Ae train 774 12 9 16 Horse colic 300 22 2

2 Allbp 747 20 4 17 Image Segmentation 209 16 7

3 Annealing 798 22 4 18 Ionosphere 349 33 2

4 Arabic digit 736 13 2 18 Iris 150 4 3

5 Automobile 205 22 5 20 Magic Gamma telescope 718 10 2

6 Banques 102 12 4 21 New thyroid 215 5 3

7 Breast cancer 699 10 2 22 Pima 768 8 2

8 Breast tissue 106 9 6 23 Spambase 601 30 2

9 Cmc 1 376 9 2 24 Spectf incorrect 269 44 2

10 Column 3C 310 6 3 25 Steel plates faults 441 33 2

11 Credit (crx) 690 15 2 25 Thyroid0387 787 27 4

12 Echocardiogram 132 10 3 27 Transfusion 748 4 2

13 Ecoli 292 5 4 28 Wdpc 569 31 2

14 Flags 214 9 6 29 Wine 178 13 3

15 Heart disease 270 13 2 30 Wpbc 198 34 2

4.1 分类错误率比较

选择 12 个分类器, 其中前 5 个是离散属性分
类器 (对连续属性采用 Fayyad 等[25] 方法进行离散

化), 后 7 个是连续属性分类器, 将它们与 RGCN 进
行分类错误率比较实验, 分类器的具体情况是: 离散
属性朴素贝叶斯分类器 (用 DNB 表示); 基于 Quin-
lan 的信息增益率为属性排序, 按照属性顺序对朴
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素贝叶斯分类器进行链依赖扩展的离散属性分类器

(用 DCEB 表示); Friedman 等给出的树增强朴素
贝叶斯分类器 (用 DTAN 表示); 采用属性排序和贪
婪打分 –搜索方法所建立的约束贝叶斯网络分类器
(用 DCBN 表示), 其中属性排序采用 Quinlan 的信
息增益率, 打分函数使用 MDL (Minimal descrip-
tion length) 标准; 结合分类准确性标准和前向贪婪
搜索而建立的离散属性完全贝叶斯分类器 (用 DFB
表示); 使用高斯函数估计属性条件边缘密度而建立
的朴素贝叶斯分类器 (用 GNB 表示); 使用高斯函
数来估计属性的条件密度, 并基于 Quinlan 的信息
增益率为属性排序, 对 GNB 进行链依赖扩展而得
到的分类器 (用 CCEN 表示); 基于高斯函数来估计
属性的条件密度和属性之间的条件互信息计算, 以
属性之间的条件互信息为权重, 采用 Friedman等方
法进行连续属性的最大权重跨度树学习,对GNB进
行树依赖扩展而得到的分类器 (用 CTAN 表示); 基
于高斯函数估计属性联合密度, 结合分类准确性标
准和前向贪婪搜索而建立的连续属性完全贝叶斯分

类器 (用GFB 表示); 使用多元高斯核函数估计属性
联合密度, 并进行单平滑参数优化的连续属性完全
贝叶斯分类器 (用 GKFB 表示); Quinlan 的决策树
分类器 (C4.5); 支持向量机分类器 (Support vector
machine, SVM); 约束高斯分类网 (RGCN).
采用 10 折交叉有效性验证方法进行分类器的

分类错误率估计, 并使用 Wilcoxon Signed-ranks
Test 和 Friedman Test with Post-hoc Bonferroni
Test (Demšar 2006)[26] 进行两个分类器分类错误

率之间差异的置信打分, 其中, “ ∗ ” 表示 RGCN 和
用于比较的分类器相对于给定的检验方法差别显著.
12 个分类器与 RGCN 的分类错误率实验结果如表
2 所示.

在表 2 中, 使用 Wilcoxon Signed-ranks Test
和 Friedman Test with Post-hoc Bonferroni Test
的检验结果显示, RGCN与 12个分类器在分类错误
率方面差异显著. 再考察总体平均值, RGCN 优于
其他分类器的程度依次是 8.65%, 6.07 %, 10.11 %,
7.39%, 4.34 %, 14.32 %, 12.51%, 11.71 %, 8.86 %,
6.53%, 8.20 % 和 3.05%, 可见 RGCN 具有优势的
程度也非常明显.

RGCN 与其他分类器在 30 个数据集的分类错
误率具体比较情况如图 6 所示. 图中每一个点的坐
标是用于比较的两个分类器的分类错误率, 在 45 度
线上方和下方的点分别表示 RGCN 的分类错误率
小于和大于用于比较的分类器.
从图 6 中的 12 个散点图来看, RGCN 的分类

错误率明显优于其他分类器. 在 30 个数据集中,
RGCN 相对于其他分类器, 分类准确率之差大于或

等于 0.5% (用区间 [0.5,∞) 表示)、大于 −0.5% 且
小于 0.5% (用区间 (−0.5, 0.5) 表示)、小于或等于
−0.5% (用区间 (−∞,−0.5] 表示), 三方面的百分
比情况如表 3 所示.
综合分类器之间的分类错误率差异的显著性检

验、分类错误率平均值比较和分类准确率差异百分

比计算三方面的结果,显示了RGCN相对于其他 12
个分类器在分类错误率 (或分类准确率) 方面具有明
显的优势.
高斯函数被广泛用于各领域的密度估计 (是一

种最有效实用的密度估计函数), 但直接基于高斯函
数估计属性密度存在两个主要问题: 一个是可能导
致对数据的欠拟合; 另一个是多元高斯函数的计算
非常困难. 本文通过分类器结构的调整来提高分类
器与数据的拟合程度 (见属性父结点选择算法), 将
属性联合高斯密度的贝叶斯网络分解和条件高斯函

数计算相结合来解决运算复杂性问题, 这样便能够
有效地提高 RGCN 的效率和可靠性, 也是 RGCN
相对于其他 12 个分类器在分类准确性方面具有优
势的主要原因.

4.2 朴素贝叶斯分类器依赖扩展情况比较

分别用GNB、CCEN、CTAN、GFB和RGCN
表示相应分类器的分类准确率, 对 GNB 进行依赖
扩展后分类准确率的变化情况如图 7 所示.
图 7 显示, RGCN-GNB 曲线基本是在零线和

其他三条曲线的上方, 而且另外三条曲线均在零线
上下波动. 再考察对生成曲线的数据, 分别从最大
值、最小值、平均值、大于零数量、小于零数量和等

于零数量的统计结果为:
1) CCEN-GNB: 21.14, −22.50, 1.17, 18, 11,

1;
2) CTAN-GNB: 18.18, −9.00, 1.70, 22, 8, 0;
3) GFB-GNB: 32.01, −12.00, 3.64, 17, 13, 0;
4) RGCN-GNB: 34.00, 0.74, 10.40, 30, 0, 0.
从以上比较结果可以看出, 四种情况的平均值

都大于零, 而且大于零数据集的数量明显多于小于
或等于零的数量, 但其他三种情况小于零的数量也
占有较大的比例, 而且最坏情况降低分类准确率的
程度也比较大. 由此可以得出结论: 对 GNB 进行依
赖扩展可以使属性之间的条件依赖信息得到有效的

利用, 提高分类器的分类准确率, 但依赖扩展方法的
选择非常重要, 不同的依赖扩展方法之间可能存在
较大的差异, 而且不适宜的依赖扩展方法也会显著
降低分类器的分类准确率. RGCN 使所有数据集的
GNB 分类准确率都有所改进, 但提高程度的差别较
大, 最大的情况达到 33.26, 这主要是由属性之间条
件依赖情况的差异所导致.
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表 2 RGCN 和其他分类器的分类错误率实验结果

Table 2 Experimental results on classification error for RGCN and other classifiers

数据集 DNB DCEB DTAN DCBN DFB GNB CCEN CTAN GFB GKFB C4.5 SVM RGCN

Ae train 0.2650 0.2818 0.2624 0.2598 0.3325 0.1935 0.1962 0.1532 0.1325 0.0858 0.2076 0.0562 0.08804

Allbp 0.3286 0.4202 0.4352 0.4203 0.4244 0.5945 0.4595 0.6095 0.3621 0.4567 0.4418 0.3439 0.3311

Annealing 0.1102 0.0949 0.1279 0.0608 0.0760 0.3127 0.1773 0.2254 0.1773 0.1000 0.0853 0.0611 0.0589

Arabic Digit 0.2740 0.2602 0.2795 0.2357 0.2905 0.3494 0.3494 0.2726 0.2616 0.2220 0.3233 0.2327 0.2215

Automobile 0.3750 0.3050 0.3350 0.3200 0.2750 0.4400 0.4450 0.4200 0.5600 0.3700 0.2633 0.2710 0.2700

Banques 0.2800 0.4500 0.4400 0.5400 0.3700 0.3900 0.3500 0.4800 0.4300 0.4100 0.5000 0.3900 0.2807

Breast cancer 0.0358 0.0371 0.0486 0.0406 0.0348 0.0372 0.0272 0.0500 0.0343 0.0377 0.0601 0.0431 0.0286

Breast tissue 0.2900 0.2600 0.3200 0.3400 0.2800 0.3700 0.5600 0.3100 0.4300 0.3000 0.3491 0.3225 0.2400

Cmc 0.3285 0.3124 0.3271 0.3358 0.3176 0.3504 0.3475 0.3270 0.3014 0.3212 0.3176 0.3080 0.3044

Column 3C 0.2259 0.1709 0.1871 0.1904 0.1517 0.1936 0.3033 0.1678 0.2194 0.2355 0.1936 0.1355 0.1484

Credit(crx) 0.1406 0.1347 0.1334 0.1363 0.14492 0.2493 0.2363 0.2334 0.1885 0.2463 0.1406 0.1783 0.1354

Echocardiogram 0.6385 0.3230 0.5154 0.3539 0.3384 0.4385 0.3539 0.4626 0.3461 0.3384 0.4470 0.3754 0.3000

Ecoli 0.1035 0.0931 0.1000 0.0794 0.0725 0.0794 0.0587 0.0689 0.0896 0.0621 0.0994 0.0515 0.0587

Flags 0.4158 0.4736 0.5790 0.4736 0.3895 0.5527 0.4422 0.5316 0.5264 0.4263 0.4805 0.4092 0.3264

Heart disease 0.1334 0.1370 0.1445 0.1519 0.14077 0.1408 0.1667 0.1555 0.1630 0.1630 0.2260 0.1719 0.1334

Horse colic 0.2834 0.2433 0.2834 0.3133 0.24337 0.3400 0.3433 0.3600 0.3300 0.2967 0.3133 0.3100 0.2700

Image Segmentation 0.1450 0.1250 0.1350 0.2700 0.1100 0.2300 0.1650 0.2050 0.3000 0.1300 0.1145 0.1172 0.0900

Ionosphere 0.2572 0.2314 0.2858 0.2943 0.2171 0.5372 0.3258 0.5200 0.2171 0.3629 0.2349 0.2209 0.1972

Iris 0.0400 0.3333 0.0400 0.0467 0.0200 0.0400 0.0467 0.0267 0.0200 0.0333 0.0467 0.0400 0.0200

Magic Gamma
0.2522 0.2522 0.2817 0.2930 0.2578 0.3676 0.2862 0.3198 0.2677 0.2508 0.1894 0.1907 0.2170

telescope

New thyroid 0.0454 0.0318 0.0454 0.0381 0.0286 0.0500 0.0864 0.0545 0.0590 0.0410 0.0931 0.0562 0.0410

Pima 0.2390 0.2285 0.2356 0.2250 0.2211 0.2481 0.2403 0.2441 0.2572 0.2403 0.2657 0.2329 0.2221

Spambase 0.1684 0.1383 0.1417 0.1466 0.1267 0.1616 0.3866 0.1566 0.1750 0.2417 0.1610 0.1665 0.1134

Spectf incorrect 0.2000 0.1423 0.2539 0.1308 0.2076 0.3270 0.2077 0.2770 0.2076 0.2076 0.2677 0.2364 0.2000

Steel plates faults 0.2387 0.2000 0.2728 0.2091 0.1432 0.0160 0.1955 0.0091 0.0590 0.0204 0.0069 0.0000 0.0069

Thyroid0387 0.4142 0.4128 0.4321 0.4257 0.4065 0.5243 0.4988 0.5167 0.4706 0.4935 0.4447 0.4180 0.3667

Transfusion 0.2414 0.1946 0.2040 0.2014 0.2095 0.2507 0.2347 0.3160 0.2520 0.2240 0.2300 0.2207 0.2010

Wdbc 0.1412 0.0357 0.1295 0.0463 0.0286 0.0661 0.0572 0.0589 0.0821 0.0412 0.0739 0.0250 0.0233

Wine 0.0447 0.0117 0.0375 0.0530 0.0412 0.0295 0.0412 0.0177 0.0117 0.0322 0.1012 0.0176 0.0059

Wpbc 0.4200 0.1850 0.3650 0.1737 0.2300 0.3350 0.2750 0.1532 0.1900 0.2300 0.3031 0.2287 0.1950

平均 0.2359 0.2173 0.2460 0.2269 0.2043 0.2738 0.2621 0.2568 0.2374 0.2207 0.2327 0.1944 0.1698

Wilcoxon SR Test ∗−4.72 ∗−3.71 ∗−4.76 ∗−4.06 ∗−4.14 ∗−4.78 ∗−4.74 ∗−4.53 ∗−4.67 ∗−4.72 ∗−4.55 ∗−3.58 RGCN

Friedman/ ∗−4.50 ∗−2.37 ∗−5.17 ∗−4.13 ∗−2.28 ∗−5.63 ∗−5.57 ∗−5.42 ∗−4.75 ∗−4.45 ∗−5.35 ∗−2.66 RGCN

Bonferroni Test
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表 3 RGCN 和其他分类器的分类准确率差异比较 (%)

Table 3 Difference comparison on classification accuracy for RGCN and other classifiers (%)

差异情况 DNB DCEB DTAN DCBN DFB GNB CCEN CTAN GFB GKFB C4.5 SVM

[0.5,∞) 83.33 76.66 90.00 76.66 83.33 100.00 93.33 93.34 90.00 86.67 90.00 70.00

(−0.5, 0.5) 16.67 6.67 10.00 16.67 10.00 0.00 6.67 3.33 6.67 13.33 3.33 13.33

(−∞,−0.5] 0.00 16.67 0.00 6.67 6.67 0.00 0.00 3.33 3.33 0.00 6.67 16.67

图 6 RGCN 和其他分类器的分类错误率散点图

Fig. 6 Scatter plot graphs of classification errors

图 7 对 GNB 进行依赖扩展后分类准确率的变化情况图

Fig. 7 Change of classification accuracy when GNB is extended
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4.3 属性所提供的三种信息对分类的贡献比例

分别用 I1、I2 和 I3 表示属性提供的传递依赖、
直接导出依赖和间接导出依赖信息对分类的贡献,
它们的比例如图 8 所示.

图 8 分类贡献比例图

Fig. 8 Proportion graph of classification contribution

朴素贝叶斯分类器中的属性只为类提供传递依

赖信息 (I1, 大约占 79%), 不能提供导出依赖信息
(I2 和 I3, 大约占 21%), 因此需要对朴素贝叶斯分
类器进行依赖扩展. 通过属性依赖扩展可使导出依
赖信息得到有效的利用, 从而能够提高分类器的分
类准确率. 对朴素贝叶斯分类器的一阶依赖扩展, 可
使直接导出依赖信息 (I2) 得到利用, 这部分信息也
占有较大的比例. 如果需要突出效率, 可只进行一阶
扩展; 二阶和以上阶的依赖扩展能够利用三种依赖
信息, 但高阶依赖扩展会显著降低学习效率, 综合考
虑效率和分类准确率, 二阶依赖扩展应该是比较好
的选择, 这些结论同样适合于离散属性贝叶斯衍生
分类器.

5 结论

本文在高斯网络理论的基础上, 建立了用于分
类的 RGCN. RGCN 中的属性联合密度分解计算,
即可避免复杂的高阶协方差矩阵计算问题, 又能够
使属性之间的依赖信息得到充分的利用. 而结合分
类准确性标准和属性父结点贪婪选择会以局部最优

的方式构建分类器结构, 这将有助于提高分类器与
数据的拟合程度. 对贝叶斯衍生分类器中属性为类
提供的信息构成分析和使用 UCI 数据库中连续属
性分类数据的实验, 分别理论论证和实验验证了对
朴素贝叶斯分类器进行依赖扩展的必要性和扩展方

法的有效性. 我们进一步的研究工作是采用不同的
属性密度估计方法进行贝叶斯网络分类器学习、优

化和比较.
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