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摘    要   多元时间序列的因果关系分析是数据挖掘领域的研究热点. 时间序列数据包含着与时间动态有关的、未知的、有

价值的信息, 因此若能挖掘出这些知识进而对时间序列未来趋势进行预测或干预, 具有重要的现实意义. 为此, 本文综述了

多元时间序列因果关系分析的研究进展、应用与展望. 首先, 本文归纳了主要的因果分析方法, 包括 Granger因果关系分

析、基于信息理论的因果分析和基于状态空间的因果分析; 然后, 总结了不同方法的优缺点、适用范围和发展方向, 并概述

了其在不同领域的典型应用; 最后, 讨论了多元时间序列因果分析方法待解决的问题和未来研究趋势.

关键词   多元时间序列, Granger因果分析, 转移熵, 状态空间

引用格式   任伟杰, 韩敏. 多元时间序列因果关系分析研究综述. 自动化学报, 2021, 47(1): 64−78
DOI   10.16383/j.aas.c180189

Survey on Causality Analysis of Multivariate Time Series

REN Wei-Jie1, 2    HAN Min1, 2
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时间序列是指现实世界中的某个观测变量, 按

照其发生的时间先后顺序排列的一组数字序列. 时

间序列可以分为一元时间序列和多元时间序列, 多

元时间序列是指多个一元时间序列的组合, 可以认

为是一次采样中可以获得不同来源的多个观测变

量. 多元时间序列广泛存在于自然[1]、医学[2]、社会[3]、

工业[4] 等各个领域的复杂系统中, 多个变量之间具

有复杂的关联关系, 相互影响作用不明确. 随着数

据采集和存储技术的发展, 时间序列数据的维度和

规模不断增加, 为建立准确的预测模型增加了难度.
同时, 随着数据维度的增加, 出现了大量冗余和无

关变量, 容易掩盖重要变量的作用, 对模型的建立

产生负面的影响[5]. 时间序列数据挖掘[6−7] 是当前研

究的热门问题, 研究如何有效地从多元时间序列中

挖掘潜在的有用信息、构建预测模型, 能够为自然、

医学、社会、工业等领域的控制、决策与调控提供理

论指导, 具有十分重要的现实意义[8]. 因此, 本文主

要研究多元时间序列的分析手段, 解释未知系统的

动力学特性与运行规律, 从而为建立更加精确的系

统模型奠定基础.
在多变量系统中, 通过分析可观测变量之间的

相关关系, 可以找出对建模贡献度大的相关变量,
从而推断出系统的运行机理. 目前, 多元时间序列

相关性分析主要集中于统计学手段, 例如 Pearson
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相关系数、秩相关系数、典型相关分析[9]、互信息[10]、

最大信息系数[11]、灰色关联分析[12]、Copula分析[13]

等. 这些方法能够有效处理线性或非线性相关关系,
其分析结果具有对称性. 然而, 多个变量之间不仅

存在直接相互作用, 还存在以中间变量为桥梁的间

接相互作用, 并且影响关系通常具有非对称性. 传
统的相关性分析方法难以处理间接关系、非对称影

响关系, 在实际应用中受到很大限制.
随着系统复杂度的增加, 相关性分析难以满足

建模需求, 因果关系分析方法得到广泛关注[14]. 因
果关系是一个系统 (因)与另一个系统 (果)之间的

作用关系, 其中第 1个系统是第 2个系统的原因,
第２个系统依赖于第 1个系统. 1969年, Granger[15]

首次提出了一种评价二变量时间序列之间是否存在

相互作用的因果关系分析方法, 即 Granger因果关

系分析方法. 该方法基于系统的可预测性, 基本思

想是: 对于两个时间序列, 如果一个时间序列未来

时刻的预测误差, 能够通过引入另一个时间序列的

历史信息而减小, 则称第 2个时间序列对第 1个时

间序列具有因果影响. 由于传统的 Granger因果分

析建立在线性模型的基础上, 仅对二元时间序列进

行分析, 在提出之后出现了大量改进模型[16]. Gran-
ger因果分析方法具有很强的可解释性, 但是此类

方法只能给出定性分析结果, 并且对于高维时间序

列容易产生虚假因果现象. 基于信息测度的因果分

析是一类非参数方法, 包括转移熵、条件熵、条件互

信息等, 这类方法通过建立评价函数, 能够定量分

析因果关系的强弱[17]. 此外, 基于状态空间的因果

模型[18]、贝叶斯网络等模型[19−20], 同样用于分析各种

类型的因果关系. 因此, 针对多变量系统的建模要

求, 合理利用因果分析方法的优势, 研究系统各个

变量之间的驱动响应关系, 进而推断系统内部结构

和运行机理, 是当前研究的热点问题[21].

综上所述, 相比于常规的相关性分析方法, 因

果分析方法能够分析出具有方向性的直接因果关

系, 更加适用于多变量系统的分析与建模. 本文针

对多元时间序列因果关系分析的几类典型方法进行

综述, 包括 Granger因果关系分析、基于信息理论

的因果分析和基于状态空间的因果分析, 并结合当

前流行的机器学习方法、不同领域时间序列建模的

需求等, 讨论因果分析方法的实际应用和未来发展

趋势.

1    Granger 因果关系分析

Granger 因果关系是由诺贝尔经济学奖得主

Granger提出的一种因果关系分析模型, 在金融时

间序列分析中发挥了重要作用, 目前已经成为自

然、医学等领域普遍使用的因果模型. 本节将对Granger

因果分析及其改进模型的基本原理、适用范围进行

分析与总结.

1.1    Granger 因果分析基本方法

Granger因果关系分析作为一种判别二元时间

序列之间是否存在因果关系的方法, 从提出以来受

到研究人员的广泛关注. 这种思想最初由 Wien-
er提出, 之后由 Granger通过随机过程的线性回归

模型实现[15], 其基本思想是: 若采用时间序列 X和

Y的历史信息对 Y进行预测, 优于仅采用 Y的历

史信息对 Y进行预测的结果, 即时间序列 X有助

于解释时间序列 Y 的未来变化趋势, 那么时间序

列 X是时间序列 Y的 Granger原因. 建立如下两

个向量自回归 (Vector autoregressive, VAR)模型:

Yt+1 =

m−1∑
j=0

αjYt−j + εY,t+1

Yt+1 =

m−1∑
j=0

ajXt−j +

m−1∑
j=0

bjYt−j + εY |X,t+1 (1)

αj aj bj

εY εY |X

X → Y

其中,   ,   和  为模型的系数, m为模型的阶数,
 和  为模型的残差. 根据回归预测结果, 通过

比较 VAR模型残差的方差大小, 判断  是否

存在 Grange r 因果关系 ,  Grange r 因果指数

(Granger causality index, GCI)定义为

GCIX→Y = ln
var (εY )
var

(
εY |X

) (2)

var
(
εY |X

)
< var (εY ) GCIX→Y > 0

X → Y

Y → X

如果满足   ,  即   ,

表明  存在统计意义下的 Granger因果关系.
采用类似步骤, 我们可以对   进行 Granger
因果检验. 需要特别注意, 进行 Granger因果关系

分析的前提是时间序列为平稳序列, 否则可能出现虚假

因果.
在提出之后的几十年中, Granger因果模型在

许多领域都得到了广泛的应用, 但是由于其建立在

线性模型的基础上, 如果直接应用于非线性系统,
在某些情况下将失去作用. 此外, 多变量系统存在

复杂的因果关系, GCI仅进行两个变量的因果分析,
处理复杂系统的能力严重不足. 因此, 学者们提出

了大量改进模型[22], 用于分析多变量、非线性系统的

因果关系, 包括条件 Granger 因果模型、Lasso-
Granger因果模型、非线性 Granger因果模型和频

域 Granger因果模型等, 具体如表 1所示.
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1.2    条件 Granger 因果模型

传统的 Granger因果模型仅用于分析两个变

量之间的因果关系, 对于多变量系统的因果分析,
通常不考虑多个变量之间的关联关系, 直接转化为

多个二变量问题进行分析. 然而, 多变量系统的变

量之间存在直接或间接的联系, 在分析任意两个变

量因果关系时, 可能存在中间变量的影响, 此时传

统的 Granger因果模型容易产生虚假因果. 为了解

决上述问题, Geweke[23] 提出了条件 Granger因果

分析方法, 引入条件变量, 建立两个 VAR模型:

Yt+1 =

m−1∑
j=0

αjYt−j +

m−1∑
j=0

βjZt−j + εY |Z,t+1

Yt+1 =

m−1∑
j=0

ajXt−j +

m−1∑
j=0

bjYt−j+

m−1∑
j=0

cjZt−j + εY |XZ,t+1 (3)

其中, Z表示条件变量. 条件Granger因果指数 (Condi-
tional Granger causality index, CGCI)定义为

CGCIX→Y |Z = ln
var

(
εY |Z

)
var

(
εY |XZ

) (4)

条件 Granger因果模型建立在多变量回归模

型基础上, 通过将条件变量加入到回归模型中, 有
效区分变量的直接和间接联系, 得到直接因果关系.
Chen等[24] 引入非线性预测思想, 提出了条件扩展

Granger因果指数 (Conditional extended Granger
causality index, CEGCI), 应用于多元混沌时间序

列因果分析. 由于回归模型 (3)中包含很多待求参

数, 对于包含大量观测变量的系统, 其计算过程十

分复杂且容易失效. Siggiridou等[25] 引入了延迟变

量选择策略, 限制 VAR模型的阶数, 提出了限制条

件 Granger 因果指数 (Restricted conditional
Granger causality index, RCGCI), 成功应用于高

维时间序列的因果分析.

1.3    Lasso-Granger 因果模型

针对多变量系统因果分析, Granger因果模型

和条件 Granger因果模型需要对任意两个变量进

行 Granger因果检测, 具有很高的计算复杂度. 尽
管建立 VAR模型可以考虑多个变量之间的相互影

响, 仍然难以获得理想的分析结果. 针对高维变量

Granger因果分析问题, Arnold等[26] 提出了 Lasso-
Granger因果模型, 根据输入变量选择的结果识别

Granger因果关系, 其基本思想是: 应用全部输入变

量进行 Lasso回归, 根据模型回归系数识别 Gra-
nger因果关系的强弱. 目标函数如下所示:

min
{
∥Y −Xα∥22 + λ∥α∥1

}
(5)

X α

λ

Xj αj

Xj → Y

其中, Y为预测变量,   为全部输入变量,   为回

归系数,   为正则化参数, 用于控制惩罚项大小. 如
果时间序列  对应的系数  为零或接近于零, 则
表明时间序列  不存在 Granger因果关系,

 
表 1    Granger因果关系分析及其改进方法

Table 1    Granger causality analysis and its improvement methods

类别 研究者 发表年份 方法名称 文献

Granger因果模型 Granger 1969 Granger 因果指数 (GCI) [15]

条件Granger因果模型

Geweke 1982 条件 Granger 因果指数 (CGCI) [23]

Chen 等 2004 条件扩展 Granger 因果指数 (CEGCI) [24]

Siggiridou 等 2016 限制条件 Granger 因果指数 (RCGCI) [25]

Lasso-Granger因果模型

Arnold 等 2007 Lasso-Granger 因果模型 [26]

Shojaie 等 2010 截断 Lasso-Granger 因果模型 [27]

Bolstad 等 2011 Grouped-Lasso-Granger 因果模型 [28]

Yang 等 2017 Grouped-Lasso 非线性条件 Granger 因果模型 [29]

非线性Granger因果模型

Ancona 等 2004 RBF-Granger 因果模型 [30]

Marinazzo 等 2008 Kernel-Granger 因果模型 [31−32]

Wu 等 2011 KCCA-Granger 因果模型 [33]

Hu 等 2014 Copula-Granger 因果模型 [34]

Montalto 等 2015 NN-Granger 因果模型 [35]

频域Granger因果模型

Geweke 1982 Spectral-Granger 因果模型 [23]

Baccalá 等 2001 偏定向相干性 (PDC) [36]

Kamiński 等 2001 直接传递函数 (DTF) [37]
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反之则存在 Granger因果关系. Lasso-Granger因
果模型通过建立一个回归模型, 分析出全部输入变

量对预测变量的因果关系, 大大缩减了计算量.
Shojaie等[27] 提出了截断 Lasso-Granger因果

模型, 能够准确估计时间序列回归模型的阶数, 从
而提高模型的计算准确度. 为避免群组效应, Bol-
stad等[28]提出了 Grouped-Lasso-Granger因果模

型, 能够减少错误因果关系的产生. Yang等[29] 提出

了 Grouped-Lasso非线性条件 Granger因果模型,
该方法利用不同集合的径向基函数近似非线性关

系, 并结合群组变量选择算法, 将 Lasso-Granger因
果模型扩展到非线性复杂网络重构.

1.4    非线性 Granger 因果模型

传统的 Granger因果模型仅用于分析线性因

果关系, 随着应用范围的扩大以及研究的逐渐深入,
人们发现大量系统存在非线性因果关系, 从而涌现

出很多非线性 Granger因果模型. 根据前面介绍的

Granger因果分析方法可以看出, 已经有学者提出

应用非线性预测理论改进线性模型, 实现由线性到

非线性的扩展. 下面详细介绍几类代表性的非线性

Granger因果模型.
Ancona等[30] 提出了基于径向基函数 (Radial

basis functions, RBF)的非线性预测模型, 用于衡

量二变量之间的非线性 Granger因果关系. 建立如

下两个回归模型:

Yt+1 = v ×�(Yt) + εY,t+1

Yt+1 = w1 ×�(Xt) +w2 ×�(Yt) + εY |X,t+1 (6)

v w1 w2 Xt = [Xt, Xt−1, · · · ,
Xt−m+1] Yt = [Yt, Yt−1, · · · , Yt−m+1]

� �

其中,   ,   ,   为模型系数,  
 和    表示时间序

列 X和 Y的历史信息,   和  为径向基函数. 通过判

断模型残差的方差大小, 可以分析是否存在非线性

Granger因果关系.
Marinazzo等[31] 提出了基于核方法的非线性

Granger因果模型, 在再生核 Hilbert空间中进行线

性 Granger因果检测, 根据核函数映射实现线性到

非线性的转换. 该方法的关键在于核函数的选择,
经过核函数的内积运算, 很容易实现高维变量的因

果关系分析[32]. Wu等[33] 提出了基于核典型相关分

析 (Kernel canonical correlation analysis ,
KCCA)的非线性 Granger因果模型, 同样在典型

相关分析的基础上引入了核映射, 使得该方法具有

处理多变量、非线性系统因果关系的能力.
Hu等[34] 提出了一种基于 Copula的 Granger

因果模型, 成功应用于非线性、多变量系统因果分

析. 该方法是一种非参数模型方法, 基于 Granger

因果分析的基本思想, 应用 Copula函数描述系统

的条件概率分布, 实现因果关系分析. Montalto等[35]

提出了基于神经网络 (Neural networks, NN)的
Granger因果模型, 该方法不需要任何先验假设条

件, 直接根据神经网络模型的预测结果判断因果

关系.

1.5    频域 Granger 因果模型

前面介绍的 Granger因果分析方法均为时域

模型, 然而在频域中能够更好地描述神经动力学系统[38],
从而产生了频域 Granger 因果模型. Geweke [ 23 ]

提出了第一个频域 Granger因果模型, 首先建立多

变量 VAR模型, 经过傅里叶变换将时域模型转换

为频域模型, 进而分析因果关系. Barrett等[39] 在前

面模型的基础上, 引入了线性变化, 得到了简化的

频域 Granger因果模型.

Xj → Xi

Baccalá 等[36] 提出了另一种频域因果模型—偏

定向相干性 (Partial directed coherence, PDC), 该
方法将包含 K个变量的 VAR模型系数进行傅里叶

变换, 定义时间序列  的因果关系为

PDCXj→Xi|Z(f) =
Āi,j(f)√√√√ K∑

k=1

∣∣Āk,j(f)
∣∣2 (7)

A(f)

Āi,j(f) Ā(f) = I −A(f)

PDCXj→Xi|Z(f) Xj → Xi

[0, 1]

其中, Z表示条件变量,   为 VAR模型系数的

傅里叶变换,   为矩阵  的对

应元素.   表示在频率 f 下 

的因果关系, 结果归一化到  之间, 其值接近于

0 表示无因果关系, 大于一定的阈值表明有因果

关系.

H(f) = A−1(f)

Xj → Xi

Kamiński等[37] 提出了直接传递函数 (Direc-
ted transfer function, DTF)方法, 同样在频域分析

因果关系. 与 PDC模型类似, DTF对建立的 VAR
模型系数进行傅里叶变换, 定义  为

传递系数矩阵, 则时间序列  的因果关系为

DTFXj→Xi|Z(f) =
|Hi,j(f)|2

K∑
k=1

|Hk,j(f)|2
(8)

Hi,j(f) H(f)

Xj → Xi

其中,   为矩阵  的对应元素. DTF描述

在频率 f下时间序列  的直接因果关系.

2    基于信息理论的因果分析

信息理论能够度量任意类型的相关关系, 是分

析两个系统或多个系统之间信息流的重要手段. 在
转移熵概念提出之后, 出现了各种类型的基于信息
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理论的因果模型. 下面首先介绍信息理论的基本概

念, 然后总结基于转移熵、条件熵和条件互信息的

因果模型.

2.1    信息理论基础

p(x)

熵表示一个系统混乱的程度, 系统混乱程度越

高, 其熵值越大. 在信息理论中, 熵通常也称作信息

熵或香农熵, 它以数值形式表达随机变量取值的不

确定性程度, 目的是刻画信息量的多少. 假设 X为

一个离散的随机变量,    表示 X 的概率密度函

数, 则变量 X的信息熵定义为

H(X) = −
∑
x

p(x) log p(x) (9)

p(x, y)

联合熵主要用来考察多个变量间共同拥有信息的含

量, 其定义与信息熵类似. 假设 X和 Y为两个离散

的随机变量, 其联合概率密度函数为  , 则 X

和 Y的联合熵定义为

H(X,Y ) = −
∑
x,y

p(x, y) log p(x, y) (10)

p(x|y)

条件熵 (Conditional entropy, CE)表示已知一个

变量的情况下, 衡量变量包含的信息量大小. 引入

条件概率函数  , 条件熵具体定义为

H(X|Y ) = −
∑
x,y

p(x, y) log p(x|y) (11)

互信息反映两个变量之间的统计依赖程度, 表
示两个变量共同拥有的信息量大小 .  变量 X 和

Y之间的互信息定义为

I(X;Y ) =
∑
x,y

p(x, y) log
p(x, y)

p(x)p(y) (12)

由定义可知, 当变量 X和 Y完全无关或相互独立

时, 互信息值为 0, 表明变量之间不存在相同的信息;
反之, 当它们相互依赖程度越高时, 互信息值越大,
所包含的相同信息也越多. 根据熵和互信息的表达

式, 可以得到互信息与熵的关系为

I(X;Y ) =H(X) +H(Y )−H(X,Y ) =

H(X)−H(X|Y ) =

H(Y )−H(Y |X) (13)

基于信息理论的基本概念, 学者提出了一系列

因果分析模型, 主要包括转移熵、条件熵、条件互信

息等, 具体如表 2所示. 转移熵[40] 最初用于评价二

变量时间序列之间的非线性因果关系, 是一种非参

数模型方法, 受到广泛关注. 在此之后, 学者们提出

了大量改进模型, 如偏转移熵、条件熵、条件互信息

等. 此外, 部分时间序列呈现非平稳特性, 因此有学

者致力于研究非平稳时间序列的因果关系分析, 提
出了符号转移熵、偏符号转移熵等因果分析模型.

2.2    转移熵及其改进方法

2000年, Schreiber[40] 提出了转移熵 (Transfer
entropy, TE)的概念, 首次根据信息转移来判断变

量之间的因果关系. 转移熵建立在信息理论的基本

框架下, 是一种非参数模型方法, 能够很好地分析

两个系统的耦合强度和非对称驱动响应关系. 考虑

时间序列 X与时间序列 Y, 转移熵定义为

TEX→Y =
∑

yt+1,xt,yt

p (yt+1,xt,yt) log
p (yt+1|xt,yt)

p (yt+1|yt)

(14)

Xt Yt

p (yt+1,xt,yt) p (yt+1|xt,yt) p (yt+1|yt)

TEX→Y >0

其中,   和  分别表示时间序列 X与 Y的历史观

测值,   、  和  分

别表示联合概率密度函数和条件概率密度函数. 根
据转移熵的大小判断因果关系的强弱, 当 

时, 存在由时间序列 X到 Y的因果关系, 数值越大

表明因果关系越强. Barnett等[41] 证明了 Granger
因果分析与转移熵之间的联系, 在变量服从高斯分

布的假设条件下, Granger因果分析与转移熵是等

价的, 从而为 Granger因果分析与基于信息理论的

因果分析方法建立了联系.
为了检测多个变量的因果关系, 考虑到中间变

量的影响, 提出了多变量转移熵, 也称为偏转移熵

(Partial transfer entropy, PTE). 考虑时间序列 X、

 
表 2    基于信息理论的因果关系分析方法

Table 2    Causality analysis methods based on information theory

类别 研究者 发表年份 方法名称 文献

转移熵

Schreiber 2000 转移熵 (TE) [40]

Staniek 等 2008 符号转移熵 (STE) [42]

Kugiumtzis 2013 偏符号转移熵 (PSTE) [43]

条件熵 Faes 等 2011 条件熵 (CE) [44]

条件互信息
Frenzel 等 2007 偏互信息 (PMI) [45]

Kugiumtzis 2013 基于混合嵌入的偏互信息 (PMIME) [46]
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Z Z

X → Y

Y以及其他变量  , 在给定时间序列   的条件下,
 的转移熵定义为

PTEX→Y |Z =
∑

yt+1,xt,yt,zt

p (yt+1,xt,yt, zt)×

log
p (yt+1|xt,yt, zt)

p (yt+1|yt, zt)
(15)

偏转移熵是二变量转移熵的扩展, 能够评价多个相

互耦合系统中任意两个变量之间的信息转移. 根据

信息熵和互信息的定义, 可以得出转移熵与信息

熵、互信息之间的等价关系为

TEX→Y =H(Yt+1|Yt)−H(Yt+1|Xt,Yt) =

I (Yt+1;Xt|Yt) (16)

PTEX→Y |Z =

H(Yt+1|Yt,Zt)−H(Yt+1|Xt,Yt,Zt) =

I (Yt+1;Xt|Yt,Zt) (17)

可以看出, 转移熵可以表示为条件熵和条件互信息

的形式. 上述关系式通常用于转移熵的计算.
Staniek 等 [42 ] 提出了符号转移熵 (Symbolic

transfer entropy, STE), 将输入变量转化为秩向量,
可以应用于非平稳时间序列的因果关系分析, 表达

式为

STEX→Y = H(Ŷt+1|Ŷt)−H(Ŷt+1|X̂t, Ŷt) (18)

X̂ Ŷ其中,   和  表示排序后的秩向量. 为了分析多变

量系统, Kugiumtzis[43] 提出了偏符号转移熵 (Par-
tial symbolic transfer entropy, PSTE), 其形式为

PSTEX→Y = H(Ŷt+1|Ŷt, Ẑt)−H(Ŷt+1|X̂t, Ŷt, Ẑt)
(19)

2.3    用于因果分析的其他信息测度

在转移熵提出之后, 出现了一系列用于识别非

线性时间序列因果关系的信息测度, 例如条件熵、

条件互信息等, 其基本思想与转移熵理论一致.
Faes等[44] 提出了基于条件熵的因果关系分析

方法, 用于检测多变量因果关系

CX→Y |Z = 1− H (Yt+1|Xt,Yt,Zt)

H (Yt+1|Yt,Zt)
(20)

该方法可以看作偏转移熵的归一化形式.
Frenzel等[45] 提出了偏互信息 (Partial mutual

information, PMI)的概念, 即采用条件互信息检测

因果关系. 在互信息的基础上, 引入了条件变量, 具
体表达式为

I(X;Y |Z) =H(X,Z) +H(Y, Z)−
H(Z)−H(X,Y, Z) (21)

该方法能够建立三变量系统的因果关系图. 可以证

明, 偏互信息与偏转移熵是等价的.
Kugiumtzis[46] 应用条件互信息检测多个变量

的因果关系, 提出了基于混合嵌入的偏互信息准则

(Partial mutual information from mixed embed-
ding, PMIME), 表达式为

RX→Y |Z =
I (Yt+1;Xt|Yt,Zt)

I (Yt+1;Xt,Yt,Zt)
(22)

RX→Y |Z X → Y Z其中,   表示变量  的因果关系,   表

示条件变量. 该方法能够检测变量之间的直接因果

关系, 效果优于偏转移熵.
在实际应用中, 由于转移熵、条件熵和条件互

信息需要计算概率密度函数, 随着输入变量维度的

增加, 高维概率密度函数计算困难, 限制了其应用

范围. 因此, 选择条件变量十分关键, 根据状态空间

重构理论, 学者提出应用非均匀嵌入方法[47], 可以

有效处理高维变量. Runge等[48] 提出了基于图模型

的方法, 将偏转移熵分解为多个有限维转移熵的组

合, 从而避免维数灾难问题.

3    基于状态空间的时间序列分析

建立系统的数学模型是分析系统的基础. 现代

控制理论引入了状态空间的概念, 通过建立状态空

间模型, 能够很好地描述系统内部变量、输入变量

和输出变量之间的关系, 并解释系统的运动规律.
根据观测到的时间序列建立系统的状态空间模型,
是分析结构和参数未知系统的重要手段, 同时揭示

系统内部的驱动-响应关系. 然而, 对于未知结构的

非线性系统, 状态空间模型的建立十分困难. 为了

有效分析非线性系统的动力学特性, Takens提出了

基于时间序列的状态空间重构理论[49], 为分析非线

性系统的运行机制提供了理论支撑. 本节首先介绍

时间序列的状态空间模型, 然后总结基于状态空间

重构理论的因果模型.

3.1    状态空间模型

状态空间模型是描述系统动态过程的有力工

具, 为时间序列分析提供了理论基础. 状态空间模

型最早由 Kalman[50] 提出, 是一种通过观测值研究

确定性和随机动态系统的重要手段. 状态空间模型

将物理系统表示为由输入变量、输出变量和状态变

量构成的一阶微分 (或差分)方程组, 一般由状态方

程和输出方程组成

ẋ(t) = f (x(t),u(t), t)

y(t) = h (x(t),u(t), t) (23)

u(t) y(t) x(t)其中,   为输入变量,   为输出变量,   为状
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f(·) h(·)态变量,   和  为线性或非线性函数. 状态空

间模型是一类线性或非线性的时域模型, 用状态方

程描述动态系统, 用输出方程描述量测信息. 系统

的状态方程描述系统内部结构和信号的作用方向,
即反映了系统状态变量的因果关系. 建立状态空间

模型主要有分析和辨识两种方式. 分析方式适用于

结构和参数已知的系统, 基于物理或化学机理直接

建立状态空间模型. 针对结构和参数未知的系统,
一般采用辨识方式, 即通过实际观测的输入输出数

据建立状态空间模型. 状态空间模型参数估计方法

主要有 Kalman滤波、贝叶斯推理、EM算法等.
状态空间模型利用状态变量表示一个时间序

列, 状态变量包含与预测值相关的所有历史信息,
从而建立了多元时间序列模型[51]. 状态空间模型是

一类应用十分广泛的模型, 任何时间序列模型都可

以写成状态空间的形式, 如自回归模型、滑动平均

模型等, 在时间序列建模和因果分析方向得到了广

泛应用. Jinno等[52] 建立了非线性状态空间模型, 采
用二阶泰勒展开式近似非线性系统, 根据扩展 Kal-
man滤波算法更新模型参数, 实现非线性系统辨识

与时间序列预测. Hong等[53] 针对中长期径流量时

间序列预测, 选择状态空间模型的结构为基于二阶

泰勒展开式的非线性微分方程组, 并利用遗传算法

更新状态空间模型参数. 可以看出, 状态空间模型

能够识别线性或低阶非线性系统的内部结构, 从而

推断系统的因果关系, 实现对未来信息的预测.

3.2    基于状态空间的因果模型

建立时间序列状态空间模型, 需要预先假设模

型结构, 如一阶线性微分方程、泰勒展开式近似的

非线性微分方程等, 然后根据输入输出数据辨识模

型参数. 然而, 很多动力学系统具有很强的非线性,
甚至表现出混沌特性, 难以建立准确的状态空间模

型[54]. 20世纪 80年代, Takens提出的延迟坐标状

态空间重构方法[49] 解决了此类问题, 重构系统可以

在高维状态空间中恢复原系统的动力学特性, 并与

原系统保持微分同胚, 为深入研究时间序列和非线

性系统奠定了理论基础. 在状态空间重构理论的基

础上, 学者提出了一系列因果分析模型, 下面分别

介绍状态空间重构理论和两类因果分析模型.

3.2.1    Takens 状态空间重构理论

状态空间重构的目的是在高维状态空间中恢复

混沌吸引子, 是分析混沌动力学系统的第一步. 对
于混沌系统, 系统中任一分量的演化过程均由与其

相互作用的其他分量所决定, 产生的时间序列包含

了系统全部变量的运动信息. 因此, 通过研究观测

到的时间序列, 将某些固定时间的延迟点观测值构

成新的坐标, 重构出与原系统等价的状态空间, 就
能够恢复出原动力学系统的运行规律.

m ≥ 2D + 1

τ

Takens定理[49] 指出找到状态空间嵌入维数的

下界, 即延迟坐标维数  (D为系统的维

数), 就能够在状态空间中恢复吸引子的动力学特

性 ,  重构出的状态空间与原系统保持微分同胚 .
Takens定理为混沌系统的分析与预测提供了坚实

的理论依据, 问题的关键在于如何选取合适的延迟

时间  和嵌入维数 m. 根据嵌入方式的不同, 状态

空间重构可分为均匀嵌入和非均匀嵌入两种方法.
τ

X(t)

均匀嵌入指延迟时间  设定为固定数值, 考虑

时间序列  , 根据 Takens定理建立重构的状态

空间为

X(t) = [X(t), X(t− τ), · · · , X(t− (m− 1)τ)]
(24)

τ

τ

τ

τ τw = (m− 1)τ

对于延迟时间  和嵌入维数 m的选取, 主要有两种

观点. 一种思想是分别选取延迟时间  和嵌入维数

m. 对于延迟时间的选择, 主要有自相关、互信息等

方法. 对于嵌入维数的选择, 主要有伪最近邻[55]、饱

和关联维数、Cao方法[56]、最小描述长度[57] 等方法.
另一种思想认为延迟时间  和嵌入维数 m是相关

的, 同时选择两个参数. Kugiumtzis[58] 提出了嵌入

窗口的概念, 即   和 m 由时间窗口  

决定. Kim等[59] 提出的 C-C方法常用于求解时间

窗口和延迟时间.
τ

X(t)

非均匀嵌入指延迟时间  选择不同的数值, 时
间序列  的状态空间为

X(t) = [X(t− τ1), X(t− τ2), · · · , X(t− τm)]
(25)

[τ1, τ2, · · · , τm]其中, 嵌入维数为 m, 延迟时间为   .
非均匀嵌入的状态空间能够完全描述原系统的动力

学特性, 同时保持嵌入变量之间相互独立, 即具有

低的冗余性. 相比于均匀嵌入, 非均匀嵌入能够用

更精简的状态变量描述原系统, 适合解决多变量系

统的重构问题. Vlachos等[47] 提出了基于联合互信

息的非均匀嵌入方法, Faes等[44] 提出了基于条件熵

的非均匀嵌入方法. 此外, 为了寻找最优的状态空

间, 合理的搜索策略是十分必要的, 常用方法有顺

序前向选择、遗传算法、蚁群优化算法[60] 等.

3.2.2    非线性相互依赖指标

非线性相互依赖指标 (Nonlinear interdepend-
ence measures)是基于状态空间重构和近邻距离的

方法, 用于判定因果关系的方向和大小. 对于两个

系统 X和 Y, 根据状态空间重构理论建立两个系统

70 自       动       化       学       报 47 卷



的状态空间.
X xn,xrn,1 ,xrn,2 , · · · ,

xrn,k
xn X

xn

对于状态空间  中的样本点 

 表示  在状态空间  中的 k个近邻点, 计算

 与 k个近邻点的欧氏距离平均值

R
(k)
n (X) =

1

k

k∑
j=1

∥∥xn − xrn,j

∥∥2 (26)

Y yn,ysn,1 ,ysn,2 , · · · ,
ysn,k

yn Y

X xn xsn,1 ,

xsn,2 , · · · ,xsn,k

对于状态空间   中的样本点  

 表示  在状态空间  中的 k个近邻点, 将其

映射到状态空间  中, 计算  与 k个近邻点 

 的欧氏距离平均值

R
(k)
n (X|Y ) =

1

k

k∑
j=1

∥∥xn − xsn,j

∥∥2 (27)

xn为了简化计算, 可以采用  与全部 N个样本点的

平均距离

Rn(X) =
1

N − 1

N∑
j=1

∥xn − xj∥2 (28)

非线性相互依赖指标为状态空间方法, 根据状

态空间的映射关系判断系统的因果关系. Arnhold等[61]

首先提出了指标 S, 定义为

SX→Y =
1

N

N∑
n=1

R
(k)
n (X)

R
(k)
n (X|Y )

(29)

0 < SX→Y ≤ 1 SX→Y

X Y SX→Y

X Y

SX→Y SY →X

根据定义可以得出,   . 当  趋近

于 0 时, 系统   和   相互独立; 当   明显大

于 0时, 存在由系统  到  的因果关系. 同时, 指
标 S是非对称的, 可以通过判定  和  的

大小, 分析出系统之间因果关系的强弱. 该方法具

有较强的鲁棒性, 并且能够检测出弱的因果关系.
Arnhold等[61] 提出了另一个指标 H, 定义为

HX→Y =
1

N

N∑
n=1

ln
Rn(X)

R
(k)
n (X|Y )

(30)

HX→Y HX→Y = 0

X Y HX→Y > 0

X Y

可以看出,   没有上界. 当  时, 系
统  和  完全独立; 当  时, 存在由系统

 到   的因果关系. 该方法同样具有较强的鲁棒

性, 对弱因果关系的灵敏度更高.
Quiroga等[62] 提出了第三个指标 N, 定义为

NX→Y =
1

N

N∑
n=1

Rn(X)−R
(k)
n (X|Y )

Rn(X)
(31)

NX→Y = 1 R
(k)
n (X|Y ) =0

R
(k)
n (X|Y ) ≥ R

(k)
n (Y )

R
(k)
n (Y ) =0, NX→Y < 1.

与指标 H相比, 指标 N采用了算术平均和标准化

操作.   的充要条件是  . 由

于   , 并且只有周期性系统满

足   所以对于一般系统   指

R
(k)
n (X|Y )标 N的大小主要由  决定, 受自相关性和

系统有限维数影响较大. Andrzejak 等[63] 提出了指

标M, 改进了指标 N的不足, 具体定义为

MX→Y =
1

N

N∑
n=1

Rn(X)−R
(k)
n (X|Y )

Rn(X)−R
(k)
n (X)

(32)

M∗
X→Y =

max {MX→Y , 0} [0, 1]

X Y

为了避免负值的产生, 将负数替换为 0, 即 

 . 因此, 指标M限制在  , 结果为

0表示系统  和  相互独立, 数值越大因果关系越强.

xn gn,j

∥xn − xj∥ (j = 1, 2, · · · , N, j ̸= n)

Y yn

X

G
(k)
n (X|Y ) =

1

k

∑k

j=1
gn,sn,j

Chicharro等[64] 提出了指标 L, 该方法采用秩

统计量代替距离统计量. 对于样本  , 令  表示

距离  在所有距离  中

的排序. 因此, 状态空间  中样本点  的 k个近邻

点映射到状态空间   时 ,  计算平均秩统计量为

 . 指标 L定义为

LX→Y =
1

N

N∑
n=1

Gn(X)−G
(k)
n (X|Y )

Gn(X)−G
(k)
n (X)

(33)

Gn(X) = n/2 G
(k)
n (X) = (k + 1)/2

[0, 1]

其中,   和  分别表

示全部样本和 k个近邻点的平均秩统计量. 与指标

M类似, 指标 L同样限制在  . 相比于基于距离

统计量的指标, 基于秩统计量的指标对定向耦合关

系具有更强的敏感性与特异性.

3.2.3    收敛交叉映射

Y X X

Y X Y

2012年, Sugihara等[65] 提出了收敛交叉映射

(Convergent cross mapping, CCM)方法, 论文发

表于 Science上, 引起国内外学者的广泛关注. 该方

法建立在非线性状态空间重构的基础上, 分析两个

系统之间的非线性因果关系, 其基本思想是: 如果

系统  对系统  有因果关系, 则认为系统  中包

含系统  的演化信息, 通过分析系统  和  重构

流形之间的相关性, 进而检测出系统之间的因果关系.
X(t) Y (t) M

X(t) Y (t),

τ

假设  和  分别为系统  投影于一维空

间产生的两个时间序列. 对于时间序列  和 

设重构流形的嵌入维数为 m, 延迟时间为  , 重构

出的状态空间为

X(t) = [X(t), X(t− τ), · · · , X (t− (m− 1)τ)]
(34)

Y (t) = [Y (t), Y (t− τ), · · · , Y (t− (m− 1)τ)]
(35)

X Y

M X X(i)

{X(i, k)}={X(i, 1),X(i, 2), · · ·,X(i,m)} ,
Y {Y (i, k)}

Y (i)

根据状态空间重构理论[49], 重构流形  、  与系统

 是微分同胚的. 在系统  中寻找样本  的 m
个近邻点  

将其映射到流形  中, 对应的样本点为  ,
计算  的估计值
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Ŷ (i) =

m∑
k=1

wkY (i, k) (36)

其中

uk = exp
(
−∥X(i)−X(i, k)∥
∥X(i)−X(i, 1)∥

)
wk =

uk
m∑

k=1

uk

∥·∥ Ŷ (t) Y (t)

X Y Ŷ (t) Y (t)

  表示样本之间的欧氏距离. 定义  为  从

流形  到  的交叉映射, 计算  与  的相关

系数, 相关系数计算公式为

r =

L∑
i=1

(
Y (i)− Ȳ (i)

) (
Ŷ (i)− ¯̂

Y (i)
)

√√√√ L∑
i=1

(
Y (i)− Ȳ (i)

)2 L∑
i=1

(
Ŷ (i)− ¯̂

Y (i)
)2

(37)

Ŷ (t) Y (t)

[0, 1] Y X

随着样本长度 L增加,   逐渐收敛于  , 最终

相关系数收敛到  , 表明存在由系统  到系统 

的因果关系.

X Y

X X(i)

Y Y (i)

Y X

图 1给出了收敛交叉映射的基本原理示意图,
建立了两个系统  和  之间的交叉映射. 如图 1(a)
所示, 流形  中的样本点  及其邻近点映射到

流形  中, 对应邻近点收敛于样本点  , 则表明

存在由系统  到系统  的因果关系; 如图 1(b)所
示, 经过交叉映射, 邻近点呈现发散现象, 则不存在

Y X由系统  到系统  的因果关系.

4    时间序列因果模型的对比及应用

本文的研究对象为多元时间序列, 前面详细介

绍了三类时间序列因果分析模型, 分别为 Granger
因果关系分析、基于信息理论的因果分析和基于状

态空间的因果分析. 三类方法分别从不同的角度提

出, 本节将总结每类方法的优势、不足以及适用范

围, 并讨论存在的问题和未来发展方向. 然后, 针对

不同的应用领域, 分别介绍时间序列因果分析模型

的典型应用, 并进一步明确模型的适用范围.

4.1    因果分析模型对比与发展方向

针对不同维数、特性的时间序列, Granger因果

分析模型、基于信息理论的因果模型和基于状态空

间的因果模型具有特定的适用范围, 例如传统的

Granger因果模型只能分析二变量线性因果关系,
转移熵可以分析二变量非线性因果关系, 收敛交叉

映射能够实现二变量非线性时间序列的因果分析.
下面详细分析三类因果模型的适用范围、存在的问

题以及发展方向, 表 3给出了三类方法对非线性、

多变量和非平稳时间序列因果分析的应用情况.
从表 3可以看出, 随着研究的深入, 时间序列

因果模型的适用范围由二变量、线性因果向多变

量、非线性因果发展. 此外, 少数因果模型突破了对

时间序列平稳性的要求, 能够实现对非平稳时间序列

的因果分析. 下面, 分别对三类方法进行具体对比

分析.

O
(
m2n2

)
O (mn)

O
(
l2m2n2

)
O
(
lm2n2

)

1) Granger因果关系分析方法应用十分广泛,
其建立在时间序列模型的基础上, 形式简单且具有

很强的可解释性. 然而, Granger因果分析方法是一

种定性的因果分析模型, 不能根据检验结果直接判

断因果关系的强弱. Granger因果分析是基于模型

的方法, 因此对于时间序列模型阶数的确定是一个

至关重要的问题, 常用的确定模型阶数的方法有

AIC (Akaike information criterion)、BIC (Bay-
esian information criterion)等信息准则. 由于时间

序列模型的参数较多, 因此在进行 Granger因果检

验时, 计算复杂度较高. 例如, 对于具有 n个样本的

时间序列 X和 Y, 建立一个模型阶数为 m的 VAR
模型的计算复杂度介于   到   之间 .

对 l个时间序列进行两两因果分析, 计算复杂度将

达到  , Lasso-Granger因果模型可以将

计算复杂度降为  [26]. 此外, Granger因果

模型的应用对象是平稳时间序列, 因此在进行Gran-
ger因果检验之前, 需要对时间序列进行平稳性检

 

(b)

(a)

x (t−t)

x (t)

y (t−t)

y (t)

x (t−t)

x (t)

y (t−t)

y (t)

 

图 1    收敛交叉映射基本原理示意图

Fig. 1    Schematic diagram of the basic principle of
convergence cross mapping
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验和平稳化. 学者提出了非平稳时间序列的因果分

析模型[66], 在 VAR模型中引入时变参数, 实现了非

平稳时间序列的因果关系分析. 随着时间序列数据

维度和规模的不断增加, 挖掘复杂环境下时间序列

存在的因果关系, 是当前面临的重要挑战. 因此,
Granger因果模型未来将着重解决非线性、多变量、

非平稳等复杂环境的因果分析, 同时提高模型的计

算效率.
2) 基于信息理论的因果模型是一类定量分析

方法, 通过建立评价函数实现对时间序列因果关系

的定量描述. 该方法只需要计算信息指标就可以得

出因果分析结果, 对于低维复杂系统, 其分析结果

明显优于只能定性分析的 Granger因果模型. 此类

方法也是建立在平稳时间序列的基础之上, 对于非

平稳时间序列, 有学者应用符号转移熵实现非平稳

时间序列的因果分析, 它将输入变量转化为秩向量,

为非平稳时间序列的因果分析提供了指导性思想.
虽然基于信息理论的因果分析方法形式简单, 但嵌

入变量的选择需要进行深入研究, 文献 [67]对基于

信息理论的因果模型的参数求解做了详细分析. 在
实际的应用中, 信息测度需要计算概率密度函数,
当变量维数增加时, 其计算复杂度增加, 计算精度

下降. 因此, 未来我们需要重点关注条件变量的选

取, 通过合理选取条件变量, 达到简化计算的目的.
3) 状态空间模型是一类基于模型的方法, 根据

模型内部信号的作用方向判断因果关系, 该方法需

要预先假设模型结构, 对于非线性时间序列的因果

分析能力较弱. 随着状态空间重构理论的提出, 使
得非线性系统的分析与建模更为便捷, 出现了基于

状态空间的因果分析方法. 此类方法在非线性因果

分析问题上具有很好的效果, 特别是小规模、短期

时间序列的因果关系分析[68]. Clark等[69] 提出了多

 
表 3    因果分析方法应用范围比较

Table 3    Comparison of application range of causality analysis methods

研究者 方法名称 非线性 多变量 非平稳 文献

Granger Granger 因果指数 [15]

Geweke 条件 Granger 因果指数 √ [23]

Chen 等 条件扩展 Granger 因果指数 √ √ [24]

Siggiridou 等 限制条件 Granger 因果指数 √ √ [25]

Arnold 等 Lasso-Granger 因果模型 √ [26]

Shojaie 等 截断 Lasso-Granger 因果模型 √ [27]

Bolstad 等 Grouped-Lasso-Granger 因果模型 √ [28]

Yang 等 Grouped-Lasso 非线性条件 Granger 因果模型 √ √ [29]

Ancona 等 RBF-Granger 因果模型 √ [30]

Marinazzo 等 Kernel-Granger 因果模型 √ √ [31−32]

Wu 等 KCCA-Granger 因果模型 √ √ [33]

Hu 等 Copula-Granger 因果模型 √ √ [34]

Montalto 等 NN-Granger 因果模型 √ √ [35]

Geweke Spectral-Granger 因果模型 √ [23]

Baccalá 等 偏定向相干性 √ [36]

Kamiński 等 直接传递函数 √ [37]

Schreiber 转移熵 √ [40]

Staniek 等 符号转移熵 √ √ [42]

Kugiumtzis 偏符号转移熵 √ √ √ [43]

Faes 等 条件熵 √ √ [44]

Frenzel 等 偏互信息 √ √ [45]

Kugiumtzis 基于混合嵌入的偏互信息 √ √ [46]

Arnhold 等 非线性相互依赖指标 S 和 H √ [61]

Quiroga 等 非线性相互依赖指标 N √ [62]

Andrzejak 等 非线性相互依赖指标 M √ [63]

Chicharro 等 非线性相互依赖指标 L √ √ [64]

Sugihara 等 收敛交叉映射 √ [65]
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空间收敛交叉映射, 能够分析出小数据量时间序列

(长度小于 10)之间存在的因果关系. 基于状态空间

的因果分析方法具有较强的因果识别能力, 如收敛

交叉映射对于弱耦合系统的因果关系的灵敏度较

高, 但在强耦合系统可能会产生错误结果[18]. 然而,
该方法建立在状态空间基础上, 根据样本点的邻域

信息分析因果关系, 受到噪声点的影响较大[70], 严
重影响分析结果的准确性, 需要提升方法的抗噪能

力. 此外, 该方法常用于分析两个系统之间的直接

因果关系, 将其扩展至分析多个系统的因果关系,
是未来的研究方向.

4.2    应用

多元时间序列的因果关系分析技术广泛应用于

自然、医学、社会科学等领域, 在日常生活中发挥着

重要作用, 已经成为大规模数据挖掘的重要手段.
不同领域的时间序列具有不同的特性, 下面具体介

绍时间序列因果分析在不同领域的典型应用, 并进

一步讨论模型的适用范围.

2 3 2

在自然界中, 气象、水文、环境等系统的内部和

系统之间具有复杂的驱动响应关系, 借助于时间序

列因果分析手段, 有助于揭示系统的运行规律, 模
拟和预测自然现象的未来发展趋势. 例如, 随着经

济快速发展, 以雾霾为代表的大气污染已经成为主

要环境问题之一, 我国积极参与一系列国际大气污

染防治的公约和协议, 并制定了具体措施和监管机

制. 然而, 雾霾的成因十分复杂, 以 PM2.5空气质

量指数为例, 其浓度不仅受到 NO  、CO、O  、SO 

等大气污染物的影响, 而且受到气温、气压、湿度、

风速、风向等环境变量的影响, 如果分析出 PM2.5
的主要污染物和生成机理, 能够为国家治理大气污

染以及各地制定针对性的治理手段发挥重要作用.
因果分析方法能够利用一定范围内的观测序列, 快
速识别 PM2.5与影响变量之间的因果关系, 判断主

要影响因素, 从而为决策与调控提供理论依据 [71].
此外, 在其他实际问题中, 因果分析方法同样发挥

了重要作用. Liang[72] 通过建立回归模型, 研究了厄

尔尼诺和印度洋偶极子两个气象子系统的因果关

系, 确定了系统之间的非对称因果关系. Faybishen-
ko[73] 应用条件 Granger因果分析方法, 分析具有非

线性混沌特性的水文过程, 并建立了时空分布的因

果循环图. Zhu等[74] 将 Granger因果分析扩展到时

空空间, 分析气象、交通等影响变量对空气质量的

影响. Sugihara等[65] 在状态空间重构理论的基础

上, 提出了收敛交叉映射, 分析复杂生态系统的因

果关系. Chen等[75] 应用收敛交叉映射方法, 分析京

津冀区域气象因子与 PM2.5浓度的因果关系, 得出

定量的分析结果 .  基于以上研究成果可以看出 ,
Granger因果分析方法广泛用于自然界复杂系统的

因果分析, 通过建立时间序列模型, 从可预测性角

度评价因果关系. 此外, 收敛交叉映射是针对生态

系统提出的因果分析模型, 目前在气象、环境等自

然领域取得了很好的应用效果.

Lp

在医学领域, 随着信息采集和存储技术的不断

发展, 医学信号的分析与判别是一项十分复杂的工

作, 在医疗辅助决策中发挥着重要作用, 因此时间

序列分析方法在医学领域具有广阔的应用前景. 例
如, 常见的脑部神经疾病癫痫, 由大脑皮层神经元

异常放电引起, 其发病机制十分复杂. 脑电信号是

鉴别癫痫病是否发作的重要依据, 从多通道脑电信

号的功能性连接的角度, 建立癫痫发作期大脑不同

区域神经活动的因果关系网络, 能够有效定位癫痫

病灶, 对癫痫发作机理的研究具有重要价值. 近年

来, 应用时域和频域 Granger因果分析方法, 为癫

痫病的诊断和手术治疗提供了有力保障 [76]. 此外,
在其他医学研究中, 因果分析方法同样取得了突出

成果. Dhamala等[77]应用二变量和条件 Granger因
果分析方法, 分析猴子大脑局部场电位信号的因果

关系, 研究感觉运动任务. Wu等[78] 提出了一种基

于扩展典型相关分析的多变量 Granger因果分析

方法, 分析癫痫病患者的大脑皮层和深层脑电信号

的网络连接. Li 等 [ 79 ] 提出了一种基于   范数的

Granger因果分析方法, 应用于包含眼电伪迹的脑

电信号分析, 能够有效消除干扰并还原网络结构.
Hu等[80] 提出了一种基于 Copula的 Granger因果

分析方法, 应用于神经脉冲序列数据, 揭示脉冲序

列的非线性、高阶因果关系. Faes等[81] 应用具有特

定延迟变量的转移熵指标, 度量心血管和心肺系统

的信息转移 ,  并得出确定的方向、大小和时间 .
Wang等[82] 根据定向信息建立因果分析模型, 应用

于功能性磁共振成像数据分析, 很好地反映出非线

性因果关系. Heskamp等[83] 采用具有非线性分析能

力的收敛交叉映射, 定性分析大脑自动调节能力.
综上所述, Granger因果分析方法广泛应用于脑电

等生理学时间序列, 其中频域 Granger因果模型能

够更好地刻画神经动力学系统, 在医学领域的因果

分析中占据重要位置. 由于医学信号通常包含大量

噪声且具有非平稳特性, 基于信息理论的因果分析

方法适用于解决此类问题, 取得了很好的应用效果.
在社会科学领域, 金融、能源等序列的分析与

预测具有十分重要的战略意义, 并且受到政治、经

济、气候变化等多个因素的共同影响, 借助于时间
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序列因果关系分析技术, 进行准确的定性分析与定

量预测是重要的研究内容. 例如, 我国人口众多、经

济快速发展, 导致能源需求巨大, 节能减排已经成

为国家战略, 是维持可持续发展的长远之计. 然而,
节能减排必须注重社会效益和环境效益的均衡, 关
于能源消耗与经济增长相互影响关系的研究具有重

要意义. 因果分析方法在经济学领域发挥着重要作

用, 合理解释能源消耗与经济增长之间的因果关系,
能够为节能减排政策的制定提供理论指导, 在可持

续发展和国民经济建设方面具有重要意义[84]. 目前,
因果分析方法在社会科学领域取得了广泛应用. Zhou
等[85] 应用 Granger因果分析方法, 调查中国的经济

结构、能源消费结构、收入、城市化、外商直接投资

和贸易总额等变量对中国二氧化碳排放量的影响.
Rafindadi等[86] 提出采用向量误差修正和 Granger
因果分析模型, 评价可再生能源消费对德国经济增

长的影响. Tiwari[87] 应用频域 Granger因果分析方

法, 定性分析生产商的批发价格指数与消费者物价

指数之间的相互作用, 得到二者之间的双向因果关

系. Bekiros等[88] 应用转移熵和复杂网络理论, 研究

美国股票和商品期货市场之间的动态因果关系 .
Papana等[89] 提出了一种基于偏转移熵的因果分析

方法, 并成功应用于非平稳金融时间序列分析. 根
据上述研究成果可以发现, Granger因果分析模型

最早在金融领域取得突破, 目前仍然在社会科学领

域发挥着重要作用. 另外, 金融时间序列同样具有

非平稳特性, 基于信息理论的因果模型在金融领域

具有广阔的应用前景.

5    总结与展望

随着海量时间序列的出现, 时间序列因果关系

分析已经成为当前的研究热点. 首先, 本文对多元

时间序列因果分析的研究现状进行了详细的综述,
包括三类典型方法. 第 1类方法是 Granger因果关

系分析, 从可预测性角度出发, 根据时间序列模型

预测结果定性分析因果关系, 该方法易于操作且可

解释性强. 第 2类方法是基于信息理论的因果分析,
根据信息测度建立因果关系评价指标, 定量分析时

间序列的因果关系, 对时间序列的类型没有特殊要

求, 具有广泛的适用范围. 第 3类方法是基于状态

空间的因果分析, 根据重构状态空间的映射关系,
定量评价两个系统之间的因果关系强弱, 在非线性

系统因果分析问题上具有很好的效果. 然后, 对三

类方法的代表性模型进行了对比分析, 并指出每类

方法适用范围、存在的主要问题和发展方向. 最后,
本文总结了因果分析方法在自然、医学、社会科学

领域的实际应用, 并进一步讨论了模型的适用范围.
根据因果分析模型的适用范围, 可以将其划分

为线性和非线性、二变量和多变量等不同类型方法,
随着研究的深入, 当前因果分析方法主要面向非线

性、多变量、非平稳系统. 对于今后的研究工作可以

从以下几个方向展开:
1) 针对非线性因果关系分析, 可以从三个角度

展开研究: a)根据 Granger提出的可预测性理论,
建立非线性预测模型, 如核方法、神经网络等; b)基
于非线性相关性指标建立因果关系模型, 如互信

息、Copula分析等; c)根据非线性状态空间重构理

论, 应用状态空间模型建立因果关系. 在实际应用

中, 采用几种不同方法的组合, 能够实现对复杂系

统的非线性因果关系分析.
2) 针对多变量因果关系分析, 可以从两个角度

展开研究: a)建立多变量回归模型, 根据 Granger
因果理论分析多变量系统因果关系; b)引入条件变

量, 从条件概率的角度建立多变量因果关系指标.
目前, 大部分研究成果集中于二维或多维变量的因

果分析, 对于高维或超高维时间序列的因果分析缺

少有效的处理手段. 借助于稀疏化建模等技术手段,
展开对海量数据的因果分析, 是未来的重点研究内

容之一.
3)针对非平稳时间序列的因果关系分析, 可以

从以下两个方面展开研究: a)对时间序列本身进行

处理, 实现平稳化, 如差分方法、符号化等, 然后对

平稳化后的时间序列进行因果关系分析; b)建立时

变的回归模型, 实现非平稳时间序列的因果关系分

析, 如时变广义部分有向相干方法. 建立时变参数

模型对非平稳时间序列进行因果关系分析是未来的

一个研究方向.
4) 对系统的历史信息或状态空间的选择, 严重

影响因果分析的结果. 对于 Granger因果模型, 确
定模型的阶数, 应用输入变量选择算法构建合适的

输入变量, 能够有效提高因果分析的准确性. 对于

基于状态空间的因果分析指标及模型, 应用非均匀

嵌入方法建立状态空间, 有助于降低模型的复杂度,
提高因果分析的计算精度.
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