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数据驱动的复杂磨矿过程运行优化控制方法

代 伟 1 柴天佑 1, 2

摘 要 针对赤铁矿磨矿过程的磨矿粒度 (Grinding particle size, GPS) 与控制回路输出之间的动态特性难以用数学模型描

述, 且磨矿粒度不能在线测量, 并受矿石成分与性质频繁波动干扰, 难以采用已有运行优化方法的难题, 结合磨矿过程的特点,

利用数据, 采用神经网络, 提出由回路预设定值优化、性能指标估计、优化设定值评价以及磨矿粒度软测量组成的数据驱动的

磨矿过程运行优化控制方法. 该方法由磨矿粒度软测量估计矿浆粒度, 通过回路预设定值优化模块求得使性能指标估计值接

近最优值的回路预设定值, 经优化设定值评估产生回路设定值, 最后通过控制回路跟踪设定值, 将矿浆粒度控制在目标值范围

内并尽可能的接近目标值. 通过研制的运行优化与控制研究平台, 采用实际运行数据进行仿真实验, 表明所提方法的有效性.
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Data-driven Optimal Operational Control of Complex Grinding Processes

DAI Wei1 CHAI Tian-You1, 2

Abstract For hematite grinding processes, it is not only difficult to describe the dynamics between grinding particle size

(GPS) and control loop outputs by using mathematical formulas, but also impossible to measure the GPS online. Moreover,

the process is sensitively influenced by the frequent fluctuation of ore compositions and properties. The above practical

problems make the existing control methods unable to be applied. In this paper, a data-driven optimal operational control

approach, which consists of loop pre-setting optimizer, performance index estimator, optimum setpoints critic, and GPS

soft-sensor, is proposed by using neural network. In this approach, the GPS is estimated by the GPS soft-sensor first,

then the loop pre-setting optimizer generates the optimum loop pre-setting values by making performance index estimate

close to its optimal value. Finally, via the optimum setpoints critic the optimal setpoint is obtained. With the help of

the control loops, the GPS can be maintained inside its desired range, and close to its target value as much as possible.

Experiments using a developed research platform of optimal operational control are carried out with real time data to

show the effectiveness of the proposed method.
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磨矿过程作为选矿厂的重要工序, 承担着为后
续选别作业提供合格矿浆的任务, 其矿浆粒度直接
关系到选别作业的精矿品位和金属回收率, 从而影
响全厂的经济技术指标[1]. 因此, 磨矿生产过程运行
优化控制的目标就是在保证生产安全运行的条件下,
实现对磨矿粒度 (Grinding particle size, GPS) 的
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优化控制.
在磨矿过程中, 磨矿粒度与磨机给矿量、入口给

水流量以及分级机溢流浓度密切相关, 普遍采用两
层结构对其进行控制. 上层控制用于给出三个控制
回路设定值, 底层控制用于跟踪回路设定值.
目前, 美国、智利、加拿大等先进的选矿厂普

遍采用由一段棒磨开路与二段球磨 –旋流器闭路所
组成的磨矿生产工艺. 其铁矿石品位高、粒度嵌布
均匀、成份与性质稳定. 生产过程平稳, 能够建立
过程近似模型. 因此可通过实时优化 (Real time
optimization, RTO)[2]、模型预测控制 (Model pre-
dictive control, MPC)[3−4] 与多变量解耦控制[5−7]

等基于模型的方法给出回路设定值, 实现对磨矿粒
度的控制. 如文献 [2] 利用所建立的静态模型, 采用
RTO 方法调整控制回路的设定值, 仿真验证了方法
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的有效性. 然而, 由于 RTO 采用静态模型, 其只能
在被控对象达到稳态的时候才能进行优化. 当干扰
发生时, 无法及时处理. 为实现磨矿粒度的实时闭环
优化, 文献 [3−4] 在所建立的磨矿粒度近似动态模
型基础上, 采用MPC 方法在线调整回路设定值. 文
献 [5] 将多变量解耦控制方法扩展到回路设定层, 并
给出了控制器的设计方法及稳定性证明. 文献 [6] 针
对磨矿粒度宜受随机干扰影响的问题, 提出基于干
扰观测器的磨矿过程多变量解耦控制方法. 文献 [7]
进一步将多变量干扰观测器与模型预测控制相结合,
用于解决工业过程的运行控制问题, 并在磨矿过程
中进行了应用验证.
我国铁矿资源丰富, 但难选的赤铁矿所占比重

很大, 与国外优质的铁矿石相比, 具有品位低、成分
与性质不稳定、细粒嵌布且不均匀的特点[8]. 其一
段磨矿常采用球磨 –螺旋分级机所组成的闭路生产
工艺. 由于赤铁矿粒度分布与硬度等参数的频繁变
化[9], 使得系统运行工况不稳定、动态时变, 难以建
立其过程模型, 因此上述基于模型方法[2−7] 无法处

理赤铁矿运行优化问题. 近年来, 智能技术由于其具
有自学习、自适应、不依赖显式模型的特点, 被逐渐
应用在赤铁矿磨矿过程. 如文献 [10] 通过分析操作
员的操作经验、历史运行数据建立了基于专家规则

的回路设定智能控制器. 文献 [11] 针对缺乏在线粒
度检测设备的赤铁矿磨矿过程, 提出了由粒度软测
量模型、回路预设定模型、前馈与反馈补偿器、过负

荷诊断与调节器组成的智能运行控制方法, 工业试
验表明其有效性. 然而, 上述智能磨矿运行控制方法
必须依靠操作员的人工经验, 难以实现对粒度的优

化控制.
本文充分利用赤铁矿磨矿过程的特点, 借鉴复

杂工业过程运行控制[12−14] 的结构, 结合执行依赖
启发式动态规划[15−18] 的思想, 采用神经网络[19], 提
出一种由回路预设定值优化模块、性能指标估计模

块、优化设定值评价模块以及磨矿粒度软测量模块

组成的数据驱动的磨矿过程运行优化控制方法, 在
运行优化与控制方法研究平台上通过实际运行数据

进行实验研究, 说明了方法的有效性.

1 磨矿过程运行优化控制的问题描述

1.1 磨矿过程描述

赤铁矿一段闭路磨矿过程由格子型球磨机、螺

旋分级机、电振给矿机以及若干仪表和执行器组成,
如图 1 所示. 首先原矿和一定比例的水分别由电振
给矿机和送水管路给入球磨机进行研磨, 经研磨后
的矿浆从磨机出口处排出进入螺旋分级机分选, 粗
粒级返回至球磨机再磨, 细粒级由螺旋分级机处溢
流出去, 形成磨矿粒度合格的矿浆到选别工序.

磨矿生产过程中, 磨机给矿量 y1(k)、磨机入口
给水流量 y2(k) 与分级机溢流浓度 y3(k) 以给矿机
电振频率 u1(k), 磨机入口给水流量阀门开度 u2(k)
与分级机补加水阀门开度 u3(k) 为输入, 采用 PI 控
制器使其跟踪设定值, 从而实现对磨矿粒度 (%, <

74 µm) 的控制.

1.2 磨矿过程运行优化控制问题描述

实际生产过程中通常希望将磨矿粒度控制在

rmin ≤ r(k) ≤ rmax 的工艺要求范围内, 并尽可能地

图 1 赤铁矿一段闭路磨矿过程工艺流程

Fig. 1 Schematic diagram of one stage hematite grinding closed-circuit
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接近一个目标值 r∗. 因此, 控制的目标就是在保
证生产约束 (y∗i, min ≤ yi(k) ≤ y∗i, max, i = 1, 2, 3)
的条件下, 根据工况变化决策出适宜的回路设定值
y∗i (k), i = 1, 2, 3, 并通过控制回路跟踪设定值, 从而
将磨矿粒度 r(k) 控制在所要求的范围内, 并使磨矿
粒度偏差的累积和最小. 上述磨矿过程运行优化控
制问题可描述为

1) 性能指标

minJ(k) =
1
2

∞∑
i=k+1

γi−k−1(r(i)− r∗)2 (1)

2) 约束方程

r(k + 1) = F (r(k), yyy(k), ccc(k)) (2)

rmin ≤ r(k) ≤ rmax (3)

y∗i, min ≤ yi(k) ≤ y∗i, max, i = 1, 2, 3 (4)

3) 控制输出

yi(k), i = 1, 2, 3

其中, 式 (2) 为磨矿粒度的非线性动态模型, F (·) 表
示非线性函数, yyy(k) = [y1(k), y2(k), y3(k)]T ∈ R3

为控制回路过程变量, ccc(k) = [c1(k), c2(k)]T ∈ R2,
c1(k) 与 c2(k) 分别为磨机与螺旋分级机的电流; 式
(3) 和式 (4) 表示系统的输入和输出约束; min 表示
下限, max 表示上限; γ 为加权因子.

影响磨矿粒度的主要因素除三个控制回路

yi(k), i = 1, 2, 3 外, 还包括原矿粒度 B1、原矿

硬度 B2 以及球磨机与螺旋分级机的结构参数 Φ.
其中, B1、B2 与 Φ 的变化难以使用直接检测手段进
行精确描述, 但其影响可通过 y3(k)、c1(k) 和 c2(k)
近似反映. 因此, 磨矿过程矿浆粒度的动态模型可用
非线性表达式 (2) 来表示.
然而, 由于赤铁矿磨矿过程存在以下的复杂特

性, 使得动态模型 (2) 难以用精确数学模型描述.
1) 非线性: 当磨机排矿各项参数 (流量、粒度、

浓度等) 稳定时, 矿浆粒度 r(k) 与 y3(k) 之间呈如
图 2 所示的非线性特性.

2) 不确定性: 由于生产过程中 B1 与 B2 频繁

大范围变化造成磨机排矿参数波动, 导致图 2 所示
的非线性特性难以用精确量表示.

3) 时变性: 磨机内钢球与衬板、分级机金属螺
旋片的磨损等因素使得磨矿过程结构参数 Φ 缓慢变
化, 导致其过程动态具有时变特性.

此外, 由于赤铁矿粒级宽、成份复杂且不稳定,
国外先进的粒度检测仪难以精确检测, 并且极容易
堵塞和结巴, 因此无法应用于我国赤铁矿磨矿过程.

图 2 矿浆粒度与溢流浓度的非线性关系

Fig. 2 Nonlinear relationship between overflow

density and overflow particle size

综上所述, 赤铁矿磨矿过程存在非线性, 动态模
型难以建立, 且磨矿粒度不能在线测量, 并受矿石成
分与性质频繁波动干扰的综合复杂特性. 因此, 现有
的基于模型与智能的优化控制方法难以解决赤铁矿

磨矿粒度的优化控制问题 (1)∼ (4).

1.3 磨矿过程人工控制的现状

目前, 大多数赤铁矿磨矿过程仍采用如图 1 所
示的人工控制方式. 当化验的矿浆粒度过粗或过细
时, 操作员通常根据化验值 r(T ) 与目标值 r∗ 及上
下限 (rmin, rmax), 并通过观察磨机出口排矿、分级
机溢流矿浆以及磨音的情况, 凭借经验调整回路设
定值. 在化验期间, 操作员需要经常通过观察矿浆的
颜色, 或直接用手触摸矿浆来估计矿浆粒度以调整
回路设定值. 然而, 由于 B1 与 B2 频繁变化, 操作
员常常无法及时准确地调整回路设定值, 从而导致
矿浆粒度超出其上下限, 甚至导致磨机 “欠负荷” 或
“胀肚” 等异常工况的发生.

2 数据驱动的运行优化控制方法

2.1 运行优化控制策略

赤铁矿磨矿过程工艺要求将每一时刻的磨矿粒

度偏差控制在一个可接受的目标值范围内, 即

|r(k)− r∗| ≤ ε

ε > 0 为工艺确定的理想偏差界. 由此可得粒度偏
差

`(k) =
1
2
(r(k)− r∗)2 (5)

的理想目标值 `∗(k) ≤ ε2/2, k = 1, 2, · · · ,∞. 从而
可计算出期望的性能指标 J∗(k) 为

J*(k) =
∞∑

i=k+1

γi−k−1`∗(i) =

`*(k + 1) + γ`*(k + 2) + γ2`*(k + 3) + · · · ≤
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ε2

2
+ γ

ε2

2
+ γ2 ε2

2
+ · · · ≤ lim

n→∞
1− γn

1− γ
× ε2

2
(6)

由于 0 < γ < 1, limn→∞ γn = 0, 可得:

J*(k) ≤ ε2

2 (1− γ)
(7)

因此 J∗(k) 存在上界, 且由工艺参数 ε 确定. 本
文充分利用这一特性, 并参考复杂工业过程运行控
制[12−14] 结构, 结合执行依赖启发式动态规划[15−18]

思想, 提出了如图 3 所示的由磨矿粒度软测量模块、
回路预设定值优化模块、性能指标估计模块以及优

化设定值评价模块组成的数据驱动的磨矿过程运行

优化控制方法, 用于给出回路设定值.
1) 磨矿粒度软测量模块. 根据 k 与 k − 1 时刻

的三个控制回路被控变量, 以及磨机与螺旋分级机
电流的实际值, 并结合 k− 1 时刻估计出的磨矿粒度
r̂(k − 1), 给出 k 时刻的磨矿粒度估计值 r̂(k).

2) 回路预设定值优化模块. 根据磨矿粒度目标
值 r∗, k 时刻三个控制回路被控变量, 以及磨机与
螺旋分级机电流的实际值, 产生使性能指标估计值
Ĵ(k) 接近期望值 J∗(k) 的回路预设定值 ȳ∗i (k), i =
1, 2, 3.

3) 性能指标估计模块. 根据回路预设定值优化
模块给出的回路预设定值 ȳ∗i (k), i = 1, 2, 3, 以及 k

时刻磨机与螺旋分级机电流的实际值, 计算性能指
标 J(k) 的估计值 Ĵ(k).

4) 优化设定值评价模块. 根据控制目标与生产

约束, 对回路预设定值 ȳ∗i (k), i = 1, 2, 3 与性能指标
估计值 Ĵ(k) 进行综合评价, 决策出 k 时刻的控制回

路设定值 y∗i (k), i = 1, 2, 3.
底层三个控制回路用于跟踪设定值, 使系统运

行在最佳工况, 从而实现控制目标 (1). 通常, 上层
运行优化控制周期 T1 为底层回路控制周期 T2 的整

数倍, 即 T1 = mT2, m ∈ Z+. 对于 m 的选取应满

足在上层的一个控制周期内底层回路控制能够从一

个稳态到达另一个稳态的条件.

2.2 运行优化控制算法

实现上述控制策略的数据驱动的控制算法如下.

2.2.1 粒度软测量

从第 1.2节的分析可以看出,磨矿粒度与磨机给
矿量 y1、磨机入口给水流量 y2、分级机溢流浓度 y3、

磨机电流 c1 以及分级机电流 c2 密切相关, 且具有
一定的时滞特性, 因此, k 时刻的矿浆粒度可用如下

非线性函数表示:

r(k) = ϕ1(y1(k), y2(k), y3(k), c1(k), c2(k),y1(k−1),

y2(k−1), y3(k−1), c1(k−1), c2(k−1), r̂(k−1))
(8)

设ΘΘΘ(k) = [y1(k), y2(k), y3(k), c1(k), c2(k), y1(k −
1), y2(k−1), y3(k−1), c1(k−1), c2(k−1), r̂(k−1)]T

为模型的输入; ϕ1(·) 为未知的非线性函数. 由于
ΘΘΘ(k) 与 r(k) 的定义域均是有界闭集, 因此可采用
具有万能逼近特性的三层神经网络对 ϕ1(·) 进行逼
近, 网络模型为

图 3 磨矿过程的运行优化控制策略

Fig. 3 Optimal operational control scheme of the grinding process
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r̂(k) = ωωω1
T(k)

[
1;σ(vvv1

T(k)[1;ΘΘΘ(k)])
]

(9)

其中, σ(·) ∈ Rh1 为激活函数, [σ(z)]q= (ezq−e−zq)/
(ezq+e−zq), q = 1, 2, · · · , h1; 1 + h1 为隐含层层数;
ωωω1(k) ∈ R1+h1 , vvv1(k) ∈ R12×h1 其分别为隐含层到

输出层和输入层到隐含层的权值.
注 1. 输入层与隐含层的常数 1 所对应的网络

权值分别可认为是隐含层和输出层的门限.
为了保证软测量的精度, 要求当得到矿浆粒度

化验数据后, 根据软测量值 r̂(T ) 与化验值 r(T ) 的
偏差来调整网络权值 ωωω1 与 vvv1, 算法如下:

ωωω1(T + 1) = ωωω1(T )− l1

[
∂E1(T )
∂ωωω1(T )

]
(10)

vvv1(T + 1) = vvv1(T )− l1

[
∂E1(T )
∂vvv1(T )

]
(11)

其中

E1(T ) =
1
2
e1(T )2 (12)

e1(T ) = r̂(T )− r(T ) (13)

T 为化验时间常数, 一般化验周期是上层设定控制
周期的 n 倍, n ∈ Z+; l1 为学习率, 为了加快网络的
收敛, 本文采用变学习率模型:

l1(k) = exp(−α)l1(k − 1) (14)

当软测量误差满足

|r̂(T )− r(T )| ≤ ε1 (15)

时神经网络学习停止, 其中 ε1 > 0 为训练误差的界.

2.2.2 回路预设定值优化

回路预设定值 ȳ∗i (k), i = 1, 2, 3 与矿浆粒度目
标值 r∗、软测量值 r̂(k)、控制回路的实际值 y∗i (k), i

= 1, 2, 3, 以及磨机电流 c1(k)与分级机电流值 c2(k)
存在如下的函数关系:

(y∗1(k), y∗2(k), y∗3(k)) =

ϕ2 (c1(k), c2(k), y1(k), y2(k), y3(k), r̂(k), r∗(k))
(16)

设 fff(k) = [c1(k), c2(k), y1(k), y2(k), y3(k), r̂(k),
r∗(k)]T 为模型的输入; ϕ2(·) 为非线性函数, 表示最
优的回路预设定控制率, 本文采用如下的神经网络
模型实现:

[ȳ∗1(k),ȳ∗2(k), ȳ∗3(k)]T =

ωωω2
T(k)[1;σ(vvv2

T(k)[1;fff(k)])] (17)

其中, ωωω2(k) ∈ R(1+h2)×3 与 vvv2(k) ∈ R8×h2 为网络

权值, 1 + h2 为隐含层层数.
利用梯度下降学习算法, 采用基于性能指标估

计值 Ĵ(k) 与期望值 J∗(k) 偏差的误差函数, 即

e2(k) = Ĵ(k)− J∗(k) (18)

通过最小化目标函数

E2(k) =
1
2
e2(k)2 (19)

更新权值ωωω2 与 vvv2, 使神经网络逼近最优的回路预设
定控制率, 从而得到回路预设定值 ȳ∗i (k), i = 1, 2, 3.
其中, Ĵ(k) 由以下性能指标估计模块给出. 定义 l2
为梯度算法的学习率, 其模型与 l1 相同.

为了保证磨矿运行优化控制的理想目标 |r(k)
− r∗| ≤ ε, 通常取 J∗(k) 为

J∗(k) =
ε2

2

2 (1− γ)
(20)

其中, 0 < ε2 < ε. 网络训练误差的停止条件为
∣∣∣Ĵ(k)−J∗(k)

∣∣∣ ≤ ε3 (21)

其中, 0 < ε3 < (ε2 − ε2
2)/2 (1− γ).

2.2.3 性能指标估计

性能指标估计模块用于根据当前回路预设定值

来估计性能指标 J(k). 性能指标与粒度软测量值
r̂(k)、回路预设定值 ȳ∗i (k), i = 1, 2, 3 以及磨机电
流 c1(k) 与分级机电流 c2(k) 之间存在如下的函数
关系:

J(k) = ϕ3 (ȳ∗1(k), ȳ∗2(k), ȳ∗3(k), c1(k), c2(k), r̂(k))
(22)

设ΩΩΩ(k) = [ȳ∗1(k), ȳ∗2(k), ȳ∗3(k), c1(k), c2(k), r̂(k)]T

为性能指标估计模块的有界输入; ϕ3(·) 为未知的非
线性函数, 由于 0 < γ < 1, J(k) 必是收敛的, 因此
可使用三层神经网络对其进行逼近, 其网络模型为

Ĵ(k) = ωωω3
T(k)[1;σ(vvv3

T(k)[1; ΩΩΩ(k)])] (23)

其中, ωωω3(k) ∈ R1+h3 与 vvv3(k) ∈ R7×h3 为网络权值,
1 + h3 为隐含层层数.
将式 (5) 代入式 (1), 并由性能指标定义 (1) 可

得:

J(k) =
∞∑

i=k+1

γi−k−1`(i) =

`(k + 1) +
∞∑

i=k+2

γi−k−1`(i) =
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`(k + 1) + γ

∞∑
i=k+2

γi−k−2`(i) =

`(k + 1) + γJ(k + 1) (24)

从上式可以看出, 磨矿粒度偏差可根据两个连
续时间间隔的性能指标求得, 即

`(k) = J(k − 1)− γJ(k) (25)

由此, 可定义磨矿粒度偏差的估计值为

ˆ̀(k) = Ĵ(k − 1)− γĴ(k) (26)

根据式 (25), 估计的性能指标可表示为

Ĵ(k) = ˆ̀(k + 1) + γĴ(k + 1) (27)

递推可得:

Ĵ(k) = ˆ̀(k + 1) + γ[ˆ̀(k + 2) + γĴ(k + 2)] =

· · · =
∞∑

i=k+1

γi−k−1 ˆ̀(i) (28)

从而性能指标的估计值与真值的误差为

J(k) − Ĵ(k) =
∞∑

i=k+1

γi−k−1`(i)−
∞∑

i=k + 1

γi−k−1 ˆ̀(i) =

∞∑
i=k+1

γi−k−1
(
`(i)− ˆ̀(i)

)
(29)

由此可以看出, 其误差取决于每一时刻磨矿粒
度偏差的实际值与估计值之间的误差, 即

e3(k) = `(k)− ˆ̀(k) (30)

因此本文根据上述误差, 采用梯度下降算法, 通
过使

E3(k) =
1
2
e3(k)2 (31)

极小来调整性网络权值 ωωω3 与 vvv3, 从而将性能指标
估计值随时间的增长逐渐逼近真值. 计算 `(k) 所用
的磨矿粒度实际值 r(k) 采用粒度软测量值 r̂(k) 来
近似. 定义 l3 为性能指标估计模块的学习率, 其模
型与 l1 相同.
为避免神经网络进行无限学习, 设网络训练的

停止条件为
∣∣∣`(k)− ˆ̀(k)

∣∣∣ ≤ ε4 (32)

2.2.4 优化设定值评价

从生产率以及生产安全的角度出发, 回路预设
定值优化模块给出的回路预设定值 ȳ∗i (k), i = 1, 2, 3
必须在满足不等式约束 (4) 的条件下, 使磨矿粒度
控制在约束 (3) 的范围内. 因此需要对当前的回路
预设定值及其性能指标估计值进行评价. 当且仅当
式 (21) 成立, 并满足条件

y∗i, min ≤ ȳ∗i (k) ≤ y∗i, max, i = 1, 2, 3 (33)

时, 才能将预设定值 ȳ∗i (k), i = 1, 2, 3 作为设定值
y∗i (k), i = 1, 2, 3 下载到底层控制回路. 式 (21) 保
证了磨矿粒度预报值满足约束方程 (3); 条件 (33)
保证了生产过程约束 (4).
若上述条件不满足, 则由优化设定值评价模块

迭代更新回路预设定值优化模块与性能指标估计模

块的网络权值, 直到上述条件满足. 文献 [20] 给出
了迭代更新方法的收敛性证明.
当算法在系统要求的计算时间仍未满足上述条

件时, 则由优化设定值评价模块分别对经约束 (4)
限制的预设定值 ȳ∗i (k), i = 1, 2, 3 与上一时刻的设
定值 y∗i (k − 1), i = 1, 2, 3 进行性能指标估计, 得到
Ĵȳ∗(k) 与 Ĵy∗(k). 此后, 通过以下模型决策出第 k 时

刻的控制回路设定值 y∗i (k), i = 1, 2, 3.

y∗i (k) =

{
ȳ∗i (k), Ĵȳ∗(k) < Ĵy∗(k),

y∗i (k−1), Ĵȳ∗(k) > Ĵy∗(k),
i = 1, 2, 3

(34)

2.2.5 算法步骤

本文所提出方法采用离线训练与在线学习相结

合的方式, 具体步骤如下:
步骤 1. 利用历史数据, 反复离线训练磨矿粒度

软测量网络权值, 当训练误差满足式 (15) 时, 执行
步骤 2.
步骤 2. 设 k = 0, 并初始化回路预设定值优化

模块与性能指标估计模块的网络权值.
步骤 3. 从底层回路控制器中采集当前过程信

息.
步骤 4. 根据式 (17) 计算出磨机给矿量、磨机

入口给水量以及分级机溢流浓度的预设定值 ȳ∗i (k),
i = 1, 2, 3.
步骤 5. 由式 (23) 估计由 ȳ∗i (k), i = 1, 2, 3 所

产生的性能指标 Ĵ(k).
步骤 6. 计算 E3(k), 并更新性能指标估计模块

的网络权值.
步骤 7. 若网络训练误差满足要求, 则进行步骤
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8, 否则跳转到步骤 6 继续学习, 直到达到最大的训
练次数后跳转到步骤 8.
步骤 8. 计算 E2(k), 并更新回路预设定值优化

模块的网络权值.
步骤 9. 若网络训练误差满足要求, 则进行步骤

10, 否则跳转到步骤 8 继续学习, 当达到最大训练次
数后跳转到步骤 10.
步骤 10. 若式 (21) 与式 (33) 均满足要求, 则

将预设定值 ȳ∗i (k), i = 1, 2, 3 作为控制回路设定值
y∗i (k), i = 1, 2, 3, 否则跳转到步骤 4 重新学习, 当
达到系统允许的最大运行时间时, 通过式 (34) 给出
设定值 y∗i (k), i = 1, 2, 3.

步骤 11. 将设定值 y∗i (k), i = 1, 2, 3 下载到底
层回路控制系统.
步骤 12. 采集控制回路过程变量, 计算控制量

ui(t), i = 1, 2, 3, 对设定值进行跟踪控制.
步骤 13. k = k + 1; 如果得到粒度化验值, 则

校正磨矿粒度软测量模块, 并返回步骤 3; 否则直接
返回步骤 3.

3 实验研究

将本文所提出的方法在运行优化与控制方法研

究平台上, 采用实际数据进行实验, 以验证其有效
性. 采用对象仿真软件搭建了能够模拟被控回路过
程和生产运行过程动态特性的模型软件. 采用所研
发的可组态的运行控制软件平台, 组态开发了基于
本文方法的磨矿过程运行优化控制系统, 如图 4 所
示.

3.1 算法参数选择

本文所研究的赤铁矿一段闭路磨矿过程运行优

化控制的目标是在满足 68 t/h ≤ y1(k) ≤ 75 t/h,
15m3/s ≤ y2(k) ≤ 25m3/s , 45 % ≤ y3(k) ≤ 55%
的限制条件下使磨矿粒度控制在 56% ≤ r(k) ≤
60% 之内, 并尽可能接近 r∗ = 58%; 本文通过实
验方法确定 γ = 0.9; 通常操作员希望粒度控制在
58% ± 0.2, 因此 `∗ ≤ 0.02, 取 ε2 = 0.15, 由此可得
J∗ = 0.152/2 × (1− 0.9) = 0.1125.
本文所采用的磨矿粒度软测量的网络隐含层数

为 h1 = 24, 其初始网络权值 vvv1, ωωω1 在 [−0.5 0.5]
内随机选取, 初始学习率为 l1 = 0.2, 最大训练次数
为 300, 训练误差界为 ε1 = 0.01; 回路预设定值优
化与性能指标估计的网络隐含层数分别为 h2 = 18,
h3 = 19, 其网络权值 vvv2, ωωω2, vvv3 和 ωωω3 同样采取在

[−0.5 0.5] 内随机选取的方式, 初始学习率分别为
l2 = 0.15, l3 = 0.15, 最大训练次数分别为 300 和
500; 训练误差界分别为 ε3 = 0.01和 ε4 = 0.005. 三
个网络的学习率模型参数 α = 0.05.

3.2 实验验证

首先从仿真系统历史运行的数据中选择与本文

控制目标相同的 300 组历史运行数据, 经过数据预
处理后剔除一部分异常数据, 得到 250 组有效数据.
采用K 折交叉验证法将训练样本等分为 5 份, 对粒
度软测量模块进行交叉验证实验. 当 h1 = 24 时, 样
本交叉检验值中相对误差不超过 0.5% 的平均正确
率为 80.57%. 图 5为经 5-折交叉验证后, 模型测试

图 4 磨矿过程运行优化控制系统界面

Fig. 4 Snapshot of optimal operational control system for grinding process
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误差归一化自相关序列. 从图 5 可以看出误差序列
的自相关系数基本都落在 95% 的置信区间内, 因
此, 可认为残差序列为白噪声序列. 测试数据的平均
相对误差为 0.631%, 有效说明了软测量给出的磨矿
粒度信息的可靠性.

图 5 粒度软测量误差自相关分布图

Fig. 5 Autocorrelation distribution of soft sensor error

实验阶段, 设上层运行优化控制系统的采样周
期 T1 = 5 min, 底层基础反馈控制系统的采样周期
T2 = 5 s. 为了使实验系统能够与实际的磨矿生产过
程尽量一致, 在虚拟对象的分级机溢流粒度模型[21]

中增加了一个统计模型, 用于模拟对磨矿粒度的化
验过程. 其统计模型如下式表示:

r(T ) = T2

T1
T2∑

k=1

r(T − T1 + kT2)
T1

(35)

每隔一个化验周期 T = 30 min, 由虚拟对象向
运行优化控制系统反馈一个磨矿粒度统计值.
图 6 为一组使用本文方法所得到的实验曲线.

其中, 实验中所用的原矿粒度分布 B1 与原矿硬度

B2 等参数均来自于实际工业现场采集的实际化验

数据. 图 6 (a) 给出了磨矿粒度的设定值、软测量值
以及实际控制结果. 此外, 从图中还可以看出磨机给
矿量, 磨机入口给水流量和分级机溢流浓度三个控
制回路设定值的调整曲线以及实际跟踪情况. 在运
行之初, 由于矿浆粒度较低, 回路预设定值优化模块
通过降低给矿量与分级机溢流浓度, 并少量增加磨
机入口给水流量以使矿浆粒度逐渐提高. 然而, 由于
矿浆粒度的变化具有较大的惯性, 导致粒度出现超
调. 为了将其控制在 58% 附近, 随后控制增加了给
矿量与磨机入口给水流量, 并降低分级机溢流浓度.
磨矿粒度经过在 58% 处的 3 次波动后, 最终控制在
58% 附近.
从图 6 可以看出, 采用本文提出的运行优化控

制方法, 可以根据磨矿粒度的控制目标, 通过上层对
回路设定值的自动在线调整与底层对回路设定值的

实时跟踪, 将磨矿粒度控制在目标值范围内并尽可
能接近目标值. 其上层优化控制的平均计算损耗为

3.93 s, 相对于 5min 的控制周期, 可认为其满足实
时控制的要求.

图 6 本文方法的控制实验曲线

Fig. 6 Control curves with the proposed data-driven

control approach

为了更好地说明本方法的控制效果, 采用文献
[11] 提出的智能控制方法在运行优化与控制方法研
究平台上进行了对比实验, 其初始条件和实验环境
与本文方法实验时的情况完全相同. 图 7 为使用该
方法所得到的控制曲线. 从图中可以看出, 尽管该方
法同样可以实现对矿浆粒度的控制, 但由于所给出
的回路设定值无法保证最优, 导致出现较长的调节
时间. 通过对比图 6 和图 7 可以看出, 本文提出的
基于数据驱动的磨矿粒度优化控制方法要好于文献

[11] 采用的智能控制方法.
图 8 为硬度发生变化的控制实验结果. 在第 15

个采样点处将原矿的硬度增加了两个等级. 从图中
可以看出, 由于原矿硬度等级的提高势必造成磨矿
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粒度的下降, 本文方法可通过软测量模块准确获取
这一变化趋势, 在粒度化验前对硬度变化所造成的
干扰进行提前抑制, 将磨矿粒度始终控制在目标值
附近.

图 7 智能方法的控制实验曲线

Fig. 7 Control curves with the intelligent control

approach

图 9 分别给出了实际生产数据、文献 [11] 方法
以及本文方法在运行优化与控制方法研究平台上 36
小时内的实验统计数据. 本文方法相对于文献 [11]
的智能控制方法将磨矿粒度均方根误差从 2.12 降低
到 1.71, 有效减少了磨矿粒度指标的波动, 并提高了
处于合格范围 [56%, 60%] 内的矿浆数量.
在运行优化与控制方法研究平台上的实验表明,

采用本文所提的数据驱动的磨矿运行优化控制方法,
能够在优化设定值评价模块的约束下, 通过实时运
行数据, 利用三个神经网络的相互作用, 对磨机给矿
量、磨机入口给水流量和分级机溢流浓度控制回路

设定值进行在线寻优. 并通过三个控制回路跟踪设

定值, 实现对磨矿粒度的优化控制.

图 8 原矿硬度波动控制实验曲线

Fig. 8 Control curves under the ore harness changing

condition

图 9 磨矿粒度统计结果

Fig. 9 Statistical results of the grinding particle size

4 结论

本文提出的数据驱动的磨矿过程运行优化控制

方法由回路预设定值优化、性能指标估计、优化设

定值评价以及磨矿粒度软测量组成. 其可在模型未
知的情况下, 首先, 由磨矿粒度软测量模块给出磨矿
粒度的在线估计值; 其次, 由控制回路预设定值优化
模块给出磨机给矿量、磨机入口给水流量与分级机

溢流浓度的预设定值; 同时, 由性能指标估计模块对
预设定值所产生的性能指标进行估计; 再经优化设
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定值评价后给出控制回路的设定值; 最后通过底层
回路控制跟踪设定值, 从而将磨矿粒度最终控制在
目标值范围内并尽可能接近目标值. 在运行优化与
控制方法研究平台上的实验结果表明本文方法的有

效性, 为复杂工业过程运行优化控制提供了一种新
的途径.
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