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摘    要   机器人走向实际场景时, 如何严格满足安全约束并兼顾学习探索效率, 是机器人实用化的重要挑战. 现有安全学

习方法依赖固定控制增益, 难以在训练中动态平衡探索效率与约束满足, 易导致过度保守或约束保持不足. 为此, 提出面向

安全−性能动态平衡的状态相关增益调度自适应 ATACOM 方法, 简称 SGA-ATACOM. 在保持原有的约束流形切空间探

索结构不变的基础上, 构建约束层与控制器层双层在线调度机制. 其中, 约束层依据约束状态、变化趋势及短时预测, 自适

应调节可行性约束参数; 控制器层结合约束残差与速度风险指标, 更新误差修正增益和速度可行域增益, 从而实现在风险指

标较高时增强约束回拉与速度保护、在风险指标较低时释放更有效的探索空间的自适应协调. 在 CircularMotion 和
Planar Air Hockey 机械臂任务上, 采用不同强化学习算法开展仿真实验. 结果表明, 该算法在不同任务和强化学习算法下

具有通用性, 在维持较低约束违反的同时取得更优的安全−性能平衡. 消融实验验证了约束层与控制器层调度的互补作用.
该算法为受约束强化学习的安全−性能协同优化提供了具有几何可解释性和结构保持性的改进方案.
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Abstract   In the deployment of robots to real-world scenarios, balancing strict safety constraint satisfaction and
learning exploration efficiency has become a critical challenge restricting the practical application of robotic systems.
Existing safe learning methods rely on fixed control-gain designs, making it difficult to dynamically balance explora-
tion efficiency and constraint satisfaction during training, which may lead to overly conservative behavior or insuffi-
cient constraint maintenance. To address this issue, this paper proposes a state-dependent gain-scheduled adaptive
ATACOM method for dynamic safety-performance balancing, termed SGA-ATACOM. Without altering ATA-
COM＇s original tangent-space exploration structure on the constraint manifold, a two-layer online scheduling mech-
anism is developed. Specifically, the constraint layer adaptively adjusts viability-constraint parameters according to
the current constraint state, its variation trend, and short-term predictions, while the controller layer updates the
error-correction gain and velocity-feasibility gain online based on the constraint residual and velocity-risk indicators.
Thus, stronger constraint recovery and velocity protection are activated at high risk, whereas more effective explor-
ation space is released at low risk. Simulations are conducted on the CircularMotion task and the Planar Air
Hockey manipulator task using different reinforcement learning algorithms. The results show that the method exhib-
its good generality across different tasks and reinforcement learning algorithms, achieving a better safety-perform-
ance trade-off while maintaining low constraint violations. Ablation studies verify the complementary roles of con-
straint-layer and controller-layer scheduling mechanisms. Overall, the proposed method provides a geometrically in-
terpretable and structure-preserving improvement for coordinated safety-performance optimization in constrained
reinforcement learning.
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强化学习 (reinforcement learning, RL)在解

决复杂决策问题方面取得显著成功[1], 然而在机器

人等实际应用中, 必须考虑安全性和对物理约束的

满足 [1−3]. 这些约束可能包括机械限制、安全边界、

以及避免损坏环境等要求[2−3]. 传统的强化学习算法

通过试错来最大化累积奖励, 往往忽视探索过程中

的约束满足问题, 这在实际应用中是不可接受的[1, 4].
为在强化学习中引入约束, 研究者提出多种方

法. 如, 在约束马尔科夫决策过程 (constrained Mar-
kov decision process, CMDP)框架下, 强化学习任

务可以加入成本约束或状态约束, 并通过优化方法

来确保在学习过程中约束得以满足[2]. 近年来, 一些

方法尝试将无模型强化学习与约束信息结合, 其中

基于控制障碍函数 (control barrier function, CBF)
的方法已成为保障系统安全性的主流手段之一[3−4],
周毅等[4] 对此类方法在未知环境中的应用进行系统

综述. 此外, 提出如安全层 (safe layer)、屏蔽 (shiel-
ding)等新技术, 旨在提供更好的安全保障[1, 5−6]. 这
种将约束处理与策略优化解耦的设计思路在近期研

究中已证明是高效的[5−7], 例如, 董明泽等[7] 提出将

神经网络与模型预测控制分离, 利用安全凸空间

约束缩小探索范围, 有效提升算法在复杂动态环境

中的部署能力. 然而, 这些方法通常依赖于较为复

杂的策略设计, 且在多重约束的情况下可能会发生

冲突[1, 5].
ATACOM (acting on the tangent space of the

constraint manifold)是由 Liu等[8] 提出的一种解决

机器人约束强化学习问题的方法. 该方法的核心思

想是将约束强化学习问题转换为无约束强化学习问

题, 通过在约束流形的切空间上进行探索, 从而保

证在整个学习过程中满足物理和安全约束.
尽管安全性是机器人部署的先决条件, 但在高

速运动控制、工业流水线作业或灾难救援等对时效

性要求极高的应用场景中, 任务完成效率 (即累积

奖励)往往具有与安全性同等重要的地位. 如果仅

仅为满足硬约束而牺牲过多的探索空间, 会导致机

器人动作过于保守、作业效率低下, 甚至因陷入局

部最优而无法完成任务. 现有的流形约束方法往往

面临着“安全−性能”的零和博弈: 为确保极端情况

下的绝对安全, 操作者通常被迫设定较大的误差修

正增益与保守的速度限制. 这种“一刀切”的静态参

数配置虽然可以保障底线安全, 却严重限制智能体

在风险水平较低时减少不必要的保守修正. 因此,
如何在不破坏 ATACOM原有约束流形几何结构

的前提下, 使约束响应强度能够随系统状态和风险

水平自适应变化, 从而缓解安全性与任务性能之间

的静态折中, 仍是受约束强化学习中值得深入研究

的问题.
针对上述问题, 本文以 ATACOM为基础, 提

出一种状态相关增益调度自适应 ATACOM (state-
dependent gain-scheduled adaptive ATACOM,
SGA-ATACOM)方法. 在保持原有约束流形切空

间探索、解析约束保持与误差修正控制结构不变的

基础上, 本文构建约束层与控制器层双层在线调度

机制. 其中, 约束层依据当前约束状态、变化趋势及

短时预测结果自适应调节可行性约束参数; 控制器

层结合约束残差与速度风险在线更新误差修正增益

和速度可行域增益, 以增强系统对不同风险状态的

响应能力.

Kf

Kg Kc Kq

本文的主要工作可概括为: 1)针对 ATACOM
固定增益设定带来的参数刚性问题, 提出状态相关

增益调度框架, 实现约束响应强度的在线自适应调

整; 2)构建约束层与控制器层相结合的双层调度机

制, 在保持几何结构和解析控制优势的同时, 引入

面向状态风险的动态调节能力; 3)在不改变切空间

探索与解析约束保持结构的前提下, 给出面向 、

、 、  的统一状态相关调度实现方式, 增强方

法的结构保持性与可扩展性.

 1　相关工作

约束强化学习是近年来机器人控制领域的重要

研究方向, 旨在解决强化学习过程中的安全约束问

题. 张昌昕等[9] 系统综述安全强化学习在机器人领

域的应用, 指出各类方法的核心差异在于如何处理

探索效率与安全边界的权衡. 现有的约束强化学习

方法大致可分为三类: 基于约束马尔科夫决策过程

(CMDP)的方法、安全探索方法以及基于约束流形

的方法.

 1.1　基于 CMDP 的约束强化学习

Altman[10] 首次提出 CMDP框架, 将约束引入

强化学习中, 目标是在满足期望累积成本约束的条

件下最大化回报. 基于此框架, Achiam等[11] 提出约

束策略优化算法 (constrained policy optimization,
CPO), 结合信任域方法确保策略更新过程中的约

束满足. Liu等[12] 开发基于内点法的策略优化算法,
有效处理多重约束问题. 另一主要方向是应用拉格

朗日松弛法[13−15], 将约束优化问题转换为无约束优

化问题. 此外, Chow等[16] 提出基于 Lyapunov函数

的安全策略优化方法, 给出约束满足的理论保证.
陈谋等[17] 针对多旋翼无人机吊挂系统, 设计一种预

设性能约束下的分布式控制策略, 在保证避碰的同
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时严格满足系统的瞬态和稳态性能指标.
然而, 上述方法主要关注学习过程结束时的约

束满足, 无法保证学习过程中的安全性, 因此不适

合直接应用于实际机器人系统的在线学习任务.

 1.2　安全探索方法

安全探索方法致力于在整个学习过程中满足状

态依赖约束. Garcia等[18] 基于风险函数和基线智能

体设计安全探索框架. Alshiekh等[19] 和 Hans等[20]

分别提出屏蔽 (shielding)和安全回退策略 (backup
policy)方法, 通过干预不安全动作来保护系统. 近
期关于安全探索方法的研究进一步将环境感知信息

融入该框架, 例如, 赵静等[21] 提出一种基于深度强

化学习的“虚拟管道”避障方法, 通过构建虚拟的安

全管道约束无人机的飞行轨迹, 有效实现复杂环境

下的自主安全导航. 然而, 这些方法通常需要手动

设计复杂的安全策略或依赖精确的障碍物模型, 且
在多重约束的情况下可能会发生冲突.

同时, 相关研究开始将模型信息与模型无关的

强化学习算法相结合. Dalal等[22] 提出安全层方法,
分析性地寻找最接近原策略的安全动作. Cheng等[23]

利用控制障碍函数保证探索安全性. Koller等[24] 和

Hewing等[25] 提出基于模型预测控制的安全探索方

法. 这些方法通常需要在每一步求解受约束优化问

题, 计算复杂度较高.

 1.3　基于约束流形的方法

Liu等[8] 提出的 ATACOM方法构建一种新的

安全强化学习范式, 将约束定义为流形, 并在其切

空间上进行探索. 该方法通过将不等式约束转化为

等式约束, 构建约束流形, 并在流形的切空间上设

计安全控制器. 这种方法的核心优势在于将约束强

化学习问题转换为无约束问题, 无需初始可行策略

或手动设计安全回退机制, 且可与任何模型无关的

强化学习算法结合.
ATACOM的工作原理是在约束流形的切空间

上构建安全动作空间, 通过在这个空间中进行探索,
可自然保证约束的满足. 该方法包含漂移补偿、收

缩和切向三个关键组件, 共同作用确保系统状态收

敛到约束流形并在流形上移动.
Liu等[26] 在后续工作中进一步对 ATACOM进

行理论分析和扩展, 证明控制器能够保证系统趋近

约束流形, 并分析了在扰动存在时约束违反的有界

性. 他们还将 ATACOM应用于多种机器人控制任

务, 包括平面机器人导航、空气曲棍球击打和人机

交互场景[27], 展示出该方法在高维复杂任务中的有

效性.

尽管 ATACOM方法为流形约束探索奠定了

坚实基础, 但在面对复杂多变的动态环境时, 如何

实现控制机制的自适应调节仍是一个亟待解决的难

题. 固定的控制增益难以应对学习过程中时变的安

全需求, 仅依赖当前状态的评估方式往往难以捕捉

历史风险趋势与潜在隐患. 此外, 如何在不同学习

阶段自动仲裁安全与性能的权重, 以及缓解离散时

间步长带来的数值敏感性, 依然是限制算法鲁棒性

与泛化能力的关键挑战. 例如, 张楠杰等[28] 提出一

种分层自适应控制框架, 通过实时感知地面特性自

适应调整四足机器人的质心高度与步态参数, 显著

提升了机器人在复杂地形下的稳定性.

 2　基本 ATACOM 算法

本节介绍基本 ATACOM算法的主要思想与

数学形式. ATACOM的核心目标是在强化学习过

程中, 将智能体的探索限制在约束流形的切空间附

近, 使动作在尽可能满足状态约束的前提下仍保留

足够的探索自由度. 与传统“先采样动作、再做安全

修正”的思路不同, ATACOM直接在满足约束的几

何结构上定义可探索方向, 从而将受约束控制问题

转化为切空间中的无约束探索问题.

 2.1　问题描述

s ∈ S a ∈ A
r(s, a)

考虑连续状态、连续动作的受约束强化学习问

题. 设系统状态为 , 动作为 , 即时奖励

为 . 系统满足一组状态约束, 这些约束仅作

用于状态中的可直接控制部分. 按照原论文的设定,
将状态分解为

s = [q, x]T

q ∈ RQ x

q

其中,   表示直接可控变量,   表示其余不可

直接控制的状态分量. 约束仅依赖于 , 写为

f(q) = 0, g(q) ≤ 0

f : RQ → RF g : RQ → RG

F < Q

其中   表示等式约束,   表

示不等式约束, 且通常有  . 因此, 受约束强化

学习问题可表示为

max
π

E

[
T∑

t=0

γtr(st, at)

]
s.t. f(qt) = 0, g(qt) ≤ 0

ATACOM的基本思想是: 不让策略直接在原

动作空间中任意探索, 而是先根据约束构造允许运

动的切空间, 再让策略只在这一切空间中给出自由

探索分量. 由此, 约束满足被编码进控制结构本身,
而不是作为事后修补项.
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 2.2　约束流形与切空间表示

µ ∈ RG

为统一处理等式约束与不等式约束 , ATA-
COM为每个不等式约束引入松弛变量 , 将
原始约束改写为等式形式, 即

c(q, µ) =

 f(q)

g(q) +
1

2
µ2

 = 0 (1)

µ2

(q, µ)

其中,   表示逐元素平方. 由此, 原本的可行域边

界被嵌入到扩展空间  中的约束流形上. 对式

(1)求时间导数, 可得

ċ(q, µ, q̇, µ̇) = Jc(q, µ)

[
q̇

µ̇

]
= 0 (2)

Jc(q, µ) =

[
Jf (q) 0

Jg(q) diag{µ}

]
Jf (q) Jg(q)

f(q) g(q)

其中,  ,   与 

分别为  和  的雅可比矩阵.
Nc(q, µ) = Null(Jc(q, µ))若记   为约束雅可比

的零空间基, 则切空间中的任意可行速度都可写为[
q̇

µ̇

]
= Nc(q, µ)α (3)

α JcNc = 0

ċ = 0

α

其中,   是低维自由坐标. 由于  , 代入式

(2)可得 . 这说明, 只要系统速度始终位于约

束流形的切空间内, 约束值在连续时间意义下就不

会发生一阶偏离. 由此, 原始受约束动作选择问题

被转化为对切空间坐标  的无约束采样问题.
这一思想揭示出 ATACOM的几何本质: 策略

并不直接输出系统的完整控制量, 而是输出约束流

形切空间中的自由探索分量, 系统的实际运动由

“约束保持项”和“切空间探索项”共同决定.

 2.3　从状态约束到可行性约束

q̇

g(q) ≤ 0

仅在速度层面进行切空间采样并不适用于一般

物理系统. 原因在于真实机器人通常要求连续的速

度或加速度轨迹; 若策略直接采样 , 则难以保证控

制输入的连续性. 此外, 对于不等式约束, 仅满足

 还不够, 当系统接近边界时, 必须限制其朝

违反方向继续演化.
为此, ATACOM将状态约束进一步转化为可

行性约束 (viability constraints), 即

f(q) +Kf ḟ(q, q̇) = f(q) +KfJf (q)q̇ = 0 (4)

g(q) +Kg ġ(q, q̇) = g(q) +KgJg(q)q̇ ≤ 0 (5)

Kf Kg其中,   与  为正定对角增益矩阵. 它们控制约

束误差与约束变化率之间的耦合关系. 具体而言,
当约束偏离较大时, 这一形式会自动限制系统沿着

恶化方向继续演化, 并推动其以受控速度回到可行

区域.
继续引入松弛变量后, 可将可行性约束统一

写为

c(q, q̇, µ) =

 f(q) +KfJf (q)q̇

g(q) +KgJg(q)q̇ +
1

2
µ2

 = 0 (6)

对式 (6)再求时间导数, 得到加速度层面的线

性约束, 即

Jc(q, µ)

[
q̈

µ̇

]
+ ψ(q, q̇) = 0 (7)

其中

Jc(q, µ) =

[
KfJf (q) 0

KgJg(q) diag(µ)

]

ψ(q, q̇) =

[
Jf (q)q̇ +Kfbf (q, q̇)

Jg(q)q̇ +Kgbg(q, q̇)

]

bf (q, q̇) = q̇THf (q)q̇, bg(q, q̇) = q̇THg(q)q̇而  分别由

约束函数的 Hessian项给出. 于是, 该线性方程的一

般解为[
q̈

µ̇

]
= −J†

c (q, µ) · ψ(q, q̇) +Nc(q, µ) · α (8)

J†
c Nc(q, µ)其中,   为伪逆矩阵,   为零空间基. 式 (8)

是 ATACOM的核心控制结构: 第 1项负责补偿约

束曲率并维持系统沿流形演化; 第 2项则是策略可

以自由选择的切空间探索分量.

 2.4　速度可行域与加速度约束

vmin vmax

amin amax

除位置或几何约束外, 机械系统通常还受到速

度上限与加速度上限的限制. 为防止系统在接近速

度边界时发生过冲, ATACOM进一步在加速度层

面引入可行性边界. 设速度上下界分别为 , ,
加速度上下界分别为 , , 则可行加速度区间

定义为

au = max
(
min(amax, −Kq(q̇ − vmax)), amin

)
(9)

al = min
(
max(amin, −Kq(q̇ − vmin)), amax

)
(10)

Kq > 0其中,   为固定增益. 该设计的含义是: 当速

度远离边界时, 可用加速度区间较宽, 系统可以更

自由地运动; 当速度逐渐接近上限或下限时, 可用

加速度区间会收缩, 从而抑制继续朝危险方向加速.
由此, 速度约束被转化为随状态变化而定义的可行

动力学范围.
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 2.5　离散采样下的误差修正

上述推导建立在连续时间框架下, 而强化学习

训练与仿真控制本质上是在离散时间步长下执行

的. 即使理论上系统始终沿切空间运动, 数值积分

误差、控制离散化误差以及模型误差仍会导致系统

逐步偏离约束流形. 在此情况下, 在控制律中加入

基于约束残差的比例误差修正项, 即[
q̈E

µ̇E

]
= −J†

cKc · c(q, q̇, µ) (11)

Kc

c(q, q̇, µ)

其中,   为正定对角增益矩阵. 该项的作用是: 一
旦离散执行导致约束残差   不为零, 系统

便沿着约束误差减小的方向施加附加修正, 使状态

重新回到约束流形附近.
将误差修正项与式 ( 8 ) 结合 ,  可得 ATA-

COM的最终控制律, 即[
q̈
µ̇

]
=− J†

c (q, µ)
[
Kcc(q, q̇, µ) +

ψ(q, q̇)
]
+Nc(q, µ)α (12)

也即 ATACOM的控制策略由三部分组成: 1)约束

保持项, 用于补偿约束流形的几何曲率; 2)误差修

正项, 用于抵消离散化带来的约束偏离; 3)切空间

探索项, 用于保留策略学习所需的自由度.
q̈

a

最终, 系统再根据  通过逆动力学模型或底层

跟踪控制器转换为真实动作 .

 3　状态相关增益调度自适应 ATACOM

本文提出的状态相关增益调度自适应 ATA-
COM (SGA-ATACOM)是在 ATACOM基础上的

一种结构保持型扩展.

Kf Kg Kc

Kq

ATACOM通过切空间参数化、可行性约束构

造、速度可行域约束以及误差修正项, 将受约束强

化学习问题转化为流形切空间上的探索问题. 该框

架具有清晰的几何解释, 也能够与常见的 model-
free强化学习算法直接结合. 然而, 原始方法中的

若干关键增益均为固定常数, 包括可行性约束中的

 和 、误差修正增益 , 以及速度可行域增益

. 固定参数的优点是实现简单, 但其隐含假设是

同一组参数能够在所有状态下同时兼顾约束保持与

任务探索, 这在实际中往往过于理想化.

Kf Kg

Kc Kq

当系统远离约束边界且运动平稳时, 过于“激
进”的固定参数设定 (如较小的  、  或较大的

、 )会使控制器长期保持较强修正, 从而压缩

切空间中的有效探索范围; 而当系统逼近约束边界

或速度上限时, 固定增益又可能无法提供足够快的

Kf

Kg

Kc Kq

风险响应. 为此, 本文引入一种状态相关增益调度

自适应机制, 将原始固定增益扩展为由当前状态风

险驱动的在线调节量. 该机制包含两个层次: 1)约
束层增益调度, 用于在线调整可行性约束中的 

和 ; 2) 控制器层增益调度, 用于在线调整误差修

正增益  以及速度可行域增益 .

 3.1　整体框架

αt

本文在约束流形的切空间内, 由策略输出自由

探索变量  , 并通过约束保持项与误差修正项共

同生成实际控制量, 改变固定增益为时变量, 从而

得到[
q̈

µ̇

]
=− J†

c (q, µ)
(
Kc(t) · c(q, q̇, µ) +

ψ(q, q̇;Kf (t), Kg(t))
)
+Nc(q, µ)αt (13)

Kf (t) Kg(t) Kc(t) Kq(t)

Kq(t)

其中,  、 、  和   均由当前状态

在线更新. 这里  用于定义速度可行域对应的

加速度截断边界.
本文提出的状态反馈增益调度自适应机制策略

在切空间中探索, 约束满足主要由解析结构保证,
约束响应强度和速度保护强度根据当前风险水平在

每一步进行调度, 分为约束层和控制器层两层, 以
此使得智能体在严格满足安全约束的同时兼顾学习

探索效率, 整体结构如图 1所示.

 3.2　约束层的状态相关增益调度

Kf Kg由于固定的  和  无法区分“系统远离约束

边界”和“系统正在逼近约束边界”这两类状态, 因
此需将其扩展为状态相关量.

h(q)对任一约束分量记为 , 首先定义三类局部

信息:

rt = h(qt) (14)

ṙt = Jh(qt)q̇t (15)

r̂t+1 = rt + ṙt∆t (16)

rt ṙt

r̂t+1

rt

ṙt

r̂t+1

其中,   表示当前约束值,   表示约束沿当前速度

方向的变化趋势,   为前向预测一步的结果. 三
者共同刻画当前时刻的约束风险:   反映当前离边

界的距离,   反映系统是否正朝着更危险的方向运

动, 而  则给出短时预测下的潜在越界趋势.
对于等式约束, 风险主要来自偏离约束流形的

幅值、偏离变化率以及短时预测偏离; 对于不等式

约束, 风险则主要来自是否接近边界、是否正在朝

违反方向运动, 以及一步预测后是否进一步逼近甚
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dt lt dt

lt

至跨越边界. 基于这些量, 本文分别构造危险度指

标  和松弛度指标 . 其中,   用于表征当前状态

需要增强约束纠偏的程度, 而  用于表征系统处于

安全、平稳状态并可以逐步回归基线参数的程度.
在此基础上, 约束层目标增益定义为

K⋆
t = K0

1 + λllt
1 + λddt

(17)

K0 λl > 0 λd > 0

Kf Kg

其中,   为对应约束的基线增益,   与 

分别控制松弛项和危险项的影响强度. 式 (17)表
明, 当系统处于高风险状态时, 目标增益会减小; 当
系统远离危险区域时, 目标增益则会逐步恢复到基

线附近. 需要指出的是, 在可行性约束形式中, 较小

的  或  对应更强的约束纠偏速度, 因此危险

状态下增益减小并不表示约束作用减弱, 而是意味

着更积极的约束回拉.
dt

lt dt lt

为降低离散噪声引起的高频抖动, 本文对  和

 引入指数滑动平均, 分别记为  和 . 进一步地,
采用不对称更新策略, 即

Kt+1 = Kt + ηt(K
⋆
t −Kt) (18)

ηt K⋆
t ≤ Kt

K⋆
t > Kt

其中, 更新率   取决于目标方向. 当   时,
采用较大的更新率以快速增强约束响应 ;  当

 时, 采用较小的恢复率, 使增益缓慢回落,
避免系统在安全边界附近频繁切换. 通过这一机制,
约束层增益可以在“快速响应风险”与“抑制参数振

荡”之间取得平衡.

 3.3　控制器层的状态相关增益调度

Kf Kg

Kc Kq

Kc Kq

除约束层的  和  外, ATACOM还使用固

定的误差修正增益  以及速度可行域增益 . 其
中,   决定离散时间下约束残差的回拉强度, 

决定速度接近边界时加速度可行域的收缩速度. 本
文进一步将其扩展为状态相关量, 以增强控制器对

即时风险的响应能力.
Kc对于误差修正增益 , 采用 ATACOM内部

实际参与控制的约束残差作为风险输入, 即

et = |c(qt, q̇t, µt)| (19)

这一选择使增益调度直接作用于控制器实际需要修

正的量, 从而与式 (13)中的误差修正项保持一致.
同时, 为刻画速度风险, 定义归一化速度指标

ρt =
|q̇t|
vmax

(20)

ρt

其分量值越接近 1, 表示系统越接近速度上限. 当
 超过给定触发阈值时, 说明系统已进入高速度风

险区域, 应增强速度保护.
基于上述两个量, 本文分别构造控制器层的两

类目标增益.
Kq对  而言, 其调度主要由速度风险驱动, 记为

K⋆
q (t) = Kq, 0 (1 + γq ϕq(ρt)) (21)

Kq, 0 ϕq(·)
γq

Kq

其中,   为基线速度可行域增益,   为由触发

阈值归一化得到的风险映射函数,   为放大系数.
速度越接近边界,   越大, 对应的加速度可行域越

收紧.
Kc

ϕc(et)

对  而言, 其调度同时考虑约束残差与速度

风险. 记残差风险映射为 , 则

K⋆
c (t) = Kc, 0

(
1 + γc max(ϕc(et), ϕq(ρt))

)
(22)

Kc, 0

Kc

其中,   为基线误差修正增益. 式 (22)表明, 当
约束残差显著增大时,   会增强; 当速度已逼近极

限, 即使当前几何残差不大, 也会通过速度风险通

 

当前状态

st = (qt, qt, mt)
·

强化学习策略 pq

输
出

切空间探索
动作 at 

SGA-ATACOM 核心控制器

约束信息计算

约束 Jacobian: Jc

零空间基: Nc

曲率项: yt

约束残差: ct

切空间探索项

解析约束保持与误差修正

−JcKc(t)ct
†

†−Jcyt(Kf(t),Kg(t)

依据 Kq(t) 对 qt 进行

可行域截断 au(t), al(t)

··
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状态相关增益调度

rt, rt, rt+1
· ^

Kf(t), Kg(t) Kc(t), Kq(t)
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et = |ct|, rt = |qt|/vmax
·

† · ·= −Jc(q, m)(Kc(t)c(q, q, m) + y(q, q; Kf(t), Kg(t))) + Nc(q, m)at

··
·
q
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励反馈

执
行
控
制
输
入
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控制输
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图 1    SGA-ATACOM的整体框架

Fig. 1    The overall framework of SGA-ATACOM
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道提高误差修正强度, 从而抑制潜在的离散越界.
与约束层类似, 控制器层同样采用指数滑动平

均与不对称更新方式. 风险上升时增益快速提高,
风险消退时增益缓慢回落. 这一设计一方面避免由

瞬时噪声引起的频繁切换, 另一方面则可保留对突

发风险的快速响应能力.

 3.4　加速度可行域与闭环执行

Kq(t)在得到更新的   后 ,  系统按照 ATA -
COM的思想对加速度进行可行域截断, 即

au(t) = max
(
min(amax, −Kq(t)(q̇t − vmax)), −amax

)
(23)

al(t) = min
(
max(−amax, −Kq(t)(q̇t − vmin)), amax

)
(24)

Kq(t)

q̈t

由式 (23)和式 (24)可见,   越大, 允许的

加速度区间越窄. 因此, 当系统逼近速度边界时, 控
制器会自动更强地抑制继续朝危险方向加速的趋

势. 随后, 截断后的  被送入底层控制接口, 转换

为环境实际执行的控制输入.

 3.5　算法流程

Kf Kg Kc Kq

基于上述设计, SGA-ATACOM的在线执行过

程如算法 1所示. 该方法在每个控制时刻分别对约

束层增益 、  和控制器层增益 、  进行在

线自适应, 并在此基础上构造控制律与速度可行域

截断.

　  算法 1. SGA-ATACOM 算法

f g πθ Kbase
f

Kbase
g Kbase

c Kbase
q ∆t Θ

输入. 约束函数   和  , 当前策略  , 基线增益  ,

,  ,  , 时间步长  , 状态相关增益调度参数 .

πθ输出. 满足约束的策略  .

1)  初始化约束层增益和控制器层增益:

Kf ← Kbase
f , Kg ← Kbase

g , Kc ← Kbase
c , Kq ← Kbase

q ; 

2)  初始化约束层与控制器层的平滑状态;

3)  while 训练未结束 do

s04)    初始化环境状态  ;

t = 0, · · · , T − 15)    for 每个时间步   do

αt ∼ πθ(· | st)6)      根据当前策略采样切空间动作  ;

7)      计算当前约束风险指标、约束变化趋势及一步前

向预测量:

et =

[
f(qt)

g(qt, q̇t)

]
, ėt =

et − et−1

∆t

êt+1 = et +∆t ėt;

 

et ėt êt+1 Kf Kg8)      根据  、  和   更新约束层增益   和  ;

ct Jc

Nc ψt

9)      构造当前约束残差  、约束 Jacobian矩阵  、

切空间基   和曲率补偿项  ;

Kc

Kq

10)   　 根据约束残差和速度风险更新控制器层增益 

与  ;

11)    　计算 ATACOM结构下的控制输入:[
q̈t
µ̇t

]
= −J†

c (Kcct + ψt) +Ncαt;    　 

Kq q̈t12)    　根据速度调度增益   对   进行速度可行域

截断:

q̈t ← clipV(Kq) (q̈t) ;    

st+1

rt

13)    　执行控制输入, 获得下一时刻状态   与即时

奖励  , 并存储轨迹数据;

14)   end for

θ15)   利用采样轨迹更新策略参数  ;

16) end while

πθ17) return  .

 4　仿真实验

为验证 SGA-ATACOM方法的有效性, 本文

在两个具有代表性的受约束强化学习任务上开展仿

真实验, 分别为二维圆周运动任务和平面空气曲棍

球任务. 前者具有清晰的几何约束结构, 便于分析

方法在约束流形附近的行为特性; 后者具有更高的

状态维数和更复杂的机器人约束, 可用于检验方法

在复杂控制场景中的适用性与泛化能力. 本文重点

关注以下三个问题: 1)所提出方法能否在不显著破

坏约束的前提下提升任务性能; 2)该方法在不同强

化学习算法下是否具有一致的收益; 3)约束层增益

调度与控制器层增益调度分别起到何种作用.

 4.1　实验设置

 4.1.1　实验环境

本文采用两个仿真环境进行评估, 其示意如图 2
所示. 第 1个环境为 CircularMotion任务[8], 如图 2(a)
所示. 系统在二维平面内运动, 目标是在满足约束

的前提下沿单位圆附近完成控制任务. 该环境同时

包含等式约束与不等式约束: 等式约束要求状态保

持在单位圆流形附近; 不等式约束限制系统不能越

过下方边界. 此外, 系统还受到速度上限约束. 因
此, 该环境能够较为完整地体现可行性约束、误差

修正以及速度可行域控制三者的耦合关系, 适合作

为分析所提方法作用机理的基础平台.

q = [x, y]T x, y

µ

α

q̈

a = [ẍ, ÿ]T ∆t = 0.01 s

在 CircularMotion环境中, 可直接控制状态取

值为 , 其中,   表示质点在二维平面中

的位置, 对应不等式约束引入的  为松弛变量. 该环

境中策略每个离散控制步输出一次 , 随后经式 (12)
计算得到 , 并将其作为环境中的二维加速度控制

量  执行. 离散时间步长设为 .
第 2个环境为 Planar Air Hockey任务[8], 如
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图 2(b)所示. 该环境采用一个 3关节平面机器人执

行 air hockey击球任务. 机器人在将球击向目标区

域的同时, 需要始终满足多类不等式约束, 包括末

端执行器保持在球台工作区域内、关节位置不超过

各自限制以及关节速度不超过各自限制. 该环境的

控制输入为基于逆动力学模型得到的关节力矩. 与
CircularMotion中的二维质点加速度控制任务相

比, Planar air hockey同时引入机器人动力学、关

节空间约束和末端执行器工作空间约束, 因此更接

近实际机械臂受约束控制问题, 可用于评估所提方

法在复杂机器人场景中的适用性与泛化能力. 按照

原始环境设定, 实验中假设动力学模型已知, 以减

少由跟踪误差或模型失配引起的额外约束违反.

 4.1.2　对比方法

Kf Kg Kc

Kq

为全面评估所提方法, 本文在不同环境中设置

相应的对比方法. 其中, 在 CircularMotion环境中,
选取 ATACOM、SGA-ATACOM、ErrorCorrec-
tion和 Terminated四类方法作为比较对象. 在对

比方法中, ATACOM使用固定的 、 、  和

; 本文方法将上述增益扩展为状态相关的在线调

度量; ErrorCorrection方法仅保留误差修正思想而

不包含完整的切空间约束结构; Terminated方法则

通过违反约束时的提前终止实现约束处理.
在 Planar Air Hockey 环境中, 选取 ATA-

COM、SGA-ATACOM和 Unconstrained三类方

法进行比较. 在对比方法中, Unconstrained方法不

显式引入 ATA-COM的约束控制结构, 可用于观

察不施加解析约束控制时的性能与违反约束行为.

 4.1.3　强化学习算法与评价指标

在 CircularMotion环境中, 分别采用 DDPG、
PPO和 TRPO三种强化学习算法; 在 Planar Air

Hockey环境中, 采用 PPO和 TRPO两种算法. 所
有结果均基于 5个随机种子重复实验获得, 以降低

训练随机性带来的偶然影响.

R cavg

cmax

cq̇, max

cavg cmax

cq̇, max

R cavg

cmax cdq, max

本文采用四项指标对方法进行评估: 平均回报

 用于衡量任务性能; 平均约束违反程度  用于

表征训练过程中整体约束保持水平; 最大约束违反

程度  用于刻画最坏情况下的约束偏离; 最大速

度约束违反程度  用于衡量速度可行域控制效

果. 其中, R越大表示任务性能越优, 而 、

和  越小表示约束满足能力越强. 本文的定量

分析对  和  采用多随机种子最终评估结果的

均值进行统计, 而   和   用于描述最坏情

况下的约束偏离. 因此本文报告其在多随机种子中

的峰值, 以更准确地反映方法的安全边界表现.
除环境参数与强化学习训练参数外 ,  SGA-

ATACOM还包含约束层与控制器层两类状态相关

调度超参数. 考虑到这些参数直接决定增益随风险

状态的调节方式, 本文将其关键取值汇总于表 1.

 4.2　CircularMotion 环境实验结果

 4.2.1　不同约束处理方法的比较

图 3 给出了 CircularMotion 环境下 DDPG、
PPO 和 TRPO 三种强化学习算法在不同约束处

理方法上的训练曲线对比, 表 2汇总了对应的最终

统计结果. 可以看到, 所提出的 SGA-ATACOM在

三种算法下均同时提升了任务回报与约束满足能

力, 且整体优于 ATACOM、ErrorCorrection 和

Terminated.

cmax

具体而言, 对于 DDPG, SGA-ATACOM的平

均回报由 ATACOM的 235.701 5提升至 247.178 7,
同时   由 0.031  223 降至 0.012  514, 降幅约为

 

(a) 圆周运动环境

(a) Circular motion environment

(b) 平面空气曲棍球环境

(b) Planar Air Hockey environment

约束流形
不等式边界
目标点
智能体

 

图 2    仿真实验环境示意图

Fig. 2    Schematic diagram of the simulation environments
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cavg

cmax

cavg

cmax

cavg

59.92%,   由 0.006 402降至 0.003 576, 如图 3(a)
~ 3 (d)所示. 对于 PPO, 平均回报由 278.928 2提
升至 300.638 1,   由 0.031 222降至 0.012 518, 降
幅约为 59.91%,   由 0.006 523降至 0.002 561, 如
图 3(e) ~ 3(h)所示. 对于TRPO, 平均回报由 264.615 3
提升至 293.580 4,   由 0.031 204降至 0.012 515,
降幅约为 59.89%,   由 0.006 437降至 0.003 045,
如图 3(i) ~ 3(l)所示.

与 ErrorCorrection相比, 所提方法在性能和

约束控制两方面均具有明显优势. 例如, 由表 2可

cmax

cmax

cq̇max

知, 在 PPO下, ErrorCorrection的平均回报仅为

192.177 3, 且  达到 0.139 112; 相比之下, 所提方

法的平均回报为 300.638 1,   仅为 0.012 518. 与
Terminated相比, 所提方法的优势更加明显. Ter-
minated虽然通过终止机制抑制部分严重违反约束

的行为, 但训练过程更不稳定, 且性能显著偏低. 例
如, 由表 2可知, 在 DDPG下, Terminated的平均

回报为−95.739 3, 同时  达到 0.498 038. 这说明,
在连续控制任务中, 单纯依赖违反约束后的终止机制

难以替代将约束信息显式嵌入控制律的解析方法.

 

表 1    SGA-ATACOM 的关键增益调度参数

Table 1    Key gain-scheduling parameters of SGA-ATACOM

实验环境 参数类别
约束层 控制器层

Kf Kg Kc Kq

CircularMotion

基线增益 0.1 2.0 100 20

相对增益范围 [0.35, 1.0] [0.40, 1.0] [1.0, 2.0] [1.0, 2.0]

更新速率 0.25 0.30 0.15 0.20

Planar Air Hockey

基线增益 0.5 1.0 240 2amax/vmax

相对增益范围 [0.45, 1.0] [0.50, 1.0] [1.0, 1.8] [1.0, 1.8]

更新速率 0.18 0.16 0.12 0.16
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图 3    CircularMotion环境下不同方法的性能与约束对比

Fig. 3    Comparison of performance and constraints of different methods in the CircularMotion environment
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综合图 3与表 2可以看出, 在 CircularMotion
环境中, SGA-ATACOM在 DDPG、PPO和 TRPO
下均取得更高的平均回报, 且同时降低了平均约束

违反程度和最大约束违反程度. 相较于 Termin-
ated 和 ErrorCorrection, 所提方法在连续控制任

务中表现出更稳定的约束保持能力. 在具有清晰几

何约束结构的任务中, 状态相关增益调度自适应能

够更有效地调节约束响应强度与探索强度之间的关

系, 从而减小约束偏离并提升任务表现.

 4.2.2　强化学习算法与评价指标

图 4展示了 SGA-ATACOM在 CircularMo-
tion环境下结合 DDPG、PPO和 TRPO时的训练

曲线. 由于该任务具有清晰的几何约束结构, 不同

算法下的训练过程能够更直接地反映所提方法对约

束流形附近运动的稳定调节能力. 可以看出, 尽管

三种算法在收敛速度和训练波动性方面存在差异,
但所提方法在三者下均能够维持较低的约束违反,
并持续提升任务回报. 该结果表明, SGA-ATACOM

在约束结构明确的低维任务中具有稳定的跨算法适

配能力.

 4.3　Planar Air Hockey 环境实验结果

 4.3.1　与不同方法的比较

cavg cmax cq̇max

cq̇max

在 Planar Air Hockey环境中, PPO和 TRPO
两种算法在不同方法上的训练结果对比如图 5所
示, 表 3汇总了对应的最终统计结果. 具体而言, 在
PPO下, SGA-ATACOM的平均回报达到 525.228 6,
明显高于 ATACOM的 440.112 4和 Unconstrain-
ed 的 280.524  0. 同时, ATACOM 与所提方法在

、  和  上均保持为 0, 而 Unconstrained
方法则表现出显著的速度违反,   达到 1.178 097.
该结果表明, 在该任务下, 所提方法在保持零约束

违反的同时进一步提升了任务性能.
从表 3和图 5可以看出, 在 Planar Air Hockey

环境中, SGA-ATACOM在 PPO和 TRPO下均取

得高于基线方法的平均回报. 需要指出的是, 在个

 

表 2    CircularMotion 环境下不同方法的定量结果

Table 2    Quantitative results of different methods in the CircularMotion environment

算法 方法 R cavg cmax cq̇, max

DDPG

ATACOM 235.701 5 0.006 402 0.031 223 0

SGA-ATACOM 247.178 7 0.003 576 0.012 514 0

ErrorCorrection 74.954 0 0.031 649 0.140 175 0

Terminated −95.739 3 0.118 951 0.428 035 0.498 038

PPO

ATACOM 278.928 2 0.006 523 0.031 222 0

SGA-ATACOM 300.638 1 0.002 561 0.012 518 0

ErrorCorrection 192.177 3 0.028 069 0.139 112 0

Terminated 71.208 9 0.101 304 0.401 823 0.046 248

TRPO

ATACOM 264.615 3 0.006 437 0.031 204 0

SGA-ATACOM 293.580 4 0.003 045 0.012 515 0

ErrorCorrection 109.174 2 0.039 597 0.135 171 0

Terminated 62.178 4 0.180 728 0.405 737 0.313 938
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图 4    CircularMotion环境下 SGA-ATACOM在不同强化学习算法上的训练曲线对比

Fig. 4    Training curves of SGA-ATACOM under different reinforcement learning algorithms in
the CircularMotion environment
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cdq, max

cq̇max

R cavg

别实验设置下, SGA-ATACOM 的  峰值可

能高于原始 ATACOM. 考虑到  反映的是最坏

情况下的瞬时速度违反, 该现象主要对应少数高风

险时刻的局部过冲, 而非整体约束控制能力的退化.
结合   与   的结果可以看出, SGA-ATACOM
仍在整体上得到了更高的任务回报和相同水平的平

均约束违反, 这说明该方法的收益主要体现在整体

控制质量的提升, 而最坏情况下的瞬时速度边界行

为仍存在进一步改进空间.
在 TRPO下, SGA-ATACOM在保持极低速

度约束违反的条件下取得明显更高的平均回报, 说
明状态相关增益调度自适应在复杂动力学任务中能

够更有效地调节约束响应强度与探索强度之间的关

系. 这表明, 在更高维、更复杂的机器人约束场景

中, 所提方法能够在维持约束满足的基础上进一步

提升任务性能.

 4.3.2　强化学习算法与评价指标

图 6给出了 SGA-ATACOM在Planar Air Hockey

环境下结合 PPO和 TRPO时的训练曲线. 与 Cir-
cularMotion环境相比, 该任务具有更高的状态维

数和更复杂的约束耦合关系, 因此更适合用于考察

所提方法在复杂场景中的泛化能力. 可以看出, 尽
管两种算法具有不同的更新机制, SGA-ATACOM
在二者下均表现出较稳定的训练趋势和良好的约束

控制能力. 该结果表明, SGA-ATACOM在更复杂

的高维机器人任务中仍具有较好的方法泛化能力.

 4.4　消融实验

为分析所提方法中不同组成部分的作用, 本文

在 CircularMotion环境中进一步进行消融实验, 分
别比较 ATACOM、仅启用控制器层增益调度、仅

启用约束层增益调度以及同时启用两层调度的完整

方法. 实验基于 TRPO开展, 所有结果均基于 5个
随机种子统计得到, 结果如图 7所示, 定量结果见

表 4.

cmax=0.031 204 cavg=0.006 44

从表 4 可以看出, ATACOM 的平均回报为

264.615 3, 同时对应  和 .
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图 5    Planar Air Hockey环境下不同方法的性能与约束对比

Fig. 5    Performance and constraint comparison of different methods in the Planar Air Hockey environment

 

表 3    Planar air hockey 环境下不同方法的定量结果

Table 3    Quantitative results of different methods in the Planar Air Hockey environment

算法 方法 R cavg cmax cq̇, max

PPO

ATACOM 440.112 4 0 0 0

SGA-ATACOM 525.228 6 0 0 0

Unconstrained 280.524 0 0.000 182 0.033 132 1.178 097

TRPO

ATACOM 306.453 7 0 0 0

SGA-ATACOM 438.229 5 0 0 0.055 845

Unconstrained 215.184 6 0.019 395 0.374 530 1.178 097

x 期 刘正堂等: 面向安全与性能动态平衡的自适应流形约束强化学习 11



cmax

cavg

Kc Kq

Kf Kg

仅启用控制器层增益调度时,   降至 0.024  616,
 降至 0.004 486, 说明控制器层调度能够直接增

强误差修正与速度保护能力, 但平均回报下降至

254.084 3. 该现象表明, 仅增强  和  虽然能够

抑制约束偏离, 但却会使控制器在离散执行过程中

表现得更加保守. 由于约束层的  和  仍保持

固定, 可行性约束的动态响应并未同步调整, 导致

约束层与控制器层之间出现一定程度的动态失配,
从而削弱了切空间中的有效探索能力.

cmax

cavg

Kf

Kg

Kc Kq

仅启用约束层增益调度时,   进一步降至

0.015 066,   降至 0.004 151, 表明约束层调度对约

束边界附近的主动纠偏作用更为明显, 但其平均回

报为 235.940  3, 且方差相对较大. 这说明仅对 

和  进行状态相关调节, 虽然可以使系统在接近

约束边界时更积极地回拉到可行区域, 但由于误差

修正增益  和速度可行域增益  仍保持固定, 约
束层的时变响应无法在控制器层得到同步支撑. 特
别是在离散时间执行条件下, 这种不完全自适应会

降低闭环响应的一致性, 使系统更容易出现保守恢

复或任务推进不足的现象, 因此平均回报反而低于

原始 ATACOM.

cmax = 0.012 515

相比之下, 本文方法的平均回报达到 293.580 4,
为四种配置中的最高回报, 同时  ,

cavg = 0.003 045 , 在性能和约束指标上均取得最佳

结果. 该结果表明, 控制器层调度与约束层调度并

非两个彼此独立、可简单叠加的增强项, 而是共同

作用于同一闭环控制系统的耦合机制. 前者主要增

强误差修正与速度保护能力; 后者主要改善可行性

约束本身的动态响应特性. 若仅启用其中一层调度,
虽然能够在某一方面降低约束违反, 但会破坏原始

ATACOM中约束响应、误差修正与动作可行域之

间的平衡关系, 因此难以同时获得更高回报和更低

约束偏离. 只有两层调度共同作用时, 系统才能在

高风险状态下快速增强保护, 并在安全区域保持较

高的有效探索能力, 从而实现最佳的综合表现.

 4.5　增益调度可视化分析

为进一步从时序层面展示状态相关增益调度自

适应机制的动态作用方式, 本节进行增益调度可视

化分析. 考虑到图 7 和表 4 已基于 CircularMo-
tion环境下 TRPO算法的 5个随机种子统计结果

给出不同配置间的定量比较, 本节进一步选取相同

实验设置下一次单次训练运行的结果, 对训练过程

中的增益演化趋势以及单个回合内状态指标与增益

参数之间的对应关系进行展示.
图 8展示了训练过程中的增益演化曲线. 可以
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图 6    Planar Air Hockey环境下 SGA-ATACOM在不同强化学习算法上的训练曲线对比

Fig. 6    Comparison of training curves of SGA-ATACOM on different reinforcement learning algorithms in
the Planar Air Hockey environment
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图 7    CircularMotion环境下 SGA-ATACOM的消融实验结果

Fig. 7    Ablation results of SGA-ATACOM in the CircularMotion environment
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看出, 所引入的各类增益参数并非固定常数, 也并

非沿训练轮次作简单的单调递增或递减变化. 整体

而言, 控制器层相关增益在训练前中期表现出较明

显的阶段性调整, 随后逐步进入相对稳定区间; 约
束层相关增益则总体保持在有界范围内缓慢变化.
该结果表明, 本文所采用的参数更新方式在训练过

程中随系统状态与局部风险水平的变化发生阶段性

重配置, 从而使固定增益 ATACOM中的静态参数

设定扩展为状态相关的动态调度过程.
图 9展示了单个回合内的约束层状态指标与约

束层增益之间的对应关系. 可以看出, 约束层会随

约束状态、变化趋势及短时预测信息所表征的局部

风险水平发生在线调整. 当系统表现出更明显的边

界逼近趋势或更高的潜在违反风险时, 对应的约

束层增益会发生相应变化, 以增强可行性约束的主

动纠偏能力; 当系统逐渐远离危险边界、约束状态

趋于平稳后, 相关增益又逐步回落. 该结果表明, 约
束层调度能够在状态层面对潜在风险进行前馈式

响应.

ρt Kq(t)

图 10展示了单个回合内控制器层状态指标与

增益参数之间的对应关系. 可以看到, 当速度风险

 处于较高水平时, 速度可行域增益  相应提

et Kc(t)

Kc(t) Kq(t)

高, 从而增强对速度边界附近可行域的收缩作用;

当约束残差  增大时, 误差修正增益  保持较

高水平, 以增强对约束偏离的回拉能力. 随着风险

水平逐步下降,   与  也相应回落. 该结果

说明, 控制器层调度能够依据即时状态变化进行在

线反馈式响应, 从而体现出“风险指标较高增强保

护、风险指标较低释放探索”的动态特征, 与图 9所

示控制器层的残差−风险反馈调节共同构成双层协

同的动态保护机制.

 5　结束语

针对固定增益设定难以灵活适应不同风险状态

的问题, 本文提出一种状态相关增益调度自适应

ATACOM (SGA-ATACOM)方法. 该方法在保持

原有约束流形几何结构和解析控制框架不变的基础

上, 引入约束层与控制器层的双层在线调度机制,

实现对约束回拉强度、误差修正强度以及速度保护

强度的自适应调整.

仿真实验表明, 所提方法能够有效改善固定增

益设定下的参数刚性问题, 并在典型受约束强化学

 

表 4    CircularMotion 环境下消融实验的定量结果

Table 4    Quantitative results of ablation experiments in
CircularMotion environment

方法 R cavg cmax cq̇, max

ATACOM 264.615 3 0.006 437 0.031 204 0

仅控制器层调度 254.084 3 0.004 486 0.024 616 0

仅约束层调度 235.940 3 0.004 151 0.015 066 0

SGA-ATACOM 293.580 4 0.003 045 0.012 515 0
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图 8    训练过程中的增益演化曲线

Fig. 8    Gain evolution curve during training
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图 9    约束层状态−参数对应曲线

Fig. 9    Constrained layer state-parameter
correspondence curves
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图 10    控制器层状态−参数对应曲线

Fig. 10    Controller layer state-parameter
correspondence curves
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习任务中取得更好的综合表现. 进一步的消融分析

说明, 约束层调度与控制器层调度分别作用于可行

性约束动态响应和闭环误差修正过程, 二者共同构

成方法性能提升的关键机制. 需要指出的是, 本文

当前主要从结构设计与实验验证角度分析状态相关

双层调度机制, 尚未给出时变增益调度下的严格

稳定性证明, 相关理论分析将作为后续研究的重要

方向.
综上, SGA-ATACOM为受约束强化学习中的

安全−性能协调提供了一种具有几何可解释性和结

构保持性的改进方案. 未来可进一步面向更复杂的

机器人任务开展理论分析与硬件验证[29], 以推动该

方法在真实场景中的应用.
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