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摘    要   具身学习通过智能体与环境的主动交互与数据采集, 结合模型迭代更新, 实现自主智能. 然而, 随着环境复杂度

和任务规模增加, 传统单智能体方法面临数据采集效率低、样本利用效率低、训练效率低等瓶颈, 严重制约了系统可扩展性.
针对上述问题, 提出一种云边协同的多智能体具身学习框架, 充分利用视觉−语言模型的高级推理能力, 在无需额外训练的

前提下实现多智能体高效在线探索与协同数据采集. 具体地, 各智能体通过视觉−语言模型对观测数据及感知信息进行解

析, 构建融合语义与空间状态的好奇心地图, 以指导短期目标选择, 实现语义驱动的高价值区域利用与空间驱动的未知区域

探索的协同推进; 在短期探索任务完成后, 智能体能够基于全局空间状态与共享语义信息开展长期探索规划, 以保障探索的

全面性与战略性. 所有智能体完成全场景探索后, 边缘端利用采集数据进行本地模型训练, 并将更新的参数和少量数据上传

至云端, 由云端进行多源知识聚合, 生成全局优化模型. 实验结果表明, 所提方法显著优于基线方法, 为大规模复杂环境下

多机器人自主智能学习提供新的有效范式.
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Cloud-edge Collaborative Multi-agent Embodied Learning Driven by Large Models
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Abstract   Embodied learning enables autonomous intelligence through active interaction and data collection
between agents and the environment, combined with iterative model updates. However, as the complexity of the en-
vironment and the scale of tasks increase, conventional single-agent methods face critical bottlenecks, including low
data collection efficiency, low sample utilization efficiency, and low training efficiency, which severely limit system
scalability. To address these challenges, we propose a cloud-edge collaborative multi-agent embodied learning frame-
work that leverages the high-level reasoning capabilities of vision-language model (VLM) to achieve multi-agent effi-
cient online exploration and collaborative data collection without additional training. Specifically, each agent uses a
VLM to interpret observation data and perception information, constructing curiosity maps that integrate
semantic and spatial states to guide short-term goal selection, thereby enabling synergistic advancement of semantic-
driven utilization of high-value regions and spatial-driven exploration of unknown regions; Upon completing short-
term exploration tasks, agents perform long-term exploration planning based on global spatial states and shared se-
mantic information to ensure comprehensive and strategic exploration. After all agents complete full-scene explora-
tion, edge agents train local models using the collected data, and the updated parameters with a small amount of
data are uploaded to the cloud for multi-source knowledge aggregation to generate a globally optimized model. Ex-
perimental results demonstrate that the proposed method significantly outperforms baseline methods, providing an
effective paradigm for multi-robot autonomous intelligence learning in large-scale complex environments.
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具身学习强调智能体通过与真实或模拟环境的

主动交互获取数据, 并在感知、决策与行动的闭环

中不断更新自身模型, 从而实现对复杂环境的自适

应理解与自主智能行为[1]. 相较于传统依赖静态数

据集的离线学习范式, 具身学习能够充分利用交互

带来的信息增益, 在未知或动态环境中展现出更强
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的泛化能力与适应性, 已成为机器人感知、导航与

操作等领域的重要研究方向.
然而, 随着应用场景逐渐向大规模、复杂环境

拓展, 单智能体具身学习范式在探索效率和系统可

扩展性方面面临显著瓶颈. 一方面, 单个智能体在

有限时间与计算资源约束下, 难以高效完成对复杂

环境中关键状态的探索; 另一方面, 现有方法多依

赖强化学习进行探索与决策策略训练, 往往需要大

量交互样本, 并对环境变化高度敏感, 难以在未知

场景中保持稳定性. 这些问题在一定程度上限制了

具身学习方法在开放环境中的实用性.
为提升系统的探索效率与鲁棒性, 多智能体系

统 (multi-agent systems)被引入具身智能研究. 现
有多智能体研究大多从任务驱动的角度出发设计智

能体的协同行为. 例如, 操作任务重点研究物理层

的动作协调, 探索任务则主要聚焦于空间覆盖率

(spatial coverage)的提升. 在此类范式下, 感知模

型的输出通常作为环境状态的一部分用于策略决

策, 但感知模型自身的学习状态或学习需求并未被

显式建模为交互策略的优化目标, 智能体的交互行

为仍主要围绕任务或探索指标进行设计. 相比之下,
本文将感知模型的学习需求显式纳入多智能体协同

决策过程, 使交互行为能够根据感知模型的反馈进

行调整, 以获取更有利于感知模型训练的数据, 从
而形成感知−交互−学习的闭环机制.

在大规模或复杂环境中, 仅依靠边缘端多智能

体仍存在显著局限: 一方面, 边缘端单个智能体可

获取的全局信息有限, 导致探索策略局部最优; 另
一方面, 边缘端智能体在处理复杂推理或高层规划

时的计算能力受限. 与此同时, 大语言模型 (large lan-
guage model, LLM)和视觉−语言模型 (vision-lan-
guage model, VLM)的快速发展为具身学习提供了

新的发展思路. 大模型往往具备强大的推理能力,
能够在无需任务特定训练的情况下理解开放词汇语

义、空间关系以及高层任务目标, 为构建通用、可迁

移的具身智能系统奠定基础. 已有研究表明, 大模

型在机器人高层规划、空间推理和任务泛化方面展

现出显著潜力. 为此, 本文引入云边协同机制: 云端

统一部署大模型, 利用其强大的语义理解与推理能

力进行全局策略规划, 并将决策指导下发至边缘端

智能体; 边缘端智能体则在局部环境中执行策略并

采集数据, 同时将更新后的本地模型和少量数据上

传至云端, 实现边缘采集与云端整合的闭环协作.
该机制既解决了局部信息有限的问题, 又充分发挥

大模型在高层规划和跨场景泛化的能力, 为多智能

体具身学习提供高效、可扩展的支撑.
如图 1所示, 本文提出一种云边协同的多智能

体具身学习框架, 充分利用视觉−语言模型的通用

推理能力, 在无需额外训练的前提下实现多智能体

高效在线协同探索采集数据. 具体地, 在探索阶段,
云端大模型基于边缘端语义−空间状态信息生成全

局策略以统一指导边缘端智能体探索. 在学习阶段,
各智能体基于探索过程中采集的数据在边缘端进行

本地模型更新, 并将更新后的模型参数和少量样本

上传至云端, 以减少通信开销; 云端通过多源知识

聚合生成统一综合模型. 在部署阶段, 该综合模型

可应用于新环境, 通过在线感知与决策验证其在未

知场景下的泛化能力与感知性能.
本文的主要研究工作包括:
1)提出一种大模型驱动的云边协同多智能体

具身学习框架, 实现探索与学习一体化的多智能体

协同机制, 提升了系统在大规模复杂环境下的可扩展性;
2)基于视觉−语言模型构建融合语义−空间信

息的环境表征, 并结合跨智能体的共享语义信息,
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图 1    云边协同具身学习框架

Fig. 1    An embodied learning framework for cloud-edge collaboration
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引导多智能体在无需额外训练的条件下开展高效的

在线协同探索;
3)设计边缘端本地学习与云端多源知识聚合

相结合的协同学习流程, 在降低通信开销的同时显

著提升模型的学习效率与跨场景泛化能力.

 1　相关工作

 1.1　具身学习

具身学习的核心在于感知、决策与行动的紧密

耦合, 强调智能体通过主动交互实现自主学习[2]. 早
期研究主要围绕具身学习在机器人视觉感知中的应

用展开. 研究者通过引入语义好奇奖励机制, 度量

多视角下感知预测的不一致性, 引导智能体主动探

索高信息量区域[3]. 有学者利用多视角熵与视图散

度联合样本选择与视图规划, 借助超像素级区域选

择以显著降低数据标注成本[4]. 此外, 文献 [5]通过

在探索未知区域与采集高价值样本间进行动态权

衡, 实现了语义分割模型的在线迭代更新; 在此基

础上, 文献 [6]将该架构拓展至终身学习场景, 赋予

智能体在跨环境探索中持续积累与迁移视觉知识的

能力.
为进一步优化探索效率, 信息路径规划 (infor-

mative path planning, IPP) 被引入具身学习框架.
现有方法利用感知模型的不确定性驱动路径规划,
实现了语义分割模型的主动域自适应[7]. 文献 [8]将
不确定性显式建模为地图信息增益以引导探索与数

据采集. 进一步地, 有学者通过半监督主动学习与

自适应路径规划策略[9], 以及基于语义分布不确定

性与不一致性奖励的难样本挖掘机制[10], 实现未知

环境中样本利用效率和模型性能的提升.
研究者们引入自监督与自改进机制摆脱对人工

标注数据的依赖. 通过在探索阶段引导智能体主动

改变观测视角获取跨视图观测, 并结合多视角一致

性约束生成高质量伪标签 (pseudo-label, PL), 实现

了模型的持续自主演进[11−14]. 文献 [15]通过聚类、推

理与建图的联合优化, 实现了开放世界语义场景理

解, 为开放场景中未知类别学习提供了支撑.
为增强模型视觉表征能力, 有学者将运动信息

融入视觉表征学习, 通过联合优化强化学习策略与

逆动力学预测提升下游任务的泛化能力[16]. 文献 [17]
提出好奇心驱动的交互式环境表征框架, 利用快速

概念映射降低少样本学习对标注的依赖. 文献 [18]
在推理阶段通过交互收集多帧信息, 并借助自监督

损失持续更新模型. 在此基础上, 有学者进一步引

入高层语义建模以提升智能体的环境理解能力, 通

过结合外部知识与场景图结构[19], 或利用具身探索

动态构建语义场景表示[20], 使智能体能够实现复杂

语义推理与环境理解.
大语言模型和视觉−语言模型为具身学习提供

了新范式. 早期研究主要聚焦于模块化的策略, 将
冻结参数的预训练多模态大模型作为高级视觉特征

提取器或推理组件[21−22]. 为构建通用基础模型, 有学

者联合互联网数据、机器人行为数据, 通过预训练、

微调等技术建模多模态信息[23−29]. 然而, 大模型往往

面临算力消耗高和延迟高等瓶颈. 为此, 文献 [30]
部署低频运行的大模型与轻量级底层处理网络以降

低计算开销. 此外, 一些新型具身世界模型的出现,
使智能体能够通过预测未来三维空间的状态演变来

推演自身动作可能产生的结果[31−33], 有效弥合了视

觉表征与真实场景之间的鸿沟, 提升了智能体在未

知开放环境中的泛化能力.
尽管上述方法取得了显著进展, 但通常依赖任

务特定的不确定性建模, 且聚焦于单智能体具身学

习范式, 在环境规模扩大或任务复杂度提升时, 往
往面临探索效率不足、训练周期过长及复杂开放环

境中泛化能力不足等问题. 本文引入视觉−语言模

型作为通用推理引擎, 在无需额外训练的条件下构

建语义−空间融合的多智能体协同探索机制, 为多

智能体协同具身学习提供了新的解决思路.

 1.2　多智能体协同

为缓解大规模复杂环境下单智能体在探索效率

和可扩展性方面的局限性, 有学者尝试引入多智能

体系统, 通过并行感知、协作决策以及跨机器人的

信息共享, 提高自主系统在未知环境中的探索效率

和任务覆盖能力.
早期研究主要依赖几何启发式方法, 通常计算

地图覆盖率或信息增益实现任务分配[34−35]. 针对通

信受限场景, 文献 [36]通过共享由新增顶点与边构

成的轻量化拓扑信息实现高效协作探索. 进一步地,
有学者开始关注几何建模误差与语义不确定性的联

合优化[37]. 文献 [38]通过去中心化的协作框架实时

共享语义地图以增强导航与协作能力. 文献 [39]通
过意图信息模块和注意力机制改善智能体间的协作

与交流.
随着多智能体强化学习 (multi-agent reinforce-

ment learning, MARL)的兴起, 集中式训练与分布

式执行 (centralized training with decentralized
execution, CTDE)范式被广泛应用于协同决策与

控制任务. 文献 [40]利用全局状态或联合观测支持

协作策略的有效学习. 文献 [41]提出MADDPG框
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架, 通过集中式评论家引入状态与动作信息, 缓解

了多智能体环境的非平稳性问题. 文献 [42]提出的

MAPPO则进一步融合 PPO (proximal policy op-
timization)算法, 通过集中式价值函数提升训练稳

定性. 为进一步优化长期协作一致性与泛化能力,
研究者提出基于动力学模型的角色发现与多样性增

强框架, 利用互信息最大化与对比学习促进角色特

异性行为[43]. 文献 [44]引入共享循环记忆机制增强

长期路径规划中的协作泛化. 文献 [45]提出了基于

深度强化学习的多机协同空战决策流程框架, 为多

机协同空战智能决策提供了有效途径. 然而, 基于

多智能体强化学习的方法通常依赖大量交互样本和

长期离线训练, 对奖励设计和环境分布高度敏感,
实际应用时仍面临样本效率低、泛化能力受限等问题.

云边协同为多智能体系统提供了低通信开销与

隐私保护的新方案. 文献 [46]利用云−边−端协同控

制机制缓解规模扩大导致的协同交互难题. 此外,
联邦学习 (federated learning, FL)作为最具代表性

的方法之一, 让各智能体在本地训练模型并仅交换

模型参数或梯度, 而无需共享原始数据, 从而实现

跨个体协同学习[47]. 进一步地, 研究者尝试将联邦

学习与MARL融合, 通过联邦强化学习 (Fed-MARL)
框架, 实现零样本泛化规划、任务卸载与资源分配

联合优化, 以及边缘设备分散式控制策略学习, 均
兼顾隐私保护与网络可扩展性[48−50].

与此同时, 大模型技术的发展为多智能体协同

提供了新机遇. 文献 [51]利用大模型将高层自然语

言指令转换为多机器人任务计划. 文献 [52]借助大

模型整合结构化空间信息与非结构化语言线索. 文
献 [53]利用大模型的推理能力实现任务规划、在线

适应与人在环验证. 然而, 上述方法主要聚焦于任

务层面的协同, 与感知层面的耦合仍然较弱.
尽管面向任务的多智能体协同研究已取得长足

进展, 但底层感知与语义理解的协同学习方面的研

究仍相对不足. 本文提出一种云边协同的多智能体

具身学习框架, 通过引入视觉−语言模型进行语义−
空间联合推理, 进而实现多源知识聚合, 为大规模

复杂环境下的多智能体自主学习提供了一种新的可

扩展方向.

 2　问题定义

E具身学习的核心目标是为智能体在未知环境 

中设计主动探索与数据采集策略, 使其在有限交互

预算下生成对感知模型最具信息价值的交互数据,
并通过模型更新提升其在未知环境中的泛化性能.

在云边协同多智能体具身学习场景下, 系统由

N {Ai}Ni=1

Ai Φθi

Ci = {ci1, ci2, · · · } θi

 个部署于边缘端的智能体组成, 记为 . 每
个智能体  搭配一个初始感知模型 , 定义在其

专属语义类别集合  上, 其中  为

模型参数.
ΠH

k Hk =

{H1
k , H

2
k , · · · , HN

k }
πi
L Hi

k

在探索阶段, 云端大模型生成高层策略 , 用
于规划多智能体在时间步   时的探索目标  

, 每个智能体在边缘端执行对

应的低层控制策略 , 实现目标  以采集数据.
具体地, 智能体在探索过程中维护以下信息:

M i, k
exp i1)局部探索地图 : 记录智能体  已探索区

域的空间信息;
M i, k

sem i

Iik

2)局部语义地图 : 基于智能体  的观测

图像 , 记录局部区域内语义信息;
infoik k

i Ci

3)共享语义信息 : 记录截至时间步  时,
其他智能体向智能体  传递的包含语义类别  的

目标在全局坐标系下的位置信息:

infoik = ∪k
t=1{info

j→i
t, Ci | j ̸= i} (1)

infoj→i
t, Ci t j i

Ci

其中,   表示时间步  时, 智能体  向智能体 

传递的包含语义类别  的语义信息.
Hi

k sik
gik ΠH

高层目标   包含短期探索目标   与长期探

索目标 , 通过高层策略  生成:
sik Iik1)短期探索目标 : 表示局部观测图像  中

感兴趣目标在世界坐标系下的投影位置, 旨在引导

智能体在局部范围内高效采集信息和执行导航任

务. 短期探索目标的生成依赖好奇心地图:

M i, k
cur = f(M i, k

sem, M i, k
exp) (2)

f(·)
sik fs(·)
其中, 函数  为融合函数. 在此基础上, 短期目标

 由函数  构建:

sik = fs(M
i, k
cur , I

i
k, D

i
k, p

i
k, Φθi) (3)

Di
k pik

fs(·)
其中,   为智能体观测到的深度图像;   为智能体

当前位姿; 函数  用于评估局部区域内的语义信

息和空间新颖性, 以实现对局部区域的有效探索.
gik M i, k

exp

fg(·)
gik

2)长期探索目标 : 表示局部探索地图 

上未探索且信息量丰富的区域, 旨在规划全局范围

内的探索路径, 以探索高价值区域. 通过函数 

构建长期探索目标 :

gik = fg(M
i, k
exp , info

i
k) (4)

fg(·)其中, 函数  用于评估全局区域内的语义信息和

空间新颖性, 以实现对全局区域的有效探索.
Hi

k πi
L

pik

对于高层目标 , 边缘端低层控制策略  基

于当前位姿  生成连续控制动作:

ai = πi
L(H

i
k, p

i
k) = {ai1, · · · , ait, · · · , aiTmax

} (5)
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ait t Tmax

Di
train

其中,   为第  步时的动作;   为最大探索时间

步. 交互过程中将采集训练数据集  用于模型

知识更新.
在学习阶段, 各边缘端智能体基于其本地采集

的数据更新模型:

Φθi′ = U i(Φθi , Di
train) (6)

U i θi
′

其中,   为模型更新函数;   为优化后的模型参

数, 并将更新后的模型和少量数据上传至云端. 云
端对来自不同智能体的本地模型进行整合, 得到融

合多源知识的全局模型:

Φθ∗ = G({Φθi′ , Di
cloud}Ni=1) (7)

Di
cloud i

G(·)
其中,   为第   个智能体上传至云端的数据;

 表示云端模型整合函数.
Φθ∗

Etest
Dtest Φθ∗ P (·)

在部署阶段, 融合后的模型  直接用于未知

测试环境  中的性能评估. 最终目标是在测试数

据集   上最大化模型   的感知性能  , 从
而实现多智能体协同探索与学习的整体最优.

Π∗
H = argmax

ΠH

E{ai ∼ πi
L(Hi

k, p
i
k)}

N
i=1

[
P (Φθ∗ , Dtest)

]
(8)

 3　云边协同多智能体具身学习框架

本节介绍所提出的云边协同多智能体具身学习

框架. 该框架以视觉−语言模型为核心决策单元, 在
云端统一规划多智能体的高层探索目标, 并在边缘

端完成低层动作执行与数据采集, 从而实现高效、可

扩展的协同探索与感知模型学习. 整体流程如图 2
所示.

 3.1　探索阶段

ΠH

探索阶段的目标是在有限交互预算下, 引导多

智能体采集对感知模型学习最具信息价值的数据.
为此, 云端基于视觉−语言模型生成高层策略 ,
各边缘端智能体根据接收到的高层目标执行低层控

制策略并与环境交互. 探索阶段的整体流程如图 3
所示.

 3.1.1　高层策略

ΠH

i k Hi
k =

{sik, gik}

高层策略  规划由云端视觉−语言模型完成,
其作用是在语义信息利用与空间探索之间进行

权衡, 为智能体   在时间步   生成高层目标  

. 高层目标的生成综合考虑智能体的局部

观测、历史探索状态以及跨智能体间共享的语义

信息.
短期目标. 视觉−语言模型通过预测短期目标

引导智能体在局部区域内优先访问语义信息密集或

i潜在信息增益较高的区域. 具体地, 智能体  在每一

时间步维护并更新以下环境表征:

M i, k
exp

k

k

Di
k

pik pcdik

● 局部探索地图. 探索地图  记录了智能

体自初始时刻至时间步  的空间探索状态, 用于刻

画环境的空间新颖性. 具体地, 在时间步  时, 智能

体利用映射模块, 基于当前深度观测  和位姿信

息  构建世界坐标系下的点云表示 , 并将全

局点云投影至俯视平面, 从而获得当前可感知区域.

基于与智能体位置的距离, 感知区域被细分为以下

三类区域:
Dvis1) 已访问区域. 与智能体距离小于阈值  

的区域被视作已访问区域, 并在探索图上用深灰色

进行标识;

Dvis

2)已探索区域. 智能体已通过传感器观测到,
但与智能体距离大于阈值  的区域被视作已探

索区域, 并在探索图上用浅灰色进行标识;
3)未探索区域. 历史与当前未观测到的区域被

视作未探索区域, 并在探索图上用白色进行标识.
未探索区域能代表潜在的空间新颖性.
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图 2    云边协同具身学习框架流程图

Fig. 2    A cloud-edge collaborative embodied learning
framework flowchart
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基于地图区域与智能体的距离进行细粒度区域

划分, 能清晰地展现智能体运动轨迹与环境中不同

区域的探索状态, 为后续空间新颖性评估和目标规

划提供基础.
M i, k

sem

k

Iik

Φθi yik = Φθi(Iik)

yik

● 局部语义地图. 语义地图  用于记录环

境中不同空间位置所蕴含的语义信息价值. 具体地,
引入思维链技术, 利用视觉−语言模型推理生成语

义信息. 在时间步  时, 视觉−语言模型接收两类关

键信息作为输入: 当前时刻采集的 RGB 观测  ;

感知模型  生成的感知结果 , 其中,

 包含目标物体的边界框、语义类别标签以及置信

度分数.
如图 4所示, 视觉−语言模型对上述输入执行

逐步推理过程, 以生成用于更新语义地图的高层语

义信息. 该推理过程包括以下三个步骤:

yik

1)感知结果分析. 视觉−语言模型首先对当前

场景进行语义理解, 并将其与感知模型输出  进行

交叉验证. 通过该过程, 视觉−语言模型能够识别潜

在的感知不确定性或偏差, 例如漏检目标或低置信

度检测结果, 从而为后续语义区域筛选与评分提供

依据.
2)显著语义区域生成. 在感知结果分析的基础

上, 视觉−语言模型利用其蕴含的知识与语义关联

能力, 生成一组具有潜在探索价值的显著语义区域,
包括感知失败区域、具有导航意义的可通行区域

(如通向新空间的门) 以及在语义上与目标类别高
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图 3    探索阶段流程图

Fig. 3    Flowchart of the exploration stage

 

输入 输出

感知结果分析 + 显著语义区域生成

1. Interesting regions planning:
1.1. The size of the observation image is 600x600. Provide a perceptual

description of the environment based on your sensor observations using
the bbox format. (e.g., "a chair in the [100,130,220,240],")

1.2. Analyze and compare perception results with your descriptions
- Target objects should be focused on.
- According to your common sense, objects close to the target category
should also be paid attention to, because the target object may appear
near them.

1.3. Note you CANNOT GO THROUGH CLOSED DOORS AND
WALLS. CLOSED DOORS and WALLS are not considered.

1.4. Planning up to 5 interesting object-level pixel regions, such as the
region of the chair, toilet, etc.

语义评分分配

2. Regions score assignment:
2.1. If there is no visible way to move to other

areas and it is clear that the target categories are
not in sight, assign a score of 0.

2.2. If the target categories are detected with
low confidence or not detected in the perception
model's perception results, it means the data that
are difficult for the perception model, assigning a
score of 10.

2.3. If there is a way to move to another area
or an area may have target categories, assign a
score based on your estimate of the likelihood of
finding the target categories' objects, using your
common sense.

评分解释

3. Output
3.1. Output Format
For each observation, output your perception result based on your perception model:
{{

'[category1]':{{[x11,y11,x12,y12], [x13,y13,x14,y14]}},
'[category2]':{{[x21,y21,x22,y22]}},
...

}}
Then, explain your assigned score. Format your answer in JSON format:
{{

'[x11,y11,x12,y12]':{{'score':<The score(from 0 to 10) of region [x11,y11,x12,y12]>,
'Explanation': <An explanation for selection of region and your assigned score>}},
'[x21,y21,x22,y22]':{{'score':<The score(from 0 to 10) of region [x21,y21,x22,y22]>,
'Explanation': <An explanation for selection of region and your assigned score>}},
...

}}

输入

观测结果

I see the below objects:
{

'microwave': [[0, 300], [100, 400]],
'table': [[300, 450], [600, 600]],
'plant': [[50, 350], [100, 450]],
'picture': [[200, 200], [300, 250]]

}

I assign the score for below region:
{

'[0, 300, 100, 400]': {'Score': 10, 'Explanation': 'The bbox of the microwave, which is one of the target categories and might be difficult for
the perception model to detect.'},

'[300, 450, 600, 600]': {'Score': 8, 'Explanation': 'The bbox of the table, which is another target category. It is likely to be in proximity to
other objects of interest such as a plant or microwave.'},

'[50, 350, 100, 450]': {'Score': 7, 'Explanation': 'The bbox of the plant, which is a target category. It may be near other objects of interest.'},
'[200, 200, 300, 250]': {'Score': 5, 'Explanation': 'The bbox of the picture, which is not a target category but may be near objects of

interest.'}
}

语义信息

输出可视化结果

 

图 4    短期目标推理输入输出示例

Fig. 4    Examples of input and output for short-term goal reasoning
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rik =

{ri, 1k , ri, 2k , · · · , ri, Nk

k } Nk

度相关的区域 ,  从而推理出候选语义区域  

, 其中,   为候选区域数量.

每个候选区域用图像坐标系下的边界框坐标标识.

Si
k = {Si, 1

k , Si, 2
k , · · · , Si, Nk

k }

3)语义评分分配. 视觉−语言模型对每个候选

语义区域进行系统化评估, 并为其分配一个数值化

的语义评分 , 以标明

该区域对感知模型学习的潜在价值. 评分过程遵循

以下规则: a) 感知失败的区域被赋予最高评分; b)
具有潜在导航意义或语义关联丰富的区域获得较高

评分; c)不可通行区域 (如墙) 则被赋值为零分. 对
于每个评分, 视觉−语言模型将同时生成对应的文

本化推理解释, 以增强评分结果的可解释性.

M i, k
sem rik

Di
k

pik

Si
k

带有语义评分的候选区域将用于更新局部语义

地图 . 对于每个候选区域 , 首先利用深度

观测  将区域内的像素点投影为智能体局部坐标

系下的三维点云; 再结合当前位姿信息 , 将局部

三维点云转换至全局坐标系下, 并通过投影映射到

俯视视角的二维语义地图中得到语义区域; 计算该

区域的中心点坐标, 并维护其对应的语义评分 

作为该候选区域的语义好奇值.

M i, k−1
sem Agg(·)

将当前时间步投影得到的语义信息与上一时间

步的语义地图  通过聚合操作  进行融

合, 生成更新后的语义地图:

M i, k
sem = Agg

(
M i, k−1

sem , Proj(rik, Si
k, p

i
k, D

i
k)
)

(9)

Proj

Agg(·)
其中,   为投影操作, 将语义信息投影到俯视图

上; 聚合操作  采用逐单元取最大值的方式,
以确保语义地图在时间上始终保留最显著的语义线

索, 从而形成具有长期记忆能力的全局语义表示.
sik

M i, k
sem M i, k

exp

短期目标  用于引导智能体在局部范围内优

先访问语义价值高且尚未充分探索的区域. 为此,
将局部语义地图  与局部探索地图  进行

融合, 构建好奇心地图, 以同时考虑语义显著性与

空间新颖性.

M i, k
cur (x, y) = f

(
M i, k

sem(x, y), M i, k
exp(x, y)

)
=

M i, k
sem(x, y) · I

(
M i, k

exp(x, y) ∈ Uexp

)
(10)

(x, y) Uexp

I(·)
其中,   为局部二维地图上的空间坐标; 
表示未探索区域的空间坐标集合;   为指示函数,
当且仅当目标区域属于未探索区域时, 该指示函数

的值为 1, 否则为 0. 该机制能够有效过滤掉已充分

探索区域的语义得分, 从而引导智能体优先前往具

有高语义价值的新颖区域.

sik

高层策略在好奇心地图上选择具有最大值的候

选位置作为短期目标 , 从而实现对高价值语义区

域的优先探索.

gik

长期目标. 将在全局尺度上分析空间拓扑结构,
评估不同未探索区域的潜在战略价值, 并预测最可

能揭示新房间结构或高价值新物体的像素坐标位

置, 作为长期子目标 .

i

Cj infoi→j
k, Cj

j i

infoik

在探索过程中, 智能体  将其感知结果与视觉−
语言模型推理得到的高层语义信息进行结构化编

码, 并传递给负责对应语义类别的其他智能体. 具
体地, 解析感知模型和视觉−语言模型预测的目标

物体的语义类别与像素坐标, 并投影到俯视图中得

到目标物体在全局坐标系下的空间位置, 再将物体

语义类别   与空间位置编码为语义信息  

传递给智能体  .  智能体   可利用共享语义信息

 补充环境语义线索. 该共享信息在探索阶段持

续累积, 并作为长期目标规划的重要先验.

gik

M i, k
exp

infoik
gik

当短期目标已被充分执行, 即局部好奇心地图

中不存在显著候选区域时, 高层策略将自适应切换

生成长期探索目标 , 以实现对全局未覆盖区域的

战略性探索. 此时, 视觉−语言模型基于局部探索地

图  记录的空间探索状态, 以及智能体间共享

的语义信息 , 推理当前尚未探索且高价值的区

域作为长期目标 , 以实现跨智能体协同决策, 提

高探索效率和数据采集价值. 图 5为长期目标推理

示例.
sik gik最终, 短期目标  与长期目标  通过自适应

切换机制共同指导智能体的运动决策. 短期目标确

保在局部语义丰富区域进行高价值探索; 长期目标

则引导智能体访问未探索空间, 实现全局环境的有

效探索.

 3.1.2　低层策略

πi
L Hi

k

{aik, aik+1, · · · }
低层策略  负责将高层生成的目标  转化

为智能体可执行的动作序列 , 以实

现从当前位置到目标位置的导航.

posik Hi
k

Pi
k Pi

k = {pik, 1, pik, 2, · · · }

路径规划. 为实现当前位置到目标位置的最短

路径规划 ,  利用广度优先搜索   (breadth- f i r s t
search, BFS) 算法计算从当前位置  到目标 

的最短路径 . 其中,   表示

沿最短路径依次经过的空间位置序列.
Pi
k

pik pik, next =

(xi
k, next, y

i
k, next) ∆θik

动作生成. 根据路径 , 智能体在每一时间步

根据当前位姿   与路径中下一个位置  

 的相对角度  决定动作类型:

∆θik = atan2(yik, next − yik, x
i
k, next − xi

k)− θik (11)

(xi
k, y

i
k) θik其中,   为当前位置坐标;   为智能体当前

朝向, 基于相对角度值选择动作:
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aik =


左转, ∆θik > 30◦

右转, ∆θik < −30◦

直行, −30◦ ≤ ∆θik ≤ 30◦

(12)

智能体沿路径依次执行动作, 实时更新位姿,
并在每步重新评估相对角度差以确定下一个动作,
直至到达目标位置. 该策略保证了低层动作执行的

连续性和局部可行性, 同时与高层目标规划紧密耦

合, 实现语义驱动与空间驱动的协同探索.

 3.2　学习阶段

在学习阶段, 通过云边协同的模型更新与知识

整合机制, 在降低通信开销的同时, 实现多智能体

采集知识的高效融合. 具体地, 边缘端负责基于本

地采集数据进行感知模型更新, 并将更新后的模型

和少量数据上传至云端; 云端将对来自不同智能体

的专家模型进行统一整合与推理.
i

Di
train

Φθi

专家更新. 探索结束后, 对于第  个智能体, 利
用其在环境交互过程中采集的数据集  对本地

感知模型  进行更新. 模型参数通过最小化损失

函数进行优化:

L = λclsLcls + λboxLbox + λdflLdfl (13)

Lcls Lbox Ldfl

λcls λbox λdfl

其中,  、  和  分别为分类损失、边界框回

归损失和分布焦点损失;  、  和  分别为对

应的权重.
i

Φθi Di
cloud

边缘端完成本地模型更新后, 智能体  将其更

新后的模型参数  及少量数据  上传至云端.
自监督学习. 为在云端高效整合来自不同边缘

端的异构专家模型, 本文通过多专家协同生成伪标

签数据的方式, 利用自监督学习模式, 将分散在不

同专家模型中的知识统一蒸馏至单一综合模型中.

Φc
θ = {Φθ1 , Φθ2 , · · · , ΦθN }

Dcloud = {D1
cloud, D2

cloud, · · · , DN
cloud}

Dcloud I

ŷ

具体地, 云端收集来自各智能体的专家模型

, 并将其应用于云端数

据集 . 对于数

据集  中任一输入图像 , 各专家模型分别给

出预测结果, 包括目标类别、置信度以及边框坐标.
云端利用置信度筛选策略, 对多专家预测结果进行

融合, 仅保留高置信度的可信结果, 作为该图像的

伪标签 .

Dpl
cloud

Φθ Φθ∗

C = {C1, · · · ,
CN}

基于上述过程, 构建包含图像−伪标签对的伪

标签数据集 . 随后, 利用伪标签数据集对感

知模型  进行微调得到 . 需要注意的是, 该模

型在结构上与专家模型保持一致, 但其分类头类别

数被拓展为所有专家模型类别的集合 

. 训练过程中, 综合模型同样采用与专家模型

一致的多任务损失函数, 以确保任务定义与优化目

标的一致性.

 3.3　部署阶段

Φθ∗

在部署阶段, 将学习阶段得到的综合感知模型

 直接应用于未知测试环境中执行感知任务以测

试模型在未知环境中的性能, 无需再维护或调度多

个专家模型. 得益于多专家伪标签蒸馏机制, 综合

模型在保持推理效率的同时, 能够有效继承各专家

模型在不同场景与语义上的判别能力, 从而实现高

效、稳定且具备良好泛化性能的云端感知服务.
Φθ∗

Etest
Dtest

具体地, 融合后的全局模型  被部署于测试

环境   中 ,  对采样自测试环境的测试数据集

 中的观测样本进行推理. 对于每个输入观测,
云端利用综合模型预测最终感知结果. 部署阶段能

有效验证模型在未知环境中的泛化能力.

 

输入

The agent needs to navigate the environment to collect observations that will help improve perception performance.
The agent has sent you the following inputs:
- Top-Down Scene Explore Map:

- Red triangle: current position and orientation of the robot (tip indicates facing direction). The robot is located in {curr_pixel_coord_x, curr_pixel_coord_z} with the orientation of {curr_ori}
- Gray: observed objects
- Black: objects explored (within 1 meter of robot’s current and historical positions)
- Blue: The historical trajectories of the robot
- White: unexplored regions
- Size: The coordinate [0,0] is located at the upper left corner of the map, and the size of the exploration map is {crop_x2-crop_x1}x{crop_y1-crop_y2}.

- Semantic Information:
- Target object categories to observe: {", ".join(target_categories)}
- Observed instances (format: "ClassName: [(x, y), ...]"): {semantic_objects_str}

Your job is to propose a goal coordinate (x, y) on the map that leads the robot to explore a meaningful unexplored (white) area. Not all white areas are important — prioritize those that:
- Prefer those near known target object locations or likely to reveal new target-category objects.

Based on the provided top-down scene explore map and the semantic information, the robot is currently located at (85, 120) with an orientation of
270.0 degrees, facing west. The observed instances of chairs are located at coordinates (244, 147), (215, 232), and (207, 243). There are no observed
instances of toilets or fridges.
To improve perception performance for the target categories, the robot should explore areas near the known locations of chairs, as these areas
might also contain toilets or fridges. The area to the east of the current position seems to be unexplored and could potentially contain new target-
category objects.
Considering the proximity to the known chair locations and the unexplored nature of the area, a suitable goal coordinate for the robot to explore
would be (150, 180). This location is within the unexplored white region and is also reasonably close to the observed chair instances, increasing the
likelihood of finding additional target objects such as toilets or fridges.

输出
长期目标探索图

 

图 5    长期目标推理输入输出示例

Fig. 5    Examples of input and output for long-term goal reasoning
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 4　实验设置

为验证所提出云边协同多智能体具身学习框架

的有效性, 在仿真环境中开展实验.

 4.1　实验环境

实验在多场景室内仿真环境 ProcTHOR-10K
中进行, 该环境包含多种典型室内布局与语义目标

类别, 能覆盖复杂空间结构与多样化语义分布. 每
个场景由若干相互连通的房间构成, 包含家具、电

器等常见物体, 为具身探索与感知学习提供具有挑

战性的测试条件. 需要注意的是, ProcTHOR-10K
包含 10 000个训练场景与 1 000个测试场景, 能保

证训练与测试场景在空间布局与语义分布上互不重

叠, 以评估模型在未知环境中的泛化能力. 具体地,
根据场景中房间数量对场景复杂度进行排序, 对于

每一类复杂度, 选择编号最小的两个场景作为实验

环境. 选取场景编号如下:
1)训练环境: 15, 56, 668, 679, 553, 749, 210,

644, 435, 565, 99, 102
2)测试环境: 0, 12, 73, 87, 98, 115, 144, 182,

190, 586, 650, 651

 4.2　模型配置

 4.2.1　感知模型

λcls = 0.5 λbox = 7.5

λdfl = 1.5

本文采用 YOLOv12架构作为智能体的基础感

知模型, 并加载在 COCO数据集上进行预训练的

轻量级模型 YOLOv12n作为预训练模型, 通过目

标检测任务评估所提方法的有效性. 目标检测任务

损失函数由分类损失、边界框回归损失及分布焦点

损失共同构成, 各项损失权重设置如下: 分类损失

权重 , 边界框回归损失权重 , 分
布焦点损失权重 . 在学习阶段, 边缘端智

能体基于各自采集的数据对感知模型进行本地更

新, 每个模型的训练迭代次数设定为 1 000次. 云
端自监督学习阶段利用伪标签数据集进行综合模型

更新, 具体地, 从边缘端随机选取 10% 数据上传到

云端构建伪标签数据. 对于任一专家模型, 采用固

定经验置信度阈值策略 (设定为 0.7) 对标签进行筛

选, 仅保留置信度高于设定阈值的可信结果作为伪

标签, 以减少低置信度预测带来的噪声影响, 在保

证标签质量的同时, 避免了复杂自适应阈值搜索带

来的额外计算开销. 综合模型的训练迭代次数设定

为 1 000次.

 4.2.2　视觉−语言模型

为验证所提出方法在不同视觉−语言模型下的

top_p =

0 max_token = 2 000 frequency_penalty = 0

temperature = 0

通用性, 本文通过调用 API的形式, 选取不同预训

练视觉−语言模型进行实验, 包括 Qwen2.5-VL-72B-
Instruct以及Moonshot-V1-32K-Vision-Preview.
所有模型推理阶段的超参数统一设置为: 
,   ,     ,

.

 4.3　智能体配置

3实验中共部署  个智能体, 并行执行探索任务.
每个智能体对应一个独立的感知模型实例, 各感知

模型语义类别划分如下:
1)智能体 1: Plant, Table, TV, Microwave
2)智能体 2: Sofa, Bed, Sink
3)智能体 3: Toilet, Chair, Fridge

90◦ 600× 600

0.25

90◦ 90◦

Tmax = 200

每个智能体均配备一台 RGB-D相机, 视场角

为 , 图像分辨率为  像素. 智能体动作

空间包含三个离散动作: 向前移动: 前进  m; 左
转: 逆时针旋转 ; 右转: 顺时针旋转 . 每个探

索回合的最大低层时间步数设定为 .

 4.4　基线方法

为评估所提出方法的有效性, 本文选取以下基

线方法进行对比:
● 随机策略: 每个智能体在探索过程中随机选

择动作执行, 不利用任何环境信息或语义先验.
● 规则策略: 每个智能体采用预定义的探索策

略, 即在无障碍物情况下持续向前移动, 当检测到

障碍物时, 随机选择旋转方向执行转向动作. 该方

法不具备语义感知能力, 也不进行多智能体协同.

 5　结果与分析

 5.1　定量结果

本文针对目标检测任务对所提出方法进行评

估, 采用平均精度 (average precision, AP) 作为主

要定量评价指标. 具体地, 本文报告 AP@0.50 (简
称 AP50) 和 AP@0.50:0.95 (简称 AP) 两项指标.
其中, AP50表示在交并比 (intersection over uni-
on, IoU) 阈值为 0.50时计算得到的平均精度, 用于

衡量模型在较宽松匹配条件下的检测能力. AP则

表示在 IoU阈值从 0.50开始, 以 0.05步长增加到 0.95
时多个阈值下的平均精度, 该指标对定位精度要求

更高, 能全面地反映模型在不同检测难度下的综合

性能.
表 1和表 2给出了目标检测性能对比结果, 其

中 pl代表从边缘端随机选取 10% 数据上传到云端

构建伪标签数据, 利用该伪标签数据训练得到的自
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监督综合模型; “—”表示不采取任何操作, 直接将

多个专家模型感知结果进行拼接. 从实验结果可以

观察到, 大模型驱动的数据采集策略在平均精度均

值 (mean average precision, mAP) 和 mAP50上
均显著优于其他采样方式. 在AP50指标下, Moonshot
(Moonshot-V1-32K-Vision-Preview)方法取得最

高 mAP50 (54.5%), 较预训练模型 (Pretrain)提升

13.5%. 在 AP指标下, Qwen (Qwen2.5-VL-72BIn-
struct)取得最高 mAP (42.8%), 相比预训练模型

提升 11.8%. 这表明基于视觉−语言模型的数据自主

采集策略能有效提升模型在目标检测任务中的泛化

能力.
从各类别性能分析, 大模型驱动的方法在大多

数类别上均表现优异. 例如, Moonshot在 Fridge
上 AP50指标达到 77.1%, 相比 Pretrain提升 52.5%.
值得注意的是, 在Microwave这一难例类别上, 大
多数方法相较于预训练模型有提升, 但大模型驱动

的方法表现低于随机 (Random)方法, 这是数据采

集多样性不足导致的. 此外, 随机方法在部分类别

上表现较好, 但整体稳定性不足, 这是由于随机策

略采样时容易局限于局部范围内, 导致采集数据存

在重复. 而规则 (Rule)方法在部分类别如 TV和

Chair上有较好表现, 但存在类别间波动大的问题,
表明规则化策略采集数据的局限性, 导致模型鲁棒

性不足.

 5.2　定性结果

图 6展示在未知测试环境中的目标检测可视化

结果对比. 可以观察到, 预训练模型在复杂场景中

容易出现漏检现象, 且在目标边界定位上存在偏差,
尤其在遮挡严重或目标分布稠密的区域表现较为不

稳定. 相比之下, 本文方法在多种场景下能检测到

更多目标实例, 并在目标边界的完整性与一致性方

面表现更优. 特别是在存在局部遮挡或远距离的场

景中, 所提出方法仍能保持较为稳定的检测效果,
显示出更强的环境适应能力与感知鲁棒性.

此外, 为直观展示本文方法在多智能体协同探

索过程中的行为优势, 图 7补充了探索轨迹的可视

 

表 1    测试集上 AP50性能 (%)
Table 1    The AP50 performance on the test dataset (%)

方法 数据 Plant Table TV Microwave Sofa Bed Sink Toilet Chair Fridge mAP50

Pretrain — 73.6 36.1 50.0 3.6 52.7 53.3 23.0 50.0 43.0 24.6 41.0

Random — 60.5 22.5 62.0 21.9 30.6 52.0 39.8 57.6 24.5 49.9 42.1

Random pl 53.2 19.2 49.5 7.4 26.3 33.1 17.5 41.9 17.3 38.8 30.4

Rule — 50.5 13.4 60.5 7.5 11.3 35.4 56.2 58.9 18.7 50.0 36.2

Rule pl 69.0 19.0 69.3 2.2 27.9 53.1 32.9 53.9 30.2 59.0 41.7

Moonshot — 84.0 36.6 74.5 17.1 1.6 65.7 63.0 73.9 33.6 77.1 52.7

Moonshot pl 80.6 38.6 76.5 19.0 26.2 73.0 69.3 68.2 40.4 53.0 54.5

Qwen — 85.2 35.9 83.0 11.1 12.8 68.6 59.6 74.2 33.7 67.3 53.1

Qwen pl 81.7 38.3 80.2 0.6 29.8 68.0 50.9 72.5 36.0 63.5 52.1

 

表 2    测试集上 AP性能 (%)
Table 2    The AP performance on the test dataset (%)

方法 数据 Plant Table TV Microwave Sofa Bed Sink Toilet Chair Fridge mAP

Pretrain — 49.4 27.9 29.9 2.8 50.3 33.7 20.5 41.4 30.6 23.8 31.0

Random — 46.7 15.7 47.9 8.4 25.9 38.9 35.6 55.3 13.5 43.7 33.2

Random pl 37.1 12.6 30.8 2.8 21.9 24.6 17.0 36.6 8.9 34.3 22.7

Rule — 61.8 18.2 75.0 13.8 14.5 44.2 61.2 64.4 32.1 52.6 43.8

Rule pl 48.4 13.2 49.5 1.5 23.7 37.1 30.2 44.1 16.3 54.0 31.8

Moonshot — 64.1 27.9 56.2 8.4 1.0 57.4 54.3 63.7 18.0 69.4 42.0

Moonshot pl 60.4 28.3 57.6 8.5 23.0 55.4 64.9 56.1 23.3 49.7 42.7

Qwen — 64.9 28.0 64.7 4.1 10.6 58.3 50.4 66.2 17.0 63.6 42.8

Qwen pl 54.1 29.1 61.3 0.3 26.6 51.2 48.3 61.6 20.6 56.0 40.9
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图 6    目标检测结果示例

Fig. 6    Examples of object detection results
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图 7    探索轨迹可视化

Fig. 7    Visualization of exploration trajectories
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化结果. 可以观察到, 本文所提策略能够引导智能

体在语义先验与空间新颖性的共同作用下, 协同且

高效地覆盖高价值未知区域, 显著提升了有效数据

的采集效率.

 5.3　消融实验结果

为分析语义信息在探索策略中的作用, 对大模

型在探索决策阶段是否引入跨智能体共享语义信息

进行通信作评估. 实验结果如表 3和表 4所示, 其
中, Sem表示大模型在生成探索策略时, 通过通信

引入跨智能体共享语义信息进行探索引导.
实验结果表明, 引入跨智能体共享语义信息进

行探索决策能够采集更有效的数据, 从而显著提升

感知模型的性能. 在 AP50指标下, Moonshot从
49.7% 提升至 52.7% , Qwen 从 48.4% 提升至

53.1%. 在更为严格的 AP 指标下, Moonshot 从
40.2% 提升至 42.0% , Qwen 从 39.1% 提升至

42.8%. 上述结果验证了引入跨智能体语义信息共

享在探索策略改善上的有效性. 通过共享语义信息,
智能体能快速导航至目标类别附近采集有效数据,
进而改善感知性能.

 5.4　结果分析

如表 1和表 2所示, 对比不同数据采集方法发

现, 基于视觉−语言模型的主动采样策略在整体与

绝大多数类别上, 均显著优于基线方法. 这一优势

在部分困难类别 (如 Fridge) 以及类别间性能均衡

性上更突出. 这表明, 视觉−语言模型能够深入理解

视觉任务的数据需求, 引导智能体主动探索出信息

量更大、更具挑战性的样本, 从而引导模型学习到

更鲁棒的特征表示. 此外, Microwave类别检测性

能较低. 导致该类别性能低的因素为: 1)样本数量

较少: 在数据集中, Microwave类别的样本数量相

对较少, 导致模型在训练过程中难以学习到充分的

特征表示; 2)外观差异较大: Microwave在不同场

景中的外观、尺寸及摆放位置存在差异, 比如从侧

面与正面观测时外观不一致, 增加了模型识别的难

度; 3)遮挡或尺度问题: 在室内环境中, Microwave
常出现在厨房台面或橱柜附近, 容易受到遮挡或呈

现较小目标尺度, 从而影响检测效果. 图 8为 Mi-
crowave类样本示例.

如图 9所示, 尽管视觉−语言模型展现出强大

的语义推理能力, 但在开放环境中, 它们偶尔也会

产生错误的语义推理. 在本文的框架中, 此类错误

对整体探索行为的影响有限. 具体而言, 探索决策

并非直接由单一的视觉−语言模型推理决定. 相反,
系统会结合语义信息和探索新颖性来计算好奇心地

图. 一旦机器人访问过某个区域, 其探索新颖性就

会降低, 从而避免重复探索可能出错的区域. 因此,
偶尔出现的视觉−语言模型推理错误不会显著影响

整体探索效率.
表 3和表 4表明, 在有限时间步内, 跨智能体

共享语义信息有助于探索策略更快更有效地覆盖关

键目标区域, 提高高价值样本的采集比例, 从而增

强检测模型对复杂场景的建模能力. 如图 5所示,
智能体接收到其他智能体传递的 Chair类信息, 云
端制定长期目标探索策略时会优先引导智能体向目

标物体靠近, 有效节约探索时间. 此外, 观察到个别

类别在引入语义信息后存在轻微性能波动, 这可能

与探索过程中语义引导导致的数据分布偏移有关.
然而, 从整体检测性能来看, 语义感知探索带来的

 

表 3    跨智能体共享语义信息消融实验 AP50性能 (%)
Table 3    The AP50 performance of the ablation experiment on cross-agent shared semantic information (%)

方法 Sem Plant Table TV Microwave Sofa Bed Sink Toilet Chair Fridge mAP50

Moonshot — 84.0 41.8 79.6 31.3 7.2 68.3 23.5 74.5 29.0 58.0 49.7

Moonshot √ 84.0 36.6 74.5 17.1 1.6 65.7 63.0 73.9 33.6 77.1 52.7

Qwen — 79.5 25.8 65.1 19.2 10.2 64.2 62.9 68.2 27.5 61.1 48.4

Qwen √ 85.2 35.9 83.0 11.1 12.8 68.6 59.6 74.2 33.7 67.3 53.1

 

表 4    跨智能体共享语义信息消融实验 AP性能 (%)
Table 4    The AP performance of the ablation experiment on cross-agent shared semantic information (%)

方法 Sem Plant Table TV Microwave Sofa Bed Sink Toilet Chair Fridge mAP

Moonshot — 63.9 33.6 66.8 18.0 6.1 56.3 22.4 67.4 15.8 51.7 40.2

Moonshot √ 64.1 27.9 56.2 8.4 1.0 57.4 54.3 63.7 18.0 69.4 42.0

Qwen — 53.5 18.0 52.5 9.4 8.8 55.5 58.6 62.3 14.4 58.1 39.1

Qwen √ 64.9 28.0 64.7 4.1 10.6 58.3 50.4 66.2 17.0 63.6 42.8
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收益明显超过局部类别的波动影响. 实验结果验证

了在探索策略中引入语义信息的有效性. 通过语义

感知的探索决策, 大模型能够采集到更加有效的

训练数据, 从而显著提升后续目标检测模型的整体

性能.

本文还对比了分别使用伪标签与真值 (ground-

truth, GT) 标签训练模型时的性能, 表 5和表 6给

出了实验结果. 其中, gt表示采用真值标签进行训

 

物体尺度小 观测角度变化 局部遮挡 

图 8    Microwave类样本示例

Fig. 8    Examples of Microwave class samples

 

I assign the score for below region:

{
"[417,486,543,582]": {

"score": 10,
"Explanation": "The toilet is clearly visible in the image. However, it appears to be a urinal rather than a standard toilet. Since the perception model did not

detect it, this indicates that the data might be challenging for the model."
},

......

观测图像

 

图 9    视觉−语言模型错误视觉推理示例

Fig. 9    Examples of wrong visual reasoning by vision-language models
 

表 5    伪标签消融实验 AP50性能 (%)
Table 5    The AP50 performance in the pseudo-label ablation experiment (%)

方法 数据 Plant Table TV Microwave Sofa Bed Sink Toilet Chair Fridge mAP50

Random pl 53.2 19.2 49.5 7.4 26.3 33.1 17.5 41.9 17.3 38.8 30.4

Random gt 58.6 25.7 60.1 9.4 27.5 52.7 13.9 43.2 29.7 61.0 38.2

Rule pl 69.0 19.0 69.3 2.2 27.9 53.1 32.9 53.9 30.2 59.0 41.7

Rule gt 64.9 20.4 66.5 3.0 29.0 57.2 47.7 57.9 30.9 69.4 44.7

Moonshot pl 80.6 38.6 76.5 19.0 26.2 73.0 69.3 68.2 40.4 53.0 54.5

Moonshot gt 74.5 37.3 79.6 22.5 36.3 77.2 70.9 78.5 43.5 69.5 59.0

Qwen pl 81.7 38.3 80.2 0.6 29.8 68.0 50.9 72.5 36.0 63.5 52.1

Qwen gt 81.8 38.7 78.3 11.8 28.9 72.7 67.5 76.7 40.1 58.7 55.5

 

表 6    伪标签消融实验 AP性能 (%)
Table 6    The AP performance in the pseudo-label ablation experiment (%)

方法 数据 Plant Table TV Microwave Sofa Bed Sink Toilet Chair Fridge mAP

Random pl 37.1 12.6 30.8 2.8 21.9 24.6 17.0 36.6 8.9 34.3 22.7

Random gt 44.1 17.0 44.0 4.2 24.3 41.0 13.3 35.8 17.8 54.3 29.6

Rule pl 48.4 13.2 49.5 1.5 23.7 37.1 30.2 44.1 16.3 54.0 31.8

Rule gt 48.5 14.1 47.1 0.8 25.3 43.8 45.5 54.6 17.2 64.2 36.1

Moonshot pl 60.4 28.3 57.6 8.5 23.0 55.4 64.9 56.1 23.3 49.7 42.7

Moonshot gt 59.2 28.9 61.8 8.8 33.2 62.2 65.9 69.3 25.2 60.5 47.5

Qwen pl 54.1 29.1 61.3 0.3 26.6 51.2 48.3 61.6 20.6 56.0 40.9

Qwen gt 57.6 30.6 62.3 4.9 24.6 60.3 64.4 68.1 23.8 53.3 45.0
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练. 通过对比实验结果发现大模型方法显著优于基

线方法, 甚至优于基线方法采用真值数据训练模型

的性能, 为目标检测任务提供了一种有效且可扩展

的训练范式. 需要注意的是, 采用真实标注训练始

终优于伪标签训练. 此外, 结合表 1和表 2中引入

伪标签后各类别性能的波动情况可以发现, 虽然伪

标签总体上提升了模型的平均精度, 但在某些类别

(如 Fridge、Plant) 上性能却出现了下降. 这主要是

由于原始专家模型在这些复杂类别上的原始预测本

身存在不确定性, 导致生成的伪标签包含噪声或漏

标错误. 这些低质量的伪标签作为监督信号引入了

误差, 从而对模型在部分类别上的性能产生了明显

的负面影响. 这进一步说明低质量伪标签会对模型

性能产生明显负面影响, 未来可考虑引入针对难例

类别引入更鲁棒的去噪机制.

 6　结束语

本文围绕未知环境下目标检测任务中的数据高

效采集与感知模型持续优化问题, 提出了一种大模

型驱动的云边协同多智能体具身学习框架. 该框架

在云端引入大模型驱动的高层策略, 并利用多智能

体共享语义信息对边缘端探索目标进行统一规划,
同时在边缘端执行低层控制策略, 从而在有限的探

索预算下获取具有更高语义价值与多样性的训练

数据.
在通信方面, 边缘端仅需将本地更新后的模型

参数及少量数据上传至云端, 从而有效降低系统的

通信开销. 针对来自不同智能体的异构感知模型,
本文在云端进一步引入自监督学习模式实现模型整

合, 有效减少计算量.
通过上述云边协同设计, 本文构建了一种交互

决策−数据采集−模型优化−模型整合的闭环框架,
为长期自主运行的感知系统提供了一种可行且具备

扩展性的解决方案.
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