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摘    要   针对存在模型不确定性与外部扰动的多智能体协同控制问题, 提出一种基于模型相对阶解耦的安全强化学习框

架. 首先, 利用非线性系统中的相对阶理论, 将高阶状态安全约束映射为输入显式出现的仿射不等式; 在凸多面体参数不确

定与有界扰动条件下, 进一步给出由有限个线性不等式交集表征的可认证凸安全动作集, 为在线投影与约束求解提供显式

可行域. 其次, 为解决单步屏蔽易产生后继不可行的问题, 设计带终端集的滚动安全滤波器: 在每个时刻维护有限时域备份

控制序列, 并通过末端约束与终端控制器保证递归可行性与无限时域安全性. 最后, 利用相对阶标准型构建策略分解架构,
以 LQR标称控制器提供稳定热启动, 强化学习仅负责对未建模动态进行补偿, 并采用参数共享的独立近端策略优化算法学

习补偿量. 卫星编队姿态控制的仿真结果表明: 在执行器效率不确定与扰动条件下, 所提方法能够将约束违规率维持在接近

零的水平, 同时实现更快的训练收敛与更低的跟踪误差.
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Safe Reinforcement Learning for Multi-agent Systems Based on

Relative-degree Decoupling

HUANG Di1    ZHANG Si-Lun2

Abstract   To address issues in cooperative multi-agent control subject to model uncertainty and external disturb-
ances, this paper proposes a safe reinforcement learning framework based on model relative-degree decoupling. First,
utilizing relative-degree theory in nonlinear systems, high-order state safety constraints are mapped into affine in-
equalities where the control input appears explicitly. Under conditions of convex-polytope parameter uncertainty
and bounded disturbances, a certifiable convex safe action set characterized by the intersection of finite linear in-
equalities is derived to provide an explicit feasible region for online projection and constraint solving. Second, to
overcome the issues of subsequent infeasibility often associated with single-step shielding, a receding-horizon safety
filter incorporating a terminal set is designed. By maintaining a finite-horizon backup control sequence at each time
step, this filter guarantees recursive feasibility and infinite-horizon safety via terminal constraints and a terminal
controller. Finally, a policy decomposition architecture is constructed based on the relative-degree normal form. A
linear quadratic regulator nominal controller provides a stable warm start, while reinforcement learning is only re-
sponsible for compensating for unmodeled dynamics using a parameter-sharing independent proximal policy optimiz-
ation (IPPO) algorithm to learn the compensation. Simulation results on satellite formation attitude control demon-
strate that, under actuator efficiency uncertainty and external disturbances, the proposed method maintains a near-
zero constraint violation rate while achieving faster training convergence and reduced tracking error.
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多智能体系统 (multi-agent systems, MAS)在

机器人协同、无人集群对抗及智能交通管控等领域

的应用日益广泛[1−4]. 然而, 在面对模型不确定性及

外部扰动时, 如何确保系统严格满足各种安全约束

(如光学载荷视场角限制、机间防碰撞等), 已成为限

制其从理论过渡到实际应用的关键问题.
传统基于模型的控制方法, 例如模型预测控制

(model predictive control, MPC)[5]、带约束的非线

性编队跟踪控制[6] 以及分布式非线性跟踪控制[7] 等,
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均可在已知动力学与通信拓扑的前提下实现多智能

体协同, 但这类方法普遍对模型精度与结构化假设

依赖较强. 另外, 多智能体强化学习[8−10] 凭借强大的

探索与拟合能力, 能够有效应对模型未知与环境时

变问题. 但其作为黑盒系统, 缺乏充分的安全性保

障, 极易在训练初期或探索阶段引发灾难性故障.
为弥补安全性短板, 安全强化学习应运而生.

早期的研究如奖励约束策略优化[11] 和形式化验证

方法[12−14] 多采用拉格朗日乘子法将约束转化为奖励

函数中的软惩罚项. 然而, 这类“软约束”方法无法

从理论上保证硬约束的零违规, 且惩罚系数的调节

极易导致训练振荡. 近年来, 结合控制屏障函数

(control barrier functions, CBF)的屏蔽器 (shield-
ing)架构成为一种主流方向. 例如, Cheng等[15] 提

出利用高斯过程回归来学习模型不确定性, 并结合

鲁棒 CBF实现安全交互; Qin等[16] 通过神经网络

学习去中心化的屏障证书 (barrier certificates)以
降低对解析模型的依赖. 但上述方法多针对低相对

阶的系统设计, 或在处理高阶非线性动力学时缺乏

基于系统结构的理论保障. 针对复杂任务, Ahmad
等[17] 提出 HMARL-CBF分层架构, 虽然在任务规

划层引入协作机制, 但其底层的安全保障本质上仍

属于单步屏蔽 (single-step shielding), 未从动力学

层面解决高阶非线性带来的问题. 更重要的是, 现
有基于 QP (quadratic programming)的屏蔽方法

普遍存在“贪婪近视”的缺陷. 为解决此问题, Hsu等[18]

提出的 ISAACS框架引入递推可行性的思想, 通过

预测未来的安全状态来避免死锁. 然而其安全性在

很大程度上依赖于神经网络的学习效果与泛化能

力, 在复杂工况下难以提供确定性的安全承诺.
安全性问题在卫星编队飞行 (satellite forma-

tion flying)领域尤为突出. 随着纳卫星技术的发展,
分布式编队与星座任务已成为执行对地观测、空间

操作等复杂任务的重要形态[19]. 然而, 此类系统运

行于高动态、强非线性的轨道环境中, 不仅面临严

苛的构型保持与防碰撞约束, 还需应对日益复杂的

空间电磁干扰与链路不确定性[20]. 在这些高阶动力

学特性与极端的安全要求下, 现有的“贪婪”屏蔽方

法或单纯的数据驱动策略往往难以在保证绝对安全

的同时保持编队性能.
针对上述挑战, 本文提出一种基于相对阶[21] 解

耦的多智能体安全强化学习方法. 不同于将系统视

为黑盒的端到端学习, 该方法充分利用被控对象的

物理结构特性. 本文的主要贡献在于:
1)基于微分几何和非线性系统理论挖掘系统

的结构特性, 引入高阶控制屏障函数 (high-order

control barrier function, HOCBF)[22]. 通过相对阶

变换, 将含有不确定性的非线性状态约束转化为线

性不等式, 从而推导出输入空间上的显式安全动作

集表示, 为系统的安全控制提供了可认证的可行动

作边界.
2)利用显式的安全动作集设计了递归可行的

安全滤波器, 从而确保系统在无限时域内满足安全

约束.
3)利用相对阶构建“标称骨架 + 残差学习”的

策略分解架构. 利用解耦后的线性子系统设计稳定

控制器作为基准, 让强化学习负责补偿剩余动态,
该机制显著降低了探索空间的维度, 提升了训练收

敛速度.
4)在多星协同姿态编队的仿真环境中验证了

所提方法的有效性. 实验结果表明, 相比现有基准

方法, 本文方法在实现零安全违规的同时, 显著提

升了收敛效率.

 1　预备知识与问题描述

 1.1　通信拓扑与图论描述

N

G = (V, E) V =

{1, · · · , N} E ⊆ V × V i

考虑由  个智能体组成的多智能体系统, 其通

信网络由无向连通图   描述 . 其中  

 为节点集,   为边集. 智能体 

的邻居集定义为

Ni = {j ∈ V | (i, j) ∈ E} (1)

t i xi(t)

{xj(t)}j∈Ni

在时刻 , 智能体  可获得其本地状态  以

及邻居状态 .

 1.2　系统相对阶

为处理高阶非线性动力学约束, 本文利用微分

几何和非线性系统中的相对阶理论[21] 对系统进行

变换. 考虑如下多输入仿射非线性系统动力学方程:
ẋ = f(x) +

m∑
j=1

gj(x)uj

y = h(x)

(2)

x ∈ Rn u = [u1, · · · , um]T ∈ Rm

y f : Rn → Rn

gj : Rn → Rn j = 1, · · · , m j

h : Rn → Rp

其中  为状态;   为控

制输入;   为系统输出;   为漂移向量场;
 ( )为第  个控制输入对

应的输入向量场;   为输出映射, p 为输

出维数.
Lf

Lgj f gj

给出多输入非线性系统的相对阶定义, 其中 

和  分别表示沿向量场  和  的李导数算子.

r = [r1, · · · , rp]T U0

定义 1 (系统相对阶). 对于系统 (2), 若存在整

数向量 , 使得在某邻域  内满足:

2308 自       动       化       学       报 52 卷



∀ i ∈ {1, · · · , p}, ∀j ∈ {1, · · · , m} k <

ri − 1 LgjLk
fhi(x) = 0

1)   与  

, 均有 ;

Aij(x) = LgjL
ri−1
f hi(x)2)解耦矩阵  非奇异.

r则称系统具有相对阶 .

定义 1确保所涉系统局部 Byrnes-Isidori标准

型存在. 例如本文关注的飞行器通道具有有限相对

阶且零动态具有输入到状态稳定性 (input-to-state

stability, ISS)性质 (详见第 5节).

 1.3　控制屏障函数与高阶控制屏障函数

b :

Rn → R b(x)

同样对于系统 ( 2 ) ,  给定连续可微函数  

, 其中  用于刻画系统的安全约束. 定义

安全集

C = {x ∈ Rn | b(x) ≥ 0} (3)

K∞

α(·) x ∈ C
定义 2 (控制屏障函数). 若存在扩展  类函

数 , 使得对任意  满足

sup
u∈Uu

[
Lfb(x) +

m∑
j=1

Lgj b(x)uj + α
(
b(x)

)]
≥ 0 (4)

b(x) Uu ⊆ Rm

Uu u

则称  为控制屏障函数. 其中,   为允许

输入集合 (如幅值/速率约束); sup表示对允许输入

集合   中的控制输入  取上确界.

b(x) u r > 1当安全函数   相对输入   的相对阶  

时, 需引入高阶控制屏障函数[22], 将约束沿导数链

提升到输入显式出现的阶次.

r

ψ0(x), · · · , ψr(x)

定义 3 (高阶控制屏障函数). 对相对阶为  的

系统, 定义辅助函数序列  满足{
ψ0(x) = b(x)

ψk(x) = ψ̇k−1(x) + αk

(
ψk−1(x)

) (5)

k = 1, · · · , r αk(·)
K∞ ψ̇k−1 ψk−1

u

其中,   为递推索引;   为可微扩展

 类函数;   表示  沿系统轨迹的时间导

数. 若存在控制输入  使得

sup
u∈Uu

[
Lfψr−1(x) +

m∑
j=1

Lgjψr−1(x)uj +

αr

(
ψr−1(x)

)]
≥ 0 (6)

b(x) αr(·)
K∞

则称   为系统的高阶控制屏障函数.   为高

阶控制屏障函数递推中的第 r个可微扩展  类

函数.

 1.4　动力学建模

考虑包含参数不确定性与外部扰动的智能体动

力学

ẋi = fi(xi) + gi, 1(xi)ui, 1 + gi, 2(xi, κi)ui, 2 +Di(t)
(7)

i ∈ V ui, 1 ui, 2

gi, 1(xi) gi, 2 ×
(xi, κi) Di(t) ∥Di(t)∥
≤ Di Di κi

其中 ;   与   分别表示已知增益通道和

参数不确定增益通道的控制输入,   与 

 为对应的输入增益; 扰动  满足 

,   表示扰动范数的已知上界; 参数  属于

凸多面体集.

Λi = conv{ϑ(1)
i , · · · , ϑ(L)

i } (8)

·
ϑ
(1)
i , · · · , ϑ(L)

i

Λi L

其中, conv{  } 为所列顶点的凸包, 即这些顶点的

所有凸组合构成的集合;   为凸多面体

 的顶点;   为顶点个数.

U0 xi ∈ U0

r = [r1, · · · , rp]T

Ω ⊂ U0

xi(t) ∈ Ω

假设 1 (相对阶有效域). 存在状态空间中的开

集 , 使得对于任一点 , 非线性系统 (7) 具

有相对阶 . 在此基础上, 假设存在

包含工作点的连通开集  (在该集合内解耦

矩阵始终非奇异), 使得本文算法实际涉及的闭环轨

迹始终满足 .

Φi : U0 → Rn xi通过相对阶坐标变换 , 将状态 

映射为

zi = Φi(xi) =

[
ξi
ηi

]
(9)

zi ξi

ηi

其中,   为经相对阶坐标变换后的状态向量,   为

由输出及其导数组成的“外部 (输出)坐标”,   为补

足维度的零动态坐标. 具体对应关系为

ξi :=
[
yTi , ẏTi , · · · , (y

(ri−1)
i )T

]T
(10)

yi ri在该坐标下, 控制输入在  的第  阶导数中首次

显式出现, 从而得到输入仿射表达:

y
(ri)
i = Ai(xi) + Bi, 1(xi)ui, 1 + Bi, 2(xi, κi)ui, 2 +∆i

(11)

Ai(xi) fi hi

Bi, 1(xi) Bi, 2(xi, κi)

ri ∆i

其中  为由  与输出函数  的高阶李导数决

定的等效漂移项;  、  为输入增益

项, 分别对应于已知增益通道与含参数不确定增益

通道在第  阶输出导数中的系数;   为扰动在输

出空间的投影.

注 1. 对于本文关注的飞行器姿态动力学, 解耦

矩阵奇异或相对阶变化通常对应少数几类退化姿态/

执行器几何退化点, 在工程可达域内往往呈现为

测度很小的集合, 因此假设 1在实际任务中具有合

理性.

gi, 2(xi, κi) κi

{ĝi, 2, k(xi)}pk=1

假设 2 (参数仿射不确定性). 假设不确定通道

 关于参数  具有线性参数化结构, 即存

在已知基函数 , 使得
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gi, 2(xi, κi) =

p∑
k=1

κi, k ĝi, 2, k(xi) (12)

κi = [κi, 1, · · · , κi, p]
T ∈ Λi其中 .

注 2. 该线性参数化覆盖常见乘性效率不确定

性 (如推力/力矩系数).

 1.5　基于相对阶的双重解耦

yi = hperf(xi)

bℓ(xi) ≥ 0 hperf(·)

针对非线性系统 (7) 的多输入仿射结构, 本文

引入基于相对阶的双重解耦机制, 以统一进行性能

优化与安全约束. 分别以性能输出  与

安全屏障函数  为对象, 其中  表示

性能输出映射, 利用李导数构造两条输入–输出映

射链路.
rsys ui = [uTi, 1, u

T
i, 2]

T

yi

r

记   为控制输入   首次显式

进入  导数的阶数 (通常情况下即第 1.2 节定义的

), 则可据此建立局部微分同胚变换并得到积分链

标准型, 从而支撑标称模型下的反馈线性化与稳定

控制器设计.
ℓ rcbf, ℓ

rcbf, ℓ ≤ rsys
gi, 2(xi, κi) κi

同理, 对第  个安全约束定义其相对阶 ,
并将高阶安全条件等价映射为输入空间的不等式约

束. 由于安全约束通常定义在状态空间或其子空间

上, 一般满足 . 利用高阶李导数运算, 可
将不确定增益   中的参数   显式分离 ,
得到输入仿射的线性形式:

b
(rcbf, ℓ)
ℓ = Ψℓ, 0(xi) + Ψℓ, 1(xi)ui, 1 +

p∑
q=1

κi, q Ψℓ, 2, q(xi)ui, 2 (13)

xi其中, 各项系数均为当前状态  的函数, 具体由李

导数给出:
Ψℓ, 0(xi) = Lrcbf, ℓ

fi
bℓ(xi) +R(xi)

Ψℓ, 1(xi) = Lgi, 1
Lrcbf, ℓ−1
fi

bℓ(xi)

Ψℓ, 2, q(xi) = Lĝi, 2, q
Lrcbf, ℓ−1
fi

bℓ(xi)

(14)

R(xi) α式中  代表 HOCBF递推过程中产生的低阶 

函数项之和.
该表达式为后续在参数不确定条件下构造安全

约束提供了直接基础.

 2　分布式安全保证

b(xi)

多智能体系统中的安全约束既可来自个体状态

限制, 也可来自交互约束. 以下以单体屏障函数

 为统一形式, 推导其在非线性系统 (7) 下对应

的输入空间显式约束, 并给出可认证的凸安全动作

集表示.

 2.1　HOCBF 约束构造

i考虑第  个智能体的状态安全集

Ci := {xi ∈ Rn | b(xi) ≥ 0} (15)

xi(0) ∈ Ci ∀t ≥ 0

xi(t) ∈ Ci
安全控制目标是在   时 ,  使得    有

.
K∞ {αν(·)}rcbfν=1

ψ0(xi) = b(xi) ψν(xi) = ψ̇ν−1(xi) + αν(ψν−1(xi))

ui

取可微扩展  类函数 , 按定义 3构
造 ,  .
为保证系统前向不变性, 控制输入  需满足如下

HOCBF约束:

Lfiψrcbf−1(xi) +

m∑
j=1

Lgi, jψrcbf−1(xi) ui, j +

αrcbf(ψrcbf−1(xi)) ≥ 0 (16)

结合前文的非线性系统 (7)与假设 2, 式 (16)
等价于输入的仿射不等式

Ψ0 + Ψ1ui, 1 +

p∑
q=1

κi, qΨ2, q ui, 2 + Ψd(xi, t) ≥ 0

(17)

Ψ0, Ψ1, Ψ2, q

Ψd(xi, t) Di(t)

其中   为李导数展开得到的状态相关

系数;   表示扰动  在约束导数链中的

有界投影项.
因此, 高阶约束通过相对阶导数链将输入显式

分离, 这为后续构造可行域提供起点.

 2.2　参数不确定性与扰动约束下的安全动作集

κi ∈ Λi为保证约束在   及有界扰动下均成立,
对 (17) 取最坏情形. 设扰动投影项满足下界

Ψd(xi, t) ≥ −∆max(xi) (18)

∆max(xi)

∥Di(t)∥ ≤ Di

其中,   可通过扰动上界与导数链相关函数

的梯度范数进行保守估计. 具体地, 若扰动满足

, 则由 Cauchy-Schwarz不等式可取

∆max(xi) = Di ∥∇ψrcbf−1(xi)∥

从而得到式 (18). 更一般地, 也可利用屏障函数及

其高阶导数链对状态的 Lipschitz常数构造保守界.
这种利用扰动上界与梯度范数 (或 Lipschitz常数)
构造鲁棒安全余量的处理思路可参考具有扰动鲁棒

性的 CBF[23].
于是, 针对参数与扰动不确定性的安全条件为

Ψ0 + Ψ1ui, 1 + min
κi∈Λi

p∑
q=1

κi, qΨ2, qui, 2 − ∆max(xi) ≥ 0

(19)

Λi由于  为凸多面体, 线性函数在该集合上的最

小值在其顶点集处取得, 因此可认证的凸安全动作
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集可表示为有限个线性不等式所确定的半空间的

交集:

Ki
safe(xi) :=

{
ui ∈ Uu

∣∣∣∣ Ψ0(xi) + Ψ1(xi)ui, 1 +

p∑
q=1

ϑ
(s)
i, q Ψ2, q(xi)ui, 2 −

∆max(xi) ≥ 0, ∀s ∈ {1, · · · , L}
}

(20)

该集合为凸多面体, 将用于后续的 QP投影/安全

滤波器求解.
b(xi) ≥ 0

Ki
safe(xi)

由此, 将状态域安全约束  映射为有关

输入的仿射不等式, 并在不确定参数与有界扰动下

得到可认证的凸安全动作集 , 便于后续安

全滤波与策略输出投影的实现.

bij(xi, xj) ≥ 0 ui uj

ωij ∈ (0, 1)

ωij + ωji = 1

ωij i bij

ωij i

ωij + ωji = 1

ωij = ωji =

0.5

对于多智能体避撞等依赖邻居状态的耦合约束

, 其高阶导数通常同时显含  与 .
为实现分布式求解, 可以引入互惠系数 

对安全余量进行责任分配[24], 并满足 .
其中,   表示智能体  在成对安全约束  中承担

的安全责任份额,   越大, 表示智能体  需留出更

大的局部安全裕度. 当局部责任分配满足互补关系

 时, 由两侧局部约束叠加得到的总安

全余量与原耦合约束保持一致, 满足全局安全要求.
在无额外先验信息时, 可取对称分配  

; 若已知不同智能体的机动能力或任务优先级等

存在差异, 则可按要求进行责任份额分配.

 3　基于 HOCBF 的在线安全滤波器

为将安全保证推广至无限时域, 本文设计一种

基于 HOCBF的在线安全滤波器. 为了克服 QP求

解可能出现的不可行 (infeasibility)问题, 本文借鉴

了文献 [18]中安全滤波器的递归思想. 该滤波器在

每个时刻维护有限时域的备份控制序列, 并采用滚

动移位机制确保递归可行性.

 3.1　终端控制器

C
S∞ ⊆ C xi ∈ S∞

u ∈ Uu S∞

假设在安全约束集  内存在一个非空的最大控

制不变集 , 满足对任意 , 存在可行

输入 , 使得闭环状态始终保持于  内.
S∞注 3. 在实际实现中,   可由标称稳定控制

器 (如 LQR (linear quadratic regulator))闭环系统

的局部不变域近似表征, 例如由相应李雅普诺夫函

数的某个水平集给出.
为补偿连续时刻在实际中离散化实现引起的近

似误差, 并增强对数值计算偏差的鲁棒性, 引入安

εT > 0全裕度 , 定义内缩屏障函数

bT (xi) := b(xi)− εT (21)

bT ui rcbf K∞

{αν(·)}rcbfν=1 bT

ψT
ν

记  对输入  的相对阶为 , 取可微扩展  类

函数  , 并按式 (5) 对   进行 HOCBF
递推构造, 从而得到 . 据此定义终端集为

Ti := S∞ ∩
rcbf−1∩
ν=0

{
xi ∈ Rn

∣∣ ψT
ν (xi) ≥ 0

}
(22)

∩rcbf−1
ν=0 ν

bT (xi) ≥ 0⇒ b(xi) ≥ εT Ti
其中 ,   表示各个   对应的集合取交集 . 由

 可知,   相较于原安全集,
引入了裕度内缩.

Ti

πT
i (xi)

为保证系统进入终端集  后能够长期驻留, 本
文定义一个能够保持该集合前向不变的终端控制

器, 记为 . 其物理意义为有限时域备份序列

末端的“安全锚点”: 一旦系统进入终端集, 该控制

器即接管控制权, 通过维持集合的前向不变性, 将
有限时域的安全规划扩展为无限时域的安全保证.

xi ∈ Ti定义 4 (终端控制器). 对任意 , 终端控

制器通过求解如下二次规划问题 (HOCBF-QP)
得出:

πT
i (xi) = arg min

u∈Uu

∥u− unom
i (xi)∥2

s.t. u ∈ Ki
safe, T (xi) (23)

Ki
safe, T (xi)

b bT

unomi (xi) i xi

其中  表示将第 2节安全动作集构造式中

的  替换为内缩后的 , 从而得到的 HOCBF可行

输入集合;   为第  个智能体在状态  下的

标称控制输入, 由基于反馈线性化的 LQR 标称控

制器给出.
bT

b

Ki
safe, T (xi)

ΨT
0 (xi) ΨT

1 (xi) ΨT
2, q(xi)

∆T
max(xi) s ∈ {1, · · · , L}

将式 (21)定义的内缩屏障函数  代替原屏障

函数  , 按照第 2 节的方法重新构造 HOCBF 约束

及安全动作集, 可得到终端安全动作集 

对应的系数 、 、  以及扰动保

守界 . 对每个顶点 , 定义

ST
s (xi) := max

u∈Uu

(
ΨT

1 (xi)ui, 1 +

p∑
q=1

ϑ
(s)
i, qΨ

T
2, q(xi)ui, 2

)
(24)

Uu
ST
s (xi)

由于目标是线性的, 约束集合  为盒约束, 故
 可显式计算.

πT
i (xi)

xi

进一步说明,   由一个严格凸二次规划给

出, 且约束函数关于状态变量连续可微. 因此, 在终

端 QP可行并满足线性无关约束资格条件时, 其最

优解映射关于状态  是局部 Lipschitz连续的. 类
似地, CBF-QP控制器正则性讨论可参考文献 [25].

xi ∈ Ti
定理 1 (终端 QP 可行的充分条件). 对任意

, 若
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min
s∈{1, ··· , L}

(
ST
s (xi) + ΨT

0 (xi)−∆T
max(xi)

)
≥ 0 (25)

Ki
safe, T (xi) ̸= ∅则 , 从而终端 QP (23)可行.

ẋ = f(x) +
∑m

j=1 gj(x)uj b(x)

u r {ψν(x)}r−1
ν=0

C :=
∩r−1

ν=0{x | ψν(x) ≥ 0}
u(t)

C

引理 1 (HOCBF 前向不变性[22]). 考虑多输入

仿射系统  . 设   相对输

入  的相对阶为 , 并按式 (5) 构造 , 定义

. 在动力学局部 Lipschitz

且控制律  局部 Lipschitz连续的前提下, 若闭

环输入始终满足 HOCBF给出的可行输入约束 (见
式 (16)), 则集合  前向不变.

fi(·)
gi(·) bT

ui rcbf ui(t) =

πT
i (xi(t))

ui(t) ∈ Ki
safe, T (xi(t)) xi(t) ∈ S∞ Ti

引理 2 (终端集不变性). 若系统向量场  与

 均为局部 Lipschitz连续, 且内缩屏障函数 

相对   具有相对阶  , 同时闭环控制律  

 满足局部 Lipschitz 条件, 并始终满足

 以及  , 则终端集  

前向不变.
证明. 由式 (22)可得

Ti = S∞ ∩ CT , CT :=

rcbf−1∩
ν=0

{xi | ψT
ν (xi) ≥ 0}

xi(t0) ∈ Ti xi(t0) ∈ CT xi(t0) ∈ S∞
ui(t) ∈ Ki

safe, T (xi(t))

Ki
safe, T (xi) bT

CT
τ ≥ t0 xi(τ) ∈ CT xi(t) ∈ S∞

S∞ τ ≥ t0

若  , 则有   且  . 又
由于终端控制器满足  ,  而

 是由终端屏障函数   构造的 HOCBF

可行输入集. 故由引理 1可知, 集合  前向不变, 即
对任意 , 有 . 另外, 由  的

定义可知, 在终端控制器作用下闭环轨迹保持于

 内. 故对任意 , 均有

xi(τ) ∈ S∞ ∩ CT = Ti

Ti因此终端集  前向不变.  □

 3.2　备份策略

Ti

为实现递归安全, 本文提出一种基于“尝试–回
退”机制的在线安全滤波器. 该方法的核心在于维

护一条能够安全回退至终端集   的轨迹, 即备份

策略.
H

ΠB
i (t) = {uB

i, t|t, u
B
i, t+1|t, · · · , u

B
i, t+H−1|t}

定义 5 (备份策略). 给定步长 , 若控制序列

 及其产生

的预测轨迹同时满足以下约束:
uB
i, t+k|t ∈ Uu, ∀k ∈ {0, · · · , H − 1}

uB
i, t+k|t ∈ Ki

safe

(
xi, t+k|t

)
, ∀k ∈ {0, · · · , H − 1}

xi, t+H|t ∈ Ti
(26)

ΠB
i (t)则称  为一个备份策略.

H注 4. 预测步长  应根据系统最大制动能力选

取, 以确保系统能从工作区边界回归至终端集.

PB(t;u
task
i )

utaski

PB

基于上述定义, 在线安全滤波器的核心任务是

求解备份可行性问题 , 即验证以当前任

务动作   为首元素的备份策略是否存在. 问题

 可行当且仅当满足如下集合非空条件:{
备份策略 ΠB

i (t)
∣∣∣ uB

i, t|t = utaski

}
̸= ∅ (27)

utaski若式 (27)成立, 说明任务动作  安全, 可直

接执行; 否则, 滤波器将触发回退机制 (见算法 1),
利用上一时刻的备份策略保证系统安全.

 3.3　在线滤波流程

PB(t;u
task
i )

具体而言, 滤波器采用滚动时域机制执行: 尝
试求解 . 若问题有解, 说明任务动作安

全, 直接执行并更新备份; 若问题无解, 则触发回退

机制, 利用上一时刻备份序列的移位 (shift)结果作

为保底策略. 详细流程如算法 1所示.

ϕ(xi, t, u
task
i )　  算法 1. 在线安全滤波器 

xi, t utaski

ΠB
i (t− 1) H

输入. 当前状态 , 任务动作 , 上一时刻备份序

列 , 预测时域 .

u∗
i (t) ΠB

i (t)输出. 安全动作 , 更新备份序列 .

PB(t;u
task
i )1: 求解 

2: if 可行 then

ΠB
i (t)← ΠB

i (t)
∣∣
PB(t;utask

i )
3:    更新备份序列 

u∗
i (t)← utaski4: 　 

5: else

ΠB
i (t)← {uB

i, t|t−1, · · · , u
B
i, t+H−2|t−1,

πT
i (xi, t+H−1|t−1)}

6: 　  　

    

u∗
i (t)← uB

i, t|t−1
7: 　 

8: end if

u∗i (t)由算法 1 可得, 实际执行输入  始终满足

HOCBF可行输入约束; 结合引理 1, 可得安全集在

无限时域内前向不变.
πT
i

xi, t+H|t ∈ Ti
Ti

同时, 备份序列在滚动移位末端接入 , 并通

过末端约束   保证轨迹可到达终端集;
由引理 2可知, 一旦到达  即可持续驻留, 从而避

免后续时刻安全滤波问题因不存在满足约束的控制

序列而不可行, 并提供了可用的安全回退通道.

 4　基于相对阶坐标变换的多智能体安全

强化学习

为解决高维非线性系统下的多智能体协同控制

问题, 本文提出一种安全强化学习框架. 该框架以

独立近端策略优化 (independent proximal policy
optimization, IPPO)为基础, 通过策略分解降低探
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索难度, 并结合在线安全滤波器保证训练的安全性.

 4.1　参数共享的多智能体学习架构

θ ω

t i

oi, t

本文采用参数共享的 IPPO算法. 所有智能体

共用一套 Actor网络参数  与 Critic网络参数 ,
显著减少了训练时的参数总量. 在时刻 , 智能体 

基于局部观测 , 利用共享策略网络采样动作补

偿量, 并利用共享价值网络评估当前状态价值:

∆ui, t ∼ πθ(· | oi, t), Vi, t = Vω(oi, t) (28)

∆ui, t i t

πθ(· | oi, t) oi, t

Vi, t

Vω(oi, t)

∼

其中,   为智能体   在时刻   采样的动作补偿

量;   为共享 Actor 网络在局部观测 

条件下给出的补偿动作概率分布;   为对应的价

值估计;   为共享 Critic 网络输出的价值估

计. 符号“  ”表示按该概率分布采样.
算法采用 PPO-Clip机制限制策略更新幅度,

以保证训练过程的稳定性.

 4.2　策略分解

为了降低纯数据驱动学习在复杂动力学下的探

索难度, 本文利用式 (11) 中的输入结构特性, 在学

习侧引入相对阶策略分解机制, 在相对阶坐标下输

出导数链满足式 (11).

Bi, 1
该结构的意义在于: 在已知的可建模通道上 (对

应 ), 系统可在局部等价为积分链标准型, 从而

允许基于局部线性模型构造稳定的标称控制骨架

(如反馈线性化). 同时, 将难以精确建模的部分、未

建模动态与不确定通道的影响统一留给数据驱动补

偿学习. 由此得到策略分解

ui =

[
ui, 1

ui, 2

]
=

[
unomi, 1 (ξi) + uresi, 1(oi; θ)

uRLi, 2(oi; θ)

]
(29)

unomi, 1

uresi, 1

uRLi, 2

其中  由基于反馈线性化的 LQR标称控制器给

出; 残差项  用于补偿局部线性化误差等; 不确

定通道  由策略直接生成, 以降低参数失配导致

的风险.

 4.3　安全训练机制

训练时 Actor仅输出补偿量而非完整控制:

∆ui, t =

[
uresi, 1(oi, t; θ)

uRLi, 2(oi, t; θ)

]
, ∆ui, t ∼ πθ(· | oi, t) (30)

与标称骨架叠加得到任务动作

utaski, t =

[
unomi, 1 (xi, t)

0

]
+∆ui, t (31)

再经在线安全滤波器投影/回退为实际执行动作

u∗
i, t = ϕ(xi, t, u

task
i, t ) ∈ Ki

safe(xi, t) (32)

∆ui, t lnπθ(∆ui, t|oi, t)
u∗i, t

PPO的动作样本为  (用于 ),
环境执行为  .

由此形成“标称骨架保证稳定、学习补偿性能

细节、安全滤波器保证可行性”的闭环学习机制. 在
提高学习效率的同时, 基于本文所述条件, 该机制

保障闭环系统在训练与执行过程中满足所设定的安

全约束.

 5　仿真实验与分析

 5.1　仿真环境建模

N = 4为验证算法的有效性, 仿真考虑由  颗微

型卫星组成的分布式空间干涉测量任务场景. 如图 1
所示, 在该场景中, 卫星编队需在保持链式领航–跟
随的同时, 通过姿态协同控制来维持光学干涉基线

的稳定性并且满足光学载荷避光约束.
i定义智能体  的状态为

xi =
[
ΘT

i (ωbody
i )T

]T
(33)

Θi = [ϕatti , θatti , ψatti ]T ωbodyi = [pbodyi ,

qbodyi , rbodyi ]T ϕatti θatti ψatti

pbodyi , qbodyi , rbodyi

x, y, z

其中  为欧拉角, 

 为机体角速度.  ,  ,   分别为

滚转角, 俯仰角和偏航角;   分别为

绕机体   轴的角速度分量.
姿态动力学为

Θ̇i = R(Θi)ω
body
i (34)

Jiω̇
body
i = −ωbody

i × (Jiω
body
i ) + τi + di(t) (35)

R(Θi) Θi

Ji = diag{4.0, 3.5, 2.5} kg ·m2 di(t)

其中,   为欧拉角  决定的姿态运动学变换矩

阵;  ;   为有界外

部扰动, 用于模拟重力梯度力矩与残余气动干扰.
为与式 (7) 中不确定增益形式一致, 将控制力

矩写为含参数不确定的执行器效率映射
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避光区

避光区
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光学干涉基线

 

图 1    卫星拓扑图

Fig. 1    Satellite topology diagram

10 期 黄頔等: 基于相对阶解耦的多智能体系统安全强化学习 2313



τi =

 ui, x

ui, y

κi ui, z

 (36)

ui, 2 =

ui, z ∈ R
其中仅偏航通道存在乘性不确定性 ,  且  

 为标量输入通道的特例. 仿真取

κi ∼ U[0.65, 0.75] (37)

U[0.65, 0.75] [0.65, 0.75]其中,   表示区间   上的均匀

分布. 扰动满足无穷范数界

∥di(t)∥∞ ≤ 2× 10−3 N ·m (38)

yi = Θi −Θref

r = [2, 2, 2]T

Θref

选取性能输出为姿态误差 , 三个

姿态输出分量相对于控制输入的相对阶均为 2, 因
此系统的向量相对阶为  , 从而可在相

对阶标准型下构造 LQR标称控制并进行策略分解.
其中   为固定参考姿态.

 5.2　安全约束和训练设置

vsun vBsun =

RT(Θi)vsun z

e3 γmin = 30◦

实验考虑光学载荷避光约束. 设太阳方向向

量在惯性系下为  ,  则其在机体系下为  

. 要求太阳方向向量与机体  轴单位向

量  的夹角不小于 , 定义安全函数

bsun(xi) = cos(γmin)− eT3 v
B
sun(xi) ≥ 0 (39)

r = 2该约束为相对阶  的高阶状态约束, 通过安全

滤波器保证可行性.

Θref

i i = 2, 3, 4

仿真训练任务为: 领航卫星 (Sat 1)追踪固定

参考姿态  并执行凝视任务; 编队同步卫星 (Sat
,  )仅观测并追踪前一序位卫星姿态, 实
现全队同步与基线对齐. 仿真与训练相关的关键参

数汇总于表 1.

 5.3　仿真结果与分析

为验证所提方法的有效性, 本文从任务性能、

安全性能、计算时效性与鲁棒性四个维度开展仿真

分析. 选取以下方法作为对比基线: 纯 PPO、单步

CBF-RL (control barrier function-based reinforce-
ment learning) (采用文献 [17]中的单步投影式安

全机制)、LQR + 单步投影安全滤波器 (作为基于

模型的参考基线, 简写为 LQR + 安全滤波器).
图 2显示本文方法在训练初期奖励值更高且

收敛更快. 这得益于相对阶解耦下的标称控制骨架

提供了稳定“热启动”, 降低了随机探索的发散风险.
进一步地, 图 3给出评估阶段的平均绝对误差

的变化趋势, 表明引入 RL残差项能有效补偿未建

模动态与参数失配引起的偏差. 相比之下, 纯 PPO
方法收敛缓慢, 而 LQR + 安全滤波器方法因缺乏

在线补偿能力, 跟踪精度受限. 结果表明, 策略分

解机制在保障姿态跟踪精度的同时显著提升了学习

效率.
图 4给出了各方法的安全约束违规率对比结

果. 可以看出, 在无安全滤波器时, 违规率呈现频繁

的尖峰并长期维持在较高水平, 说明策略在探索阶

 

表 1    训练超参数设置

Table 1    Training hyperparameter settings

参数 符号 取值

智能体数量 N 4

网络结构 — 2层隐藏层 (每层 256)

激活函数 — tanh

姿态追踪权重 wtrack 8.0

角速度惩罚 wrate 0.05

优化器 — Adam

Actor学习率 — 3 × 10−5

Critic学习率 — 5 × 10−4

相对熵早停阈值 — 0.015

预测步长 H 6
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图 2    不同方法的训练奖励曲线

Fig. 2    Training reward curves of different methods
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图 3    不同方法的评估误差曲线

Fig. 3    Evaluation error curves of different methods

2314 自       动       化       学       报 52 卷



段容易触发硬约束违规. 而本文方法的违规率始终

接近于零, 表明在线安全滤波器能够有效抑制训练

与执行过程中的不安全动作.

hmin

hmin

hmin < 0

为进一步增强安全评估的全面性, 图 5给出了

各方法最小安全距离  的统计结果. 可以看出,

本文方法的  始终保持为正, 且整体波动较小;

其余方法均出现不同程度的  情形, 说明其

在任务过程中仍存在约束侵入现象. 该结果表明,

所提方法在维持安全性上具有更稳定的表现.

图 6进一步给出了各方法最大侵入时间的统

计结果. 可以看到, 本文方法在整个训练过程中最

大侵入时间始终保持为零, 而其他方法均存在不同

程度的持续违规时段. 尤其是单步 CBF-RL, 虽然

能够降低部分瞬时违规, 但仍无法完全避免连续侵

入现象. 该结果表明, 本文方法不仅能够有效降低

违规率, 而且在更严格的安全性指标上同样表现出

明显优势, 从而验证了递推安全滤波机制在长期安

全维持方面的有效性.
  

6
纯 PPO 方法

5 单步 CBF-RL 方法
LQR + 安全滤波器

4 本文方法

最
大
侵
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时
间

 /
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3
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图 6    不同方法的最大侵入时间对比

Fig. 6    Comparison of maximum intrusion time for
different methods

 

在线安全滤波器需要在每个控制周期内维护滚

动备份序列并求解安全投影问题, 因此其实时计算

代价是方法可实施性的重要指标. 仿真实验均在一

台配备 Intel Core i7-13700H CPU、16 GB内存的

计算机上进行. 统计结果显示, 本文方法平均单步

耗时约 3.0 ms, 虽略高于单步 CBF-RL方法的 2.2 ms
和纯 PPO方法的 1.7 ms, 但远小于 50.0 ms的控

制周期, 满足实时性要求.

1.0%

2.5% 2.3◦

此外, 在扰动强度放大至标称值的 20倍、执行

器效率不确定性范围扩大至标称条件下的 6倍时,
所提方法的平均绝对误差分别仅增加约   和

, 且平均绝对误差始终保持在  以内, 展现

出较强的鲁棒性.
综上所述, 实验结果表明: 策略分解机制显著

提升了训练初期的稳定性与收敛速度; 在线安全滤

波器有效减少了安全违规的现象. 两者结合使得系

统在存在模型不确定性与外部扰动的条件下, 仍能

够同时兼顾高效学习、严格安全保证与满足实时需

求的在线控制.

 6　结束语

本文面向包含不确定扰动与高阶硬约束的多智

能体系统, 给出一套“学习–执行”闭环方案: 执行端

采用在线安全滤波器, 通过备份序列、末端约束及

滚动移位确保递归可行性; 学习端采用基于相对阶

坐标变换的策略分解, Actor仅输出补偿量, 并由滤

波器生成实际执行动作.
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图 4    不同方法的安全约束违规率对比

Fig. 4    Comparison of safety-constraint violation rate for
different methods
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图 5    不同方法的最小安全距离对比

Fig. 5    Comparison of minimum safety distance for
different methods
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仿真结果显示: 策略分解提升了训练初期稳定

性与收敛速度, 安全滤波器将探索阶段的约束违规

率降至接近零. 两者的结合使执行器效率不确定与

高阶安全约束并存时仍能保持较低误差与稳定性能.
需要指出的是, 本文方法依赖于相对阶可定义

以及终端集可构造等前提, 因此在更强耦合动力学

和更高维场景下存在一定的保守性与计算负担. 后
续工作将聚焦两方面: 其一, 系统地分析备份时域

与终端裕度选取中性能与保守性之间的权衡; 其二,
面向更强耦合动力学与通信受限的场景, 进一步研

究滤波器与分布式学习在异步信息下的鲁棒性与可

扩展性.
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