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摘    要   自动驾驶作为具身智能的关键应用方向, 正经历从模块化结构向端到端框架的深刻变革, 而大模型的爆发为其从

“感知智能”向“认知智能”的跃迁提供了关键驱动力. 首先回顾自动驾驶技术的演进历程, 剖析传统模块化结构的局限与端

到端范式的兴起, 指出现有的基于监督学习的端到端模型在可解释性与因果推理上的不足. 接着引出大模型尤其是多模态

大语言模型赋能自动驾驶的前沿机制, 系统梳理大语言模型、视觉−语言模型、视觉−语言−动作模型的贡献. 与此同时, 也
梳理了新兴世界模型的发展脉络及其为自动驾驶带来的环境推演能力. 进一步地, 探讨自动驾驶的训练范式与验证体系变

革, 分析数据集从几何感知向认知理解的演变, 以及开环评估与闭环验证的方法. 最后, 总结当前技术面临的挑战, 并展望

构建数据驱动、认知增强与虚实闭环的一体化自动驾驶系统的未来方向.
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Abstract   As a pivotal application of embodied intelligence, autonomous driving is shifting from modular to end-to-
end frameworks. The surge of large models provides a key driving force for its leap from perceptual intelligence to
cognitive intelligence. The paper reviews the evolution of autonomous driving technology, dissects limitations of tra-
ditional modular structure and the rise of end-to-end paradigms, and points out the deficiencies in interpretability
and causal reasoning of supervised learning-based end-to-end models. Then it introduces how large models, espe-
cially multimodal large language models, empower autonomous driving, systematically categorizing contributions of
large language models, vision-language models, and vision-language-action models. It also sorts out the develop-
ment of emerging world models and their capability for environmental reasoning in autonomous driving. Further-
more, it explores changes in training paradigms and validation systems for autonomous driving, analyzing dataset
evolution from geometric perception to cognitive understanding, and evaluation methods from open-loop to closed-
loop verification. Finally, it summarizes the challenges currently facing the technology and envisions future direc-
tions for integrated autonomous driving systems that are data-driven, cognitively enhanced, and based on a virtual-
real closed loop.
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自动驾驶作为具身智能 (embodied intelli-
gence)的关键领域与核心课题, 正处于从特定场景

辅助驾驶向全场景无人驾驶迈进的关键发展期. 长
期以来, 实现安全、高效且具备人类智能水平的自

动驾驶系统, 一直是学术界和工业界共同追求的核

心目标. 在这一演进过程中, 自动驾驶系统的架构

设计经历了深刻的范式转移: 从经典的模块化设计,
逐渐过渡到端到端 (end-to-end, E2E)学习框架, 并
随着近期多模态大语言模型 (multimodal large langu-
age model, MLLM)的爆发, 迎来了向“通用智能体”　

跃迁的历史性机遇.
当前, 新一轮科技革命与产业变革深入发展,

自动驾驶与通用人工智能 (artificial general intelli-
gence, AGI)已成为引领未来智能交通、重塑人类

出行范式的关键驱动力. 我国自动驾驶产业的政策

环境正经历从“顶层规划”向“落地执行”的深刻转变.
以 《智能汽车创新发展战略》[1] 确立国家战略地位

为起点, 2023年发布的 《国家车联网产业标准体系

建设指南》[2] 进一步完善了技术规范体系. 随后, 工
业和信息化部等四部门发布的 《关于开展智能网联

汽车准入和上路通行试点工作的通知》[3], 以及“车
路云一体化”试点城市的全面铺开[4–6], 标志着 L3级
自动驾驶正式迎来了商业化落地的政策窗口期. 这
一完善的政策闭环, 为自动驾驶在真实复杂场景下

的部署与迭代提供了坚实的制度保障. 与此同时, 《中
华人民共和国国民经济和社会发展第十四个五年规

划和 2035年远景目标纲要》[7] 也相应提出, 要积极

发展自动驾驶和车路协同技术, 推动“智能网联汽

车”产业化应用, 构建智慧交通体系.
在传统的自动驾驶技术栈中, 系统通常被解耦

为 4个核心子模块: 感知 (perception)、预测 (pre-
diction)、规划 (planning)和控制 (control). 这种模

块化架构在早期发展中通过“分而治之”的策略降低

了工程实现的复杂度, 但其串行流程不可避免地带

来了“误差累积”效应[8], 且难以应对复杂的长尾场

景. 为打破模块化架构的局限, 端到端自动驾驶框

架应运而生. 自 Bojarski等[9] 于 2016年首次提出

基于卷积神经网络 (convolutional neural network,
CNN)的端到端模型以来, 学术界近年来都在致力

于构建从原始传感器输入到车辆控制信号的直接映

射. 随着 Transformer[10] 架构的引入, 以 UniAD[8]

为代表的新一代端到端模型成功实现了感知、预测

与规划的多任务集成, 在复杂场景下展现出超越模

块化方法的性能.
尽管端到端方法在性能上取得了突破, 但由于

其结构的限制, 往往缺乏对物理世界常识与社会交

互规则的深层理解, 在可解释性方面依然面临不小

的挑战. 近年来, 以 GPT-3[11] 为代表的基础模型研

究表明, 通过扩大模型参数与训练数据规模, 深度

神经网络能够涌现出惊人的上下文学习与推理能

力. 这一颠覆性的发现推动了大语言模型 (large
language model, LLM)和多模态大模型, 如融合视

觉输入的视觉−语言模型 (vision-language model,
VLM)与实现具身操作的视觉−语言−动作 (vision-
language-action, VLA)模型的飞速发展, 也为解决

上述问题提供了一条全新的技术路径. 图 1所示为

模块化、端到端以及融合大模型的 3种自动驾驶基

本架构示意图. LLM的应用, 使得自动驾驶系统不

再是仅能处理数据的黑盒, 而是成为具备逻辑思维

的智能体. 它不仅能够利用其通识知识库解决训练

数据之外的长尾难题, 还能在面对复杂且未知的交

通博弈时, 像人类司机一样进行逻辑推演与宏观规

划. 这种将感知直觉与认知推理相结合的新范式,
不仅提升了系统在极端场景下的安全性, 更为自动

驾驶的可解释性难题提供了可参考的解决方案. 与
此同时, 具备时空预测能力的世界模型 (world model,
WM)正迅速发展, 其内生模拟功能能够基于对物

理法则的理解进行反事实推演, 与大模型的语义逻

辑形成关键互补. 图 2为自动驾驶技术架构演进的

发展脉络与代表性工作, 清晰地勾勒出自动驾驶技

术从模块化、端到端到大模型与世界模型的演进时

间线, 并展示了各阶段的关键工作.
同时, 近年来学术界涌现了多篇关于端到端自

动驾驶与基础模型应用的高质量综述. 例如, 部分

文献详细梳理了基于深度学习的端到端范式及其统

一架构[12–14]; 另有一些研究则专门探讨了大语言模

型[15] 或视觉−语言−动作模型[16] 在自动驾驶中的应

用潜力. 尽管上述工作对各自领域进行了详尽剖析,
但是多局限于特定技术路线的探讨, 缺乏从“驾驶

智能体”这一具身认知全系统视角对技术演进脉络

的宏观梳理. 具体而言, 现有的端到端自动驾驶综

述往往侧重于网络结构的映射关系, 如传感输入到

规划输出, 而聚焦大模型的综述则多关注指令跟随

与语义推理. 鲜有工作能够将旨在打破“语义理解

与物理控制异构壁垒”的闭环大模型, 尤其是 VLA
模型, 与为智能体注入内生仿真与反事实推演能力

的新兴世界模型, 深度整合在同一条从感知向认知

跃迁的演进图谱中. 鉴于此, 本文旨在填补这一空

白, 致力于梳理出一条数据驱动与认知增强相结合

的一体化技术发展路线, 主要贡献如下.
1) 系统梳理自动驾驶从模块化到端到端、再到

融合大模型的认知驾驶智能体的架构演进, 揭示系

10 期 刘瑞琪等: 迈向驾驶智能体: 大模型时代端到端自动驾驶的认知架构演进与展望 2153



统从“拟合数据”向“理解世界”演变的内在逻辑, 在
较长时间跨度下宏观地展现了自动驾驶的发展历程.

2) 系统性地整合 LLM的逻辑推理、VLM的

多模态感知、VLA的闭环控制及世界模型的推演能

力, 构建面向自动驾驶的数据驱动与认知增强相结

合的一体化技术发展路线.
3) 深入探讨伴随认知架构升级而来的数据

演进——从几何感知到因果推理, 以及验证体系变

革——从开环评估到虚实闭环, 为构建下一代具备

类人决策能力的通用自动驾驶系统提供前瞻性的理
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图 1    3种自动驾驶架构示意图

Fig. 1    Schematic diagram of three autonomous driving architectures
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图 2    自动驾驶架构演进的发展脉络与关键工作

Fig. 2    Development trajectory and key works of autonomous driving architecture evolution
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论参考与指引.
综上所述, 当前的自动驾驶研究正处于多模态

融合与大模型驱动的交汇点. 本文的组织结构安排

如下: 第 1节回顾传统模块化自动驾驶的技术架构,
详细阐述感知、预测、规划及控制四大核心子模块

的原理和发展, 并分析该架构在应对复杂场景时的

局限性; 第 2节深入探讨由模块化架构向端到端范

式的演变, 梳理从早期行为克隆到结构化网络的演

进脉络, 并剖析其向类人认知演进的内在逻辑; 第
3节重点探讨大模型尤其是多模态大模型的发展及

其给自动驾驶技术带来的深刻影响, 系统梳理大语

言模型、视觉−语言模型与视觉−语言−动作模型的

发展脉络及其在自动驾驶领域的应用; 第 4节对世

界模型这一具有强大推演能力的模型及其发展与在

自动驾驶中的具体应用机制进行介绍; 第 5节则聚

焦于大模型时代下自动驾驶模型的训练范式与验证

体系, 从训练、测试的开环与闭环 2个维度阐述自

动驾驶训练及评估体系的演变; 最后, 总结现有研

究的挑战并对未来的研究方向进行展望.

 1　传统模块化自动驾驶

传统的模块化方法将自动驾驶系统分解为不同

的模块, 通常包括感知、预测、规划和控制四部分.
其中, 感知模块负责从摄像头、激光雷达等传感器

中提取环境语义; 预测模块基于感知结果推演交通

参与者的未来轨迹; 规划模块在时空约束下生成自

车的行驶路径; 控制模块则将路径转化为底层的油

门、刹车和转向指令. 下面详细介绍每个模块.

 1.1　环境感知

感知的本质在于从物理环境中采集数据并解析

高维语义信息. 构建一个高精度、全覆盖的感知体

系, 是保障自动驾驶车辆在复杂交通流中实现后续

决策的先决条件. 得益于近二十年来传感器硬件的

迭代与机器学习技术的发展[17–19], 对静态对象, 如车

道线、障碍物等的基础感知任务已取得阶段性进展.
为进一步精准重构物理世界的动态场景, 自动

驾驶系统通常配备由数十种传感器组成的复杂阵

列, 以复刻人类驾驶员的感官机能. 在环境感知层

面, 该阵列主要集成了摄像头、激光雷达 (light de-
tection and ranging, LiDAR)、毫米波雷达及超声

波雷达等硬件设备[20]. 早期的感知架构主要分为两

大类型: 一是以特斯拉为代表的依赖图像特征的纯

视觉感知方案; 二是强调多源信息互补、结合视觉

与雷达数据的多传感器融合方案. 纯视觉感知方案

主要依赖摄像头获取丰富的语义信息, 具有成本低、

硬件成熟度高等优势. 特别是在感知的实时性优化

方面, Dai[21] 针对自动驾驶场景中车辆尺度变化大

与遮挡严重的挑战, 提出一种基于级联回归的混合

检测架构 HybridNet, 在保证高精度的同时显著降

低了计算耗时. 然而, 该类方法本质上是试图从二

维图像平面恢复丢失的三维几何信息, 这使得其在

深度估计精度以及恶劣天气 (如雨雪、浓雾)下的鲁

棒性面临严峻挑战[17]. 为克服单一传感器的物理瓶

颈, 多传感器融合方案应运而生. 通过引入激光雷

达提供的精确几何点云与毫米波雷达的速度信息,
融合系统能够在特征层面实现多源信息的优势互

补, 从而显著提升感知系统的安全冗余性[22].
多模态融合方法虽然解决了信息缺失问题, 但

不同传感器之间的数据异构性与视角差异也带来了

复杂的时空对齐难题, 即从 2D图像到 3D空间的

转换能力较弱. 针对这一痛点, 近年来兴起的鸟瞰

图 (bird＇s-eye-view, BEV)感知范式[23] 成为解决异

构数据融合的关键突破口. Li等[24] 的研究表明, 通
过将多模态特征统一投影到以车辆为中心的 BEV
坐标空间中, 不仅有效消除了透视畸变, 还为后续

的规划与控制模块提供了一个直观、统一的可解释

性表征. 同时, 另一类方法试图通过 Transformer[10]

强大的注意力机制直接学习 2D到 3D的映射关系.
其中的代表性工作 BEVFormer[25] 创新性地构建了

全 Transformer架构, 利用空间交叉注意力与时间

自注意力机制替代了显式深度估计, 在解决特征漂

移问题的同时显著增强了对动态遮挡场景的感知能

力. 同时, 针对多模态对齐瓶颈, BEVFusion[26] 是一

种基于统一鸟瞰图表征的融合范式, 将视觉语义与

雷达几何信息无损映射至共享特征空间. 该架构不

仅在 nuScenes[27] 3D目标检测与 BEV地图分割任

务上刷新了 SOTA记录, 更在单一传感器失效, 如
夜间视觉受限的场景下维持了高度的系统鲁棒性.

尽管现有感知方案已取得显著进展, 但在面对

开放动态的真实世界时仍面临两大严峻挑战. 首先

是长尾分布下的泛化难题[28]. 当前基于学习的方法

高度依赖训练数据, 一旦遭遇训练集之外的场景,
模型往往难以适应. 其次是缺乏类人的深层场景理

解能力. 现有方法本质上多局限于浅层的数据拟合

与模式匹配, 缺少对环境的上下文推理, 导致系统

难以像人类驾驶员一样形成对复杂交通态势的全局

认知.

 1.2　轨迹预测

作为连接上游环境感知与下游决策规划的关键

枢纽, 轨迹预测模块负责根据其他交通参与者 (如
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行人、车辆等)的历史状态推演其未来的运动趋势.
在早期的自动驾驶方案中, 这一环节往往被简化或

隐含在规划模块中. 随着自动驾驶向复杂城市场景

延伸, 预测模块逐渐独立并弥补感知与规划之间的

差距, 即实现了感知的“当前态”向规划所需的“未
来态”的映射.

纵观技术演进脉络, 传统的预测方案主要遵循

基于模型的技术路线, 其核心涵盖了物理动力学、

意图理解以及行为交互等建模维度. 尽管这些基于

模型的方法具备了一定的可解释性, 但在处理长时

域轨迹推演及行为不确定性时往往存在缺陷. 近十

年来, 数据驱动的深度学习范式逐渐占据主导地

位[29–31]. 研究者广泛利用循环神经网络 (recurrent
neural network, RNN)[32]、卷积神经网络 (convolu-
tional neural network, CNN)[33] 以及图注意力网络

(graph attention networks, GAT)[34] 等来建模复杂

的时序特征与交互关系, 从而实现从手工规则设计

到数据中自动学习复杂行为模式的范式转变, 为处

理高维、不确定的交通场景提供了更具表达力的解

决方案. 在此基础上, 为进一步提升预测结果在复

杂路网中的合规性与合理性, 引入高精度地图 (HD
map)作为强先验知识已成为主流趋势. 代表工作

VectorNet[35] 是一种矢量化的场景表征方法, 其整

体框架如图 3所示. VectorNet不采用传统的图像

渲染输入, 而是将各类地图元素 (如车道几何、斑马

线和智能体历史轨迹)近似为由有序向量组成的折

线. 其核心设计包含一个层次化的图神经网络, 该
网络首先通过折线子图 (polyline subgraphs)模块

来处理这些局部向量集合. 该子图将属于同一地理

实体或轨迹的所有向量节点相互连接, 利用多层感

知机与置换不变的聚合操作 (如最大池化)来提取

局部空间特征, 从而将每一条复杂的折线压缩编码

为单一的高维特征节点. 随后, 系统利用全连接的

全局交互图来建模所有环境要素与代理节点之间的

高阶交互关系, 从而实现精准的轨迹预测, 有效约

束了轨迹生成的空间分布. 此外, 考虑到真实交通

环境中交通参与者 (如行人、周边车辆)的意图的高

度随机性与多样性, 如路口左转亦或是直行, 确定

性的单一轨迹输出已难以满足安全需求. 因此, 近
年来一些预测模型逐渐转向采用多模态概率输出范

式[36], 不局限于寻求单一最优解, 而是基于场景上

下文预测出多条符合路网拓扑结构与运动学约束的

未来轨迹, 并为每条轨迹赋予相应的联合概率或置

信度, 从而为下游规划模块提供更丰富的风险评估

依据.
目前, 预测技术不再局限于对单个物体的轨迹

推演, 而是强调对整体交通情境的理解. 车辆必须

具备解读社会化交互行为及适应环境瞬变的能力,
这构成了当前研究的关键挑战——如何在复杂场景

下实现相对全面的感知与预测. 对这一瓶颈的突破,
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图 3    基于矢量化场景表征的轨迹预测框架 VectorNet

Fig. 3    VectorNet: A trajectory prediction framework based on vectorized scene representation
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将标志着预测技术向更高精度与更强智能化的关键

跨越.

 1.3　决策规划

作为自动驾驶系统的核心组成部分, 决策规划

模块负责对上游的感知与预测模块输出的异构信息

进行深度整合, 并在满足车辆运动学约束的前提下,
制定出安全、高效且舒适的行驶指令[37]. 从控制论

的角度来看, 规划本质上是一个在动态不确定的交

通环境中寻求最优解的过程[38–40]. 为降低计算复杂

度并实现任务解耦, 依据时空尺度与功能属性, 传
统的规划架构通常可划分为 3个递进的层级: 全局

路线规划、行为决策以及轨迹规划.
首先是全局路线规划, 它主要处理静态环境信

息以解决“如何到”的宏观导航问题. 其核心任务是

基于拓扑路网, 利用 A* 或 Dijkstra等传统图搜索

算法[41], 在起点与终点间规划出全局最优路径. 在
此基础上, 行为决策层作为连接宏观导航与微观控

制的关键枢纽, 负责解决“如何开”的动态难题. 由
于自动驾驶系统对实时性有较强要求, 该层级需要

在毫秒级时间内对周围交通流进行意图推理, 并生

成如“跟车”、“变道”或“超车”等高维策略, 这不仅高

度依赖对环境的语义理解, 更直接反映了驾驶系统

的智能水平与风格差异[42]. 最后, 轨迹规划层负责

将上述抽象的行为指令转化为带有时间戳的具体几

何路径点, 供下游控制模块执行. 在算法演进上, 这
一领域正经历从早期的基于采样搜索 (如快速探索

随机树 (rapidly-exploring random tree, RRT)[43])
向基于数值优化方法的范式转移[38], 后者凭借数学

理论在复杂受限空间中展现出了更高的计算效率与

轨迹平滑度.
近年来, 随着人工智能技术的渗透, 基于学习

的规划范式逐渐兴起. 根据其学习机制的不同, 主
要可分为强化学习、模仿学习以及平行学习等类别[44].
强化学习 (reinforcement learning, RL)[45] 将规划问

题建模为马尔科夫决策过程 (Markov decision pro-
cess, MDP)[46]; 模仿学习 (imitation learning, IL)
则致力于直接从人类专家示范中提取拟人化的驾驶

策略, 训练神经网络拟合出从传感器输入到车辆底

层控制的映射函数[47]; 而平行学习是一种基于平行

系统理论[48] 的虚拟−现实交互学习框架, 通过人工

系统与现实系统的持续交互与协同优化, 以解决自

动驾驶端到端规划中数据稀缺、训练效率低和长尾

场景鲁棒性不足的问题[44]. 此外, 将神经网络与经

典规划器相结合的混合架构[49–51] 正成为提供实时解

决方案的新趋势.

尽管现有体系已趋成熟, 但决策规划仍面临两

大核心瓶颈: 一是在满足复杂运动学约束的同时,
需有效抑制由上游感知与预测模块引入的级联不确

定性; 二是传统架构中各子模块间的相互独立限制

了全局最优解的获取. 因此, 打破模块隔离, 构建更

加紧密耦合的统一混合规划框架, 以提升系统在长

尾场景下的鲁棒性, 已成为技术发展的主要突破方

向, 也为后续端到端范式的研究打下了结构基础.

 1.4　运动控制

作为传统模块化自动驾驶的末端执行环节, 运
动控制构建了顶层数学模型与底层物理执行之间的

桥梁[52–54]. 与上游模块不同, 该层级并不涉及对感知

信息的语义理解, 而是承担着将规划出的离散时空

轨迹转化为车辆具体指令 (如油门、制动及转向角)
的核心任务, 其根本目标是在最小化跟踪误差的同

时, 兼顾车辆的动力学稳定性与乘坐舒适性[55].
在工程实践中, 控制任务通常被分解为纵向与

横向 2个维度. 具体而言, 纵向控制主要聚焦于速

度维度的调节, 涵盖对动力、传动及制动系统的综

合管控. 相比之下, 横向控制则致力于垂直于行进

方向的侧向运动管理, 具体体现为对转向角的实时

调整与侧滑修正. 早期的经典方法多采用 PID[56] 控

制处理纵向线性部分, 或利用基于几何的 Stan-
ley控制器[57] 处理横向偏差. 然而, 在高速变道或路

口转向等复杂场景下, 独立的横纵向控制难以满足

实际需求, 促使技术演进向着横纵协同与动力学优

化的方向发展. 其中, 模型预测控制 (model pre-
dictive control, MPC)[58] 凭借其处理多变量耦合约

束的卓越能力, 成为主流方案. MPC能够在一个有

限的时域内预测车辆未来状态并优化控制序列, 从
而实现对非线性车辆动力学的精准补偿, 提升车辆

在动态环境中的控制鲁棒性与适应性.
值得注意的是, 尽管深度学习在感知领域占据

主导, 但在控制层, 由于对安全性与可解释性的极

高要求, 纯数据驱动方法的利用需相对谨慎. 增强

学习型 MPC [59] 是一种融合传统方法可靠性与学

习方法适应性的混合控制范式. 它利用高斯过程

(Gaussian process, GP)[60] 与神经网络在线修正物

理模型的残差, 从而显著提升了控制器在车辆参数

变化或环境扰动下的自适应能力.
虽然上述控制流程相对完善, 但如何弥合理想

模型与真实物理世界之间的“Sim-to-Real (仿真−现
实)”鸿沟仍是关键难题. 控制器如何在长尾场景下

依然保持鲁棒性[61], 并同时适应不同乘客的个性化

需求, 构成了当前面临的主要挑战. 这也要求控制
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模块打破被动执行的角色, 与上游规划层建立更紧

密的双向联动机制.

 2　端到端自动驾驶范式

随着自动驾驶技术的发展, 传统模块化架构在

处理复杂长尾场景时暴露出的累积误差与信息丢失

问题, 逐渐成为限制系统性能上限的瓶颈. 作为应

对, 端到端自动驾驶范式应运而生. 它试图打破模

块间的壁垒, 将传统的感知、预测、规划、控制等模

块整合于单一网络架构之中, 建立从原始传感器输

入到车辆控制指令的直接映射, 从而实现全链路的

联合优化与特征共享. 本节将深入探讨这一范式转

移的内在逻辑: 首先梳理端到端架构从早期简单的

行为克隆到多任务协同与结构化网络的演进脉络,
随后分析其如何涌现出类人的环境认知与决策能

力, 为理解下一代自动驾驶技术提供理论框架.

 2.1　端到端自动驾驶的演进

纵观端到端自动驾驶的发展, 呈现出清晰的

从“原始信号直连”向“深层语义理解”演进的脉络.　
Tampuu等[62] 将这一范式定义为一种利用单一神

经网络直接将原始传感器数据映射为车辆控制指令

的架构. 与传统模块化栈中各子任务被人为割裂不

同, 现代 E2E范式的核心优势在于构建“全微分学

习系统”[63], 这种机制允许利用原始传感器数据对整

个链路进行联合特征优化, 使模型在反向传播中自

动习得对驾驶任务最关键的特征表示. 早期的端到

端模型结构极其简洁[9], 主要采用单一摄像头输入,
再通过行为克隆生成转向控制命令, 但在城市复杂

场景下的泛化能力受限. 随着数据规模、计算能力

与模拟环境的提升, 研究开始融入多模态输入 (如
摄像头+LiDAR+地图)与更复杂的输出形式 (如轨

迹预测、规划点生成等)[62, 64–65]. 而在架构上, 由纯卷

积网络向 Transformer结构的转变, 极大地提升了

模型捕捉长时序与全局空间关系的能力[64]. 在输出

的控制上, 由低层控制命令向中层轨迹或高层意图

规划的迁移, 提升了系统的可解释性与安全性 [66].
沿着这一趋势, 针对单纯轨迹输出依赖 PID控制器

导致的动态性能瓶颈, Wu等[67] 创新性地构建了双

流多任务架构, 通过轨迹引导注意力机制将显式的

规划特征融入控制分支, 实现了规划引导下的端到

端直接控制优化. 此外, 训练范式也逐步从单传感

器开环训练向闭环训练与仿真–现实迁移方向发展,
增强了系统在现实世界的稳健性[63].

端到端自动驾驶研究范式的雏形最早可追溯

至 Pomerleau[68] 于 1988年提出的 ALVINN系统,

它首次验证了利用浅层神经网络直接映射原始传感

器信号到车辆转向指令的可行性, 为后续基于深度

学习的端到端模型奠定了核心思想基础. 2016年,
以 NVIDIA的 DAVE-2[9] 为代表的基于深度学习

的研究, 利用 CNN构建了从前视摄像头图像到转

向角的直接映射, 其结构如图 4所示.
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图 4    基于 CNN的端到端自动驾驶系统 DAVE-2
Fig. 4    DAVE-2: A CNN-based end-to-end

autonomous driving system
 

虽然其验证了“感知−动作”直接耦合的可行性,
但这种单一输入的“黑盒”特性导致系统缺乏对路口

转向等多义性场景的判断能力 .  针对这一局限 ,
Codevilla等[47] 提出条件模仿学习 (conditional im-
itation learning, CIL)方法. 该方法将高级导航指

令编码为独热向量并注入网络分支, 成功实现了端

到端系统从被动到主动的跨越, 解决了交叉路口的

决策歧义性问题.
然而, 随着场景复杂度的提升, 仅依赖 CNN的

简单架构已难以应对动态环境, 研究重心开始向增

强时空建模能力与多模态融合转移. 一方面, 架构

设计逐渐向 Transformer进行转变. 如 NEAT[69] 引
入神经感知场增强了对动态障碍物的响应, Trans-
Fuser [70 ] 首次利用 Transformer 在 BEV 空间融

合了激光雷达与视觉数据, 通过全局上下文建模在

CARLA[71] 仿真任务中实现了 SOTA性能, 而 Fu-
sionAD[72] 则进一步验证了多模态融合在同时优化

预测与规划任务中的有效性. 另一方面, 为缓解端

到端带来的可解释性问题, ST-P3[73] 等工作引入了

显式中间特征输出, 使模型在保持端到端优化的同

时能够输出可理解的感知与预测结果, 从而为实车

部署提供了安全验证依据.
进入 2023年后, 端到端研究呈现出高度集成

化与认知化的趋势. 其中, 最具代表性的开篇之作

UniAD[8] 设计了一种以规划为导向的统一架构, 将
全栈驾驶任务 (感知、预测、规划)统一在一个基于

Transformer[10] 的架构中, 通过查询 (query)作为核
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心交互机制, 实现跨模块的特征共享与联合策略优

化, 从而减少了传统模块化系统的信息损失与误差

累积, 其框架结构如图 5所示. 该框架始于多视角

图像的输入, 经 BEV编码器生成统一的 2D鸟瞰图

特征. 而后“动态物体跟踪”和“静态地图构建”分别

利用跟踪查询和地图查询提取动态物体与静态道路

元素. 这些查询携带着实例级语义与历史状态流入

运动预测模块, 与自车查询进行多智能体交互, 实
现联合运动预测. “占用栅格预测”则利用代理特征

引导场景特征, 生成未来的占用栅格. 最终, 规划部

分聚合经过全流程交互的自车查询、导航指令以及

占用预测, 解码出安全可行驶的规划轨迹. 同期的

VAD[74] 则开创了基于矢量化场景表征的端到端范

式, 通过将路况建模为完全矢量化的图结构, 在大

幅提升推理速度的同时, 利用显式的几何约束显著

增强了规划的一致性与安全性. 而针对端到端模型

中稠密 BEV特征计算开销庞大的痛点, Sun等[75]

提出 SparseDrive框架. 该框架采用全稀疏的场景

表示范式, 通过构建对称的稀疏感知头与并行的运

动规划器, 在不使用高计算复杂度的 BEV编码器

的同时, 实现了感知、预测与规划任务的高效联合

优化, 并在 nuScenes[27]、Bench2Drive-base[76] 等基

准上取得了具有竞争力的端到端规划性能. 而在时

序维度的优化上, Zhang等[77] 进一步提出历史预测

与规划范式. 该范式创新性地通过多步查询机制对

历史特征进行分时复用, 即当前帧服务于感知而未

来帧服务于规划, 从而高效桥接了过去与未来, 为
提升端到端系统的长时域连贯性提供了全新的解决

思路. 与此同时, 基础模型 (foundation model)的
爆发给端到端带来了新的机遇, 赋予系统高级语义

理解与指令解析能力, 而多模态模型则实现了视觉

与语言联合建模的突破, 二者共同推动端到端驾驶

从“感知执行”向“通用认知”迈进. CarLLaVA[78] 探

索了多模态模型在闭环驾驶中的应用, 赋予车辆语

义层面的理解力. 同样致力于认知增强的 ReAL-
AD[79] 则聚焦于类人因果推理能力的构建, 通过引

入显式的思维链 (chain of thought, CoT)[80] 机制,
在一定程度上缓解了端到端模型可解释性薄弱的问

题. 而地平线提出的 AlphaDrive[81] 则引入“监督学

习+强化学习”的两阶段训练策略, 标志着端到端系

统正从单纯的模仿人类向具备逻辑推理能力的类人

驾驶演进.
尽管端到端自动驾驶通过联合优化感知与规划

模块展现出了超越传统模块化架构的潜力, 但在实

际部署中仍面临着多模态融合困难、决策过程不可

解释、因果混淆以及长尾场景鲁棒性不足等关键挑

战[64]. 面对这些深层次的认知瓶颈, 单纯依赖数据

堆叠已难以奏效, 而引入具备强大泛化能力与语义

理解优势的基础模型, 将是突破现有系统上限、迈

向通用自动驾驶的核心前沿方向, 这也为后来大模
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图 5    UniAD框架概览

Fig. 5    Overview of the UniAD framework
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型的应用打下了认知基础.

 2.2　端到端范式的类人认知

端到端自动驾驶的目标是建立从传感器输入到

控制指令的直接映射, 这一过程在本质上可类比于

人类驾驶员在复杂环境中基于感知、经验与认知所

作出的反应行为. 因此, 构建具有类人认知的端到

端系统, 须对人类的认知结构与决策范式进行深度

建模.
首先, 神经认知科学领域经典的“系统 1/系统

2”双重加工理论[82], 为设计新一代类人自动驾驶系

统提供了核心的理论范式. 这一理论指出, 人类决

策包含处理直觉与经验的“快系统”以及主导逻辑推

演的“慢系统”. 当前端到端架构正逐渐将这一分层

机制引入模型设计. 以UniAD[8]为代表的“快系统”架
构通过感知−决策的统一机制, 模拟人类在处理高

频动态交互时的快速判断能力, 实现了类似于“肌
肉记忆”的敏捷操控. 而针对长尾场景与复杂博弈,
“慢系统”的逻辑推理则发挥了重要作用. Jia等[83]

提出“先直觉、后修正”的类人范式 ThinkTwice, 它
通过两阶段解码器首先生成粗略轨迹, 随后利用回

顾机制聚焦关键时空区域进行逻辑校准, 有效提升

了复杂场景下的决策鲁棒性. 而 DriveGPT4[84] 与
OccLLaMA[85] 等工作则引入了大模型, 赋予系统语

义层面的理解力与因果推理能力. DriveVLM[86] 则

创新性地构建了“快慢双通路”机制, 将传统端到端

网络作为快通路处理常规驾驶, 而将多模态大模型

作为慢通路处理突发事件并生成决策对应的解释,
显著提升了系统的可解释性.

再者, 模拟人类驾驶员对环境的内隐建模, 也
是实现类人认知决策的关键. DriveDreamer4D[87]

等基于世界模型的框架, 通过构建高保真的动态场

景表征, 使系统具备了在潜空间中进行“思维推演”的
能力. 这种机制允许车辆在实际执行前, 对未来的

多种可能性进行安全预演, 从而显著提升了其对罕

见与高危场景的零样本泛化与应对能力.
最后, 针对现有模型难以维持长时序工作记忆

的认知缺陷, 引入类人的记忆存取机制成为必然趋

势. 现有的端到端框架往往依赖有限的历史帧堆叠,
难以处理长距离依赖. Graves等[88] 提出的可微神经

计算机 (differentiable neural computer, DNC)为
此提供了关键的理论支撑. 不同于静态规则库, DNC
允许网络通过可微的读写操作自主学习, 将关键环

境特征存储至外部记忆矩阵并在决策时进行精准检

索. 这种“神经网络+外部记忆”的混合计算范式, 有
效解决了传统模型的遗忘问题, 为构建具备长时程

推理能力的类人智能体奠定了基础.
综上所述, 端到端自动驾驶系统正朝着认知智

能体演进, 逐步实现从单纯的“看懂环境”向具备直

觉、逻辑与记忆的认知自动驾驶[89] 转变, 但由于其

结构所导致的可解释性较弱的问题仍亟待解决.

 3　大模型赋能自动驾驶

尽管端到端范式成功打通了感知与控制的特征

链路, 但面对开放世界中无穷尽的长尾场景, 传统

深度学习模型在逻辑推理与语义泛化上仍显乏力.
与此同时, 以 GPT[11] 为代表的基础模型的涌现, 标
志着人工智能进入了大模型时代. 特别是多模态大

语言模型的迅猛发展, 实现了跨模态知识的深度对

齐与迁移. 通过引入大语言模型的推理能力、视觉−
语言模型的多模态理解、视觉−语言−动作模型的闭

环执行, 自动驾驶车辆被赋予了前所未有的认知大

脑, 迅速从“感知智能”向“认知智能”跃迁. 本节将

以上述结构梳理大模型的发展及其为自动驾驶带来

的机遇与挑战.

 3.1　大模型的发展历程

人工智能的演进是一个从规则驱动向数据驱动

不断深化的过程, 而大模型的诞生则标志着这一进

程迈入了以通用认知为核心的新阶段. 追溯其起源,
2006 年 Hinton 等 [ 9 0 ] 提出的基于深度信念网络

(deep belief network, DBN)的开创性模型重启了

深度学习热潮, 随后 ImageNet数据集[91] 的发布确

立了“大数据+大算力+深度网络”的工程范式. 而
真正为大模型时代奠定基石的是 2017年 Google提
出的 Transformer架构[10], 该架构彻底摒弃了循环

与卷积结构的归纳偏置, 利用自注意力机制实现了

对长距离依赖的高效并行建模, 成为后续大部分主

流模型的骨干网络.
在此基础上, LLM率先实现了突破. LLM通

常是指包含数千亿或更多参数的基于 Transformer
架构的语言模型. OpenAI于 2018年发布的 GPT-
1[92] 模型与 Google发布的 BERT[93] 模型分别探索

了自回归与自编码两种预训练路径, 使用海量的大

规模无标注文本数据进行训练, 学习通用的语言、逻

辑和知识, 验证了“无监督预训练+有监督微调”范
式在自然语言处理 (natural language processing,
NLP)任务上的普适性. 随后, OpenAI坚持规模定

律[94], 相继发布 GPT-2与 GPT-3[11], 将参数规模推

至千亿量级, 首次展现了模型在零样本和少样本场

景下的学习与涌现能力. 除此之外, LLaMA[95]、Ga-
laactica[96] 与 PaLM[97] 等也是大规模预训练模型的
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代表作. 而 2022年底 ChatGPT的问世更是引起了

全球对“对话式 AI”的关注, 随后 GPT-4[98] 则进一

步引入基于人类反馈的强化学习 (reinforcement
learning from human feedback, RLHF)[99], 使模型

具备了类人的逻辑推理与指令遵循能力, 标志着 LLM
已初步具备通用人工智能的雏形.

然而, 面临高质量文本数据有限和单模态无法

完全理解现实世界的挑战, 研究重心迅速向多模态

大模型转移, 旨在打破自然语言文本与物理世界的

感知壁垒. 2021年以 CLIP[100] 为代表的视觉语言预

训练模型的发布首次打通了文本与图像的语义空

间, 实现了图像与文本语义空间的统一. 在此基础

上, 为赋予模型基于视觉上下文生成文本与少样本

学习的能力, DeepMind推出的 Flamingo[101] 引入

交叉注意力 (cross-attention)机制, 成为视觉和语

言融合架构设计的里程碑. 随后, BLIP-2[102] 设计

的 Q-Former结构进一步优化了视觉特征与语言模

型的对齐策略, 极大降低了训练成本, 推动了多模

态大模型从专用向通用的跃迁 . 此后 , 以 GPT-
4V[103]、Gemini[104] 以及开源的 LLaVA[105] 为代表的

VLM, 通过基于视觉编码器与 LLM 的深度融合,
赋予了模型强大的图像理解与视觉推理的能力. 然
而, VLM在迈向实际应用时仍面临诸多挑战, 主要

包括由幻觉引发的可靠性风险、缺乏对物理世界常

识的深度对齐以及高质量多模态数据稀缺的瓶颈.
随后, 智能体技术由早期面向封闭环境的强化

学习智能体, 向具备开放世界认知能力的具身智能

体演进. 具身智能是人工智能与机器人学的深度融

合, 旨在构建具备可感知、可思考、可行动能力的物

理智能体, 其应用场景非常广泛, 在商业服务、农业、

自动驾驶等各个领域均有所涉及, 如图 6所示. 具
身智能所强调的“感知−决策−执行”的闭环联动, 要
求智能体在多模态环境中准确理解语义并输出物理

动作, 这一核心逻辑与 VLA模型的设计初衷高度

同构. 正是为了满足这种从“多模态认知”到“物理

执行”的深度统一需求, VLA范式应运而生, 该范

式将连续的物理动作空间离散化, 从而把复杂的机

器人控制转化为序列建模问题, 成为具身智能在大

模型时代的最佳载体. 如 RT-2模型[106] 是一个典型

的 VLA模型, 它将机器人的物理动作编码为语言

Token, 直接输出控制信号; 而 Gato[107] 更是将图像

块、文本字符与离散动作统一编码为同一语义空间

下的 Token序列, 实现了多任务之间的可迁移, 但
同时也面临着可解释性较弱、数据需求庞大等挑战.
针对上述模型闭源或难以在消费级硬件上部署的局

限, OpenVLA[108] 进一步推动了 VLA的大众化. 该
模型构建于 LLaMA 2[109] 强大的视觉−语言底座之

上, 验证了参数高效微调, 如低秩适配 (low-rank
adaptation, LoRA)[110] 及其优化版本 QLoRA[111] 在

具身控制中的有效性, 显著降低了 VLA模型的定

制与运行门槛, 使得在消费级 GPU上定制高性能

VLA策略成为可能, 标志着具身智能进入了开源生

态协同发展的新阶段. 可以说, 多模态大模型通过

具身智能实现具身化, 而具身智能借助多模态大模

型提升智能化, 二者是相辅相成的促进关系.

  

(a) Google AutoRT 大规模
机器人集群编排系统

(a) Google AutoRT large-
scale robotic cluster
orchestration system

(b) Keenon Robotics 具身服务
机器人 XMAN-R1

(b) Keenon Robotics embodied
service robot XMAN-R1

(c) WeRide 无人出租
(c) WeRide robotaxi

(d) JITRI 农业采摘机器人
(d) JITRI agricultural

harvesting robot 

图 6    具身智能部分应用场景

Fig. 6    Case studies on application scenarios of
embodied intelligence

 

纵观大模型的发展历程, 其技术演进呈现出一

条由语言智能到多模态感知再到具身控制的清晰脉

络. 具体而言, LLM率先赋予了机器卓越的常识推

理与泛化能力, 奠定了认知层面的基座; 随后, VLM
的涌现打破了语义与视觉表征之间的感知壁垒, 实
现了语言与视觉的跨模态对齐; 而 VLA则进一步

打通了从高层认知到底层物理执行的闭环, 使智能

体具备了理解并干预现实世界的能力. 这种跨模态

的通用认知能力, 正在为自动驾驶等垂直领域的智

能化转型注入核心驱动力[112], 推动其从感知理解向

决策行动的闭环智能加速演进.

 3.2　大模型在自动驾驶领域的应用

受益于深度学习技术的突破, 自动驾驶技术已

取得长足进展, 但面对复杂的开放动态场景, 传统

的基于模块化或端到端的系统仍难以有效应对长尾

分布的挑战. 近年来, 大模型凭借其卓越的语义理

解、逻辑推理与泛化能力, 为突破上述瓶颈提供了

全新的范式. 大模型正在重塑自动驾驶从感知理解

到决策规划的流程[113], 尤其是深度融合了视觉、语
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言等多模态信息的大模型. 本节将分别从 LLM的

逻辑推理、VLM的多模态感知、VLA模型的端到

端具身控制 3个维度, 系统阐述大模型在自动驾驶

领域的应用现状与演进趋势.

 3.2.1　大语言模型

大语言模型的爆发式增长正在推动自动驾驶技

术从传统的数据驱动向知识驱动演进. 传统的深度

学习模型虽然在感知任务上表现优异, 但在面对训

练集之外的长尾场景时往往束手无策, 且缺乏可解

释性, 无法给出符合人类认知的决策解释. 相比之

下, LLM凭借其在海量文本数据中习得的世界知识

与常识推理能力, 能够理解复杂的交通交互逻辑与

未曾见过的长尾场景. 这种能力的引入不仅打破了

传统自动驾驶模型的“黑盒”壁垒, 增加了可解释的

思维链过程, 更使得自动驾驶车辆具备了类人的泛

化推理能力.
在多模态大模型普及之前, 研究者首先探索了

基于纯文本的 LLM在自动驾驶决策与规划中的潜

力. 这类方法的核心思路是“环境文本化”, 即利用

上游的感知模块将复杂的视觉场景抽象为结构化的

文本描述, 如目标坐标、速度、车道拓扑等, 进而利

用 LLM强大的逻辑推理能力生成驾驶决策或代码

等具体的控制内容.
在初期探索阶段, Fu等[114] 提出的“Drive like

a human”框架将 LLM定义为自动驾驶的认知中

枢, 利用 CoT推理使系统能够在面对长尾场景时

像人类司机一样运用常识进行解释与决策. 随后,
Mao等[115] 提出的 GPT-Driver在进一步将运动规

划重构为语言建模问题的基础上, 引入一种不同于

普通提示方法[80, 99, 116] 的“提示−推理−微调”策略, 成
功激发了 GPT-3.5强大的逻辑推理与上下文理解

能力. 而Wen等[117] 提出的 DiLu则是首个以 LLM
为“认知核心”与“决策大脑”的模仿人类学习范式的

自动驾驶框架, 其结构如图 7所示. 它创新性地设

计一个经验存储模块来存储历史驾驶经验, 使智能

体能够通过检索过往类似场景的决策逻辑来优化当

前行为, 从而在不进行参数微调的情况下实现类似

人类驾驶员的持续学习与反思的能力. 与此同时,
为弥补 LLM在连续数值控制上的不足, Sha等[118]

提出的 LanguageMPC采取一种新颖的分层决策架

构, 将高层语义推理与底层运动控制相分离. 该方

法利用 LLM作为认知中枢, 深入分析复杂路况并

进行宏观决策, 如判断超车时机或是否让行, 进而

动态调节底层模型预测控制的权重参数与偏置矩

阵, 使控制器能灵活适应不同驾驶场景. 这种设计

有效地结合了 LLM的逻辑推理优势与传统控制算

法的动力学精准性, 从根本上解决了直接利用 LLM
输出底层控制指令所导致的不稳定等问题, 显著提

升了系统在真实环境中的鲁棒性与安全性.
除了决策规划, LLM在人机交互与指令理解方

面也展现出巨大潜力. 现有的自驾系统往往仅能执

行预定义的僵化指令, 难以满足用户的个性化需求.
针对这一问题, Liao等[119] 提出一种基于 GPT-4增
强的多模态定位框架. 该研究利用 GPT-4作为语

义分析引擎, 精准捕捉自然语言命令中细腻的语义

特征与乘客意图, 并结合跨模态注意力机制将抽象

 

驾驶环境

图像编码器

动作解码器 提示词生成器

总结与修正模块

推理模块

经验回放
多视角
图像

输出动作

经验更新

反思模块 修正后的经验

少样本经验

经验存储模块

经验序列

GPT-3.5 (推理)

GPT-4 (反思)
大语言模型

 

图 7    基于记忆检索与持续反思机制的 DiLu框架

Fig. 7    DiLu framework based on memory retrieval and continuous reflection mechanism
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的语言指令映射至具体的物理道路区域. 配合其设

计的区域特定动态层注意力解码器, 该方法能够帮

助车辆在复杂的交通场景中高效锁定符合指令的关

键区域, 从而实现了一种自然流畅的“与车对话”的
人机交互新范式. 在此基础上, 为进一步提升交互

的深度与个性化体验, Cui等[120] 提出的 Talk2Drive
框架将关注点从单纯的指令理解拓展到了对驾驶风

格的个性化适配. 该系统利用 LLM强大的语义推

理能力, 不仅能解析诸如“我赶时间”这类隐含的高

层语义指令并自动调整为相对激进一些的跟车策

略, 还引入了基于数据库的记忆模块. 这使得车辆

能够记录并检索用户的历史反馈与偏好, 从而在长

期的交互中不断自我进化, 成为真正懂用户驾驶风

格的系统.

 3.2.2　视觉−语言模型

然而, 单纯基于文本的 LLM高度依赖上游感

知模块将视觉信息转化为文本, 这一过程不可避免

地导致了环境细节的丢失. 自动驾驶本质上是一个

高度依赖视觉感知的任务, 即便纯文本大模型拥有

强大的逻辑推理能力, 也难以直接理解复杂的交通

场景. 鉴于此, 融合视觉感知能力的 VLM打破了模

态间的壁垒, 旨在实现对物理世界的端到端感知与

理解, 并成为连接底层视觉特征与高层语义认知的

关键桥梁. 通过多模态融合的输入, 它能够更全面

地获取环境信息, 增强自动驾驶系统的环境理解能

力. 例如, 将文本描述作为提示输入, 可以帮助模型

更准确地解读复杂的交通标识、模糊的地面标线以

及临时的交通管制信息, 从而显著提升系统对复杂

场景的环境理解能力. 同时, 多模态融合也有助于

提升人机交互能力, 使系统能够与驾驶员和乘客进

行更自然、流畅的交流. 此外, 这种融合还能为决策

过程提供更丰富的依据, 从而提高决策的准确性和

可解释性. Zhou等[121] 指出, VLM在自动驾驶中的

应用已不再局限于传统的开放词汇检测, 而是正在

向场景理解、长尾数据生成以及语义规划等深层任

务渗透, 为实现从感知到规划的认知闭环提供了新

的技术路径.
VLM的核心在于通过视觉编码器将图像对齐

到语言空间. 2021年, 作为多模态大模型发展的基

石, CLIP[100] 模型利用 4亿对图文数据进行对比学

习, 打破了视觉与语言的语义壁垒, 成为后续主流多

模态模型中不可或缺的视觉编码器. 在此基础上, Liu
等[105] 提出的 LLaVA确立了“视觉指令微调”的标

准范式, 即通过投影层将 CLIP提取的视觉特征映

射到 LLM的输入空间, 赋予了模型极强的图像理

解与对话能力. 这一高效架构迅速被研究领域采纳,

成为构建驾驶专用多模态模型, 如 DriveGPT4[84]

等的首选网络.
在感知层面, 通用的多模态基础模型展现了极

高的零样本迁移能力. GPT-4V能够精准识别交通

标志、信号灯, 并能推断其他交通参与者的意图. 为
实现更精细的目标检测, Kirillov等[122] 提出的 SAM
(segment anything model)与 Grounding-DINO[123]

相结合, 构建了统一的分割与跟踪框架, 利用文本

提示即可在视频流中实现对车辆与行人的开放集检

测与分割.
然而, 尽管通用 VLM在自然图像理解上表现

优异, 但直接将其迁移至对安全要求极高的自动驾

驶场景时, 仍面临着细粒度感知缺失与空间推理匮

乏这两大核心瓶颈. 首先是分辨率限制导致的小目

标丢失问题. 针对此, Ding等[124] 提出一种融合多尺

度高分辨率细节的增强框架 HiLM-D, 并指出传统

VLM往往将图像压缩至低分辨率, 导致远处的红

绿灯或车辆信息丢失, 而通过引入高分辨率视觉分

支, 在风险物体定位与意图预测任务中显著优于低

分辨率基线, 证明了高保真视觉信息对驾驶安全的

重要性. 同时, 除二维平面的像素级感知外, 自动驾

驶更需要理解复杂的三维空间结构. 为赋予 VLM
空间感知与推理能力, Talk2BEV[125] 设计一种基于

鸟瞰图的场景表示法. 它先生成包含语义信息的

BEV图, 再利用 VLM执行视觉问答 (visual ques-
tion answering, VQA)任务, 从而实现了对车辆空

间关系的深度推理. 类似地, LiDAR-LLM[126] 通过

独特的视角感知变换器将 3D点云数据与文本嵌入

对齐, 使模型能够直接理解 3D环境. 针对 3D增强

的成本问题, Lübberstedt等[127] 提出的 V3LMA展

示了一种免训练策略, 通过将 3D目标检测器提取

的结构化文本描述注入大模型, 在减少成本的情况

下显著提升了空间问答的准确率.
VLM的另一大优势在于其通过自然语言解释

驾驶决策的能力, 这对于提升自动驾驶系统的透

明度至关重要. Atakishiyev 等 [128] 的研究证实了

VLM能够基于道路几何与障碍物清晰度解释驾驶

行为. 在此基础上, Xu等[84] 提出的 DriveGPT4是
利用指令微调后的 VLM统一实现可解释决策与端

到端控制的自动驾驶框架之一, 为该范式的发展奠

定了基础. 该工作构建了一个专门的视觉指令微调

数据集, 利用 ChatGPT生成大量基于 BDD-X数

据集[129] 的问答对, 旨在描述驾驶场景中的车辆动作、

解释其背后的决策逻辑, 并最终预测所需的控制信

号. 其中包含车辆动作描述、决策解释及控制信号

预测. 通过处理多帧视频输入, DriveGPT4不仅能
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够以端到端的方式输出车辆的底层控制信号, 还能

通过自然语言与用户交互, 解释其决策背后的逻辑,
实现了感知、决策与解释的统一. 而在随后, 针对

VLM 在空间感知精度与推理延迟上的局限性 ,
Tian等[86] 提出了 DriveVLM. 不同于直接输出控制

信号, DriveVLM引入了受人类认知启发的 CoT机

制, 将驾驶任务解耦为场景描述、场景分析与分层

规划 3个阶段, 特别强化了对长尾场景的理解能力.
更重要的是, 为解决大模型推理速度慢且缺乏精确

3D 空间推理的问题, 该文献提出了 DriveVLM-
Dual混合系统. 该系统采用“快慢系统”设计理念,
将 DriveVLM的高层语义规划 (慢系统)与传统自

动驾驶的高频轨迹规划 (快系统)相结合, 通过融

合 3D感知结果与高频轨迹优化, 成功实现了 VLM
在实车上的实时部署与高效运行. 进一步地, 针对

紧急避险场景, 如前车急刹等, 该类混合架构须设

计严格的动态仲裁与安全兜底机制. 由于大模型的

单次推理通常存在数百毫秒的不可控延迟, 系统在

底层逻辑上需要采用异步时钟运行机制, 即“快系

统”保持高频运转, 绝不阻塞等待“慢系统”的最新

决策. 当瞬时危险发生而慢系统推理尚未完成时,
仲裁机制会立即触发越权接管, 由快系统依托极低

延迟的 3D几何感知与硬性物理碰撞约束, 如为自

动驾驶系统定义了可数学验证的纵向与横向安全距

离公式的责任敏感安全 (responsibility sensitive
safety, RSS)模型[130], 直接执行紧急制动或局部避

让策略. 这种“慢系统决定认知上限、快系统守住安

全下限”的非对称仲裁机制, 能够有效防止因大模

型推理滞后而导致关键决策窗口关闭的风险. 为进

一步弥合大模型语言空间与车辆底层控制空间之

间的鸿沟, Cui等 [131] 提出了 DriveMLM. 不同于

DriveGPT4的端到端预测或 DriveVLM的轨迹生

成, DriveMLM将驾驶任务建模为对行为规划状态

(如借道、减速、跟随等)的预测, 通过将 VLM的语

义决策与成熟的工业级规划控制模块 (如 Apollo)
相对接, 既保留了大模型处理复杂长尾指令的优势,
又确保了闭环控制的安全性与稳定性, 证明了语言

接口的兼容性价值. 这一系列工作共同推动了 VLM
从单纯的感知问答向具备决策规划能力的驾驶认知

大模型演进.
在实现场景理解的基础上, 如何利用自然语言

主动指导车辆航行成为新的研究方向. 进一步地,
Shao等[132] 提出的闭环端到端自动驾驶框架 LM-
Drive将 VLM的语义推理能力从被动的问答拓展

到了主动的运动规划领域. 该框架能够根据用户的

自然语言指令, 如“在前方路口左转”, 并结合视觉

输入, 生成高层的导航路点与具体的运动轨迹, 实
现了从场景理解到轨迹生成的过程, 并在 CARLA[71]

仿真环境中完成了闭环测试, 验证了语言指令直接

指导端到端驾驶的可行性, 也为后续实现感知到控

制闭环的 VLA模型的发展提供了宝贵的经验.
尽管 VLM 在场景理解与高层规划上表现卓

越, 但其输出通常仍停留在离散的语言描述或元动

作层面, 在执行高频、连续的底层控制时仍面临精

度与稳定性的挑战. 这也促使学术界进一步探索将

视觉感知、语言推理与物理动作直接统一的 VLA
模型.

 3.2.3　视觉−语言−动作模型

VLA模型在自动驾驶领域的兴起, 很大程度上

受益于通用具身智能的发展, 主要体现在“语义理

解–轨迹生成–行为执行”的一体化上. 作为首个通

才智能体, DeepMind提出的 Gato[107] 具有奠基性

意义. 它采用“序列化一切”的策略, 将图像、文本及

机械臂动作统一编码为 Token序列, 证明了单一

Transformer架构处理跨模态控制任务的可行性.
随后, VIMA[133] 引入“多模态提示”机制, 支持图文

交织的输入形式, 显著提升了模型对复杂指令的泛

化能力. 这些工作为自动驾驶实现“感知−决策−控
制”一体化提供了核心方法论参考.

在 VLA发展的初期, 研究者倾向于采用模块

化架构, 将语言作为连接感知与控制的中间件. 在
这一阶段, VLM不再是被动的解释器, 而是主动的

规划者. OpenDriveVLA[134] 是这一阶段的代表, 它
将视觉与文本指令融合, 生成中间路径点, 如“20米
后右转”供下游控制器执行. 为处理更复杂的场景,
DriveMoE[135] 采用混合专家 (mixture-of-experts,
MoE) 架构, 根据语言线索动态激活“超车”或“启
停”等子模块. 针对安全性问题, SafeAuto[136] 引入

符号化交通规则来验证语言驱动的规划, 而 RAG-
Driver[137] 则通过检索历史驾驶案例来增强长尾场

景下的决策能力. 此外, CoVLA-Agent[138] 和 Lang-
Coop[139] 也分别在动作映射和多车协作方面进行了

探索. 尽管模块化设计缩小了语义鸿沟, 但其多阶

段流程不可避免地引入了误差累积与推理延迟.
受益于多模态基础模型的发展以及自动驾驶端

到端范式的启发, 构建完全统一的自动驾驶端到端

VLA模型成为主流趋势. 这类模型在一个单一的前

向传播中, 直接将多模态输入映射为轨迹或控制信

号, 并通过反向传播使得模型能够在同一表征空间

中进行联合优化. DriveGPT4-V2[140] 是从解释向控

制跨越的典型, 它通过统一的架构将视觉输入、历

史控制与语言指令映射到语言模型空间, 实现了在
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同一模型中既能回答关于驾驶决策的问题, 又能直

接输出底层控制信号, 完成了从“驾驶解说”到“驾
驶操控”的进化. OpenEMMA[141] 作为开源先驱, 在
nuScenes数据集上证明了基于思维链的端到端规

划在复杂真实场景中的有效性. 为解决泛化与对齐

难题, SimLingo[142] 提出“动作梦境 (action dream-
ing)”技术. 该技术通过在相同视觉状态下模拟多种

可能的未来轨迹并与不同语言指令进行配对, 强制

模型将语言指令作为决策的核心依据, 从而实现语

言与动作的强对齐. Drive anywhere[143] 则利用基于

文本的隐空间模拟, 如将晴天替换为雪天, 实现了

仿真到现实的零样本迁移.
而近期的 VLA研究浪潮开始将重心转向推理

增强能力, 试图解决大模型“虽然会开, 但不能解释

为何这么开”的问题. ORION[144] 指出了语义空间与

数值动作空间之间的鸿沟, 设计一个混合架构: 利
用 QT-Former融合长期的上下文信息, 生成显式

指令, 实现了复杂指令与多视角场景的跨模态语义

理解, 并能够据此输出高精度轨迹. 而 Chi等[145] 提

出的 Impromptu VLA构建了一个专注于挑战性场

景的大规模、高质量的 VLA数据集. 该数据集从 8
个开源数据集提炼出约 8万个视频片段, 专门覆盖

道路边界不清等四类长尾场景, 并通过大模型与人

工相结合的方式, 提供了丰富的规划问答与动作轨

迹标注. 该工作通过实验证明, 基于此数据集微调

的模型会“先思考后行动”, 在感知、推理与规划能

力上均获得显著提升. AutoVLA[146] 和 Drive-R1[147]

则进一步融合了自适应推理与强化学习, 使模型在

闭环测试中展现出顶尖的规划能力. 为直观阐述此

类推理增强型 VLA模型的工作机理, 图 8展示了

当前自动驾驶 VLA 模型经典的两阶段训练范式.
整个流程分为“监督微调 (supervised fine-tuning,
SFT)”与“后训练”两个阶段. 在第一阶段, 模型通

过多视角图像、专家轨迹与包含推理逻辑的问答对

的监督微调, 建立起视觉感知与动作输出的基础映

射, 目的是实现模态对齐并赋予模型基础的驾驶与

推理能力. 在更关键的第二阶段, 为突破模仿学习

的上限, 模型冻结了视觉编码器与动作头的参数,
将 LLM置于强化学习闭环中. 通过与在线环境的

交互以及奖励模型的反馈, LLM能够不断试错并优

化其决策逻辑, 从而实现向具备深层推理能力的

“具身智能体”跃迁. 而 FutureSightDrive[148] 则通过

时空思维链增强了视觉推理, 使 VLA模型能够以

视觉方式思考未来场景. 这一阶段的模型标志着

VLA从单纯的条件反射向具备深层认知的决策核

心演进.
VLA模型的引入标志着具身智能理念在自动

驾驶领域的深度渗透, 它打破了高层语义认知与底

层物理控制之间的异构壁垒, 推动自动驾驶系统向

具备“感知−决策−执行”一体化闭环能力的具身智

能体跃迁. 然而, 尽管 VLA取得了显著进展, 但将

庞大的多模态大模型部署在资源受限的车端仍面临

巨大挑战, 主要体现在实时性与计算开销上. 为此,
LightVLA[149] 设计一种可微 Token剪枝机制, 利用

动态自适应评估视觉 Token的重要性, 在不损失性

能的前提下显著降低了推理延迟. 此外, 早期的探

索工作如 DriveGPT4[84]、TS-VLM[150] 和 DynRsl-
VLM[151] 也在不同方向上推动了 VLA在自动驾驶
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图 8    融合监督微调与强化学习的自动驾驶 VLA训练框架

Fig. 8    An autonomous driving VLA training framework integrating SFT and RL
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中的应用. 虽然它们主要侧重于感知增强与系统解

释性, 但也为后续研究提供了重要启示. 例如, TS-
VLM通过文本引导的软排序池化优化了多视图注

意力融合, DynRsl-VLM则通过动态分辨率处理提

升了细粒度特征对齐能力, 这些都为 VLA在复杂

驾驶场景中的感知与推理能力奠定了基础. 未来,
如何进一步解决鲁棒性验证、多模态时空对齐以及

社会化交互等挑战, 将是 VLA迈向大规模落地的

关键.

 4　世界模型的兴起与应用

近年来伴随着生成式人工智能 (generative
AI)的蓬勃发展[152], 研究视野逐渐从静态的图文生

成向动态的时空推演延伸. 在 LLM、VLM、VLA等

大模型高速发展的现在, 为赋予模型在生成任务中

对物理世界因果规律的深刻理解与精准模拟能力,
世界模型[153] 正成为通往通用人工智能的新技术高

地. 为进一步疏通这些模型与自动驾驶结合的技术

脉络, 表 1梳理了 LLM、VLM、VLA模型及WM
这四类模型的核心优势、主要局限及其在自动驾驶

领域的代表性工作.

 4.1　时空表征与场景生成

世界模型的本质是让机器具备对物理世界的内

部表征和模拟能力, 主要包括理解世界和预测未来

两大视角, 即构建内部表示以理解世界机制, 并预

测未来状态以模拟和指导决策[160]. 这类模型不再局

限于预测下一个 Token, 而是致力于在潜空间中构

建物理世界的高保真时空表征, 具备生成连贯视频

与推演未来的能力. 例如, Google DeepMind提出

的 Genie[161] 证明了一个模型可以仅从互联网视频

中无监督地学习出潜在的动作空间和环境动态, 并
能根据一张图片和动作指令生成全新的、可交互的

虚拟环境. 这项研究为实现一个通用的、能够模拟

多样化物理和视觉规则的世界模型迈出了关键一

步. 与此同时, Meta推出的 V-JEPA[162] 则摒弃了

像素级的生成预测, 转而在抽象的特征空间中进行

掩码预测, 证明了模型能够在不重建每一帧细节的

情况下, 高效习得物理世界的时空结构与因果关系.
区别于通用的视频生成模型, 如 Sora[163] 等, 自

动驾驶领域的世界模型更侧重于对道路场景的结构

化理解与物理约束遵循, 通过扩散模型生成仿真感

知数据, 提升系统对极端场景的处理能力. 它将多

视角相机图像、激光雷达点云及高精地图等异构感

知数据映射至紧凑的潜在场景空间, 不仅实现了感

知与预测的一体化融合, 更在潜空间中学习了可微

分的动态状态转移机制. 这种机制能够捕捉交通场

景的物理演化规律, 在严格遵循几何与动力学约束

的前提下, 对多智能体的未来状态进行长时程推演,
从而为端到端自动驾驶的可解释性、闭环规划及长

尾场景泛化提供了全新的理论范式. 世界模型的基

础在于如何高效表征并生成复杂的驾驶场景. 随着

 

表 1    自动驾驶领域大模型与世界模型应用的对比与分析

Table 1    Comparison and analysis of large models and world model for autonomous driving applications

模型类型 核心优势 主要局限 代表性工作

LLM
核心优势在于其通过海量文本训练获得的、高度

抽象的世界知识与常识推理能力, 这在早期为自

动驾驶系统注入了“通用智能”的雏形

模型过于依赖文本描述作为环境输入, 对视觉信

息理解较弱, 存在“语言世界”与“物理世界”的割

裂, 无法直接、精准、安全地操控物理实体

Drive like a human[114]

GPT-Driver[115]

DiLu[117]

Talk2Drive[120]

LanguageMPC[118]

VLM

实现了视觉与文本信息的对齐, 使自动驾驶系统

拥有了强大的“感知−理解”能力, 实现了对环境的

直观、多模态、语义级理解, 是连接感知与认知的

关键桥梁

虽然它实现了视觉与语义的跨模态对齐, 但是它

主要是一个观察者和评论者, 而非一个决策者与

执行者. 它缺乏直接与物理环境进行具身交互和

闭环控制的能力

DriveGPT4[84]

DriveVLM[86]

DriveMLM[131]

LMDrive[132]

Talk2BEV[125]

VLA

它是迈向通用具身智能的关键一步, 通过构建从

多模态感知到车辆控制的端到端映射, 打破了高

层语义认知与底层物理控制之间的异构壁垒, 推
动自动驾驶系统向具备感知−决策−执行一体化闭

环能力的具身智能体跃迁

在数据、安全、可解释性、算力等方面依旧面临着

巨大的挑战, 距离大规模、高可靠性的商用部署仍

有距离,  需在系统架构、验证方法与基础设施上取

得关键突破

LangCoop[139]

OpenEMMA[141]

AutoVLA[146]

OpenDriveVLA[134]

OmniDrive[154]

CoVLA-Agent[138]

WM

被认为是实现 L4级及以上全自动驾驶的潜在关

键技术路径之一, 其重要性不仅源于技术架构的

革新, 更在于它直接指向并试图复现人类驾驶行

为的深层认知本质——对复杂交通环境未来演变

的动态预判以及在此基础上的多步推理与想象性

规划

目前主要处于前沿研究和大规模数据训练阶段, 仍
存在高质量多模态数据稀缺与鲁棒性较低等问

题, 并在可靠性、实时响应能力以及安全等方面尚

未通过严格的车规级验证, 仍需在理论框架、算法

设计、系统集成与标准化评价体系等方面完成关

键突破

GAIA-2[155]

SimGen[156]

DrivingDiffusion[157]

DriveWM[158]

DriveDreamer[159]

DriveDreamer4D[87]
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技术演进, 相关研究正从二维视觉向三维空间及多

模态融合的方向发展.
早期的生成式世界模型主要基于二维图像平

面, 利用自回归模型或扩散模型预测未来的视觉观

测. 例如, GAIA-1[164] 能够整合视频、文本和动作信

息, 并将异构输入映射为统一的离散令牌序列, 通
过自回归预测生成高度逼真的未来驾驶场景视频,
不仅精准捕捉了场景的几何结构与物理动态, 更在

未见过的复杂长尾场景中展现了卓越的泛化能力.
类似地, DriveDreamer[159] 利用扩散模型, 通过文本

提示和结构化交通信息引导场景生成, 不仅能生成

高质量的驾驶视频, 还能作为神经模拟器训练感知

模型. DrivingDiffusion[157] 则进一步引入多视角一

致性约束, 通过跨视角注意力来解决自动驾驶领域

多视角视频数据生成的难题.
尽管上述二维生成模型能够产生逼真的视觉效

果, 但它们往往忽视了场景内在的几何一致性, 导
致生成的长时序视频容易出现物体形变或结构崩

塌. 为弥补这一缺陷, Liang等[165] 提出的 UniFu-
ture创新性地引入了显式的深度几何约束. 该模型

构建了一个图像与深度共享的统一世界模型, 通过

“双潜空间共享”与“多尺度潜交互”机制, 实现了

RGB外观特征与深度几何特征的双向修正. 这使

得模型在生成高保真未来画面的同时, 能够保持严

格的深度结构时空连贯性, 为从纯二维视频生成向

具备几何感知的世界模型演进构建了重要桥梁.
在此基础上, 为实现对三维空间的精细化表征,

学术界开始进一步探索基于俯视视角或三维体素的

生成模型. 作为先驱工作, MILE[166] 率先采用基于

模型的模仿学习思路, 在低维的 BEV潜在空间中

联合建模环境的动态演化与自车的动作执行, 使得

智能体能够摆脱物理环境的束缚, 在隐式空间中进

行长时程的未来场景想象与轨迹规划, 显著提升了

应对未见工况的泛化能力. 然而, BEV表征在高维

度上仍存在信息压缩与丢失. 为进一步提升表征精

度, OccWorld[167] 不再依赖 2D表征, 而是采用生成

式架构直接预测三维占用栅格的时序演化, 从而在

3D空间中对场景动态进行建模, 显著提升了对动

态障碍物的理解能力. 随后, 为弥补传统 LLM缺

乏 3D空间感知能力的短板, Wei等[85] 进一步提出

OccLLaMA. 该研究设计了一种高效的 3D 场景

Tokenizer, 将稀疏且类别不平衡的语义占据数据离

散化为类语言的 Token序列. 通过构建统一的多模

态词表, OccLLaMA利用预训练的 LLaMA[95] 模型

在一个统一的 Transformer架构中实现了 4D场景

演变预测、运动规划及视觉问答. 这种对物理世界

的高保真推演能力, 不仅提升了感知的鲁棒性, 更
促使端到端自动驾驶从单纯的轨迹回归向一种全新

的范式演变——引入世界模型作为动态环境模拟

器, 构建了“感知−模拟−规划”的闭环体系.

 4.2　预测性训练与决策

在这一新范式下, “在想象中规划”成为核心研

究点. 在端到端开创性工作 UniAD [ 8 ] 的基础上,
GenAD[168] 首次在该统一框架内采用生成式方法,
利用变分自编码器对轨迹分布进行建模, 以生成的

方式同步处理预测与规划任务, 图 9为该端到端生

成式框架的示意图.
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图 9    基于生成式端到端范式的 GenAD自动驾驶框架

Fig. 9    GenAD autonomous driving framework based on
generative end-to-end paradigm

 

进一步地, 为实现更主动的风险规避, Wang
等[158] 提出了 DriveWM, 一个兼容现有端到端规划

器的多视角世界模型. 它能够为规划器采样的不同

候选轨迹生成对应的高保真多视角未来视频, 并通

过基于图像的奖励函数评估每条轨迹的未来场景优

劣, 辅助规划器选择最优行驶路径. 而作为将具身

智能与环境交互深度融合的典型代表, MindDrive[169]

则针对传统模型缺乏闭环纠错能力的痛点, 构建了

基于在线强化学习 (online RL)的训练范式. 该研

究利用仿真器充当外部世界模型提供即时奖励反

馈, 指导 LLM在持续的“试错”中优化策略, 有力证

明了与世界模型的高频交互是生成式智能体从开环

预测走向闭环控制的关键一环.

 4.3　高保真仿真的应用

然而在测试验证环节, 实车路测的高昂成本、

人力投入与安全风险始终是制约自动驾驶规模化落

地的瓶颈. 针对这一痛点, 世界模型在离线数据生

成与闭环仿真中的应用, 旨在打破传统仿真平台的

“Sim-to-Real”鸿沟, 构建高保真的数字孪生世界[170].
作为该领域的里程碑式工作, Yang 等 [171] 提出的
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UniSim摒弃了传统游戏引擎的建模路径, 转而利

用神经辐射场技术从真实驾驶日志中重建可交互的

动态场景. 本质上, UniSim构建了一个具备物理一

致性的神经模拟器, 它不仅支持对历史场景进行

“反事实”编辑 (如动态插入变道车辆、移除或调整

交通参与者行为等)以生成边缘测试用例, 还能让

自动驾驶系统在其中执行动作、感知反馈并预测环

境演变, 实现真正意义上的闭环交互与状态推演.
UniSim的成功落地标志着工业界研发范式的重要

转型——从单一的模型结构优化转向基于生成式

AI与世界模型的高保真数据闭环, 为实现可扩展、

低风险的系统安全边界验证与持续进化提供了关键

基础设施. 在这之后, 结合最新的三维高斯泼溅

(3D Gaussian splatting, 3DGS)技术, Driving-
Gaussian[172] 实现了对动态驾驶场景的实时、高保真

重建与渲染, 有效模拟了传感器的物理特性, 为跨

模态感知验证提供了可靠基础.
然而, 仅依靠重建难以应对极端工况, 为系统

性地生成此类稀缺且高价值的长尾场景, 研究范式

正逐渐从“重建已有数据”转向“生成未知场景”. 其
中, 融合强生成先验的世界模型成为实现这一跨越

的关键路径, DriveDreamer4D[87] 正是这一思路的

典型代表. 它提出一种将生成式世界模型作为数据

引擎的创新范式. 针对 3DGS难以渲染未见过的复

杂驾驶动作这一痛点, 该研究利用视频生成模型强

大的幻觉能力, 生成同一场景下不同运动轨迹的合

成视频. 通过生成式训练策略, DriveDreamer4D将

生成模型的丰富先验知识成功蒸馏进 4DGS表示

中, 不仅保持了 3D场景的几何一致性, 更显著提升

了模型在生成变道、加减速等长尾交互场景下的时

空连贯性. 在此基础上, RAD[173] 进一步挖掘了高保

真环境在策略学习中的潜力. 针对传统模仿学习的

因果混淆与误差累积问题, 该框架利用 3DGS构建

几何一致的数字孪生世界, 并开创性地将其应用于

大规模闭环强化学习训练. 通过引入安全关键奖励

与人类驾驶风格正则化, RAD证明了基于高保真

世界模型的“低成本试错”是提升端到端策略鲁棒性

的有效路径. 然而, 真实的仿真不仅需要静态背景,
更需要逼真的交通流. TrafficBots[174] 是一种基于世

界模型的多智能体策略, 它结合条件变分自编码器

与运动预测架构, 通过目的地与个性化潜变量生成

多样化且符合物理约束的交通行为. 该策略支持闭

环交互, 使背景车辆能对自车行为做出符合交通规

则的动态响应, 从而构建了一个可微分、数据驱动

的仿真环境. 这种基于学习的交互仿真显著降低了

真实路测的成本与风险, 为自动驾驶规划算法的训

练与验证提供了高效平台.

 5　自动驾驶系统的训练范式与验证体系

随着大模型与自动驾驶系统的深度融合, 传统

的基于几何感知的训练体系正逐步向端到端范式演

进. 这一变革不仅重塑了数据的标注形态, 也推动

了验证体系从单一地采用离线数据集进行轨迹误差

评估等任务向语义理解与闭环控制能力的综合测试

转型. 本节将从开环与闭环 2个维度, 探讨这一新

范式下的关键数据集、训练策略与验证平台.

 5.1　开环训练与验证

传统自动驾驶模型的训练与验证主要采用基于

数据集的开环范式, 即通过模仿学习最小化预测轨

迹与专家轨迹之间的误差以及根据已记录的专家驾

驶行为评估系统的性能. 该方法需要利用包含车辆

在真实行驶过程中的多模态传感器观测 (如图像、

点云)、环境上下文信息 (如高精地图、导航)以及标

注的专家驾驶行为真值 (如轨迹、控制指令)等内容

的离线数据集进行评估, 侧重于评估模型对静态场

景的感知理解、逻辑推理以及基于历史数据的轨迹

预测能力, 是模型构建世界知识与驾驶常识的基石.
总体而言, 自动驾驶数据集的演进正呈现出从基础

感知向预测与规划拓展的趋势. 一方面, 数据是自

动驾驶的基础, 海量训练数据能够赋予模型精准的

环境理解与决策规划能力, 从而保障驾驶系统的安

全与稳定; 另一方面, 近年来多模态大模型的迅速

发展, 更加印证了海量高质量数据的重要性, 给予

自动驾驶数据集的建设以启发.

 5.1.1　从感知到理解

感知类数据集是开发高可靠性自动驾驶系统的

基石, 其演进历程体现了学术界与工业界对环境理

解深度与广度的不断追求. KITTI数据集[175] 自 2012
年发布以来, 对自动驾驶领域产生了深远影响. 作
为早期的综合性基准, 它包含了由摄像头、激光雷

达和 GPS等记录的真实驾驶场景, 凭借高分辨率

数据和丰富的注释, 极大地促进了目标检测、跟踪、

深度估计及视觉里程计等基础算法的开发与评测,
成为该领域的开山之作. 随着对城市场景理解需求

的提升, 数据集开始向更精细的语义分割和更大规

模的样本量发展. Cityscapes[176] 专注于复杂的城市

环境, 提供了包括车辆、行人及交通设施在内的 30
类物体的像素级精细标注, 确立了城市场景语义分

割的标准基准. ApolloScapes[177] 则进一步提升了数

据维度 , 提供了超过 14 万帧的高分辨率图像及

2D/3D语义标签, 尤其在车道分割和多目标跟踪任
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务上, 为高精度的感知与导航系统验证提供了关键

支持. 在数据规模与多样性方面, 伯克利大学发布

的 BDD100K数据集[178] 则是一座重要的里程碑, 它
包含 10万个涵盖多种驾驶条件的视频序列, 不仅

规模庞大, 而且标签种类丰富, 成为研究人员验证

算法在复杂动态环境中的泛化能力的重要平台.
针对真实数据采集成本高昂及长尾场景稀缺的

挑战, 合成数据集提供了新的解决方案. 如VIPER[179]

利用虚拟游戏引擎生成并提取了超过 25万帧涵盖

多种天气条件的高分辨率视频数据, 有效缓解了真

实场景数据获取困难的问题; SYNTHIA[180] 则通过

提供 13 400张带有像素级注释的合成图像, 致力于

弥合虚拟与现实世界之间的差距, 为跨域鲁棒性算

法的研究提供了经济高效的工具.
而近年来, 随着多模态融合技术的兴起, 涌现

出大量融合多模态的自动驾驶数据集, 为自动驾驶

的发展作出了重要的贡献. 如 nuScenes[27] 通过集成

六个摄像头、激光雷达和雷达数据, 实现了对波士

顿和新加坡复杂城市场景的 360° 全方位覆盖, 不
仅设立了多视角目标检测的新基准, 更推动了多传

感器融合技术的发展. 随后推出的Waymo开放数

据集[181] 则以其工业级的高质量多模态数据和广泛

的地理覆盖范围, 进一步提升了感知算法在检测、

跟踪和分割任务上的稳健性上限. 而为了解决恶劣

天气下的感知难题, RADIATE[182] 作为首个公开的

雷达数据集填补了空白. 该数据集专注于雨、雾、雪

等恶劣天气条件, 结合 LiDAR与摄像头数据, 重点

验证了雷达在视觉失效场景下的感知能力, 对于提

升自动驾驶系统在全天候环境下的安全性和鲁棒性

均具有重要意义.
在理解层面, 为评估模型对驾驶场景中自然语

言指令的理解能力, Deruyttere等[183] 发布了首个自

动驾驶对象指称数据集 Talk2Car. 该数据集构建

于 nuScenes之上, 包含 11 959条用自然语言编写

的驾驶命令. 不同于传统的物体检测, Talk2Car要
求模型必须结合文本语义与视觉特征, 精准定位出

指令所指涉的特定地标或交通参与者. 作为早期视

觉定位任务的基准, 它为后续研究如何将 LLM与

自动驾驶感知系统对齐提供了重要的数据支撑与评

测标准. 前文提到的 GPT-4增强框架[119] 便是基于

Talk2Car数据集进行算法验证的典型案例, 形成了

“数据集−解决方案”的闭环.

 5.1.2　从预测到规划控制

继感知任务数据集的蓬勃发展之后, 预测与规

划控制类数据集已成为推动自动驾驶系统向决策智

能进阶的必备要素. 此类数据集蕴含了丰富的交通

动态与交互行为信息, 对于提升模型在复杂场景下

的预测与决策能力至关重要. 根据任务的覆盖范围

与应用侧重, 相关数据集可分为特定任务数据集与

多任务数据集两类[184].
特定任务数据集主要聚焦于交通流的具体行为

特征、行人意图以及短时运动预测, 为理解道路参

与者的微观动态提供了基础. 例如, 为突破传统车

载视角在捕捉全局交互行为上的局限, highD[185] 开

创性地采用了基于无人机的高速公路采集方案. 该
数据集包含 11万条汽车和卡车的处理后轨迹, 有
效弥补了传统测量技术在场景安全验证中的数据缺

陷. 然而, 其仅覆盖理想环境, 缺乏复杂环境下的数

据. 作为其演进版本, 2022年发布的 exiD[186] 同样

利用无人机采集以避免遮挡, 但在场景上更专注于

高速公路出入口的复杂变道交互, 在保证数据质量

与效率的同时, 显著提升了交互场景的多样性. 而
针对城市环境中最难以预测的弱势道路使用者 ,
PIE数据集[187] 致力于解决行人行为理解难题. 该数

据集在多伦多市中心多种光照条件下记录了超过

6 h的数据, 提供了带遮挡标记的边框、过街意图置

信度及动作文本标签, 为研究细粒度的行人视觉推

理提供了丰富支撑. 而在 3D目标跟踪与运动预测

方面, Argoverse[188] 是运动预测领域的经典基准. 它
提供了 360° 图像、激光雷达点云及高清语义地图,
覆盖 290 km已标注车道和 30万条轨迹. 得益于丰

富的传感器配置, Argoverse在预测算法研发中发

挥了关键作用, 但其在不同地理区域的泛化能力仍

存在一定局限.
前文所提到的 Talk2Car侧重于静态的视觉定

位, 而为了赋予模型更深层的因果推理能力, 学术

界进一步提出基于视觉问答的认知数据集. nuS-
cenes-QA[189] 提供了大规模的多模态视觉问答基准,
涵盖了从物体计数到空间关系判断的各类问题. 不
过, 在可解释性方面, 简单的视觉问答往往难以捕

捉驾驶决策背后复杂的因果逻辑链条. 针对这一局

限, Sima等[190] 的 DriveLM工作引入了图视觉问

答 (graph visual question answering, GVQA)的新

范式, 构建了首个包含这种逻辑依赖标注的语言−
驾驶数据集 DriveLM-data, 还提出了基于 VLM的

基线方法 DriveLM-Agent. 不同于孤立的问答对,
DriveLM数据集将驾驶过程建模为由感知、预测和

规划问题组成的逻辑图结构, 如“那辆车为什么减

速？”到“因为前方有红灯”再到“那么我应该怎么做?”.
这种 CoT式的标注使得模型能够在开环环境下学

习类人的决策逻辑, 证明了通过显式建模推理过程

的逻辑结构, 能够显著提升模型在复杂场景下的规

划能力与可解释性.
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在具备感知与推理能力后, 开环训练的最终目

标是生成准确的控制信号. 然而, 长期以来, 训练一

直面临一个关键瓶颈, 即缺乏大规模、高质量且“感
知−规划−控制”全链路对齐的数据集. 传统数据集

往往只提供感知标注或孤立的行为片段, 难以支撑

端到端驾驶策略的连贯学习与可靠评估. 针对传统

数据集缺乏动作对齐的瓶颈, Arai 等 [ 138 ] 发布了

CoVLA数据集, 一个大规模的“视觉−语言−动作”全
对齐数据集. 该数据集通过采样构建了 10 000个场

景, 每帧均提供驾驶场景描述与未来的 3 s轨迹, 并
同步记录车辆控制信号. 这种“感知−认知−控制”全
链路对齐的数据结构, 率先在真实场景下支持多模

态大模型基于语言指令进行轨迹规划的离线端到端

训练与评估, 有效弥补了以往数据集在规模与动作

对齐上的不足. 同时, 为弥补从感知到认知的鸿沟,
伯克利大学进一步推出了 BDD-X数据集[129]. 它基

于 BDD100K的视觉数据, 引入人类驾驶员的动作

描述与决策逻辑标注, 建立了感知输入与决策输出

之间的因果链路, 形成了“感知−决策−解释”的数据

对. 这种将驾驶行为文本化的处理方式不仅提升了

系统的可解释性, 更在当前大模型时代成为训练

VLM学习驾驶思维链的关键方案.
在此类高质量数据的支撑下, 涌现出了一批优

秀的端到端模型. 例如, DriveGPT4[84] 基于 BDD-
X数据集的真实行车记录进行视觉指令微调, 使模

型在生成控制指令的同时 ,  同步输出“减速以避

让右侧行人”等自然语言解释. 在 BDD-X上的实验

表明, 其控制信号预测误差显著低于基线方法, 验

证了其在提升规划可解释性与控制精度方面的有

效性. 同样, 理想汽车联合清华大学提出的 Drive-
VLM-Dual[86] 在 nuScenes验证集上将平均规划轨

迹误差 (average L2 error)降低至 0.31 m, 且碰撞

率控制在 0.10%, 性能超越了 UniAD[8]、VAD-Base[74]

等 SOTA方法, 在开环条件下达到了新的高度.

 5.2　闭环训练与验证

尽管基于真实数据的开环训练能赋予模型基础

的驾驶能力, 但其无法模拟决策对环境状态的反馈

影响, 容易在实际部署中产生累积误差. 因此, 基于

高保真模拟器甚至基于物理世界实车的闭环验证,
成为评估模型鲁棒性与真正能够落地的核心手段.
闭环验证需要构建一个模拟现实世界驾驶环境的仿

真环境, 并将系统部署在仿真环境中, 随着时间或

设定任务测试其性能. 该系统需要在模拟交通流中

实现安全驾驶, 并能够在遇到一些突发情况时作出

合理的决策. 为直观阐述这两种范式的差异, 图 10
对比了开环与闭环的运行机理: 左侧的开环范式依

赖离线数据集, 其模型输出与环境状态解耦, 通过

计算与专家轨迹的误差对模型进行优化或测试, 数
据保真度高且收敛较稳定, 但应对数据集以外场景

的能力较差; 而右侧的闭环范式构建了“感知−决策−
更新”的完整反馈回路, 模型输出的控制动作会实

时改变仿真环境的状态, 进而影响下一帧的传感器

输入, 增强了模型的泛化性和鲁棒性.

 5.2.1　仿真环境中的闭环测试

随着端到端模型复杂度的提升, 闭环测试已

 

开环训练与测试 (基于离线数据集) 闭环训练与测试 (基于仿真环境)

开环数据集
(传感器数据、专家轨迹等) 自动驾驶模型

数据集标注真值
(轨迹、转向角等)

损失计算
(如 L2 误差等)

预测轨迹

无环境闭环反馈

环境状态更新

自动驾驶模型

决策动作
(油门、转向角)

传感器数据
(图像、雷达)

反馈循环

仿真环境交互
(如 CARLA 等)

 

图 10    自动驾驶训练与验证——开环范式与闭环范式

Fig. 10    Autonomous driving training and validation——Open-loop and closed-loop paradigms
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成为评估模型鲁棒性的核心手段. 在研究中, 可
用于自动驾驶的仿真平台有很多, 如 CARLA [71]、

CarSim[191]、CarMaker[192]、AirSim[193] 等. 以开源的

CARLA仿真平台为例, 其提供的动态交通流与复

杂长尾场景为大模型上车提供了低成本的试错环

境. 在此背景下, 一系列结合大模型的闭环驾驶工

作相继涌现. DriveLM[190] 是一个基于图结构视觉问

答的自动驾驶推理框架, 通过构建感知、预测与规

划之间的问答依赖图, 模拟人类驾驶的逐步推理过

程, 显著增强了模型在复杂场景中的可解释性与零

样本泛化能力. 与此同时, LMDrive[132] 则推进了语

言模型在自动驾驶中的闭环控制能力, 构建了一个

端到端的语言引导驾驶系统, 能够实时解析多模态

自然语言指令并执行闭环驾驶任务, 实现了语言模

型在仿真环境中的指令跟随与决策控制.
随着 VLM 技术的发展 , Renz 等 [ 7 8 ] 提出的

CarLLaVA框架脱颖而出, 成为 CARLA挑战赛

2.0中的典型代表. 该研究证明了在纯视觉输入下,
无需复杂的标签, 依靠预训练的 VLM与大规模自

动驾驶数据集, 即可训练出具备专家级驾驶能力的

闭环自动驾驶模型. 而 AutoVLA[146] 则设计了一种

新型的 VLA架构, 通过设计特定的动作词表, 直接

将驾驶动作作为语言的一部分进行自回归生成, 有
效增强了规划策略的一致性. 该工作在仿真环境中

的开环和闭环基准都进行了全面评估, 其中闭环评

估在 CARLA的 Bench2Drive基准中对各种驾驶

指标进行衡量, 结果表明在闭环测试中, AutoVLA
在综合驾驶评分和成功率方面均优于 UniAD [ 8 ]、

VAD[74]、ORION[144] 等经典端到端驾驶模型. 随后

的 SimLingo[142] 进一步在 Bench2Drive等多个高难

度仿真基准中刷新了 SOTA记录, 并特别强调了语

言与动作对齐的重要性, 验证了通过动作梦境等机

制进行训练, 可以让模型在闭环控制中不仅开得稳

健, 还能够听得懂复杂的指令.
为直观展示大模型时代自动驾驶数据集从单纯

的几何感知向语义理解与逻辑推理演进的特征, 表 2
系统梳理了涵盖开环与闭环的经典感知、认知与推

理自动驾驶数据集. 其中, “模型输入”区分单模态

(即纯视觉或纯文本)与多模态数据, 反映了模型对

异构信息的整合能力; “数据来源”涵盖基于现有公

开数据集 (如 nuScenes)的二次语义增强、高保真

仿真环境 (如 CARLA)生成以及真实物理世界采

集等多种途径; “数据集任务定位”是核心指标, 重
点展示了数据集对视觉问答、思维链推理、驾驶指

令跟随及场景描述等高阶认知任务的支持情况, 而
非仅限于传统的物体检测框; 而“规模”则统计了包

含的场景片段数量或问答对数量, 体现了数据体量

对大模型训练泛化能力的支撑水平, 其中“K”代表

单位“千”, “M”代表单位“百万”.

 5.2.2　物理世界中的闭环实测

然而, 仿真终究不能对标现实世界, 真实的物

理世界才是检验自驾模型的最终平台, 但实车验证

也面临着成本高昂、不安全等难题. 早期有许多奠

基性工作为后续的实车验证做出了重要的贡献. 例
如, 作为端到端自动驾驶的开山之作, 前文所提到

的 Bojarski等[9] 的工作不仅提出了 DAVE-2, 更开

创性地完成了实车环境下的闭环验证. 该研究将训

练好的 CNN直接部署于物理车辆, 在包括高速公

路、乡村土路及复杂施工区域在内的真实场景中实

现了对方向盘的实时闭环控制. 通过统计人工接管

前的自主行驶里程, 该工作有力地证明了端到端模

型在无需人工特征工程的情况下, 也可具备在非结

构化真实环境中保持横向控制稳定性的泛化潜力,
是一个非常经典的前期工作. 而后为验证端到端模

型在真实物理世界的闭环能力, Hawke等[208] 提出

一种基于条件模仿学习的城市驾驶方案. 该工作并

未局限于仿真环境, 而是将由 30 h人类数据训练出

的策略部署于自动驾驶实车中, 在复杂的欧洲城市

街道完成了 35 km的闭环路测. 这些工作都为端到

端算法的实车部署落地提供了早期的重要实证.
进一步地, 针对自动驾驶长尾场景中端到端模

型鲁棒性不足的难题, NVIDIA提出了 Alpamayo-
R1[209], 一个将显式因果推理与动作预测紧密耦合的

通用架构. 该工作通过构建可追溯的因果链与多阶

段强化学习对齐, 有效解决了传统 VLA模型中推

理与控制脱节的问题. 尤为关键的是, 该研究成功

完成了高难度的实车闭环验证, 在涵盖红绿灯路口、

施工区域及行人交互等复杂的城市公开道路测试

中, 实现了零接管驾驶. 此外, 系统在 RTX Pro 6000
上达到了 99 ms的端到端推理延迟, 满足百毫秒级

的实时控制标准, 从而有力证明了具备深层因果推

理能力的 VLA模型在物理世界部署的实时性与可

行性. 同时, 自然语言接口的兴起也推动了人车协

同决策的发展, 如 Talk2Drive[120] 构建一套通过自

然语言指令控制实车的闭环框架. 区别于大多数仅

停留在仿真环境中的研究, 该工作设计了云端 LLM
与车载电子控制单元 (ECU)的各种通信接口, 将
人类的口头驾驶指令 (如“我想开快点”)实时转化

为可执行的底层控制代码. 真实道路实验表明, 该
系统不仅实现了 100% 的代码执行成功率, 更通过

个性化的长程推理显著降低了驾驶员的接管频率,
为解决 LLM在真实交通场景中的即时性与安全性
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挑战提供了宝贵的实测数据.

自动驾驶的训练与验证体系正经历着一场深刻

的范式转移. 从数据层面看, 数据集完成了从单一

感知的像素级标注向蕴含因果逻辑的认知级标注的

跨越, 为构建具备认知能力的驾驶智能体提供了知

识底座; 从验证维度看, 单一的开环轨迹误差评估

正在向融合高保真仿真与实车部署的闭环测试演

进. 这些转变共同指向一个根本目标: 推动自动驾

驶系统从“感知−反应”向“认知−决策”演进, 以构建

更安全、可靠且真正智能的驾驶智能体.

 6　当前研究存在的挑战与展望

尽管大模型与端到端范式的结合为自动驾驶开

辟了从“感知智能”向“认知智能”跃迁的渠道, 但要

真正实现全场景、L4级及以上无人驾驶的商业化落

地, 当前的系统在实时性、安全性、可解释性以及架

构设计上仍面临着严峻的挑战. 本节将对这些核心

问题进行剖析, 并对未来的技术演进方向进行展望.

 6.1　当前研究存在的挑战

尽管大模型技术为自动驾驶注入了强大的认知

潜力, 但要将其从实验室推向物理世界, 首先需要

解决的便是车端有限算力与模型庞大参数量之间的

矛盾. 自动驾驶作为对安全要求极高的实时应用,
要求系统必须在毫秒级时间内完成对环境的感知与

决策. 然而, 当前的多模态大模型动辄拥有数百亿

参数, 其巨大的计算开销与推理延迟在现有车载硬

件上难以忽视. 虽然学术界尝试通过如 DriveVLM-
Dual[86] 设计的“快慢系统”解耦架构来缓解这一压

力, 试图用小模型保障实时性、大模型提供高层指

导, 但在高动态的复杂交通流中, 如何界定“快”与
“慢”的动态切换边界, 防止因大模型推理滞后而导

致关键决策窗口关闭, 仍是制约其工程化落地的首

要瓶颈.
然而, 即便跨越了算力门槛, 相比于传统模块

 

表 2    大模型时代面向感知、认知与推理任务的自动驾驶数据集汇总

Table 2    Summary of autonomous driving datasets for perception, cognition, and
reasoning tasks in the era of large models

模型输入 数据集名称 数据来源 数据集任务定位 规模

单模态

Cityscapes[176] 真实世界 像素级语义与实例分割 5 K个细粒度与 20 K个粗粒度图像

MetaAD 真实世界 闭环驾驶评测 110 K个训练片段和 10 K个验证片段

SimLingo[142] CARLA 驾驶动作指令跟随与视觉问答 基于 1 M帧片段的 28 M个问答对

多模态

nuScenes-QA[189] nuScenes[27] 多模态场景问答 34 K个场景下的 460 K个问答对

NuPrompt[194] nuScenes 目标场景描述与轨迹预测 35.4 K个目标−提示词对

DriveGPT4[84] BDD-X[129] 感知与推理问答 56 K个视频−文本指令样本

DriveLM-nuScenes[190] nuScenes 驾驶任务图结构问答 4.8 K帧片段下的 440 K个问答对

DriveLM-CARLA CARLA[71] 驾驶任务图结构问答 180 K帧片段下的 3.75 M个问答对

Reason2Drive[195] nuScenes、Waymo[181] 等 感知与推理问答 600 K个问答对

LingoQA[196] 真实世界 驾驶行为问答与解释推理 419 K个问答对

OmniReason-nuScenes[197] nuScenes 时空因果推理与问答 1 K个约 20 s的驾驶场景

OmniReason-Bench2Drive Bench2Drive[76] 闭环驾驶因果推理 1 K个约 150 m的驾驶片段

WOMD[198] Waymo 交互式轨迹预测 约 104 K个真实城市和郊区驾驶场景

LMDrive[132] CARLA 驾驶指令跟随 64 K个指令跟随数据片段

Talk2Car[183] nuScenes 自然语言指令的视觉定位与指称 12 K条指令与 9.2 K张图像

CoVLA-Dataset[138] 真实世界 轨迹预测与帧级场景推理描述 10 K个视频片段/6 M帧片段对应字幕

DATAD[199] CARLA 驾驶员接管注意力与视线预测 在 12种接管场景下的 600 K帧数据

W3DA[200] BDD-A[201]、DADA-2000[202] 等 可解释性注意力预测 3.5 K个场景中的 70 K个关键样本

OmniDrive[154] nuScenes 规划、推理与反事实问答 通过对抗性推理生成大规模问答对

Rank2Tell[203] 真实世界 重要性分级与因果推理描述 116个密集推理片段

DriveBench[204] DriveLM VLM驾驶可靠性评测 20.5 K个问答对与 19.2 K帧片段

ImpromptuVLA[145] nuScenes、Waymo等 驾驶 VLA任务 80 K余个长尾场景片段

Chat-B2D[144] CARLA 闭环驾驶 VQA与因果推理 1.1 M个问答对

NuGrounding[205] nuScenes 多视角 3D视觉定位 2.2 M个文本提示与 34 K个关键帧

RefAV[206] Argoverse 2[207] 基于语言的时空场景挖掘 10 K条自然语言查询
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化系统基于规则的“白盒”逻辑, 端到端大模型的“黑
盒”特性也会使得故障边界模糊, 难以进行归因分

析与解释. 因此, 如何将大模型的泛化创造力严格

约束在控制理论的稳定域内, 构建有效的“安全护

栏”, 是当前亟待解决的安全性难题. 除安全隐患外,
大模型在空间认知上的“模态错位”也是导致系统不

稳定的关键因素. 现有的主流 VLM大多基于互联

网 2D图文数据预训练, 虽然在自然图像理解上表

现卓越, 但是缺乏对驾驶场景中深度、遮挡关系及

三维几何结构的固有认知. 尽管 Talk2BEV[125] 等工

作试图引入 BEV表征来弥补这一缺陷, 但大模型

离散符号化的语义空间与车辆控制所需的连续精确

的物理度量空间之间始终横亘着巨大的鸿沟. 简单

的 Tokenizer往往难以承载过于精细的微操意图,
这种映射的精度损失经常导致模型呈现出控制指令

振荡的现象.
归根结底, 上述所有挑战的根源在于高质量认

知数据的稀缺. 数据集的演进虽然解决了量的问题,
但包含高质量思维链标注的认知数据 (如 BDD-
X[129])依然匮乏, 导致模型更多是在模仿表层的驾

驶行为, 而非学习底层的因果逻辑. 尽管DriveGPT4[84]

等模型能通过自然语言输出看似合理的驾驶理由,
但由于主流架构多采用解耦的输出头, 使得文本与

轨迹虽共享感知特征, 却缺乏强逻辑约束的因果对

齐. 这种语义解释与物理执行之间的因果错位, 使
得可解释性在功能安全层面失去了作为事故定责或

调试依据的可信度, 在关键时刻甚至可能造成对人

类驾驶员的误导. 为克服这一痛点, 如何使模型在

生成思维链时与物理动作保持强一致性已成为当前

的关键研究方向. 目前的潜在解决路径主要集中在

三个维度: 一是构建结构化的因果推理链与对齐评

估体系, 如 Reason2Drive[195] 构建了“感知−预测−推
理−动作”的序列化数据集与评估指标, 为大模型在

自回归解码阶段实现“先思考、后行动”提供了关键

的高质量数据与优化基准; 二是基于行为状态空间

的接口对齐, 如 DriveMLM[131] 放弃了直接输出底

层连续控制信号的模式, 而是将大模型的多模态输

出与标准化的行为规划状态严格对齐, 从而构建起

语义决策与下游控制模块之间的可靠桥梁; 三是引

入多模态渐进式推理与世界模型推演机制, 例如

Zhang 等 [ 210 ] 的最新工作 MindDriver 提出了从

“文本语义理解”到“视觉物理空间想象”, 再到“轨迹

规划”的渐进式推理架构, 该方案通过强制模型在

输出控制动作前, 先将抽象的文本思维链具象化为

符合物理规律的未来场景演变, 从而在架构层面构

建了从语义到物理度量的强因果桥梁, 赋予自动驾

驶系统“先想后看再行动”的类人认知能力, 为该挑

战提供了一条可行的解决路径.
因此, 虽然大模型的爆发为自动驾驶带来了无

限可能, 但客观存在的挑战使得其发展与大规模落

地应用依旧任重道远.

 6.2　未来展望

展望未来, 自动驾驶系统的架构演进将不再局

限于单一模型的参数扩张, 而是向着类人认知的协

同方向深化. 面对车端算力约束与开放世界无限长

尾场景之间的根本矛盾, 未来的理想形态应当是构

建一种动态的分层认知架构: 底层依托高效、轻量

级的端到端网络, 凭借类人的记忆认知负责处理绝

大多数高频、确定性的常规驾驶任务, 从而保障毫

秒级的响应速度与控制稳定性; 而拥有深层推理能

力的多模态大模型则在遭遇复杂博弈、罕见长尾或

需要接管的时刻被激活, 发挥其逻辑推演与全局策

略指导优势. 进一步地, 针对上述分层认知架构, 如
何精确界定“快”与“慢”的动态切换边界, 是未来突

破大模型上车瓶颈的关键技术挑战. 与本文第 3.2.2
节中所探讨的极端情况下的安全兜底机制相呼应,
未来的系统架构还可将重点放在按需唤醒机制上,
从而形成完整的双向动态仲裁. 现有的架构多依赖

人工规则进行生硬的系统切换, 而未来的理想范式

将深度融合认知不确定性估计理论[211–213]. 在常态化

巡航中, 大模型以低频率在后台提供全局路由与语

义导航; 而在微观规控层面, 底层“快网络”在输出

高频规控指令的同时, 必须具备可信的自我审视能

力, 即实时量化自身的场景认知置信度, 如基于证

据深度学习[214] (evidential deep learning, EDL)或
模型集成的认知不确定性建模. 当常规轻量级网络

在遭遇罕见长尾障碍物或复杂博弈场景导致置信度

低于安全阈值, 且系统基于运动学预判当前距离物

理危险仍有足够的时间冗余时, 才会精准地“向上

唤醒”大模型进行高层语义推演与策略指导. 这种

动态的边界双向划分, 能够在一定程度上应对分层

架构中的时延与安全悖论.
然而, 要让动辄数百亿参数的大模型真正在车

端实现百毫秒级的实时闭环运行, 单纯依赖架构解

耦仍显不足, 极致的端侧部署与加速技术将成为未

来不可或缺的工程基石. 在模型轻量化方面, 模型

压缩技术, 如基于 OPTQ[215] 等经典算法的低比特

量化、结构化剪枝与知识蒸馏将走向深度融合. 未
来的重要趋势是通过云端超大模型提取高质量的常

识推理与思维链数据, 将其高效蒸馏至数十亿参数

级别的车端小模型中, 并在低数据位宽 (如 INT4
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或 INT8量化)下确保认知性能的极低损失. 这一

技术路径已在产业界得到初步验证, 如小鹏汽车通

过云端 720亿参数基座模型蒸馏至车端 70亿模型,
结合自研芯片异构加速, 使 VLA模型具备了实时

闭环运行能力. 同时, 理想汽车的软硬协同设计定

律表明, 在 INT8 量化与硬件原生支持的协同下,
模型可在相同延迟预算下实现精度跃升[216]. 而在底

层算力支撑方面, 异构计算平台的软硬协同优化将

发挥决定性作用. 未来的车载计算单元将针对大模

型的核心算子 (如注意力机制)进行专属定制, 通过

动态调度 CPU、GPU与专用神经网络处理器的异

构资源, 实现吞吐量的最大化与推理延迟的最小化.
这种宏观层面的“直觉行动”与“逻辑监督”的有机融

合, 辅以微观层面的端侧极致优化, 不仅能有效打

破大模型上车的算力瓶颈, 更能通过大模型的语义

输出来实时监督小模型的行为边界, 实现系统安全

性与智能性的高度统一.
伴随着架构的升级, 自动驾驶的迭代范式也将

发生根本性变革, 从依赖海量实车数据的被动灌输,
转向基于多模态大模型与世界模型的终身学习与内

生仿真. 关键的是, 目前世界模型还正处于发展阶

段, 随着未来生成式世界模型的成熟与广泛应用,
意味着智能体将不再仅仅依赖昂贵的物理路测来积

累经验, 而是拥有一个能够理解物理规律的“数字

大脑”, 使其能够在潜空间中进行类似于人类“思维

预演”的低成本试错与反事实推演. 这种内生仿真

能力将彻底打破传统仿真与真实世界之间的鸿沟,
赋予自动驾驶系统在车辆出厂后持续进化的能力,
即通过不断的虚拟演练与真实环境反馈的交互, 实
现对新环境、新交通规则乃至新突发状况的自适应

迁移, 真正迈向具有高度类人认知的具身智能体.
从更宏观的视角来看, 自动驾驶与具身智能的

联结将更加紧密. 随着 VLA范式的成熟, 轮式车辆

与人形机器人、无人机等形态的底层感知−决策−控
制逻辑将趋于统一, 通用机器人基础模型的跨形态

知识共享将极大地加深车辆对物理世界的理解, 实
现从“专用司机”向“通用具身智能体”的跨越. 在此

基础上, 未来的智能驾驶系统将由被动的执行者角

色, 演变为可交流、可解释的合作伙伴, 能够解释决

策动机并精准理解复杂的个性化意图. 这种基于深

层语义理解的人机交互[217] 不仅是消除公众对“算法

黑箱”恐惧的关键, 更是构建和谐人机共生关系、推

动高阶自动驾驶社会化落地的必由之路.
综上所述, 大模型能赋予车辆强大的场景理解

与交互能力, 使其能解读复杂的路况语义, 甚至通

过自然交互与乘客、其他道路使用者沟通, 达到人

机协作的效果. 世界模型能让车辆在虚拟环境中进

行海量的社会实践和推理试错, 快速学习应对各类

长尾场景和突发事件, 从而大幅提升其应对未知环

境的泛化与快速学习能力. 而具身智能则强调“感
知−决策−控制”的一体化闭环, 确保这种高级认知

能力能转化为安全、流畅、拟人化的实际驾驶行为.
未来, 随着端到端大模型对长尾场景理解能力的

深化, 构建“数据驱动、认知增强、虚实闭环”的一

体化迭代体系, 将是实现自动驾驶系统向全场景落

地突破的关键路径. 为将上述“数据驱动与认知增

强相结合”的理念转化为可实施的工程方案, 本文

提出如下包含三个核心环节的一体化技术落地路线.
1)认知数据的自动化挖掘与对齐 (数据底座)
摒弃传统高度依赖人工的几何框标注, 转而利

用云端大规模视觉−语言基础模型 , 对海量无监

督路测数据进行自动化的高维语义挖掘. 重点在于

提取人类驾驶员的接管片段与极低频的长尾危险

场景, 并利用大模型自动生成包含因果逻辑的思维

链标注, 从而构建高质量的认知级自动驾驶数据

集[84, 189, 195].
2)规则先验与深层推理的注入 (认知增强)
在车端部署阶段, 不应让端到端模型在完全无

约束的黑盒中自由试错. 实施路线应依托前文所述

的“快慢系统”架构[86], 将人类的交通法规常识与博

弈逻辑, 通过大模型转化为结构化的安全条例或惩

罚函数; 随后, 将这些高阶认知特征作为软性约束

或引导提示深度融合到端到端规控网络的特征空间

中, 实现数据拟合与逻辑推理的优势互补[118].
3)基于世界模型的反事实闭环演练 (虚实闭环)
针对物理路测成本高昂且危险场景难以穷尽的

痛点, 该路线的最终闭环在于内生仿真, 即利用高

保真生成式世界模型[87, 171, 173] 对真实采样的边缘场

景进行“反事实推演”. 智能体能够在合成的平行数

字空间中, 针对同一危险场景尝试成千上万种不同

的避险动作序列, 并利用强化学习进行低成本试错,
再将优化后的策略迁移至物理世界并部署, 最终形

成“数据采集−认知理解−虚拟试错−策略进化”的终

身学习闭环.

 7　结束语

本文针对大模型时代端到端自动驾驶的演进趋

势, 回顾了自动驾驶技术从传统模块化架构向端到

端范式的转型历程, 深入剖析了包括 LLM、VLM、
VLA模型在内的大模型及世界模型赋能自动驾驶

感知、推理与控制的核心机制. 在此基础上, 本文梳

理了伴随范式转移而来的数据演进与闭环验证体系
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变革, 分析了当前研究在实时性、安全性及可解释

性等方面面临的挑战, 并展望了基于多模态大模型

强大理解能力与世界模型内生仿真能力的未来发展

方向, 旨在为推动自动驾驶从感知智能向具备类人

决策能力的具身认知智能体跃迁提供参考.
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