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摘    要   随着大规模视觉−语言预训练模型的不断发展, 零样本异常检测逐渐成为一个重要的研究方向. 该任务要求模型

能够直接对类别未知的异常样本进行有效检测与定位, 而无需依赖目标领域的训练数据. 由于异常检测与异常定位任务分

别需要全局和局部不同粒度的语义信息, 现有方法共享文本提示的设计使模型无法同时满足二者的需求, 导致性能难以兼

顾. 为此, 提出一种基于文本解耦的零样本异常检测方法, 其核心是为每个任务分别设计独立的提示并进行优化. 同时, 针
对模型在异常定位任务中跨数据集泛化能力较弱的问题, 提出原型对齐模块. 该模块通过优化图像块特征与原型之间的距

离, 提升模型的异常定位能力. 此外, 考虑到仅依赖图像的全局特征难以充分识别细微异常, 进一步设计了异常特征增强策

略, 通过聚焦于潜在的异常区域以提升异常检测的性能. 实验结果表明, 所提出方法在MVTec AD、ISIC、BrainMRI等公

开数据集上均取得优良性能, 验证了其有效性与泛化能力.
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Zero-shot Anomaly Detection via Textual Decoupling
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Abstract   With the continuous advancement of large pre-trained vision-language, zero-shot anomaly detection has
gradually emerged as a significant research direction. This task requires the models to effectively detect and localize
anomalies of unknown categories directly, without relying on training data from the target domain. Since anomaly
detection and anomaly localization tasks require semantic information of different granularity globally and locally,
the design of shared textual prompts in the existing methods makes it impossible for the model to satisfy the needs
of both at the same time, which makes it difficult to balance performance. To address this issue, this paper pro-
poses a text-decoupled zero-shot anomaly detection method. Its core lies in designing and optimizing independent
prompts for each task. Furthermore, to tackle the model′s weak cross-dataset generalization in anomaly localization,
a prototype alignment module is introduced. This module enhances anomaly localization capabilities by optimizing
the distance between image patch features and prototypes. Finally, considering that relying solely on global image
features is insufficient for identifying subtle anomalies, an anomaly feature enhancement strategy is designed to im-
prove anomaly detection performance by focusing on potential anomalous regions. Experimental results demon-
strate that the proposed method achieves excellent performance on public datasets such as MVTec AD, ISIC, and
BrainMRI, validating its effectiveness and generalization capability.
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异常检测是计算机视觉中的一项关键任务, 其 目标是从图像中识别与正常模式显著偏离的样本或

区域. 该任务在工业异常检测[1−6]、医疗诊断[7−9] 和视

频监控[10−11] 等多个实际场景中具有应用价值. 在实

际应用中, 高质量异常样本的标注成本昂贵且异常

类型难以预知, 促使无监督异常检测方法成为研究

主流. 这类方法通常仅利用正常样本进行训练, 其
核心是学习正常数据的分布. 在测试阶段, 与所学

分布存在显著差异的样本被识别为异常. 然而, 无
监督方法不仅严重依赖于大量未标注的正常样本,
还要求训练数据与测试环境在分布上具有一致性.
这两个前提在许多现实场景中难以同时满足: 医学
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繁更迭导致历史数据无法代表新生产样本, 或是某

些极端情况下根本无法获取任何训练数据. 这些限

制促使零样本异常检测逐渐受到关注, 其目标是在

不依赖任何特定任务的训练样本的前提下, 同时完

成图像级的异常检测与像素级的异常定位.
近年来, 大规模视觉−语言预训练模型在各种

下游任务中展现出强大的零样本识别能力, 其中,
对比语言−图像预训练（contrastive language-im-
age pre-training, CLIP）[12] 已成为零样本异常检测

的重要基础[13−15]. 该类方法通常将图像与描述正常

和异常的文本提示映射到同一特征空间, 并通过计

算余弦相似度进行异常检测与定位, 其判别依据是:
与异常文本更相似的图像或区域被识别为异常 .
Jeong等[13] 提出的WinCLIP采用多尺度窗口策略

来获取局部特征, 并将其与人工文本提示进行匹配.
然而, 由于 CLIP原本设计用于识别图像中的前景

对象类别, 而非区分图像中正常与异常区域, 因此

WinCLIP的异常检测性能存在一定局限.
为缓解 CLIP预训练目标与异常检测任务间的

语义差异, 后续研究提出多种自适应方法. April-
GAN[14] 和MVFA-AD[15] 通过引入额外的线性层增

强模型的域适应能力; 另一类工作则采用提示学习

策略, 通过优化可学习的文本嵌入以更精准地表示

异常特征. Zhou等[16] 提出的 AnomalyCLIP通过引

入对象无关的可训练文本提示, 使模型能够更专注

于异常特征的检测与定位.
然而, 上述方法中的同一文本表示难以满足异

常检测与异常定位不同粒度的语义需求. 为此, 本
文提出一种基于文本解耦的零样本异常检测. 具体

而言, 首先为异常检测与异常定位任务分别设计不

同的初始化文本, 形成两组独立的文本嵌入. 然后,
在训练过程中对这两组嵌入进行独立优化. 同时,
引入原型对齐模块, 其通过优化图像块特征与原型

之间的距离来解决当前模型在异常定位中跨数据集

泛化能力较弱的问题. 最后, 考虑到仅依赖图像的

全局特征难以充分识别细微异常, 本文进一步提出

异常特征增强策略, 该模块通过聚焦于图像中潜在

的异常区域, 显著提升了模型的异常检测能力. 本
文的主要贡献概括如下:

1)提出文本解耦策略, 其核心是将统一的文本

表示解耦为两组独立的可学习嵌入, 分别服务于异

常检测与定位任务, 并进行独立优化;
2)引入原型对齐模块, 通过自监督的方式优化

图像块特征, 提升跨数据集异常定位的泛化能力;
3)提出异常特征增强策略, 通过聚焦潜在异常

区域, 强化模型对细微异常特征的检测能力, 弥补

全局特征表示的不足.

4) 在Mvtec AD, BrainMRI等 12个工业和医

学领域的数据集上进行大量实验, 结果表明, 本文

方法在精度和泛化能力方面优于现有的零样本异常

检测模型.

 1　相关工作

 1.1　无监督异常检测方法

基于深度学习的无监督异常检测方法主要分为

三类, 分别是基于图像重建的方法[17−20]、基于特征嵌

入的方法[21−22] 以及基于知识蒸馏的方法[23−26].
基于图像重建的方法[17−20] 在训练阶段使用正常

图像训练模型, 使其足以重建正常区域. 在推理时,
模型难以准确重建异常区域, 导致这些区域产生较

高的重建误差, 从而被识别为异常. 基于特征嵌入

的方法[21−22] 则借助预训练的深度神经网络提取正常

样本特征, 并以正常样本分布为核心构建特征嵌入

空间, 通过度量测试样本与该空间的距离以识别异

常. 基于知识蒸馏的方法[23−26] 通常包含一个预训练

的教师网络和一个可训练的学生网络. 训练阶段,
学生网络模仿教师网络对正常样本的特征表示; 推
理阶段, 异常样本的出现会导致两个网络输出间产

生显著差异, 从而实现异常检测.
无监督异常检测方法的核心思想在于通过对大

量正常样本进行建模, 学习其分布或特征表示, 从
而在测试阶段识别出与正常模式显著偏离的异常样

本和区域. 然而, 此类方法高度依赖于充足且具有

代表性的正常样本, 一旦正常样本数量不足或覆盖

范围有限, 其检测准确性将显著下降.

 1.2　大规模视觉−语言预训练模型

以 CLIP[12] 为代表的大规模视觉−语言预训练

模型, 通过在大规模图像−文本对上进行对比学习,
实现视觉与语言模态之间的高度对齐. 该类模型旨

在将大量成对的图像和文本映射到嵌入空间中, 并
使得相似的图像和文本距离更近, 而不相关的图像

和文本距离较远. 这一训练机制以及使用大规模的

训练数据使模型学习到高度泛化的视觉语言表征,
具备了出色的零样本识别与迁移能力, 能够直接应

用于未见过任务场景.
近年来, CLIP已广泛引入到多个下游视觉任

务中, 在语义分割[27]、目标检测[28]、图像生成[29] 以及

异常检测[16] 等领域取得显著成果. 因此, 本文选择

以 CLIP作为基础模型, 开展零样本异常检测研究.

 1.3　提示学习

提示学习 (prompt learning)最初在自然语言
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处理领域中得以提出并广泛应用, 随后逐渐扩展到

多模态环境中, 尤其在大规模视觉−语言预训练模

型中发挥重要作用. 其核心思想是通过设计或学习

合适的提示, 将下游任务适配到预训练模型的能力

范围内, 从而在不微调模型参数的情况下提升性能.
CoOp[30] 首次将提示学习引入 CLIP, 将一组可

训练的上下文向量嵌入到文本输入空间中, 以替代

原本手工设计的提示模板, 显著提高了模型在图像

分类任务中的表现. 随后, DenseCLIP [31 ] 和 Co-
CoOp[32] 通过视觉上下文提示引导预训练的模型适

应目标域. 本文针对异常检测与异常定位两个任务,
分别设计不同的文本初始化向量, 并通过不同的损

失函数对它们进行独立优化. 本文方法使模型能够

更精准地捕获与任务相关的语义特征, 从而在零样

本异常检测场景中实现更精确的检测与定位性能.

 1.4　零样本异常检测方法

零样本异常检测方法借助大规模视觉−语言预

训练模型强大的泛化能力, 实现对未知类别异常的

检测与定位. 现有方法根据是否依赖辅助训练数据

可划分为两类: 无需训练的方法和基于辅助数据进

行训练的方法.
第一类方法无需任何训练过程, 直接利用预训

练模型进行零样本推理. 典型代表如WinCLIP[13],
该方法通过手工构建描述正常与异常的文本提示,
将图像区域特征与文本特征在嵌入空间中进行余弦

相似度比较, 进而通过多尺度特征插值与融合生成

像素级异常热力图. 这类方法虽然简单高效, 但其

性能在很大程度上依赖于人工设计提示的质量, 且
难以适应不同领域的语义差异. 第二类方法则借助

辅助数据进行训练, 以提升在目标域上的判别能力.
April-GAN[14] 使用辅助数据来训练额外加入的投影

层, 以弥合自然图像域与工业异常检测域之间的特

征分布差异. AnomalyCLIP[16] 进一步引入可学习

的文本嵌入向量, 替代传统手工设计的提示模板,
使模型能够自动学习与异常更相关的语义表示, 提
高零样本条件下的检测与定位精度. AdaCLIP[33] 通
过结合静态与动态可学习提示的混合提示策略, 有
效提升模型在工业与医学领域的零样本异常检测性

能. FiLo[34] 则采用细粒度描述与高质量定位相结合

的方式, 利用大语言模型为每个类别生成详细的异

常类型描述, 显著增强了异常检测的可解释性.

 2　问题定义

I ∈ RH×W

在零样本异常检测任务中, 给定一个测试样本

图像 , 模型的目标是同时生成一个图像

Simg

Smap ∈ RH×W [0, 1]

Itrain = {(Ii, Gi)}Ntrain
i=1

I G ∈ RH×W

Itest = {Ii}Ntest
i=1

Itrain ∩ Itest = ∅

级别的异常得分   和一个像素级别的异常得分

图 , 这些评分被归一化到区间 ,

其中值越接近 1表示该图像或像素属于异常的可能

性越高. 为训练模型, 使用一个辅助训练数据集

, 其中每对数据包括一幅图像

, 以及对应的掩码 . 在该掩码中, 若某

一像素或整幅图像属于正常样本, 则其标注值为 0,
若属于异常, 则标注值为 1. 训练数据中同时包含

正常与异常样本, 以便模型学习正常模式与异常

模式 .  在模型训练完成后 ,  使用全新的数据集

 来对其性能进行评估. 需要注意的

是, 训练集与测试集之间满足  , 即模

型在测试阶段处理的是完全未在训练中出现过的

样本.

 3　本文方法

 3.1　整体架构

本文采用 CLIP作为主干网络, 利用其图像编

码器提取输入图像的多个局部图像块特征和全局

图像特征, 同时利用文本编码器处理描述正常与异

常状态的语义提示, 并将二者映射到统一的嵌入空

间. 通过计算视觉特征与文本特征之间的余弦相似

度, 来实现图像级别的异常检测与像素级别的异常

定位.
在文本分支, 为区分异常检测与定位任务的不

同需求, 本文采用文本解耦策略 (如图 1所示), 分
别为检测与定位任务设计描述正常与异常的提示模

板, 经文本编码器处理后, 取各自多个特征向量的

均值作为可学习文本嵌入的初始值. 训练过程中,
两组文本嵌入分别通过图像级检测损失与像素级定

位损失进行独立优化.
在图像分支, 输入图像经由图像编码器处理后,

同时提取多个局部图像块特征与全局图像特征. 其
中, 全局图像特征经过异常特征增强策略优化后,
直接参与检测损失的计算. 同时, 为增强模型对异

常区域的跨域敏感性, 在视觉编码器的首个 Trans-
former层之后引入一个轻量化投影层, 来优化局部

图像块特征与原型的距离. 最终, 经过对齐之后的

局部图像块特征被聚合, 用于构建像素级定位损失.
整个模型在保持 CLIP原始参数固定的前提下, 仅
对少量参数进行训练, 实现高效的零样本异常检测

与定位.

 3.2　文本解耦

在零样本异常检测中, 如何有效设计文本提示

x 期 赵梦阳等: 基于文本解耦的零样本异常检测 3



是一项关键挑战. 由于异常检测任务通常依赖于高

层次的语义特征, 而异常定位任务则更需要捕捉中

低层的局部细节特征, 若两者共用同一组文本提示,
可能导致模型在全局分类与局部定位目标之间产生

优化冲突, 从而限制整体性能. 为此, 本文提出一种

文本解耦策略, 分别为异常检测与异常定位任务设

计独立的文本初始化向量, 并对两组可学习的文本

嵌入进行分别优化.
针对检测与定位任务的不同需求, 首先设计不

同的文本提示来进行初始化, 检测分支的文本提示

侧重于描述整体图像的正常或异常状态, 而定位分

支的提示则进一步融入局部异常的细节特征 (异常

的种类、大小以及位置). 这种设计可以增强模型对

像素级特征的理解. 受WinCLIP[13] 的启发, 本文使

用组合提示来设计初始文本提示. 对于检测任务,
提示由模板和状态构成. 假设模板是 A photo of a []
object, 状态可以是 perfect 或是 broken. 从而形成

如 A photo of a perfect object 和 A photo of a broken
object 的完整提示, 它们分别对应正常与异常样本

的语义描述. 在定位任务中, 除模板和状态外, 还引

入异常细节描述, 具体包括 with tiny scratch on
top 等. 将模板、状态、异常细节描述三者组合后可

生成 A photo of a broken object with tiny scratch on
top 这类的细粒度提示, 使其更适配于局部异常区

域的特征对齐需求. 在得到所有可能的模板、状态

词及异常描述组合后, 分别计算每类任务中各组合

文本嵌入的均值, 作为检测分支和定位分支可学习

文本向量的初始值.

在完成文本初始化后, 本文在 AnomalyCLIP[16]

类别无关的可学习提示的基础上, 提出任务导向的

可学习提示机制, 以更好地区分异常检测与定位任

务的不同需求. 具体地, 首先将类别无关的可学习

提示解耦如下:
gin = [Vi1] [Vi2] · · · [Vin] [object]

gia = [Wi1] [Wi2] · · · [Win] [damaged] [object]

gpn = [Vp1] [Vp2] · · · [Vpn] [object]

gpa = [Wp1] [Wp2] · · · [Wpn] [damaged] [object]

(1)

gin gia

gpn gpa

[V ] [W ]

其中,   和  分别表示检测任务中的正常与异常

提示;   和  分别表示定位任务中的正常与异常

提示.   和  分别代表正常和异常提示模板中

的可学习词嵌入, 其参数在训练过程中通过梯度下

降进行优化.
然后, 为进一步增强模型的任务区分能力, 在

上述提示的基础上提出任务导向的可学习提示, 其
定义如下:

gin = Vi [a photo of an object]

gia = Wi [a photo of a damaged object]

gpn = Vp [patches of an object]

gpa = Wp [patches of a damaged object]

(2)

其中, 
Vi = [Vi1] [Vi2] · · · [Vin]

Wi = [Wi1] [Wi2] · · · [Win]

Vp = [Vp1] [Vp2] · · · [Vpn]

Wp = [Wp1] [Wp2] · · · [Wpn]

(3)
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图 1    所提模型结构示意图

Fig. 1    The architecture of the proposed model
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Vi Wi

gin gia Vp Wp

gpn gpa

基于任务导向的可学习提示设计, 将可学习嵌

入  和  分别与固定文本 a photo of an object 和
a photo of a damaged object 进行结合, 构建图像

级检测提示   与   .  同时将   和    分别与

patches of an object 和 patches of a damaged ob-
ject 结合, 形成像素级定位提示  与 , 从而实

现检测与定位任务在文本表示层面的有效区分与

适配.

 3.3　原型对齐模块

由于辅助训练数据规模有限, 且难以覆盖所有

潜在应用领域和异常类型, 模型在训练阶段接触到

的异常模式具有不可避免的局限性. 因此, 如何通

过有限的训练样本使模型学习到更具判别力和泛

化性的异常特征表示, 成为提升零样本异常定位性

能的关键. 为此, 本文提出原型对齐模块, 该模块旨

在通过原型学习使用自监督的方式来优化图像块

特征.

1× 1

X

1× 1

X

Y ∈ RB×N×d B

N d

为增强模型对局部异常的定位能力, 本文选取

视觉编码器中局部特征最为丰富的第一个 Trans-
former层的输出, 并在该层之后引入一个轻量化的

可学习投影层, 用于将图像块特征对齐至预先定义

的原型特征空间. 为保证计算效率, 本文采用一种

轻量化结构, 该结构由两个  卷积层构成. 具体

而言, 第一个 Transformer层输出的特征  首先经

过一次  卷积进行降维, 通道数缩减为原始维

度的一半, 随后通过第二次卷积恢复至原始通道数.
最终, 通过残差连接将卷积后的结果与原始输入 

相加, 形成投影层的输出  (  为批次

大小,   为图像块的个数,   为嵌入维度).

W ∈ RC×d C

基于跨域语义对齐需求, 将简单的领域先验知

识通过 CLIP的文本编码器编码为固定的原型特征

向量  (  为原型类别数), 作为跨域语义

对齐的锚点 .  这些领域先验知识包括 A normal
medical photo without damage, A damaged photo
with industrial products 等语义概念. 在测试阶段, 对
于未见类别的样本, 直接复用训练阶段构建的同一

组原型, 无需针对新类别重新构造或调整. 这是因

为原型描述聚焦于正常和异常的通用语义, 而非特

定物体的细粒度概念, 因此能够为零样本场景下的

跨域泛化提供稳定的语义锚点.
Y

W

y Y

W

S τ

基于投影后的图像块特征  和预设的原型向

量 , 可以通过计算它们的相似度来为每个图像

块生成伪标签 . 具体实现中, 特征  与原型向量

 分别进行归一化处理以消除尺度影响, 进而计

算余弦相似度矩阵 , 并引入温度系数  以调节相

似度分布:

S[b, n, c] =
⟨Norm(Y ), [Norm(W )]T⟩

τ
(4)

S ∈ RB×N×C Norm(·)式中,  ,   表示归一化操作. 接
着, 通过取每个图像块在所有原型类别上的最大相

似度所对应的类别索引, 生成对应的伪标签, 即

y[b, n] = argmax
c∈[1, C]

S[b, n, c] (5)

y ∈ RB×N

Lpr

此处,   表示每个图像块被分配的原

型类别. 在此基础上, 可以构建原型对齐损失函数 ,
从而推动图像块特征向其最接近的原型向量对齐:

Lpr = CE (F(S), F(y)) (6)

CE F (·)其中,   表示交叉熵损失函数,   代表将张量

展平的操作.
原型对齐损失通过最大化图像块特征与对应原

型在语义空间中的一致性, 促使模型学习更具判别

性的局部表示. 尤其在不同数据域中, 该模块能够

强化模型对正常与异常模式的语义理解能力, 进而

提升零样本场景下的泛化性能.

 3.4　异常特征增强策略

CLIP的视觉编码器能够通过自注意力机制有

效捕捉不同图像块之间的语义关联, 从而生成信息

丰富的全局特征表示, 所以现有方法大多直接基于

视觉编码器最后一层的全局特征进行分类. 然而,
在异常检测任务中, 由于正常区域通常在图像中占

据主导地位, 全局图像特征容易受到大量正常信息

的干扰, 导致局部或细微的异常特征在全局表示中

被稀释, 进而降低模型对异常特征的敏感度.
针对上述问题, 本文提出一种异常特征增强策

略, 核心思想是利用视觉编码器最后一层输出特征

的注意力权重, 定位模型在推理过程中关注的重点

区域, 进而对全局特征进行调整, 增强潜在异常区

域在全局特征中的贡献度, 提升模型对异常特征的

感知与判别能力.

A ∈ RB×(N+1)×(N+1)

a = A[:, 0, 1 :] ∈ RB×N

M ∈ {0, 1}B×N

具体而言, 假设视觉编码器最后一层输出的注

意力权重矩阵为 , 通过提取类

别标记 (class token)对所有图像块的注意力权重向

量  可得到每个图像块对分

类决策的重要性. 为使用注意力权重识别潜在的异

常区域, 需将其转换为二值掩码  ,
其定义如下:

M =

{
1, 若 a ≥ µ (a) + α ∗ σ (a)

0, 否则
(7)

µ (a) σ (a) a

α

式中,   和  分别表示注意力权重  的平均

值和标准差, 超参数  用于控制异常区域筛选阈值
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α = 1.5的敏感度, 在本文实验中将其设置为 . 该掩

码用于标识显著高于平均关注程度的图像块, 即最

有可能包含异常的区域.
M Far ∈

RB×d

基于掩码  , 可以计算异常区域特征  

, 其计算方式是对掩码值为 1的图像块特征

取平均:

Far =

N∑
j=1

M [b, j] · Fp [b, j]

N∑
j=1

M [b, j]

(8)

Fp

Fg Far

Feg

其中,   为图像块特征. 最终, 通过将原始全局特

征  与异常区域特征  进行自适应融合, 得到增

强后的全局特征 :
Feg = Norm [(1− β) · Fg + β · Far] (9)

β ∈ [0, 1]其中,   为融合权重.

Feg

在图像级异常检测损失的计算中, 本文采用增

强后的全局特征 , 以利用其包含的异常区域信

息, 提升模型对异常样本的判别能力.

 3.5　训练和推理流程

 3.5.1　CLIP 的训练推理流程

f(·)
g(·)

{(xt, st)}Tt=1

f(xt) g(st) ⟨f(xt), g(st)⟩

CLIP模型由一个视觉编码器  和一个文本

编码器  构成, 两者通常采用主流骨干网络 (如
ViT[35])实现. 该模型在大规模图像−文本对数据集

 上进行训练, 通过对比学习拉近匹配

的图像−文本对在嵌入空间中的距离, 同时推远非匹

配对的距离 .  其训练过程旨在最大化配对样本

 与  之间的余弦相似度 , 从
而实现跨模态语义对齐.

C = {c1, · · · , cn}
I I

c

在推理阶段, 给定类别集合 

和一个测试样本图像 , CLIP可通过下式计算  属

于类别  的概率, 即

p (y = c | I) =
exp

(
⟨f(I), g(c)⟩

τ

)
∑
c∈C

exp
(

⟨f(I), g(c)⟩
τ

) (10)

基于上述概率公式, 计算测试样本图像属于正

常或异常类别的概率, 以此来实现图像级别的异常

检测. 在异常定位任务中, 由于需要获取更细粒度

的信息, 通常提取视觉编码器中间层的特征输出,
利用其丰富的局部特征实现精准的异常定位.

 3.5.2　损失函数

Feg

Feg

gin gia

在异常检测任务中, 通过计算增强后的全局特

征   与检测任务的可学习提示之间的语义相似

度, 来检测图像是否异常, 并使用交叉熵损失进行

优化. 具体而言, 在获得增强全局特征  以及可学

习的正常提示  和异常提示  后, 将二者拼接为

gi = [gin, gia]联合文本表示 , 并通过如下损失函数

进行优化:

Ldet = CE

(
Norm (Feg) · [Norm(gi)]

T

τ
, t

)
(11)

t

Ldet

其中,   为图像级别的真实标签 (0表示正常, 1表示

异常).   通过最大化增强特征与对应类别文本提

示之间的相似度, 促使模型准确识别全局图像中的

异常情况.

(k ∈ K) Y k ∈ RB×N×d

Mk ∈ RB×C×H×W H

W

Mk

在异常定位任务中, 提取视觉编码器中多个

 中间层的输出特征 . 针对每

一层特征, 计算其与定位任务相关文本提示的相似

度, 得到相应的异常得分图  (
和  分别为得分图的空间高度与宽度). 最后, 通
过插值操作将  上采样至与真实像素级标签相

同的空间尺寸. 定位损失的表达式如下:

Lloc =

K∑
k=1

[
Lfocal

(
Mk, Y

)
+ Ldice, 1

(
Mk, Y

)
+

Ldice, 0
(
Mk, Y

)]
(12)

Y ∈ {0, 1}B×H×W Lfocal

Ldice, 1 Ldice, 0

其中,   为像素级真实标签, 

表示焦点损失[36],   和  分别为异常区域

和正常区域上的骰子损失[37].
综上所述, 本文方法的总体目标函数由原型对

齐损失、检测损失与定位损失三部分构成, 其表达

式如下:
Ltotal = Lpr + Ldet + Lloc (13)

 3.5.3　模型推理过程

I

Simg

1

在测试阶段, 给定输入图像 , 使用式 (10)来
计算其被判定为异常的概率, 并将该概率值作为图

像级别的异常得分 . 当图像特征与异常文本嵌

入在语义空间中高度对齐时, 得分趋近于 , 表明该

图像存在异常.

Mk ∈ RB×C×H×W

Smap

对于像素级异常定位, 提取视觉编码器中多层

的中间特征, 并计算其与异常提示文本的相似度集

合 , 使用下式获得最终的像素级

异常得分图 :

Smap = Gσ

(∑
k∈K

(
1

2

(
E −Mk

)
+

1

2
Mk)

))
(14)

Gσ σ E其中,   表示标准差为  的高斯平滑滤波器,   为

全 1矩阵.

 4　实验结果与分析

 4.1　实验设置

本文在 12 个公开数据集上进行广泛的实验,
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以全面评估所提出方法的性能. 这些数据集涵盖工

业和医学领域. 在工业异常检测方面, 选用MVTec
AD[5]、VisA[38]、MPDD[39]、BTAD[40]、DAGM[41] 和

DTD-Synthetic[42] 六个基准数据集. 在医学领域,
本文使用皮肤癌检测数据集 ISIC[43]、结肠息肉检测

数据集 CVC-ClinicDB[44] 和 CVC-ColonDB[45], 以
及脑肿瘤检测数据集 Head_CT[46]、BrainMRI[47] 和
Br35H[48]. 这些数据集的详细统计信息如表 1所示.

在异常检测任务的评估中, 本文采用图像级别

的受试者工作特性曲线下面积 (area under the re-
ceiver operating characteristic, AUROC)和 平均

精度 (average precision, AP)作为主要评价指标,
以全面衡量模型在区分正常与异常图像方面的性

能 .  对于异常定位任务 ,  本文使用像素级别的

AUROC 以及异常区域重叠度曲线下面积 (area
under the PRO curve, AUPRO)[23] 作为评价指标.

为评估所提方法的性能, 本文在多个基准数据

集上与当前先进的零样本异常检测方法进行比较,
包括基于大规模视觉−语言预训练的模型 CLIP[12]、
基于可学习提示的方法 CoOp[30]、采用多尺度窗口

匹配的 WinCLIP [ 1 3 ]、使用特征适配器的 April-
GAN[14] 以及引入可学习提示的 AnomalyCLIP[16].

518× 518

12

8

0.001 0.005

β 0.1

本文采用公开的预训练 CLIP 模型 (VIT-
L/14@336px)作为基础骨干网络, 并保持其所有权

重冻结. 在特征提取方面, 从视觉编码器的第 1、6、
12、18和 24层提取局部特征, 以获取多层次的语义

信息. 所有输入图像均统一缩放至   分辨

率. 在模型配置方面, 可学习提示的长度设为  ,
批次大小设置为 . 优化器选用 Adam, 其中可学习

提示的学习率为  , 投影层的学习率为  ,
特征融合权重  设为 .

σ = 4

考虑到零样本检测设定 , 本文使用 MVTec
AD数据集对模型进行训练, 并在其余 11个数据集

上进行测试. 需特别说明的是, 在MVTec AD数据

集上报告的测试结果, 其模型是在 VisA数据集上

训练得到的, 以体现严格的零样本评估设定. 训练

共进行 15个轮次, 自第 5轮起冻结异常定位分支

的可学习向量及投影层参数, 以稳定训练过程并避

免过拟合. 在推理阶段, 使用标准差  的高斯滤

波器对生成的异常分数图进行平滑处理.

 4.2　工业数据集零样本异常检测结果

表 2详细展示了所提方法在工业数据集上的零

样本异常检测结果. 从结果可以看出, 基线方法

CLIP[12] 及其提示优化版本 CoOp[30] 性能相对有限,
这主要是由于 CLIP模型在预训练阶段主要聚焦于

对象级语义对齐, 而非细粒度的异常特征判别. 通
过引入手工设计的相关文本提示, WinCLIP[13] 能够

在一定程度上提升异常检测的准确性. 进一步地,
通过利用辅助数据集进行轻量微调的方法 (如
April-GAN[14] 和 AnomalyCLIP[16])取得更为显著

的性能提升. 这表明在零样本设定下, 辅助数据能

够为模型提供有效的异常语义先验知识, 从而提升

模型异常检测的能力.

89.0% 91.2%

91.8%

94.8%

在工业数据集上的实验结果表明, 本文方法在

零样本异常检测任务中展现出卓越的综合性能. 在
图像级异常检测方面, 本文方法在六个工业数据集

上的平均 AUROC和 AP分别达到  和 ,
其中在四个数据集上取得最优性能 .  特别是在

BTAD 数据集上, 本文方法以   的 AUROC
和  的 AP显著超越所有对比方法, 显示出优

异的异常检测能力. 在像素级异常定位任务中, 本

 

表 1    数据集的关键统计数据

Table 1    Key statistics the utilized datasets

数据集 领域 类别 模态 类别数 测试集中正常与异常样本数 任务

MVTec AD

工业

物体和纹理

摄影

15 (467, 1 258)

异常检测与定位

VisA 物体类 12 (962, 1 200)

MPDD 物体类 6 (176, 282)

BTAD 物体类 3 (451, 290)

DAGM 纹理类 10 (6 996, 1 054)

DTD-Synthetic 纹理类 12 (357, 947)

ISIC

医学

皮肤 摄影

1

(0, 379)

异常定位CVC-ClinicDB 结肠 内窥镜 (0, 612)

CVC-ColonDB 结肠 内窥镜 (0, 380)

Head_CT

医学 脑部

放射学 (CT)

1

(100, 100)

异常检测BrainMRI 放射学 (MRI) (98, 155)

Br35H 放射学 (MRI) (1 500, 1 500)

x 期 赵梦阳等: 基于文本解耦的零样本异常检测 7



95.3% 88.5%

1.3% 3.0%

文方法表现更为突出, 平均 AUROC 和 AUPRO
分别达到  和 , 体现了优异的局部异常

区域定位精度. 与之前的最佳方法 AnomalyCLIP
相比, 本文方法在图像级检测的 AP 指标上提升

, 在像素级定位的 AUPRO指标上提升 ,
这一显著的性能提升充分证明了本文方法的有效性

和优越性.

 4.3　医学数据集零样本异常检测结果

95.2%

95.7%

2.6% 3.1%

为验证模型在不同领域的泛化能力, 表 3展示

了本文方法在医学影像异常检测任务中的实验结

果. 在图像级异常检测方面, 本文方法在 Head_CT、
BrainMRI和 Br35H三个脑部医学数据集上均取

得最优性能, 平均 AUROC和 AP分别达到 

和  , 较次优方法 AnomalyCLIP 分别提升

 和 , 展现出优异的跨模态适应能力. 在像

85.1% 74.1%

素级异常定位任务中, 本文方法在 ISIC皮肤癌数

据集和 CVC-ClinicDB结肠息肉数据集上均获得

最佳性能 , 平均 AUROC 和 AUPRO 分别达到

 和 , 显著优于其他对比方法. 这些结果

充分证明了本文方法在复杂医学影像场景下具有良

好的泛化性和鲁棒性.

 4.4　消融实验

为深入评估模型中各组件的有效性, 本文在多

个数据集上进行一系列的消融实验, 所选数据集涵

盖工业与医疗领域, 具体包括: VisA[38]、BTAD[40]、

CVC-ClinicDB [ 4 4 ]、ISIC [ 4 3 ]、Head_CT [ 4 6 ] 以及

BrainMRI[47].

 4.4.1　文本解耦的有效性

表 4展示了文本解耦对模型性能的消融实验结

 

表 2    不同方法在工业领域的性能比较（%）

Table 2    Comparison of the performance of different methods in the industrial domain (%)

任务 数据集 CLIP[12] CoOp[30] WinCLIP[13] April-GAN[14] AnomalyCLIP[16] 本文方法

图像级 (AUROC, AP)

MVTec AD (74.1, 87.6) (88.8, 94.8) (91.8, 96.5) (86.1, 93.5) (91.5, 96.2) (92.0, 96.8)

VisA (66.4, 71.5) (62.8, 68.1) (78.1, 81.2) (78.0, 81.4) (82.1, 85.4) (83.7, 85.8)

MPDD (54.3, 65.4) (55.1, 64.2) (63.6, 69.9) (73.0, 80.2) (77.0, 82.0) (76.0, 80.6)

BTAD (34.5, 52.5) (66.8, 77.4) (68.2, 70.9) (73.6, 68.6) (88.3, 87.3) (91.8, 94.8)

DAGM (79.6, 59.0) (87.5, 74.6) (91.8, 79.5) (94.4, 83.8) (97.5, 92.3) (97.9, 92.5)

DTD-Synthetic (71.6, 85.7) (-, -) (93.2, 92.6) (86.4, 95.0) (93.5, 97.0) (93.1, 97.1)

平均值 (63.4, 70.3) (72.2, 75.8) (81.1, 81.8) (82.6, 83.8) (88.3, 90.0) (89.0, 91.2)

像素级 (AUROC, AUPRO)

MVTec AD (38.4, 11.3) (33.3, 6.7) (85.1, 64.6) (87.6, 44.0) (91.1, 81.4) (90.8, 83.2)

VisA (46.6, 14.8) (24.2, 3.8) (79.6, 56.8) (94.2, 86.8) (95.5, 87.0) (95.3, 90.9)

MPDD (62.1, 33.0) (15.4, 2.3) (76.4, 48.9) (94.1, 83.2) (96.5, 88.7) (97.4, 91.9)

BTAD (30.6, 4.4) (28.6, 3.8) (72.7, 27.3) (60.8, 25.0) (94.2, 74.8) (94.5, 80.0)

DAGM (28.2, 2.9) (17.5, 2.1) (87.6, 65.7) (82.4, 66.2) (95.6, 91.0) (95.6, 90.0)

DTD-Synthetic (33.9, 12.5) (-, -) (83.9, 57.8) (95.3, 86.9) (97.9, 92.3) (98.4, 95.1)

平均值 (40.0, 13.2) (23.8, 3.7) (80.9, 53.5) (85.7, 65.4) (95.1, 85.9) (95.3, 88.5)

注: 加粗字体表示该方法在该数据集上取得最佳性能, 下划线表示次优性能.

 

表 3    不同方法在医学领域的性能比较（%）

Table 3    Comparison of the performance of different methods in the medical domain (%)

任务 数据集 CLIP[12] CoOp[30] WinCLIP[13] April-GAN[14] AnomalyCLIP[16] 本文方法

图像级 (AUROC, AP)

Head_CT (56.5, 58.4) (78.4, 78.8) (81.8, 80.2) (89.1, 89.4) (93.4, 91.6) (94.1, 94.7)

BrainMRI (73.9, 81.7) (61.3, 44.9) (86.6, 91.5) (89.3, 90.9) (90.3, 92.2) (95.0, 95.9)

Br35H (78.4, 78.8) (86.0, 87.5) (80.5, 82.2) (93.1, 92.9) (94.6, 94.7) (96.5, 96.5)

平均值 (69.6, 73.0) (75.2, 70.4) (83.0, 84.6) (90.5, 91.1) (92.8, 92.8) (95.2, 95.7)

像素级 (AUROC, AUPRO)

ISIC (33.1, 5.8) (51.7, 15.9) (83.3, 55.1) (89.4, 77.2) (89.7, 78.4) (90.5, 82.2)

CVC-ColonDB (49.5, 15.8) (40.5, 2.6) (70.3, 32.5) (78.4, 64.6) (81.9, 71.3) (80.0, 70.6)

CVC-ClinicDB (47.5, 18.9) (34.8, 2.4) (51.2, 13.8) (80.5, 60.7) (82.9, 67.8) (84.9, 69.4)

平均值 (43.4, 13.5) (42.3, 7.0) (68.3, 33.8) (82.8, 67.5) (84.8, 72.5) (85.1, 74.1)

注: 加粗字体表示该方法在该数据集上取得最佳性能, 下划线表示次优性能.
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果. 在消融实验中, 基线模型使用随机初始化的单

一文本提示同时处理异常检测与定位任务. 此外,
使用如下的损失函数进行训练:

L = Ldet + λ · Lloc (15)

λ通过调节权重系数  改变定位损失与检测损失

在总损失中的比例, 进而分析不同比例对模型性能

的影响.

λ

λ

λ

λ

由表 4可知, 文本解耦策略的引入显著提升了

模型性能的稳定性, 本文模型在不同  参数设置下

的结果保持不变, 而基线模型在不同  取值下性能

波动显著. 在 VisA和 BTAD数据集中, 随着  值

的减小, 图像级检测指标明显提升. 然而当  从 0.5
降至 0.25时, 像素级定位性能则出现明显下降. 这
一现象表明, 使用单一文本提示难以有效平衡异常

检测与异常定位任务之间的优化目标, 导致二者无

法同时达到最优性能.
更重要的是, 本文方法在提升稳定性的同时,

63.8%

91.6% 67.5% 94.1%

93.3% 93.6% 78.2%

79.3%

也显著增强了模型的异常检测能力. 在 BTAD数据

集上, 图像级 AUROC从基线最优的  提升至

, AP由  提升至 . 像素级 AUROC
从   改善至  , AUPRO 由   提升至

. 同时, 在 VisA数据集上, 图像级与像素级

指标也都观察到提升. 消融实验结果表明, 文本解

耦策略不仅使模型保持稳定性, 还实现了整体性能

的全面提升.

λ

λ

此外, 本文还设计可视化实验, 直观验证了共

享文本提示导致的优化冲突问题, 以及本文提出的

文本解耦策略的有效性. 与上述实验设置相同, 通
过逐步增大定位损失在总损失函数中的权重系数 

来观察模型输出, 分别可视化定位任务和检测任务

中文本特征与视觉特征之间的余弦相似度. 图 2展
示了在定位任务中文本与每个图像块的相似度, 颜
色越深代表相似度越高.   从左到右分别为 0.25、
0.5、1、2、4. 表 5展示了检测任务中文本与全局特

征计算相似度后的异常得分.

 

表 4    文本解耦策略消融实验结果

Table 4    Ablation study results of text decoupling strategy

方法 数据集
λ不同  值的性能对比

λ = 4 λ = 2 λ = 1 λ = 0.5 λ = 0.25

基线模型

VisA
(46.4, 57.0) (58.0, 65.1) (68.2, 72.6) (76.3, 79.6) (79.8, 82.3)

(94.6, 90.1) (95.0, 90.1) (95.1, 89.8) (95.0, 88.9) (94.2, 85.0)

BTAD
(27.7, 49.2) (32.3, 50.6) (42.5, 55.1) (52.0, 59.8) (63.8, 67.5)

(93.2, 78.2) (93.3, 78.1) (93.0, 77.3) (92.2, 74.8) (90.2, 69.3)

基线模型 + 文本解耦

VisA
(82.5, 84.5) (82.5, 84.5) (82.5, 84.5) (82.5, 84.5) (82.5, 84.5)

(95.2, 90.6) (95.2, 90.6) (95.2, 90.6) (95.2, 90.6) (95.2, 90.6)

BTAD
(91.6, 94.1) (91.6, 94.1) (91.6, 94.1) (91.6, 94.1) (91.6, 94.1)

(93.6, 79.3) (93.6, 79.3) (93.6, 79.3) (93.6, 79.3) (93.6, 79.3)

注: 对于每一个数据集, 单元格中的第 1行数据是图像级指标 (AUROC, AP), 第 2行数据是像素级指标 (AUROC, AUPRO).
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图 2    定位相似度可视化

Fig. 2    Visualization of localization similarity
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λ

λ

如图 2所示, 当使用共享提示时, 随着定位损

失权重  的增大, 模型对正常区域的响应逐渐降低,
表明其异常定位能力有所增强. 然而, 从表 5的检

测异常得分可以看出, 检测分数持续下降, 意味着

模型的异常检测能力在不断削弱. 这一结果清晰地

揭示了优化冲突的存在: 共享文本提示被迫同时服

务于不同粒度的语义需求, 当模型过度关注细粒度

的定位特征时, 检测性能随之受损. 相比之下, 采用

本文提出的文本解耦策略后, 检测与定位任务的相

似度在不同  取值下均保持稳定, 这表明, 独立的

文本提示能够有效缓解优化冲突, 使两个任务各自

维持最佳的语义对齐, 互不干扰.

 4.4.2　原型对齐模块的有效性

根据表 6所示的原型对齐模块消融实验结果,
所有参与评估的数据集在像素级指标上均取得提

升, 在医学领域, 该模块使 CVC-ClinicDB数据集

的 AUPRO指标提升约 0.6%. 在 ISIC数据集上,
AUPRO指标提升约 1.9%. 在工业领域, VisA数据

集的 AUROC 和 AUPRO 分别提升约 0.1% 和

0.3%. BTAD数据集的 AUROC和 AUPRO则分

别提升约 1.0% 和 0.9%. 结果验证了该模块在增强

模型语义理解能力方面的有效性. 即使不引入额外

的医学数据集进行训练, 模型在跨域定位任务中仍

能取得优于基线方法的性能. 这主要得益于模型可

以从预先定义好的原型中学习不同领域的知识, 从
而增强了模型对不同领域中正常与异常模式的判别

能力, 最终提升了零样本设定下的泛化性能.

C ∈ {4, 8, 12, 16}

此外, 本文还针对原型对齐模块从原型数量和

原型语义设计开展实验来验证该模块的稳定性和合

理性. 为验证原型数量对模型性能的影响, 本文设

置原型数量  进行实验. 实验结果

如表 7所示.

表 7的实验结果表明, 不同原型数量下的性能

差异极小, 表明原型对齐模块对原型数量不敏感,
具有良好的稳定性. 即使仅使用 4个原型, 也能取

得与 16个原型相近的性能.
在原型语义设计方面, 本文对比三种原型构造

策略: 随机初始化原型向量、为数据集定制描述

(如“a normal colonoscopy image without polyps”)、
使用通用描述 (如“a normal medical photo”). 相应

的实验结果见表 8.
根据表 8结果可知, 随机初始化的原型缺乏语

义信息, 无法为图像块特征提供有意义的对齐锚点.
其性能甚至低于未使用原型对齐模块的基线, 表明

无意义的原型可能引入噪声, 干扰模型学习. 由此

验证了原型需要具备语义信息, 而非任意向量. 为
数据集定制描述尽管能够取得较好的性能, 然而其

效果会略低于通用描述. 其原因是特定描述虽然更

贴合数据集, 但可能导致过拟合. 并且在零样本设

定下, 测试集与训练集领域可能存在差异, 特定描

述反而限制了模型的跨域泛化能力. 使用通用描述

可以取得最佳性能, 原因在于通用描述不局限于具

体的物体, 而是聚焦于正常和异常这一核心语义.
在工业数据集上预训练后, 迁移到医学数据集时仍

能保持良好性能语义稳定性.

 4.4.3　异常特征增强策略的有效性

2.8%

根据表 9的消融实验结果分析, 异常特征增强

策略改善了模型的检测性能. 在引入该策略后, 模
型在工业与医疗领域的评估指标均有明显提升, 尤
其在医学影像数据上效果突出 .  Head_CT 和

BrainMRI数据集的 AP指标分别提升了  和

 

表 5    检测任务的异常得分

Table 5    Abnormal scores in the detection task

λ = 0.25 λ = 0.5 λ = 1 λ = 2 λ = 4

共享提示 0.079 5 0.044 7 0.040 4 0.017 7 0.015 9

文本解耦 0.130 8 0.154 3 0.128 9 0.127 3 0.127 3

 

表 6    原型对齐模块消融实验结果

Table 6    Ablation study results of prototype
alignment module

原型对齐
医学领域数据集 工业领域数据集

CVC-ClinicDB ISIC VisA BTAD

× (84.8, 69.0) (90.5, 80.7) (95.2, 90.6) (93.6, 79.3)

✓ (84.9, 69.4) (90.5, 82.2) (95.3, 90.9) (94.5, 80.0)

注: 单元格中的数据是像素级指标 (AUROC, AUPRO).

 

表 7    不同原型数量的实验结果

Table 7    Experimental results for different
numbers of prototypes

C = 16 C = 12 C = 8 C = 4

CVC-ClinicDB (84.9, 69.4) (84.9, 69.4) (85.0, 69.2) (84.9, 69.4)

ISIC (90.5, 82.2) (90.6, 82.0) (90.5, 82.2) (90.5, 82.2)

VisA (95.3, 90.9) (95.4, 90.9) (95.3, 90.9) (95.3, 90.9)

BTAD (94.3, 79.8) (94.3, 80.0) (94.2, 80.1) (94.5, 80.0)

 

表 8    不同构造策略下的实验结果

Table 8    Experimental results under different
construction strategies

随机初始化 特定描述 通用描述

CVC-ClinicDB (84.1, 66.7) (85.0, 69.3) (84.9, 69.4)

ISIC (80.9, 80.8) (90.5, 81.9) (90.5, 82.2)

VisA (94.3, 90.2) (95.3, 90.7) (95.3, 90.9)

BTAD (93.4, 79.6) (94.0, 79.5) (94.5, 80.0)
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2.6%, 显示出该策略能够有效增强模型对医学图像

中细微病变特征的感知能力. 总体而言, 通过强化

模型对异常区域的敏感度, 该策略提升了异常检测

的精度.
表 10 展示了在不同融合权重下的实验结果.

由结果可知, 当融合权重为 0.1时, 在工业数据集和

医学数据集上的平均性能最佳. 当融合权重为 0.3
和 0.5时, 在工业数据集上性能保持较好, 但在医学

数据集上出现明显下降. 其原因是本文使用工业数

据集进行预训练, 模型在工业数据上的注意力分布

更适配工业图像的异常模式. 当融合权重较高时,
在两类数据集上性能均显著下降. 其原因是过高的

权重导致过度依赖异常区域特征, 可能引入噪声或

丢失全局上下文信息.

 4.5　参数量与推理速度对比

表 11展示了不同方法的参数量与推理速度对

比. 从中可以看出, 本文方法的可训练参数量约为

62.9万个, 仅为 AnomalyCLIP的 11.4%, 显著降低

了训练开销. 推理速度为 268 ms/幅, 较 Anomaly-
CLIP提升 21%. 综合来看, 本文方法在取得最优检

测与定位性能的同时, 与 AnomalyCLIP相比可训

练参数量更少、推理速度更快, 实现了性能与效率

的良好平衡.

 4.6　可视分析

针对异常检测任务, 图 3和图 4分别展示了来

自 BTAD数据集和 Head_CT、BrainMRI、Br35H
医学数据集的异常得分分布直方图. 其中, BTAD
数据集进一步细分为 01、02、03三个子类别. 图中

横轴为模型输出的异常得分, 纵轴为对应得分区间

的图像数量, 红色和蓝色分别代表异常图像和正常

图像的预测得分. 从分布中可清晰观察到, 异常图

像的得分集中分布于高位区间, 而正常图像的得分

普遍处于低位区间. 这一结果表明, 本文模型能够

有效区分正常与异常样本, 展现出优异的异常检测

能力.
图 5 ~ 8展示了不同方法在多个数据集上的异

常定位效果对比. 对于每一幅图像, 从左到右依次

是输入图像、真值、本文方法、AnomalyCLIP 和

WinCLIP. 可视结果显示, 由于未使用辅助训练集

进行参数优化, WinCLIP的定位结果存在明显的

区域不完整问题. 相比之下, 本文提出的方法能够

对不同尺寸, 形态的异常区域实现更完整且准确的

定位, 体现了模型优异的泛化能力. 图 5第四行展

 

表 9    异常特征增强策略消融实验结果

Table 9    Ablation study results of anomaly feature
enhancement strategy

特征增强
医学领域数据集 工业领域数据集

Head_CT BrainMRI VisA BTAD

× (92.3, 92.1) (92.7, 93.5) (82.5, 84.5) (91.6, 94.1)

✓ (94.1, 94.7) (95.0, 95.9) (83.7, 85.8) (91.8, 94.8)

注: 单元格中的数据是图像级指标 (AUROC, AP).

 

表 10    不同融合权重下的实验结果

Table 10    Experimental results under different
fusion weights

融合权重

0.1 0.3 0.5 0.7 0.9

Head_CT (94.1, 94.7) (93.3, 93.7) (92.1, 93.4) (90.4, 92.3) (83.8, 87.8)

BrainMRI (95.0, 95.9) (94.9, 95.5) (94.9, 95.4) (94.3, 95.0) (92.9, 94.3)

VisA (83.7, 85.8) (83.8, 85.9) (83.9, 85.8) (79.7, 82.8) (76.4, 80.3)

BTAD (91.8, 94.8) (92.4, 95.1) (92.7, 95.4) (92.4, 94.7) (93.7, 93.8)

平均值 (91.1, 92.8) (91.1, 92.6) (90.9, 92.5) (89.2, 91.2) (86.7, 89.1)

 

表 11    不同方法的参数量与推理速度对比

Table 11    Comparison of parameters and inference
speed of different methods

方法 可训练的参数量 (个) 推理速度 (ms/幅)

WinClip 0 253

AnomalyCLIP 5 525 500 339

本文方法 629 376 268
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图 3    BTAD数据集异常得分直方图

Fig. 3    Histogram of anomaly scores on BTAD
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示了螺丝类别的异常定位结果. 可视对比表明, 本
文方法对螺丝尾端异常的定位更加精确. 相比之下,
AnomalyCLIP将整个的螺丝钉区域都误判为异常,

而WinCLIP则将螺丝的顶部和尾部都识别为异常.
图 8展示了在 ICIS数据集上的皮肤异常定位结果,
本文方法准确定位了病变区域, 而 AnomalyCLIP
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图 4    医学数据集异常得分直方图

Fig. 4    Histogram of anomaly scores on medical datasets

 

 

图 5    不同方法在MVtec AD数据集上的可视分析

Fig. 5    The visual analysis of different methods on
the MVtec AD dataset

 

 

图 6    不同方法在 VisA数据集上的可视分析

Fig. 6    The visual analysis of different methods on
the VisA dataset

 

 

图 7    不同方法在 DTD-Synthetic数据集上的可视分析

Fig. 7    The visual analysis of different methods on
the DTD-Synthetic dataset

 

 

图 8    不同方法在 ISIC数据集上的可视分析

Fig. 8    The visual analysis of different methods on
the ISIC dataset
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将部分正常皮肤识别为异常, 反映出其在部分场景

下存在显著的过检问题.

 5　结束语

本文提出一种基于文本解耦的零样本异常检测

方法. 该方法核心在于分别为异常检测与异常定位

任务设计独立的可学习文本提示, 以优化任务间的

目标冲突. 同时, 设计原型对齐模块, 通过自监督方

式使图像块特征和原型语义进行对齐, 从而增强模

型在零样本场景下的跨域泛化能力. 此外, 引入的

异常特征增强策略能够有效聚焦潜在异常区域. 强
化模型对细微异常特征的感知与判别能力. 在多个

数据集上的实验结果验证了所提方法的有效性, 其
异常检测与定位性能均优于现有基准方法.
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