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深度学习在控制领域的研究现状与展望

段艳杰 1 吕宜生 1 张 杰 1, 2 赵学亮 1 王飞跃 1

摘 要 深度学习在特征提取与模型拟合方面显示了其潜力和优势. 对于存在高维数据的控制系统, 引入深度学习具有一定

的意义. 近年来, 已有一些研究关注深度学习在控制领域的应用. 本文介绍了深度学习在控制领域的研究方向和现状, 包括控

制目标识别、状态特征提取、系统参数辨识和控制策略计算. 并对相关的深度控制以及自适应动态规划与平行控制的方法和思

想进行了描述. 总结了深度学习在控制领域研究中的主要作用和存在的问题, 展望了未来值得研究的方向.
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Deep Learning for Control: The State of the Art and Prospects
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Abstract Deep learning has shown great potential and advantage in feature extraction and model fitting. It is significant

to use deep learning for control problems involving high dimension data. Currently, there have been some investigations

focusing on deep learning in control. This paper is a review of related work including control object recognition, state

feature extraction, system parameter identification and control strategy calculation. Besides, this paper describes the

approaches and ideas of deep control, adaptive dynamic programming and parallel control related to deep learning in

control. Also, this paper summarizes the main functions and existing problems of deep learning in control, presents some

prospects of future work.
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近年来, 深度学习 (Deep learning)[1] 在学术界
和工业界发展迅猛. 它在很多传统的识别任务上取
得了识别率的显著提升[2], 显示了其处理复杂识别
任务的能力, 吸引了大批学者研究其理论和应用. 许
多领域开始尝试利用深度学习解决本领域的一些问

题. 在控制领域, 关于深度学习的研究已初现端倪.
本文在概述深度学习的主要思想和方法的基础上,
阐述深度学习在控制领域的研究现状, 回顾相关的
深度网络与深度控制的研究内容, 介绍深度学习在
控制领域常用的结合方法: 自适应动态规划及其拓
展平行控制. 综合以上内容提出深度学习在控制领
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域的研究展望.

1 深度学习概述

深度学习源于神经网络的研究, 可理解为深层
的神经网络. 通过它可以获得深层次的特征表示,
免除人工选取特征的繁复冗杂和高维数据的维度

灾难问题. 目前较为公认的深度学习的基本模型
包括基于受限玻尔兹曼机 (Restricted Boltzmann
machine, RBM) 的深度信念网络 (Deep belief net-
work, DBN)[3−4]、基于自动编码器 (Autoencoder,
AE) 的堆叠自动编码器 (Stacked autoencoders,
SAE)[5]、卷积神经网络 (Convolutional neural net-
works, CNN)[6]、递归神经网络 (Recurrent neural
networks, RNN)[7]. 为便于清楚地阐述深度学习在
控制领域的研究现状, 本节将概述以上四种深度学
习模型的主要思想和方法. 关于深度学习的更多内
容, 参见深度学习领域的综述[1, 8−11].

1.1 DBN

基于RBM 的DBN 由多个RBM 堆叠而成, 其
结构如图 1 所示. 网络前向运算时, 输入数据从低层
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RBM 输入网络, 逐层向前运算, 得到网络输出. 网
络训练过程, 不同于传统的人工神经网络 (Artifi-
cial neural network), 分为两个阶段: 预训练 (Pre-
training) 和全局微调 (Fine tuning). 预训练阶段,
从低层开始, 每个 RBM 单独训练, 以最小化 RBM
的网络能量为训练目标. 低层 RBM 训练完成后,
其隐层输出作为高层 RBM 的输入, 继续训练高层
RBM. 以此类推, 逐层训练, 直至将所有 RBM 训

练完成. 预训练阶段, 只使用了输入数据, 没有使用
数据的标签, 属于无监督学习 (Unsupervised learn-
ing). 全局微调阶段, 以训练好的 RBM 之间的权

重和偏置作为深度信念网络的初始权重和偏置, 以
数据的标签作为监督信号计算网络误差, 利用 BP
(Back propagation) 算法计算各层误差, 使用梯度
下降法完成各层权重和偏置的调节. DBN 可用于特
征提取和数据分类等.

图 1 DBN 网络结构

Fig. 1 The structure of DBN

1.2 SAE

类似于 DBN, SAE 由多个 AE 堆叠而成, 其结
构如图 2 所示. SAE 前向计算类似于 DBN, 其训
练过程也分为预训练和全局微调两个阶段. 不同于
RBM 的是, AE 之间的连接是不对称的. 每个 AE
可视为一个单隐层的人工神经网络, 其输出目标即
此 AE 的输入. 在预训练阶段, 从低层开始, 每个
AE 单独训练, 以最小化其输出与输入之间的误差
为目标. 低层 AE 训练完成后, 其隐层输出作为高层
AE 的输入, 继续训练高层 AE. 以此类推, 逐层训
练, 直至将所有 AE 训练完成. 同样地, SAE 的预训
练阶段也只使用了输入数据, 属于无监督学习. 在全
局微调阶段, 以训练好的 AE 的输入层和隐层之间
的权重和偏置作为堆叠自动编码器的初始权重和偏

置, 以数据的标签作为监督信号计算网络误差, 利用
BP 算法计算各层误差, 使用梯度下降法完成各层权
重和偏置的调节.

图 2 SAE 网络结构

Fig. 2 The structure of SAE

1.3 CNN

CNN 由卷积层和次采样层 (也叫 Pooling 层)
交叉堆叠而成, 其结构如图 3[6] 所示. 网络前向计算
时, 在卷积层, 可同时有多个卷积核对输入进行卷积
运算, 生成多个特征图, 每个特征图的维度相对于输
入的维度有所降低. 在次采样层, 每个特征图经过池
化 (Pooling) 得到维度进一步降低的对应图. 多个
卷积层和次采样层交叉堆叠后, 经过全连接层到达
网络输出. 网络的训练类似于传统的人工神经网络
训练方法, 采用 BP 算法将误差逐层反向传递, 使用
梯度下降法调整各层之间的参数. CNN 可提取输入
数据的局部特征, 并逐层组合抽象生成高层特征, 可
用于图像识别等问题.

1.4 RNN

无论是 DBN 和 SAE 还是 CNN, 都没有考虑
样本之间的关联问题. RNN 则考虑了样本之间的关
联关系, 将这种关联关系以神经网络之间的连接体
现出来. 一般情况下, 单向 RNN[12] 中, 如图 4 所
示, 单个神经网络的隐层连接至下一个神经网络的
隐层. 这种连接方式考虑了前面样本对后面样本的
影响. 还有一种双向 RNN[13] 的连接方式, 单个神
经网络的隐层连接了其前后神经网络的隐层. 这种
连接方式考虑了前后样本对当前样本的影响. 一般
认为 RNN 的各个神经网络具有相同的权重和偏置.
RNN 训练时, 可使用 RBM 或者 AE 对其进行预训
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图 3 CNN 网络结构[6]

Fig. 3 The structure of CNN[6]

练来初始化网络参数, 然后计算每个样本的输出误
差, 并以累计误差训练网络参数. RNN 可用于处理
时序数据或者前后关联数据. RNN 还可以和 CNN
结合使用, 处理考虑样本之间相关性的问题.

图 4 RNN 网络结构

Fig. 4 The structure of RNN

2 深度学习在控制领域的研究现状

深度学习在控制领域的研究已初现端倪. 就已
有的研究报道, 目前的研究主要集中在控制目标识
别、状态特征提取、系统参数辨识、控制策略计算等

方面. 尤其是深度学习和强化学习的结合已经产生
了令人振奋的研究成果. 如图 5 所示, 深度学习在控
制系统的各环节均有应用研究, 本节从控制系统的
角度分类, 从四个方面介绍深度学习在控制领域的
研究现状.

图 5 深度学习在控制系统各环节的应用

Fig. 5 The application of deep learning in

control system

2.1 控制目标识别

在传统的控制系统中, 控制目标一般以给定量
的形式直接给出. 而在智能控制系统中, 控制目标有
时并不明确或者不能直接得到. 就已有研究深度学
习进行控制目标识别的报道, 在先进机械手抓取系
统[14] 中, 系统首先需要检测被抓取物的位置、识别
被抓取物并估计其姿态以确定机械手需要到达的位

置和角度. 本节以此为例说明深度学习在控制目标
识别中的作用.
图 6[14] 显示了先进机械手抓取系统的流程. 输

入数据是颜色深度图. 在物体检测过程中, 系统利用
前景背景分割技术检测出物体位置. 然后从图片中
分割出包含物体的统一大小图片. 在物体识别和姿
态估计过程中, 获取的统一大小图片输入 CNN 网
络, 经过前向计算在网络输出端获得物体的类别. 该
类别信息包含了物体的种类和姿态. 最后, 机械手按
照规划的路径到达物体上方, 调整夹持器的姿态, 使
得其姿态符合物体的姿态, 然后执行抓取动作.

图 6 机械手抓取系统[14]

Fig. 6 Robotic grasping system[14]

从系统流程可以看出, 深度学习作用于物体识
别和姿态估计过程. 具体地, 使用了 CNN 网络进行
分类. 网络的输出类别按照选取的 n 种物体不同角

度的姿态进行区分, 第 i 种物体有 ci 种姿态, 那么
输出的类别总数为 C =

∑n

i=1 ci, 即 CNN 网络的输
出层节点个数. 网络的输入是统一大小的图片, 以二
维矩阵的方式输入网络. 所使用的 CNN 通过卷积
层和次采样层交叉堆叠的方式建立特征提取的网络,
然后通过全连接层连接到输出层建立分类器. 网络
结构建立后, 收集一定数量具有类别标记的图片样
本, 一部分用于训练网络参数, 剩余部分用于测试网
络性能. 经过迭代训练, 获取训练完成的 CNN 网络.
当有新的图片样本输入网络时, 网络经过前向计算,
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输出图片中物体的类别, 包括物体的种类和姿态. 机
械手获取物体类别后, 在执行抓取动作之前, 将夹持
器调整到和物体的姿态相一致的状态, 以完成抓取
动作. 在这个系统中, 机械手抓取之前需要达到的姿
态为机械手控制系统的控制目标, 此控制目标由物
体的种类和姿态决定, 所以采用深度学习进行物体
分类实质上在控制系统中起到了控制目标识别的作

用. 至于机械手如何达到控制目标则由系统的控制
器决定.

2.2 状态特征提取

现代控制理论引入了状态空间的概念, 以系统
的状态为基础进行分析与综合. 在基于视觉的控制
系统中, 系统状态由图片体现, 其维度高, 不容易进
行人工特征抽取, 不利于系统的分析综合与控制. 而
深度学习十分适合对图片数据进行降维与特征抽取,
所以深度学习在基于视觉的控制系统中研究较多.
基于视觉的控制系统中, 深度学习多与强化学习方
法结合, 使得系统能够根据深度学习提取的特征给
出控制策略. 在深度学习用于控制系统状态特征提
取的研究中, Lange 等[15−16] 利用 SAE 进行特征提
取; Mnih 等[17] 则利用 CNN 进行特征提取. 无论
采用哪种深度学习模型, 其思想基本一致, 以下以
Atari 游戏系统[17−18] 为例介绍深度学习在状态特

征提取中的作用.
Atari 是一款计算机游戏, 玩家通过计算机屏幕

显示的游戏场景, 决策执行的游戏动作, 获得游戏得
分的变化. 在使用深度学习进行 Atari 游戏的系统
中, 游戏场景以图片的形式输入 CNN 网络, CNN
网络和 Q 网络连接, 游戏动作的决策是最终的输出,
系统结构如图 7 所示. 其中, Q 网络是用于获得系

统预期回报函数的网络. 在这个系统中, 可执行的动
作集合包含有限个游戏动作元素, 而状态集合包含
无限个场景状态元素. 评价网络的输出层节点个数
为可执行的游戏动作个数, 每个节点的输出即在输
入场景下采用该节点所代表动作的预期回报. 系统
选择评价网络输出节点中预期回报最高的节点所代

表的游戏动作执行. Atari 游戏执行了游戏动作后,
更新游戏场景图像并得到一个强化信号.

图 7 使用深度学习进行 Atari 游戏

Fig. 7 Playing Atari with deep learning

整个网络的权重参数根据强化学习的方法进行

训练, 具体的训练方法和技巧不在本文介绍的范围,
这里仅说明其主要思想. 当前时刻的预期回报一方
面是当前时刻来自于游戏的强化信号与下一时刻来

自于网络的最高预期回报之和, 另一方面也是当前
时刻来自于网络的最高预期回报, 二者之间的差距
即整个网络的损失函数, 训练的目标是最小化该损
失函数. 由此, 网络获得了可传递的误差用于网络参
数的训练. 据报道, 该系统在实验中的多个游戏任务
上超越了人类的水平.

2.3 系统参数辨识

系统辨识是现代控制理论的重要研究内容, 它
根据系统输入输出来确定描述系统的模型. 对于复
杂的非线性动态系统, 其模型难以用线性函数或者
根据先验知识建立. 而神经网络具有拟合复杂非线
性函数的能力, 可以用于系统辨识. 但浅层神经网络
在训练中容易受到局部最优等问题的影响, 有时并
不能准确描述动态系统. 深度学习的发展给解决这
一问题带来了启发. 已经有部分研究专注于利用深
度学习的方法进行系统辨识. 由于系统模型由深度
神经网络代替, 系统辨识任务就转变成深度神经网
络的参数优化, 故而称这类任务为系统参数辨识.
使用深度学习进行系统参数辨识的控制系统一

般涉及模型预测控制. 模型预测控制的主要思想是
在每个时刻基于系统当前状态和预测模型, 计算出
系统未来一段时间的最优控制序列, 并执行序列的
首个控制策略. 其中, 预测模型使用深度学习实现.
这类研究中, 直升机动态模型[19] 使用深度 ReLU 网
络模型拟合, 主要思想是利用历史一段时间的数据
预测未来时刻的加速度. 切割机器人[20] 考虑了系统

状态在时间序列上的相关性, 使用 RNN 构建系统
动态模型, 利用历史时间窗的系统状态预测未来时
间窗的系统状态. 车杆摆动系统[21] 使用深度神经网

络拟合系统动态模型, 利用当前时刻的状态和控制
输入预测下一时刻状态与当前时刻状态的差值.
值得一提的是, 在车杆摆动系统中, 深度网络经

过训练能够拟合系统动态模型后, 在输出端引入一
个新的节点代表预期回报函数. 这样, 深度网络同时
表达了系统动态模型和动作评价函数. 如图 8[20] 所

示, st 表示系统在 t 时刻的状态, at 表示系统在 t 时

刻采取的动作, Q(st, at) 表示系统在状态 st 下, 执
行动作 at 所得的预期回报函数. 网络训练思路是,
先忽略输出端的 Q 函数, 采用随机初始化的状态和
任意动作产生一系列 (st, at, st+1 − st) 用于拟合系
统动态模型. 然后忽略输出端的 st+1− st, 按照强化
学习的方法, 每一步执行最优的动作并且根据每一
步产生的回报训练 Q 网络. 这种训练方法基于一个
基本假设, 那就是对于状态预测有效的隐层特征有
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助于预期回报函数的预测. 用深度网络拟合系统动
态模型的步骤相当于对 Q 网络的预训练, 这一步不
需要考虑回报. 实验证明, 经过预训练的 Q 网络能

够比直接使用强化学习训练的 Q 网络更快达到较好

优化水平.

2.4 控制策略计算

在单输出控制系统中, 控制策略指的是单一的
控制量. 而在智能控制系统中, 控制策略除了指单一
控制量之外, 也可以指一串动作或一个决策. 对于
传统的控制器而言, 需要获取给定量和系统输出之
间的差, 从而计算控制策略. 而对于智能控制系统而
言, 控制器获取系统状态进行控制策略计算. 经典的
PID 控制从系统机理出发设计控制器, 而深度神经
网络是一个需要监督信号进行训练的模型. 所以深
度学习在控制策略计算方面的研究也主要集中在有

监督信号的情形.

图 8 进行状态预测和学习 Q 函数的深度网络[20]

Fig. 8 Neural network for learning state prediction and

Q function[20]

此类研究中, 有利用深度学习模型拟合 PID 控
制器的报道[22]. 其主要思想是对于一个线性定常系
统, 首先设计一个能够满足控制要求的 PID 控制器.
然后以 DBN 网络替代 PID 控制器. DBN 网络的
参数由 PID 控制器的输入输出数据训练. 训练后
的 DBN 网络的输入是原来 PID 控制器的输入, 经
过前向计算的网络输出替代原来 PID 的输出作为
控制量. 这项工作虽然没有说明深度学习用于此处
的必要性和优势, 但是却证明了深度学习可以用于
控制策略计算. 有研究比较单层网络、多层网络和
RNN 网络分别用于粗糙地形运动系统[23]. 在这项
研究中, 网络使用状态作为输入, 动作作为输出. 而
训练则采用引导策略搜索法, 需要的监督信号来源
于已有的范例. 网络从已有的成功的运动范例中采
样其状态–动作样本, 用于网络训练. 此研究的实验
结果表明多层网络或 RNN 网络需要更多的训练样
本才能达到比较好的性能, 而随着样本数目的增加,
二者的表现性能都有超越单层网络的趋势. 训练好
的网络对于新的状态输入, 能够通过前向计算给出
需要执行的动作, 即本系统的控制策略. 在运动控制
函数[24] 的研究中, 使用深度网络计算从初始状态到

目标状态的控制指令序列和状态轨迹序列. 其中, 初
始状态和目标状态作为网络的输入, 控制指令序列
和状态轨迹序列作为网络的输出.
比较特别的是, 在运动控制函数的研究中, 输入

数据的维度远小于输出数据的维度. 研究中首先使
用 SAE 对输出数据进行降维. 降维过程中逐层训练
AE 的阶段, 不同于一般的从底层开始逐层训练的方
法, 这项研究从最顶层开始逐层训练 AE. 如图 9 所
示, 高层 AE 训练完后, 其隐层输出作为低层 AE 的
输入, 继续训练低层 AE. SAE 训练完成后, 得到从
低维特征到输出控制和轨迹序列的网络, 这里需要
注意的是此网络取自 SAE 的上半部分. 然后使用神
经网络将系统输入端连接至已经训练好的网络. 最
后使用随机的到达样本对整个网络进行训练, 每个
到达样本包含运动的初始状态、目标状态和从初始

状态到目标状态的轨迹. 训练好的网络对于一个输
入的初始状态和目标状态, 经过前向计算输出控制
指令和运动轨迹序列.

图 9 进行运动控制函数研究的深度网络

Fig. 9 Deep neural network for motor control function

3 深度网络与深度控制

早在深度学习出现之前, 就有学者曾利用多层
神经网络实现一种自适应模糊逻辑控制系统[25]. 从
今天的角度看, 可以称为深度模糊控制网络. 另外,
Saridis 及合作者在研究智能机控制理论的过程中,
曾采用玻尔兹曼机的结构和最小化网络能量的方法

用于智能机的“组织”阶段, 即获取最优任务 (动作)
序列[26−27]. 这些方法、思想和当前的深度学习方法
具有一定的相似性和不同之处. 期望本节的介绍能
够拓宽深度学习在控制领域的研究思路, 激发深度
学习在控制领域的研究灵感.
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3.1 深度模糊控制网络

深度模糊控制网络系统的目标是开发一种基于

模糊逻辑和神经网络实现拟人控制的方法, 该方法
主要针对这样一类系统: 构建数学模型不可行或难
以实行; 熟练操作人员的知识可用于实现控制目的.
因此人类控制涉及的知识表示和知识进化在此系统

中均有体现. 如图 10 所示, 该系统包含 3 类子网络:
SN、RN 和 CN, 分别用于模式识别、模糊推理和控
制合成.

图 10 深度模糊控制网络

Fig. 10 Neuro-fuzzy network

模式识别神经网络实现输入信号的模糊化. 具
体地, 将输入信号通过隶属度函数映射为模糊语义
项的隶属度. 图 10 的示例中, 有两个输入信号, 每个
信号分别对应三个模糊语义项. 此处的模糊语义项
描述了信号模式. 语义项的隶属度在 0到 1之间, 表
示输入信号符合语义项描述的程度. SN 被训练以替
代隶属度函数. 输入信号的模糊化完成后, 语义项及
其隶属度作为输入进入模糊推理神经网络. 该子网
络运用规则集 (知识库) 进行模糊推理. 具体地, 利
用满足输入信号模糊语义项的规则进行推理, 计算
出每条决策规则的耦合强度. 图 10 的示例中, 有九
条决策规则, 每条规则遵循 if-then 的决策模式. 每
条规则对应一个 RN. 对于一个输入信号, 每条规则
的条件只含有其一个模糊语义项. 所以对于图 10 的
示例, 每个 RN 的输入是两个模糊语义项, 分别来源
于两个不同的 SN. 每个 RN 被训练以替代规则集中
的决策规则. RN输出规则的耦合度作为控制合成神
经网络的输入, 此网络利用一系列步骤和控制模糊
语义项的隶属度函数输出最终的控制量. 这些步骤

包括单个规则的推理, 产生模糊控制量和解模糊. 这
些步骤均使用 CN 网络替代完成. SN、RN 和 CN
网络构造完成后, 可以连接成如图 10 所示的深度模
糊控制网络, 在 3 个子网络分别训练的基础上进行
全局训练, 进一步优化控制效果. 深度模糊控制网络
能够实现从采集状态信号到输出控制变量的全过程,
更具体的过程参见文献 [25], 此处不再赘述.

文献 [28]曾试图利用 Memetic 进化计算推广
Neuro-fuzzy 网络, 并将中间节点值抽取出来, 组成
基于规则的决策系统, 通过语言动力学系统进行描
述[29−30], 实现从数计算到词计算之间的转换. 这种
方法可用于“当地简单, 远程复杂”的网络化深度学
习的硬件实现. 能有效结合在线的实时决策与远程
的云计算, 从而低成本地提高系统性能.
通过对以上方法的介绍, 我们可以发现, 此方法

和现在的深度学习方法既有共通之处又有不同特点.
二者从整体上看都是多层神经网络结构, 均是由不
同的神经网络模块组合而成. 二者都可以采用预训
练和全局微调的训练过程. 不同的是, 前者可采用并
行的方式对 3 个子网分别训练, 而后者需采用串行
的方式逐层训练. 前者将人类知识以规则的形式嵌
入网络, 子网训练过程使用了这些规则提供的启发
式信息. 后者在子网训练过程中一般采用自动训练
的方法, 减少人为干预. 对于网络结构和训练结果,
前者可解释其含义, 后者则不可解释. 深度模糊控制
网络最大的特点是包含知识结构, 网络结构融合了
知识表示, 训练学习过程蕴含了知识进化.

3.2 智能机的组织

Saridis 开发了一种分层递阶智能控制方法, 将
智能机的控制分为 3 个阶段: 组织、协调和执行[31].
其中, 组织阶段负责智能机的任务规划, 主要问题
是对期望的动作构建最小化熵的正确任务序列.
Saridis 及合作者利用玻尔兹曼机建立了熵的解析
方法来衡量任务序列的正确性.
玻尔兹曼机的构建方法: 输入节点表示期望的

目标; 输出节点表示为满足目标智能机需要执行的
任务序列; 隐藏节点使得输入和输出节点之间能够
发展复杂的交互. 节点的状态是 1 或 0, 表示任务执
行或不执行. 熵定义成任务序列正确概率的函数, 任
务序列正确概率定义成网络能量的函数, 而网络能
量由节点状态和节点之间的权重计算得到. 在一定
的约束条件下, 网络能量越小, 任务序列的正确概率
越大, 熵越小. 玻尔兹曼机通常使用网络能量作为代
价函数, 通过最小化网络能量找到节点最优状态. 类
似地, 这里以最小化熵为目标, 利用最优化方法, 例
如遗传算法等, 搜索出最优的网络权重, 计算出对应
的节点状态. 从而获得最优节点状态对应的最优任



5期 段艳杰等: 深度学习在控制领域的研究现状与展望 649

务序列.

4 自适应动态规划与平行控制

从深度学习在控制领域的研究现状可以看出,
强化学习方法中的自适应动态规划方法在深度控制

系统的实现中起到重要的作用. 本节主要对自适应
动态规划方法进行介绍, 进而引出其在复杂系统中
的扩展: 平行控制.
为实现最优控制, 自适应动态规划方法和深度

学习的结合是研究深度控制的关键领域. 最优控制
以性能指标最优为目的, 是在上世纪 50 年代起发展
起来的重要控制领域. 其不但在工程控制中具有重
要意义, 在社会经济系统的管理中也有着重要的应
用. 由 Bellman 提出的动态规划方法[32−33] 以倒推

的思想, 求解最优控制的 Bellman 方程:

J∗(x(k)) = min
u(k)

{l(x(k), u(k)) + J∗(x(k + 1))}

(1)

J(x(k)) =
∞∑

i=k

l(x(i), u(i)) (2)

s.t. x(k + 1) = F (x(k), u(k)), k = 0, 1, · · · (3)

需要存储不同状态下的最优性能指标 J∗(x(k)), 进
而通过求解 Bellman 方程 (1) 中的最优性能条件
得到针对任意状态的最优控制. 动态规划方法可
用于求解闭环形式的最优控制, 且广泛地适用于
线性系统、非线性系统、离散系统和连续系统等

各种情况. 然而, 在使用动态规划方法求解复杂
最优控制问题时, 会面临所谓“维数灾难”[33−34],
即, 算法所需存储量和计算量随状态空间的维数
增长而迅速提高. 1977 年, Werbos[35] 首次提出

使用多层神经网络逼近动态规划方法中的性能指

标函数和控制策略以近似地满足 Bellman 方程,
从而时间向前 (Forward-in-time) 获得最优控制和
最优性能指标函数. 近年来, 基于这种自适应动
态规划 (Adaptive dynamic programming, ADP)
思想的研究层出不穷, 但使用的名称不尽相同,
如 Adaptive critic designs、Approximate dynamic
programming、 Asymptotic dynamic program-
ming、Relaxed dynamic programming、Neuro-
dynamic programming、Neural dynamic program-
ming 等, 因其思路相同或相近, 在本文中将统称为
自适应动态规划[36]. 近年来, 自适应动态规划成果
斐然, 学者结合神经网络和强化学习思想实现了对
不确定系统的鲁棒控制[37]、大型系统的分散式控

制[38]、对自适应系统的可持续激励控制[39] 等.

4.1 自适应动态规划的神经网络结构

启发式动态规划 (Heuristic dynamic program-
ming, HDP)[40] 是由Werbos 提出的一种自适应动
态规划近似结构.

如图 11 所示, 在这种自适应动态规划的近似结
构中, 为了近似性能指标函数, 神经网络扮演了重要
的角色. 该结构由模型网络、评价网络和执行网络三
个多层神经网络组成. 模型网络用于近似状态方程
(3). 评价网络根据 Bellman 方程中最优性的满足程
度, 对系统输入的控制信号进行评价, 给出评价信号
即最小化的误差

Ec = |J(k)− l(k)− J(k + 1)|2 (4)

执行网络则根据评价网络的评价信号更新并获得近

似的最优控制, 最小化性能指标对控制的偏导

Ea =
∥∥∥∥
∂l(xk, uk)

∂uk

+
∂J(xk+1)

∂xk+1

∂F (xk, uk)
∂uk

∥∥∥∥ (5)

由此可见, 早期的自适应动态规划研究中已经包含
了深层神经网络的思想. 然而自适应动态规划中的
深层神经网络并未运用预训练等现代深度学习技术,
无法利用未标记数据, 对于过深的结构还不能摆脱
陷入局部收敛的困境.

图 11 自适应动态规划的神经网络结构

Fig. 11 The network structure of adaptive dynamic

programming

4.2 自适应动态规划的迭代型算法

2002 年, Murray 等率先提出了对连续状态方
程的自适应动态规划迭代型算法[41]. 迭代型 ADP
依然可以使用神经网络近似性能指标函数, 在每次
迭代中都更新现有的最优性能指标及最优控制律.
迭代型 ADP 最显著的优势是从理论上可以证明迭
代算法的稳定性和收敛性, 是自适应动态规划研究
中的重大进展. 目前主要有值迭代ADP 和策略迭代
ADP 两类算法.
依然以离散系统为例, 值迭代自适应动态规划

方法[42−44] 首先以 J∗0 (xk) = 0 作为最优性能指标函
数的初值. 对每次迭代 i = 0, 1, · · · , 求解迭代的近
似最优控制

ui(xk) = arg min
uk

{l(xk, uk) + J∗i (xk+1)} (6)
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随后求得迭代的近似最优性能指标函数

J∗i+1(xk) = l(xk, ui(xk)) + J∗i (F (xk, ui(xk))) (7)

Wei 等[45] 给出了不同初值情况下的值迭代ADP 的
收敛性证明.
策略迭代自适应动态规划方法多数讨论连续系

统[41, 46−48]. 对于离散系统, Liu 等[49] 提出一种策略

迭代 ADP 并分析了该算法的稳定性和收敛性. 策
略迭代 ADP 初始于一个给定的容许控制律 u0(xk).
对每次迭代 i = 0, 1, · · · , 求解近似的最优性能指标
函数 Vi 以满足

J∗i (xk) = l(xk, ui(xk)) + J∗i (F (xk, ui(xk))) (8)

随后求得迭代的近似最优控制

ui+1(xk) = arg min
uk

{l(xk, uk) + J∗i (xk+1)} (9)

4.3 平行控制

平行控制[50] 是一种反馈控制, 是 ACP (Artifi-
cial societies, Computational experiments, Paral-
lel execution) 方法[51−55] 在控制领域的具体应用,
其核心是利用人工系统进行建模和表示, 通过计算
实验进行分析和评估, 最后以平行执行实现对复杂
系统的控制. 平行控制是自适应控制的自然扩展, 在
图 11 中, 被控对象往往并无自主行为的能力, 使用
神经网络模型可以得到近似的微分方程或差分方程

以描述系统状态变化. 在控制包含具有自主行为代
理的复杂系统时, 无法使用状态方程近似被控对象
状态对控制输入的变化. 控制与管理、试验与评估、
学习与培训代替了经典控制系统中单一的控制变量,
复杂的人工系统则代替了被控对象的模型网络, 如
图 12[50] 所示.

图 12 平行控制系统[50]

Fig. 12 Parallel control systems[50]

神经网络在平行控制中依然扮演重要的角色.
一方面, 尽管无法使用神经网络模型近似系统状态
方程 (3), 我们却可以使用神经网络模型近似剥离了

代理模型自主行为的方程

x(k + 1) = F (x(k), u(k), u1(k), · · · , un(k)) (10)

其中 u1, · · · , un 为代理 1, · · · , n 的主动行为, 通过
在实际系统中充分激励代理行为和系统控制, 可获
得方程 (10) 的近似. 另一方面, 自适应动态规划中
通过迭代求解的近似最优性能指标, 在平行控制中
则拓展为以计算实验和涌现观测获得的性能指标估

计, 在对控制策略的评估中, 评价网络依然可以作为
这一性能指标估计的近似手段.
平行控制是自适应控制方法在复杂系统中

的扩展, 以自适应动态规划和基于代理的控制
(Agent-based control, ABC) 作为主要计算方法,
已经成功应用于社会计算[56−58]、智能交通[59−60]、

健康[61−62]等领域.

5 总结与展望

本文首先概述了当前较为公认的四种深度学习

基本模型, 在此基础上, 对深度学习在控制领域的研
究现状进行分类描述. 为打破深度学习在控制领域
的研究局限, 对深度学习概念出现之前的深度控制
相关研究进行介绍. 对当前和深度控制联系十分紧
密的自适应动态规划方法的神经网络结构以及算法

进行了详细描述, 并对其在复杂系统中的扩展平行
控制的概念进行了介绍. 以下针对深度学习在控制
领域的研究现状进行总结. 由于在特征提取以及模
型拟合等方面显示出的潜力和优势, 深度学习已经
被用于控制领域的相关研究, 并且在一些控制系统
中表现出了较好的性能. 但是, 从上文的研究现状可
以看出, 深度学习主要在涉及视觉的控制系统中具
有应用的优势. 对于控制目标识别, 其识别的对象是
图片中物体的种类和姿态. 对于状态特征提取, 其提
取的是场景图片的抽象特征. 对于系统参数辨识, 其
本质也是从系统状态中提取特征, 然后拟合特征和
输出之间的关系. 对于控制策略计算, 虽然有直接拟
合 PID 控制器的研究, 但是没有体现出深度学习的
优势甚至引入的必要. 输出控制策略的深度网络需
要从已有的范例中学习如何计算控制策略, 网络对
系统的控制性能在很大程度上会受训练范例的影响,
不能估计其对系统出现的新情况的控制效果. 综上,
目前深度学习在控制领域的研究虽然已有以上介绍

的一些实例, 但是相关研究的报道仍然相对较少, 研
究的广度和深度都略显不足.
虽然深度学习在控制领域的研究存在一些问

题, 不可否认的是, 深度学习在控制领域的研究前
景仍然十分广阔. 就在本文投稿后一个月, 谷歌在
Nature 上发表了利用深度神经网络和树搜索方法

进行围棋博弈的论文[63], 其围棋程序 AlphaGo 在
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随后进行的人机围棋比赛中以 4:1 的战绩打败了专
业围棋选手. 这无疑给深度学习在控制领域的研究
带来新的动力和想象力. 以下对未来值得研究的内
容进行展望.

5.1 仿人感知与控制

深度学习之所以受到重视, 最早是其在语音识
别和图像识别方面取得的重大突破. 而语音和图像
识别的目的是能够达到人对语音和图像的识别水平,
所以深度学习从本质上讲是模拟人的听觉和视觉.
听觉和视觉是人感知世界的能力. 对于控制来讲, 例
如机器人的机械手抓取控制系统的目的是能够达到

人对物体抓取的速度和精度, 所以深度学习是否能
够模拟人的运动控制系统是其用于控制领域的关键

问题. 模拟系统以及实现该系统的硬件都是值得研
究的问题. 深度学习需要监督信号才能训练出有效
的模型. 引导策略搜索法是一种利用已经观察到的
范例样本训练网络的方法. 引导策略搜索方法中, 对
某些控制系统例如机器人行走, 人的行走模式可以
当作训练中的范例样本. 所以对于智能控制领域的
问题, 如何充分利用人的智能这一资源是十分有意
义的. 而深度学习具有表达人类某些智能的潜力, 所
以挖掘深度学习对于仿人型机器人等系统中存在的

智能控制问题具有十分重要的意义.

5.2 无人系统

自动控制领域的研究使得无人系统的软硬件研

究得到了快速发展, 例如无人机 (Unmanned aevial
vehicle, UAV)、无人驾驶车等. 对于这类复杂的无
人系统, 它们的动态模型一般具有复杂非线性的特
点, 利用传统的建模方法较难表示其动态特性. 而深
度学习擅长对复杂非线性系统进行建模, 所以深度
学习对这类无人系统的建模是值得进一步研究的问

题. 无人系统需要尽量减少人的参与或者没有人的
参与, 深度学习自动学习状态特征的能力使得深度
学习在无人系统的研究中具有先天的优势. 如何充
分利用和发挥深度学习在无人系统中的优势并发展

深度学习在环的无人系统控制是下一步研究的方向.

5.3 强化自适应控制

强化学习模拟人对世界认知的过程, 利用从外
界反馈的回报信号和接收或采集的环境状态不断调

整系统参数, 改变控制策略, 达到自适应控制的效
果. 对于环境状态维度较高的情况, 例如视觉环境,
深度学习能够自动提取识别状态特征, 为强化学习
提供源数据. 深度学习与强化学习的结合能够使感
知环境和系统控制无缝连接, 其所在的系统能够自
动感知不确定的环境状态并完成自适应控制. 这样
的系统值得进一步研究.

5.4 复杂系统

平行控制针对复杂系统, 以大数据和 ACP 方法
为基础, 采用人工系统作为建模工具, 通过虚实互动
的平行执行方式来完成任务. 平行控制是一种数据
驱动的计算控制方法, 与深度学习有天然的契合. 平
行控制作为自适应动态规划在复杂系统的自然扩展,
鉴于自适应动态规划在深度控制系统发挥的重要作

用, 平行控制与深度学习的结合为解决复杂系统的
管理与控制问题提供了重要的解决思路.

5.5 控制性能评估

最后, 我们应该看到深度学习用于控制系统中
的理论研究仍然欠缺. 目前没有理论能够评估使用
了深度学习的控制系统的稳、准、快等性能. 虽然
深度学习在控制系统中能够表现出一定的控制效果,
但是仅仅通过试错等方式不能保证控制性能. 这方
面理论上的欠缺有可能阻碍深度学习在控制系统中

的研究发展. 所以理论方面的研究也是一个非常值
得注意的方向.
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