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基于学习的鲁棒自适应评判控制研究进展

王 鼎 1, 2

摘 要 在作为人工智能核心技术的机器学习领域, 强化学习是一类强调机器在与环境的交互过程中进行学习的方法, 其重

要分支之一的自适应评判技术与动态规划及最优化设计密切相关. 为了有效地求解复杂动态系统的优化控制问题, 结合自适

应评判, 动态规划和人工神经网络产生的自适应动态规划方法已经得到广泛关注, 特别在考虑不确定因素和外部扰动时的鲁

棒自适应评判控制方面取得了很大进展, 并被认为是构建智能学习系统和实现真正类脑智能的必要途径. 本文对基于智能学

习的鲁棒自适应评判控制理论与主要方法进行梳理, 包括自学习鲁棒镇定, 自适应轨迹跟踪, 事件驱动鲁棒控制, 以及自适应

H∞ 控制设计等, 并涵盖关于自适应评判系统稳定性、收敛性、最优性以及鲁棒性的分析. 同时, 结合人工智能、大数据、深度

学习和知识自动化等新技术, 也对鲁棒自适应评判控制的发展前景进行探讨.
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Research Progress on Learning-based Robust Adaptive Critic Control

WANG Ding1, 2

Abstract In the machine learning field, the core technique of artificial intelligence, reinforcement learning is a class of

strategies focusing on learning during the interaction process between machine and environment. As an important branch

of reinforcement learning, the adaptive critic technique is closely related to dynamic programming and optimization design.

In order to effectively solve optimal control problems of complex dynamical systems, the adaptive dynamic programming

approach was proposed by combining adaptive critic, dynamic programming with artificial neural networks and has been

attracted extensive attention. Particularly, great progress has been obtained on robust adaptive critic control design with

uncertainties and disturbances. Now, it has been regarded as a necessary outlet to construct intelligent learning systems

and achieve true brain-like intelligence. This paper presents a comprehensive survey on the learning-based robust adaptive

critic control theory and methods, including self-learning robust stabilization, adaptive trajectory tracking, event-driven

robust control, and adaptive H∞ control design. Therein, it covers a general analysis for adaptive critic systems in terms of

stability, convergence, optimality, and robustness. In addition, considering novel techniques such as artificial intelligence,

big data, deep learning, and knowledge automation, it also discusses future prospects of robust adaptive critic control.
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人工智能的发展规划已经上升到国家战略层面,
成为建设科技强国和引领未来的重要技术. 备受瞩
目的 AlphaGo[1] 就是人工智能和深度学习技术[2−3]

相结合的产物, 其中, 局势评估与落棋位置选择是
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AlphaGo 取得成功的关键环节. 人工神经网络[4] 的

深度学习能力, 树搜索以及强化学习技术[5] 三者的

融合, 确保程序运行中评估的准确性和决策的最优
性. 最近, 新版程序 AlphaGo Zero[6] 的出现更被认

为是深度强化学习技术的运用典范.
机器学习是人工智能的核心技术, 它是使计算

机具有智能的根本途径. 作为机器学习领域的重要
分支, 强化学习关注机器在与环境的交互中进行智
能学习. 它研究智能体如何在环境中采取行动, 以
最大限度地增加累计奖励或尽量减少惩罚, 其中涉
及到最优化思想. 事实上, 对于模仿自然和设计自
动控制系统的兴趣, 促使人们利用有限资源实现所
需的最优性能, 从而使得控制系统达到一定意义下
的最优效果. 动态规划是一种求解最优化问题的有
效计算技术, 通过倒序搜索并利用最优性原理得到
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最优策略[7−8]. 然而, 状态和控制维数增大时导致
的 “维数灾” 问题[7], 对于动态系统模型的依赖和
倒序搜索与实时控制的矛盾, 极大地限制了该方法
的应用范围. 虽然如此, 动态规划与强化学习却是
密切相关的, 并为理解强化学习思想提供了必要的
基础. 在强化学习的众多算法中, 有一类自适应评
判方法, 它以执行 –评判结构为基本框架, 执行组
件产生控制行为 (或控制律), 评判组件评估该控制
行为的价值. 自适应评判, 动态规划和神经网络相
结合, 产生了用于求得近似最优解的自适应/近似动
态规划 (Adaptive/approximate dynamic program-
ming, ADP) 方法. 该方法由Werbos 博士首先提
出[9−11], 其核心思想是基于自适应评判的优化, 并
被认为是实现真正类脑智能的必要途径[11]. 它的基
本结构中有三个组成部分, 即评判模块、模型模块和
执行模块, 通常都通过神经网络来实现, 分别执行评
估、预测和决策的功能[12−14]. 应当指出, 同神经网
络一样, 模糊逻辑也可以用来提供智能学习能力. 在
ADP 方法体系中, 自适应评判融合强化学习提供学
习机制, 动态规划蕴含最优性原理提供理论基础, 神
经网络作为函数逼近器提供实现手段. 特别地, 它
是一种基于数据驱动的方法, 具有在线学习与正序
求解的能力. 在人工智能、类脑智能、大数据、云计
算、物联网等新技术不断涌现的背景下, 具有强大自
学习能力的 ADP, 符合知识自动化的潮流, 已经成
为一种极有发展前景的智能优化技术.
利用 ADP 方法进行智能优化决策的基础是最

优控制设计. 关于线性系统的最优调节器设计, 在
控制理论和控制工程界已经有很多成熟的方法. 然
而, 对于一般的非线性系统, 获得 Hamilton-Jacobi-
Bellman (HJB) 方程的解析解并不是一件容易的事
情. 此类系统的最优控制设计相当困难, 但是却相当
重要, 因此引起了人们的广泛重视. 其中, 逐次逼近
法[15−17] 通过寻找 HJB 方程的近似解来克服这一
困难, 并与 ADP 方法密切相关. 简单来说, ADP 是
一种基于智能学习思想的新兴方法, 可以为复杂动
态系统提供有效的优化控制解决方案[9−17]. 在过去
的二十年中, ADP 在求解离散时间和连续时间系统
的自适应最优控制问题中得到了广泛的应用, 例如
文献 [18−33]. 近年来的综述文献和学术专著, 如文
献 [34−42], 在理论、设计、分析和应用等层面对该
领域的研究工作进行了总结. 如今, 基于数据驱动的
控制设计已经成为控制理论和控制工程领域的研究

热点[43−44], ADP 能够促进基于数据的决策与优化
控制研究, 并有利于人工智能和计算智能技术的发
展.
在有关 ADP 方法的现有结果中, 大多数是在

不考虑被控对象不确定性的前提下得到的. 但是, 实

际中的控制系统总是受着模型不确定性, 外界扰动
或其他变化的影响. 我们在控制器设计过程中必须
考虑这些因素, 以避免闭环系统性能的恶化, 提高
被控系统的鲁棒性能. 关于不确定系统的鲁棒控制
问题, 控制学者们已经取得了很多研究成果, 如文献
[45−50] 和其中的参考文献. 在文献 [49−50] 中, 作
者通过设计标称系统的最优控制器处理鲁棒控制问

题. 这是在两种控制问题之间建立有效联系的一项
重要结果, 但是并没有给出详细的设计步骤, 也很
难处理一般的非线性系统. 文献 [51−52] 提出基于
HJB 方程的非线性系统鲁棒控制器设计方法, 但是
求解过程是离线进行的, 而且没有充分讨论闭环系
统的稳定性.
近几年来, 利用自适应评判思想进行鲁棒控制

设计逐渐成为 ADP 领域的研究热点之一, 有很多
方法陆续被提出, 这里统称为鲁棒自适应评判控制
(Robust adaptive critic control). 一种基本的做法
是进行问题转换, 以建立鲁棒性和最优性之间的密
切关系[53−62]. 在这些文献中, 闭环系统一般满足最
终一致有界稳定. 这些结果充分表明, ADP 方法适
用于不确定环境下的复杂非线性系统鲁棒控制设计.
由于以前的许多 ADP 文献并不关注控制器的鲁棒
性能, 鲁棒自适应评判控制的出现, 极大地扩大了
ADP 方法的使用范围. 随后, 考虑到在处理系统不
确定项方面的共性, 结合ADP 和滑模控制技术的自
学习优化方法, 为鲁棒自适应评判控制提供了一个
新的研究方向[63]. 另外, 鲁棒 ADP 方法[64−68], 是
该领域的又一重要成果. 文献 [65] 给出了线性和非
线性系统鲁棒 ADP 方法的研究综述. 值得一提的
是, 鲁棒 ADP 方法在电力系统中的应用受到了特
别关注[64−68]. 一般而言, 基于鲁棒 ADP 的控制器
不仅能够镇定原始的不确定系统, 而且使得系统在
不含有动态不确定性的情况下也能达到最优. 总之,
鲁棒自适应评判控制, 包含了关于系统稳定性、收敛
性、最优性、鲁棒性的讨论, 在不确定环境下复杂系
统的智能学习控制领域扮演着重要角色. 本文从一
般的自适应评判设计引入主题, 以解决不确定环境
下的鲁棒镇定问题为出发点, 着重分析鲁棒自适应
评判控制设计的主要方法, 并探讨相关领域的发展
趋势.
在本文中, R 代表所有实数集. Rn 表示由所有

n-维实向量组成的欧氏空间. Rn×m 是所有 n ×m

实矩阵组成的空间. ‖·‖表示在Rn 上的向量范数或

者在Rn×m 上的矩阵范数. In 代表 n× n 维单位矩

阵. λmax(·) 和 λmin(·) 分别表示矩阵的最大和最小
特征值. diag{a1, a2, · · · , an} 表示由各元素构成的
对角矩阵. 令Ω是Rn 的一个紧集, 而Ωu 是Rm 的

一个紧集, 并且A(Ω)是Ω上所有容许控制律 (定义
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见文献 [16−17, 22, 28]) 的集合. ρ 是效用函数中对

应于不确定项的参数. L2[0,∞) 表示函数空间, 其
中元素的 Lebesgue 积分有界. % 是 L2-增益性能水
平. i 是策略学习算法中的迭代指标, j 是事件触发

机制下的采样时刻. N={0, 1, 2, · · · } 表示所有非负
整数的集合. “T” 代表转置操作且 ∇(·) := ∂(·)/∂x

是梯度操作符.

1 基于学习的自适应评判控制设计

本部分包括基本的问题描述与设计思路, 神经
网络实现与系统稳定性分析, 以及关于改进自适应
评判学习机制的讨论.

1.1 问题描述与设计思路

考虑一类控制输入具有仿射形式的连续时间非

线性系统

ẋ(t) = f(x(t)) + g(x(t))u(t) (1)

其中, x(t) ∈ Ω ⊂ Rn 是状态向量, u(t) ∈ Ωu ⊂ Rm

是控制向量. 系统函数 f(·)和 g(·)可微且 f(0) = 0.
令在 t = 0 时的初始状态为 x(0) = x0, 且 x = 0 是
被控系统的一个平衡点. 假设系统函数 f(x) 在属于
Rn 并且包含原点的集合 Ω 上是 Lipschitz 连续的.
一般地, 我们假设非线性动态系统 (1) 能控.

针对有限时域上的无折扣最优控制问题, 令

U(x(t), u(t)) = Q(x(t)) + uT(t)Ru(t) (2)

表示效用函数, 其中 Q(x) ≥ 0 为标量函数, R =
RT > 0 为m-维方阵, 并且定义代价函数为

J(x(t), u(t)) =
∫ ∞

t

U(x(τ), u(τ))dτ (3)

为了描述简洁, 文中的代价函数 J(x(t), u(t)) 可被
写成 J(x(t)) 或 J(x). 我们通常关心的代价函数是
从 t = 0 开始, 因此记做 J(x(0)) = J(x0). 如果考
虑含有折扣因子 γ (γ ≥ 0) 的情形, 代价函数通常为

J(x(t), u) =
∫ ∞

t

e−γ(τ−t)U(x(τ), u(τ))dτ (4)

这里的指数折扣项 e−γ(τ−t) 与研究离散时间系统最

优控制时常用的折扣因子 (如文献 [18]) 有着类似的
功能.
在最优控制问题中, 我们通过设计最优反馈控

制律 u(x), 使得代价函数 (3) 达到最小. 对于任意
一个容许控制律 u(x) ∈ A(Ω), 若代价函数 (3) 连续
可微, 则非线性 Lyapunov 方程为

0 = U(x, u(x)) + (∇J(x))T[f(x) + g(x)u(x)] (5)

且 J(0) = 0. 如果考虑折扣因子的影响, 该方程变
为

0 = U(x, u)− γJ(x) + (∇J(x))T(f + gu) (6)

定义系统 (1) 的 Hamiltonian 为

H(x, u(x),∇J(x)) = U(x, u(x))+

(∇J(x))T[f(x) + g(x)u(x)] (7)

利用 Bellman 最优性原理, 最优代价函数

J∗(x) = min
u∈A(Ω)

∫ ∞

t

U(x(τ), u(τ))dτ (8)

满足 HJB 方程minu∈A(Ω) H(x, u(x),∇J∗(x)) = 0.
基于最优控制理论, 最优状态反馈控制律为

u∗(x) = −1
2
R−1gT(x)∇J∗(x) (9)

使用最优控制表达式 (9), HJB 方程转化为如下形
式

0 = U(x, u∗(x)) + (∇J∗(x))T[f(x) + g(x)u∗(x)] =

H(x, u∗(x),∇J∗(x)) (10)

其中, J∗(0) = 0. 需要指出, 为了简洁与一致, 本文
对于效用函数 U , 代价函数 J , 以及 Hamiltonian 函
数 H 等符号的使用, 针对不同问题不做明显区分,
具体意义在相应的问题描述中可以得知.
如果已知最优代价函数的值, 最优控制律就可

以直接求得, 也就是说方程 (10) 是可解的. 然而, 实
际情况并非如此. 因为很难得到连续时间 HJB 方程
(10) 的解析解, 所以获取一般非线性系统的最优控
制律 (9) 并不容易. 这就激发人们进行迭代算法的
研究, 如提出经典的策略迭代. 首先, 构造代价函数
序列 {J (i)(x)} 和控制序列 {u(i)(x)}, 然后, 从一个
初始容许控制律开始进行逐次迭代. 策略迭代算法
包括基于式 (5) 的策略评估和基于式 (9) 的策略更
新[5], 而且能够最终收敛到最优代价函数和最优控
制律,即当 i →∞时, J (i)(x) → J∗(x)且 u(i)(x) →
u∗(x). 这种收敛性证明已经在文献 [17] 和里面的参
考文献中给出. 尽管如此, 得到 Lyapunov 方程的精
确解仍然是困难的. 于是, 人们提出一类近似方法来
克服这一难题[34−39, 41−42]. 这就促使基于 ADP 方
法的神经控制设计的产生与发展. 除此之外, 上述迭
代过程往往依赖系统的动态信息 f(x) 和 g(x). 事
实上, 近年来出现的一些方法已经放松了这一要求,
如积分策略迭代算法[28]、神经网络辨识方法[55] 和

探测信号方法[66], 而且关于这一主题的研究还在进
一步深入. 这也符合数据驱动控制与学习系统设计
的发展趋势.



1034 自 动 化 学 报 45卷

1.2 神经网络实现与稳定性分析

在自适应评判设计中, 往往需要构建不同类型
的神经网络. 虽然具体实施过程中可能涉及多种模
块, 比如模型网络[18] 和执行网络[18, 22], 但是, 评判
网络是最重要的模块. 不同的模块配置反映控制器
设计者的不同目标. 其中, 具有单一评判网络结构的
处理方法, 主要强调设计过程的简易性[53, 56].

在神经网络实现中, 我们考虑通用逼近性质, 将
最优代价函数 J∗(x) 在紧集 Ω 上表示为

J∗(x) = ωT
c σc(x) + εc(x) (11)

其中, ωc ∈ Rlc 是理想的权值向量, lc 是隐含层神经

元个数, σc(x) ∈ Rlc 是激活函数, εc(x) ∈ R是重构
误差. 对于一般的非线性情形, 理想权值向量 ωc 和

重构误差 εc 是未知的, 但均有界. 易知, 最优代价函
数的梯度是 ∇J∗(x) = (∇σc(x))Tωc + ∇εc(x). 由
于理想权值是未知的, 我们构建一个评判神经网络

Ĵ∗(x) = ω̂T
c σc(x) (12)

来逼近最优代价函数, 其中 ω̂c ∈ Rlc 表示估

计的权值向量. 类似地, 梯度向量为 ∇Ĵ∗(x) =
(∇σc(x))Tω̂c.
需要指出的是, 评判网络的具体结构往往通过

实验选择, 并根据工程经验和直觉确定, 需要在控制
精度和计算复杂度之间进行权衡[17].

考虑反馈表达式 (9) 和神经网络表达式 (11),
最优控制律可以写成与权值相关的形式

u∗(x)=−1
2
R−1gT(x)

[
(∇σc(x))Tωc+∇εc(x)

]
(13)

利用评判网络 (12), 近似的最优反馈控制函数为

û∗(x) = −1
2
R−1gT(x)(∇σc(x))Tω̂c (14)

基于神经网络描述, 近似的 Hamiltonian 为

Ĥ(x, û∗(x),∇Ĵ∗(x)) = U(x, û∗(x))+

ω̂T
c ∇σc(x)[f(x) + g(x)û∗(x)] (15)

根 据 式 (10) 和 式 (15) 定 义 误 差 量 ec =
Ĥ(x,∇Ĵ∗(x)) − H(x,∇J∗(x)), 也 即 ec =
Ĥ(x, û∗(x),∇Ĵ∗(x)) 成立. 为了训练评判网络使
得目标函数 Ec = 0.5e2

c 最小化, 一般采用经典的梯
度下降法:

˙̂ωc = −αc

(
∂Ec

∂ω̂c

)
(16)

来调整权值向量, 其中, 常数 αc > 0 是学习率标量.
这里, 通常会引入一个与 lc-维向量 φ = ∂ec/∂ω̂c 相

关的归一化正项, 以改善学习效果. 在引入折扣因子
时, 会出现一个与之相关的项 −γσc(x), 从而影响梯
度下降法的学习过程. 进一步地, 定义理想权值与其
估计值之间的误差为 ω̃c = ωc − ω̂c, 则有 ˙̃ωc = − ˙̂ωc,
由此展开可以得到评判网络的权值误差动态.

在自适应评判设计中, 我们旨在确定评判网络
的权值参数以近似最优的代价函数. 正如传统自适
应控制的要求[46], 在自适应评判控制中, 也需要满
足一定的持续激励条件. 进而, 根据文献 [22], 如果
近似最优控制律由式 (14) 给出, 同时评判网络的权
值按照式 (16) 进行训练, 则闭环系统状态向量和评
判网络权值误差都将最终一致有界稳定. 进一步地,
可以得到: 近似最优控制律 û∗(x) 能够收敛到其最
优值 u∗(x) 的一个小邻域内, 而且这个邻域可以通
过设定相关参数 (如评判网络学习率) 使其任意小.

1.3 改进评判网络学习准则

传统的自适应评判控制设计常常依赖初始稳定

控制律. 但是, 在实际控制工程中, 往往难以获得初
始稳定控制律[22, 55, 66−67], 这在一定程度上缩小了
ADP 方法的应用范围. 一般来说, 需要通过试错的
办法, 选择一个初始的权值向量来创建一个初始的
稳定控制, 然后开始训练过程. 否则, 一个不稳定的
控制律可能导致闭环系统不稳定. 这激励人们努力
放宽对于初始条件的限制[26, 54, 69−71]. 这一重要思
想来源于文献 [69], 它采用分段函数来减少初始条
件和检测稳定性, 但理论证明比较复杂. 于是, 我
们针对传统的自适应评判框架, 增加一个额外的强
化模块, 以改进评判网络学习准则, 实现在线优化
调节, 同时能够简化理论分析[58, 72−73]. 在具体的神
经网络实施过程中, 通过选取合适形式的 Lyapunov
函数 Js(x), 例如 Js(x) = 0.5xTx, 可以有助于自适
应评判系统学习性能的提高[58, 72−73]. 文献 [73] 已
经证明在改进学习规则下的闭环系统稳定性.

基于学习的自适应评判控制结构图如图 1 所示,
其中, 实线表示信号流线, 虚线表示神经网络反向传
播路径, 而神经网络的学习准则是关键设计模块.

图 1 基于学习的自适应评判控制结构图

Fig. 1 Structure of learning-based adaptive critic control
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在下面的几个部分中, 我们将面向动态系统的
不确定因素, 以自适应评判思想为基础, 阐述基于智
能学习的鲁棒自适应评判控制设计近些年来的主要

成果, 包括自学习鲁棒镇定, 自适应轨迹跟踪, 事件
驱动鲁棒控制, 以及自适应 H∞ 控制设计等.

2 鲁棒自适应评判控制设计

这里介绍不确定环境下非线性系统自学习鲁

棒控制设计的主要方法, 包括基于最小二乘的问
题转换方法[51−52], 基于自适应评判的问题转化方
法[53−60], 基于数据的问题转换方法[61−62], 组合滑模
控制方法[63] 和鲁棒 ADP 方法[64−68]. 在文献 [53]
中, 针对具有匹配不确定项的连续时间非线性系统,
作者提出一种新颖的策略迭代算法实现自学习鲁棒

镇定. 随后, 该方法被推广应用于处理具有未知动
态[55] 和输入约束[56] 非线性系统的鲁棒控制问题.
值得一提的是, 针对离散时间非线性系统, 文献 [57]
也给出了鲁棒自适应评判控制设计的初步成果. 为
了改善评判神经网络的学习规则, 文献 [58] 建立了
实现非线性系统自适应优化控制的改进方法, 并进
一步研究了非线性系统的鲁棒镇定问题. 此外, 文献
[59] 还研究了具有非匹配形式不确定项的非线性系
统鲁棒控制问题.随后,文献 [60]扩展文献 [54]中的
方法, 研究同时含有匹配不确定项和外部扰动的鲁
棒控制设计. 另外, 为了讨论鲁棒控制器的最优性,
文献 [61] 建立新颖的匹配非线性系统数据驱动鲁棒
最优控制方法. 通过积分强化学习, 文献 [62] 研究
了一类具有控制约束未知非线性系统的鲁棒自适应

控制.
从研究对象来看, 针对特殊匹配形式不确

定系统的自学习鲁棒镇定是设计基础, 而文献
[51−52, 59, 65−68] 研究了具有非匹配不确定项的
自适应鲁棒控制设计. 最近, 针对具有一般形式不确
定项的非线性系统, 文献 [74] 提出基于改进学习规
则的鲁棒自适应评判控制方案, 而文献 [75] 从问题
转化的角度进行神经网络控制设计, 研究对象逐渐
广义化.
如果在动态系统 (1) 中引入不确定项, 我们就

必须关注所设计控制器的鲁棒性. 考虑一类含有不
确定项的连续时间非线性系统

ẋ(t) = f(x(t)) + g(x(t))[u(t) + d(x(t))] (17)

其中, 表达式 g(x)d(x) 反映了一种和控制矩阵匹配
的动态不确定项. 通常假设 d(0) = 0, 以保持 x = 0
是被控系统的平衡点. 又假设表达式 d(x) 是有界
的, 即 ‖d(x)‖ ≤ dM(x), 这里 dM(x) 是一个已知函
数且满足 dM(0) = 0.
考虑不确定非线性系统 (17), 为了解决鲁棒镇

定问题,需要设计一个控制律 u(x), 使得闭环系统在
考虑不确定性的情况下稳定. 引入一个正数 ρ 并且

指定 Q(x) = ρd2
M(x), 鲁棒镇定问题能够通过设计

系统 (1) 的最优控制器进行求解. 这里, 代价函数仍
然为式 (3) 的形式, 但是效用函数取为

U(x(t), u(t)) = ρd2
M(x(t)) + uT(t)Ru(t) (18)

值得注意的是, 即使采用改进的效用函数, 最优控制
函数却保持不变. 考虑系统 (1) 和基于改进效用函
数 (18) 的代价函数 (3), Hamiltonian 变为

H(x, u(x),∇J(x)) = ρd2
M(x) + uT(x)Ru(x)+

(∇J(x))T[f(x)+g(x)u(x)] (19)

基于改进的效用函数 (18), 并再次使用最优控制律
(9), 得到改进的最优控制问题的 HJB 方程为

0 = ρd2
M(x) + (∇J∗(x))Tf(x)−

1
4
(∇J∗(x))Tg(x)R−1gT(x)∇J∗(x) (20)

且有 J∗(0) = 0.
文献 [53] 和 [58] 分别给出了应用近似最优控制

律 (14) 时, 被控对象标称部分 (1) 和原始不确定系
统 (17) 的最终一致有界稳定性. 应该特别注意的是,
在使用近似最优控制律时, 得到闭环系统最终一致
有界稳定[58], 这不同于采用精确最优控制律时的渐
近稳定结论[53]. 此外, 文献 [54−55, 61] 也讨论了鲁
棒控制器的最优性. 这是通过给系统 (1) 的最优反
馈控制律 (9) 增加适当的反馈增益 π 和定义特殊的

代价函数得到的, 其中, 引入反馈增益后的控制律为

ū(x) = πu∗(x) = −1
2
πR−1gT(x)∇J∗(x) (21)

关于反馈增益的取值对于闭环系统稳定性的影响,
已在文献 [54−55, 61] 中给出. 总的来说, 我们应该
设计标称系统的最优控制律, 然后实现原始系统的
鲁棒镇定, 也就是说, 可以利用自适应评判思想和神
经网络技术来设计有效的鲁棒最优控制器.
为了减少对于系统模型的依赖, 积分策略迭

代算法[32] 也被用来求解基于 ADP 的鲁棒控制问
题[61−62]. 为此, 我们考虑引入受限探测信号 ϑ(t) 的
非线性系统, 如下所示

ẋ(t) = f(x(t)) + g(x(t))[u(t) + ϑ(t)] (22)

在线积分策略迭代算法从 i = 0 开始进行, 并且在每
一步迭代中同时求解 {J (i)(x), u(i)(x)}. 由于在积分
方程中没有出现 f(x) 和 g(x), 因此建立了不需要动
态模型的数据驱动策略学习方法.
在文献 [63] 中, 具有混合结构的滑模控制器的

表达式为 u = ua + us, 其中, 前一部分 ua 是基于
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ADP 的控制律, 用来镇定滑模动态并且保证次优性
能, 而后者 us 是不连续控制策略, 设计目的是减小
干扰的影响和保证滑模面的可达性. 该方法融合了
滑模控制的思想, 并扩展了文献 [53, 55−56, 59−60]
中的结果.
鲁棒 ADP 方法[64−68] 是对于具有不确定项的

线性和非线性系统经典ADP 方法的重要延伸, 它综
合了现代非线性控制理论的几种工具, 如鲁棒再设
计和反推技术以及非线性小增益定理[76] 等关键策

略. 文献 [66] 考虑如下形式的一类非线性系统

ς̇ = δς(ς, x) (23a)

ẋ = f(x) + g(x)[u + δ(ς, x)] (23b)

其中, ς 是状态变量的不可测部分, δς 和 δ 是未知局

部 Lipschitz 函数. 这里的设计目标是找到一个在线
控制律来镇定原始不确定系统, 并且在不考虑动态
不确定因素时 (即 δ = 0 且没有 ς-子系统), 使其成
为最小化标称系统代价函数的最优控制律. 这里, 鲁
棒性是针对不确定系统的, 而最优性则是针对标称
系统讨论的. 此外, 这种方法也扩展到了具有非匹配
动态不确定项的非线性系统[66] 和大规模的复杂系

统[67−68]. 文献 [67] 和 [68] 分别研究分散大规模系
统最优控制和关联系统输出反馈控制问题, 这也使
得鲁棒 ADP 技术更加完善.

3 自学习鲁棒跟踪控制设计

自适应评判技术在最优调节器设计中取得了

重要进展之外, 也常常应用于非线性系统的轨迹
跟踪控制问题. 以往的很多成果主要是针对确定
系统的跟踪控制设计, 没有考虑不确定因素, 如文
献 [25, 29]. 近年来, 关于不确定环境下的鲁棒轨
迹跟踪, 在一些主流刊物上也报道了一些最新成
果[77−79].
考虑一类含有不确定项的连续时间非线性系统

ẋ(t) = f(x(t)) + g(x(t))u(t) + ∆f(x(t)) (24)

其中, x(t) ∈ Ω ⊂ Rn 是状态向量并且 u(t) ∈ Rm

是控制向量, f(·) 和 g(·) 可微且满足 f(0) = 0,
∆f(x) 是不确定项且有 ∆f(0) = 0. 这里, 令
x(0) = x0 为初始状态并且假设不确定项 ∆f(x)
有界, 即 ‖∆f(x)‖ ≤ λf (x), 其中, 已知函数 λf (x)
满足 λf (0) = 0.

为了研究轨迹跟踪问题, 引入一个参考系统

ṙ(t) = ϕ(r(t)) (25)

其中, r(t) ∈ Rn 代表有界的目标轨迹且满足 r(0) =
r0. 这里假设 ϕ(r(t)) 是一个 Lipschitz 连续函数同

时满足 ϕ(0) = 0. 定义轨迹跟踪误差为

z(t) = x(t)− r(t) (26)

并且初始误差向量为 z(0) = z0 = x0 − r0. 联立式
(24)∼ (26), 我们可以得到跟踪误差动态为

ż(t)=f(x(t))−ϕ(r(t))+g(x(t))u+∆f(x(t)) (27)

考虑到 x(t) = z(t) + r(t), 系统 (27) 可以改写为

ż(t) = f(z(t) + r(t)) + g(z(t) + r(t))u(t)−
ϕ(r(t)) + ∆f(z(t) + r(t)) (28)

这里, 定义增广状态向量 ξ(t) = [zT(t), rT(t)]T ∈
R2n 且 ξ(0) = ξ0 = [zT

0 , rT
0 ]T 是它的初始条件, 那

么, 基于式 (25) 和 (28), 增广系统动态可以简洁描
述为

ξ̇(t) = F(ξ(t)) + G(ξ(t))u(t) + ∆F(ξ(t)) (29)

其中, F(·) 和 G(·) 是新的系统矩阵和控制矩阵, 而
∆F(ξ) 是新的不确定项. 它们的具体形式为

F(ξ(t)) =

[
f(z(t) + r(t))− ϕ(r(t))

ϕ(r(t))

]
(30a)

G(ξ(t)) =

[
g(z(t) + r(t))

0n×m

]
(30b)

∆F(ξ(t)) =

[
∆f(z(t) + r(t))

0n×1

]
(30c)

由于

‖∆F(ξ)‖ = ‖∆f(z + r)‖ = ‖∆f(x)‖ ≤
λf (x) = λf (z + r) := λf (ξ) (31)

因此, 新的不确定项仍然是有上界的.
为了达到被控系统 (24) 对于参考轨迹 (25) 鲁

棒跟踪的目标, 可以构造一个增广动态系统 (29), 并
设计一个反馈控制律 u(ξ), 在其作用下, 闭环系统对
于 ∆F(ξ) 是渐近稳定的. 文献 [78] 已经证明: 这一
问题可以转化为具有适当代价函数的标称增广系统

最优控制设计. 为此, 考虑增广系统 (29) 的标称部
分

ξ̇(t) = F(ξ(t)) + G(ξ(t))u(t) (32)

为了设计控制律 u(ξ) 以最小化代价函数

J(ξ(t)) =
∫ ∞

t

{Q(ξ(τ))+U(ξ(τ), u(τ))
}
dτ (33)

其中, Q(ξ) ≥ 0 是额外的效用项, 而 U(ξ, u) 是效
用函数的主体部分, U(0, 0) = 0, 并且对于所有的 ξ
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和 u 都有 U(ξ, u) ≥ 0 成立. 这里, 效用函数的主体
部分仍然选择经典的二次型形式 U(ξ, u) = ξTQ̄ξ +
uTRu, 其中, Q̄ = diag{Q, 0n×n}, 而 Q ∈ Rn×n 和

R ∈ Rm×m 同为正定矩阵. 值得注意的是, 这里提
出的代价函数 (33) 同时反映了不确定项, 调节项和
控制项的信息, 其中, Q(ξ) 是和不确定因素密切相
关的.

这样一来, 针对标称增广系统和特殊定义的代
价函数, 我们就可以定义 Lyapunov 方程, 通过自适
应评判控制设计, 来近似最优代价函数

J∗(ξ(t))= min
u∈A(Ω)

∫ ∞

t

{Q(ξ(τ))+U(ξ(τ), u(τ))
}
dτ

(34)
和最优控制律

u∗(ξ) = −1
2
R−1GT(ξ)∇J∗(ξ) (35)

这里的核心问题在于给出额外效用项的具体描述.
文献 [78] 中指出的

Q(ξ) =
1
4
(∇J(ξ))T∇J(ξ) + λ2

f (ξ) (36)

就是一种实用的形式. 通过这一项, 可以很好地定义
整个效用函数和代价函数 (33), 进而将鲁棒跟踪控
制问题转化为近似求解一个特殊的 HJB 方程.

4 事件驱动框架下的鲁棒自适应评判控制

随着网络化技术的快速发展, 越来越多的控制
系统需要通过通信媒介进行信号传输, 因此使得网
络化系统的通信负担不断加剧. 如何减轻这种日益
严重的通信负担, 激发人们开展关于事件驱动机制
的研究[80−81]. 在事件驱动机制下, 只有满足一定的
条件才能更新执行器, 以保证目标系统的稳定性和
控制效果的合理性. 将事件驱动机制与自适应评判
技术相结合, 不仅可以节省通信负担, 同时可以实现
智能优化, 因此受到了广泛关注[82−90]. 针对非线性
连续时间系统, 文献 [82] 提出一种基于执行 –评价
框架和神经网络技术的最优自适应事件驱动控制方

法, 为事件驱动机制应用于 ADP 领域打下了基础.
定义一个单调递增的事件触发序列 {sj}∞j=0, 其

中 sj 代表第 j 个连续采样时刻, j ∈ N. 那么, 在
t ∈ [sj, sj+1) 时, 采样设备的输出用 x̂j = x(sj) 表
示, 称为采样状态. 定义在当前状态和采样状态之间
的误差函数为事件驱动误差, 即

ej(t) = x̂j − x(t),∀t ∈ [sj, sj+1) (37)

在事件驱动控制器设计中, 定义合理的驱动条件扮
演着重要角色. 在 t = sj 时刻, 如果不满足驱动条

件就会发生事件触发. 在每一个触发时刻, 系统状
态经过采样, 将驱动误差 ej(t) 重置为零, 并更新
控制信号 u(x(sj)) = u(x̂j) := µ(x̂j). 控制信号
{µ(x̂j)}∞j=0 通过零阶保持器设备的作用变为分段信

号, 由此得到控制输入是一个分段的常值函数.
在此基础上, 考虑不确定因素, 文献 [87] 将事件

驱动机制应用于系统 (17) 的自学习鲁棒控制设计.
这时, 代价函数仍然定义为式 (3) 且效用函数为

U(x, u) = ρd2
M(x) +xTQx + uTRu (38)

其中, Q = QT > 0. 在传统的时间触发情形下, 利
用式 (38) 的效用函数, HJB 方程为

H(x, u∗(x),∇J∗(x)) =

ρd2
M(x) + xTQx + u∗T(x)Ru∗(x)+

(∇J∗(x))T[f(x) + g(x)u∗(x)] (39)

在事件驱动机制下, 控制信号是基于采样状态 x̂j 得

到的, 而不是根据实时的状态向量 x(t). 于是, 传统
的最优控制函数 (9) 变成了如下的事件驱动形式:

µ∗(x̂j) = −1
2
R−1gT(x̂j)∇J∗(x̂j) (40)

其中, ∇J∗(x̂j) = (∂J∗(x)/∂x)|x=x̂j
. 同理, 事件驱

动机制下的 HJB 方程为

H(x, µ∗(x̂j),∇J∗(x)) =

ρd2
M(x) + xTQx + µ∗T(x̂j)Rµ∗(x̂j)+

(∇J∗(x))T[f(x) + g(x)µ∗(x̂j)] (41)

值得注意的是, 事件驱动 HJB 方程 (41) 一般不等
于零. 但是, 时间驱动 HJB 方程 (39) 和事件驱动
HJB 方程 (41) 却满足如下的关系

H(x, u∗(x),∇J∗(x))−H(x, µ∗(x̂j),∇J∗(x)) = −
[u∗(x)− µ∗(x̂j)]TR[u∗(x)− µ∗(x̂j)] (42)

在事件驱动框架下, µ∗(x̂j) 一般不等于 u∗(x), 因此,
式 (42) 通常不为零.

文献 [82] 提出的事件驱动最优控制方法为将其
扩展到鲁棒控制设计提供了可能. 在设计合理的阈
值条件下, 文献 [87−90] 给出了实现不确定非线性
系统鲁棒镇定的驱动条件, 建立了事件驱动框架下
的鲁棒自适应评判控制理论与方法, 同时也进行了
避免发生 Zeno 行为[80−81] 的理论分析.
不论是基于智能学习的鲁棒自适应评判控制,

还是鲁棒跟踪, 或者是事件驱动鲁棒镇定设计, 在
进行适当的问题转化之后, 都包括两个主要步骤:
1) 对于标称系统的智能评判学习; 2) 对于不确定系
统的鲁棒控制实现. 例如, 对于事件驱动鲁棒自适应
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评判控制, 这一过程的简易框图如图 2 所示, 其中,
阶段 I 是智能评判学习过程, 阶段 II 是利用最终的
权值进行鲁棒控制实现, 正项 eT 和 êT 代表不同阶

段的阈值, 对于驱动机制的实施具有重要作用.

图 2 事件驱动鲁棒自适应评判控制设计过程图

Fig. 2 The design procedure of event-triggered robust

adaptive critic control

5 基于学习的自适应HHH∞ 控制设计

如前文所述, 未知参数和外部扰动的广泛存在,
使得设计具有鲁棒特性的控制器变得非常重要. 经
典的 H∞ 控制针对包含外部扰动和不确定项的动态
系统, 构建考虑最坏情形的控制律. 根据极大极小
最优性原理, H∞ 控制问题通常被描述为二人零和
微分博弈. 为了得到在最坏情况下使得代价函数最
小化的控制器, 需要寻找对应于 Hamilton-Jacobi-
Isaacs (HJI) 方程的 Nash 均衡解. 然而, 对于一般
的非线性系统, 获得 HJI 方程的解析解是不容易的,
这如同求解非线性最优控制问题 HJB 方程时遇到
的困难. 近些年来, ADP 思想已被广泛应用于求解
H∞ 控制问题. 与自适应最优调节设计类似, 这里称
作自适应 H∞ 控制设计, 如文献 [91−96] 和其中的
参考文献.
考虑一类含有外部扰动的连续时间非线性系统

ẋ(t) = f(x(t)) + g(x(t))u(t) + h(x(t))v(t) (43a)

ζ(t) = y(x(t)) (43b)

其中, v(t) ∈ Rq 是满足 v(t) ∈ L2[0,∞) 的扰动向
量, ζ(t) = y(x(t)) ∈ Rp 是目标输出, 并且 h(·) 是
可微的.
在非线性 H∞ 控制设计中, 通常需要找到一个

反馈控制律 u(x), 使得闭环系统渐近稳定且具有不
大于 % 的 L2-增益, 即

∫ ∞

0

[‖y(x(τ))‖2+uT(τ)Ru(τ)
]
dτ ≤

%2

∫ ∞

0

vT(τ)Pv(τ)dτ (44)

其中, ‖y(x(t))‖2 = xT(t)Qx(t), Q, R, P 是具有合

适维数的对称正定有界矩阵. 值得一提的是, H∞ 控
制问题的解是零和博弈理论的鞍点并由一对控制律

(u∗, v∗) 表示, 其中, u∗ 和 v∗ 分别称为最优控制律
和最坏情况下的扰动函数.

基于文献 [91−96], 通常令效用函数为

U(x, u, v) = xTQx + uTRu− %2vTPv (45)

并且定义代价函数为

J(x(t), u, v) =
∫ ∞

t

U(x(τ), u(τ), v(τ))dτ (46)

我们的目标是找到鞍点解 (u∗, v∗), 使得 Nash 条件

J∗(x0)=min
u

max
v

J(x0, u, v)=max
v

min
u

J(x0, u, v)

(47)

成立, 其中, J∗(x0) 代表最优代价. 对于容许控制
u ∈ A(Ω), 如果相关的代价函数 (46) 是连续可微
的, 那么非线性 Lyapunov 方程为

0 = U(x, u, v) + (∇J(x))T(f + gu + hv) (48)

其中, J(0) = 0. 定义被控系统的 Hamiltonian 为

H(x, u, v,∇J(x)) = U(x, u, v)+

(∇J(x))T(f + gu + hv) (49)

利用文献 [95] 中的结论, 最优控制律和最坏情形的
扰动函数分别为

u∗(x) = −1
2
R−1gT(x)∇J∗(x) (50a)

v∗(x) =
1

2%2
P−1hT(x)∇J∗(x) (50b)

于是, 此类问题的 HJI 方程为下面的形式:

0 = U(x, u∗, v∗) + (∇J∗(x))T(f + gu∗ + hv∗) =

H(x, u∗, v∗,∇J∗(x)) (51)

其中, J∗(0) = 0. 利用自适应评判进行 H∞ 控制
设计的核心就是构建并训练评判网络, 以近似求解
非线性的 HJI 方程 (51). 最近, 在事件驱动机制下
的自适应 H∞ 控制设计也得到了人们的关注[97−99],
基本的设计框图如图 3 所示, 其中的主要组件包括
被控对象及积分环节, 评判神经网络, 通信网络媒
介, 采样设备组件, 以及零阶保持组件. 图 3 中的符
号 x̂j 是通过网络媒介并由采样设备处理后的事件

驱动状态向量, Ĵ(x̂j) 是评判网络的输出量, µ(x̂j)
和 v(x) 分别是控制函数和扰动函数输出, 与近似
Hamiltonian 相关的 ec 是训练评判网络的基本误差

量. 值得关注的是, 文献 [97] 提出基于更新准则的
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图 3 事件驱动自适应 H∞ 控制结构图

Fig. 3 Structure of event-triggered adaptive H∞ control

评判网络学习机制, 即

˙̂ωc =− αc

φ

(1 + φTφ)2
ec +

1
2
αs

[
∇σc(x̂j)g(x̂j)×

gT(x)− 1
%2
∇σc(x)h(x)hT(x)

]
∇Js(x) (52)

这样, 在基本学习率 αc 和附加调整因子 αs > 0 的
共同作用下, 控制设计者可以根据实际情况建立更
加有效的控制器, 而减缓初始条件限制更具实用意
义.

考虑到不确定因素和外部扰动的广泛存在, 利
用ADP 这一智能学习技术, 构建鲁棒自适应评判系
统, 实现复杂非线性系统的自学习鲁棒控制与自适
应H∞ 控制, 具有重要的理论与实际意义. 鲁棒自适
应评判控制理论与方法, 仍然是相关领域的研究热
点, 更多富有意义的成果将不断涌现.

6 总结与展望

由于在解决复杂系统智能控制和决策问题

方面的优势, 基于智能学习的自适应评判控制
设计已经有许多成功的应用. 复杂的工业系统,
如电力与能源系统[23, 31, 64−68, 85, 100−105], 机械系
统[13−14, 26, 58, 60, 66, 78, 106], 智能交通系统[107−108] 是

最常见的应用领域. 文献 [103] 提出针对频率控制问
题的自适应评判设计方法, 以实现智能电网的频率
稳定. 文献 [105] 建立一种基于天气分类的新型电能
自适应优化方法, 能够有效管理电能流动, 平衡电网
负载, 而且实施错峰用电可以减少居民的电费支出.
文献 [106] 针对运载工业中常用的吊车系统, 设计有
效的自适应优化控制方案. 文献 [107] 和 [108] 则分
别给出 ADP 方法在交通信号控制和车联网技术方
面的研究成果, 为建立智能交通系统提供了一定的
方法保障. 除此之外, 很多学者仍然在开展大量具有

实际应用背景的研究工作, 以期取得更加显著的经
济和社会效益.
尽管在自适应评判控制及鲁棒镇定设计方面,

已经有很多优秀的成果, 但是仍然需要进一步研究
策略学习算法的收敛性和被控系统的稳定性以及最

优性与鲁棒性等各种基础问题. 例如, 克服神经网
络逼近的缺点, 实现全局最优镇定就值得进一步研
究. 如何进一步降低策略学习算法对于初始条件的
依赖也是很有意义的主题. 关于离散时间系统的鲁
棒自适应评判控制, 也期待有更多的研究成果出现,
以完善复杂动态系统的智能化设计体系. 结合抽象
动态规划[109] 理论进行自适应评判设计也是一个有

趣的方向. 另外, 强化学习系统的一个重要特性是
可以高效利用数据资源. 如何更加有效地利用数据
信息来建立更为先进的数据驱动控制方法是非常关

键的. 在这一主题上, 迭代神经动态规划算法[20−21],
积分强化学习技术[32], 计算控制方法[43] 和并行学习

算法[98] 都是有意义的尝试. 特别地, 将深度学习与
ADP 及强化学习相结合产生的深度强化学习, 不仅
已经在AlphaGo Zero[6] 中取得了重大成功, 还将有
助于我们构建更多的智能系统并实现更高水平的类

脑智能. 深度强化学习能够直接基于图像的输入来
输出控制信号, 同时具备深度学习的感知能力和强
化学习的决策优点[2]. 这种机制使得人工智能与人
类的思维模式非常接近, 因此, 迫切需要深入地研究
其在自适应评判设计中的应用. 同时, 在考虑不确定
因素和鲁棒性能的情况下, 如何得到含有高效数据
驱动和智能学习组件的鲁棒最优控制策略, 也需要
进一步研究. 此外, 对于网络化系统, 充分考虑通信
因素是很有必要的. 需要深入讨论事件驱动机制的
实施办法, 不局限于针对控制函数. 如何将基于数据
的方法与事件驱动机制相结合, 进行混合数据 –事
件驱动控制也是很有意义的. 这样不仅可以高效利
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用数据资源, 而且可以显著降低通信负担, 实现有效
的混合驱动控制, 进而可以推广研究混合驱动的鲁
棒轨迹跟踪和H∞ 控制设计. 最后, 需要将现有的结
果扩展到多智能体系统, 以实现网络化系统的分布
式协同优化. 所以, 在不确定环境下, 基于自适应评
判的分布式设计与分散控制设计是处理复杂系统智

能控制与管理问题的另一个很有发展前景的方向.
近年来, 脑科学与类脑智能的研究已经引起各

国学者的极大兴趣. 越来越多的证据表明, 最优性在
理解大脑智能的研究中具有重要作用. 考虑以在线
方式实现对具有不确定性和未知动态的复杂系统进

行最优决策和智能控制这一宗旨, ADP 可以为智能
系统和类脑智能研究做出相当大的贡献. 正如其创
始人Werbos 博士指出的, ADP 很可能是实现真正
意义类脑智能的关键方法[110]. 因此, 为降低计算量
和通信负担的近似动态规划解决方案, 包括保证稳
定性、收敛性、最优性和鲁棒性的研究仍然需要大

批学者的努力, 其中, 基于智能学习的鲁棒自适应评
判控制设计也一定能够取得更大的进展.
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