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基于跨连接 LeNet-5网络的面部表情识别

李 勇 1, 2 林小竹 1 蒋梦莹 1, 2

摘 要 为避免人为因素对表情特征提取产生的影响, 本文选择卷积神经网络进行人脸表情识别的研究. 相较于传统的表情

识别方法需要进行复杂的人工特征提取, 卷积神经网络可以省略人为提取特征的过程. 经典的 LeNet-5 卷积神经网络在手写

数字库上取得了很好的识别效果, 但在表情识别中识别率不高. 本文提出了一种改进的 LeNet-5 卷积神经网络来进行面部表

情识别, 将网络结构中提取的低层次特征与高层次特征相结合构造分类器, 该方法在 JAFFE 表情公开库和 CK+ 数据库上取

得了较好的结果.
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Facial Expression Recognition with Cross-connect LeNet-5 Network

LI Yong1, 2 LIN Xiao-Zhu1 JIANG Meng-Ying1, 2

Abstract In order to avoid the influence of human factors on facial expression feature extraction, convolution neural

network is adopted for facial expression recognition in this paper. Compared with the traditional method of facial

expression recognition which requires complicated manual feature extraction, convolutional neural network can omit

the process of feature extraction. The classical LeNet-5 convolutional neural network has a good recognition rate in

handwritten digital dataset, but a low recognition rate in facial expression recognition. An improved LeNet-5 convolution

neural network is proposed for facial expression recognition, which combines low-level features with high-level features

extracted from the network structure to construct the classifier. The method achieves good results in JAFFE expression

dataset and the CK+ dataset.
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随着计算机的快速发展, 人机交互越来越多地
出现在日常生活中, 如何让计算机更好地理解人类
的心理是人机交互必须要解决的问题. 人的面部
表情中包含丰富的信息, 研究指出, 面部表情可以
比动作和语言更好地表达人类的心理活动[1], 面部
表情识别也因此成为了人机交互中不可或缺的部

分. 一个普通人可以很好地读取别人的面部表情并
做出相应的判别, 但对于计算机来说这是一项十分
困难的任务, 为此大量的专家学者投入到该领域的
研究中来. 面部表情是一个十分复杂的系统, 各国
研究者们构建了不同的模型来实现表情分类, 其中

收稿日期 2016-12-23 录用日期 2017-05-04
Manuscript received December 23, 2016; accepted May 4, 2017
国家自然科学基金 (60772168) 资助
Supported by National Natural Science Foundation of China

(60772168)
本文责任编委 胡清华
Recommended by Associate Editor HU Qing-Hua
1. 北京石油化工学院信息工程学院 北京 102617 2. 北京化工大学
信息科学与技术学院 北京 100029
1. School of Information Engineering, Beijing Institute of

Petrochemical Technology, Beijing 102617 2. College of Infor-
mation Science and Technology, Beijing University of Chemical
Technology, Beijing 100029

最具代表性的就是 Ekman 等[2] 在 1978 年提出了
面部动作编码系统 (Facial action coding system,
FACS), 随后在 1984 年根据不同动作单元的组合定
义了 6 种基本的表情: 生气、厌恶、开心、悲伤、惊
讶、恐惧. 研究者们据此构建了不同的表情库, 其
中日本的 JAFFE 公开库就是采用这六种基本表
情构建的表情库, 并且在此基础上增加了第 7 类表
情: 无表情. 卡耐基梅隆大学的 Lucey 等[3] 于 2010
年在 Cohn-Kanade dataset 的基础上发布了 The
extended Cohn-Kanade dataset (CK+), 这个库中
包括了 123 个人的 593 个视频序列, 其中有 327 个
序列是包含表情标签的序列, 该库中的表情除了 6
种基本的表情以外增加了蔑视和无表情两种. 进入
上世纪 90 年代以后, 面部表情识别与分析迅速发展
起来, 研究者们提出了不同的算法来提高识别的准
确率, 主要的方法有两种: 1) 是基于几何的方法, 例
如 Lanitis等[4] 采用几何特征方法进行识别,该方法
是通过标记人眼、口、鼻等特征点, 计算其相对位置
来识别表情, 虽然这种方法大大减少了输入的数据,
但是仅用有限的点来表示复杂的人脸表情显然会丢
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失很多重要的信息, 因而整体的识别率并不太高; 2)
是基于整体的识别方法, 例如 Praseeda 等[5] 使用

Gabor 小波和 SVM 相结合的方式进行面部表情识
别, 首先用 Gabor 滤波器对表情图像滤波、提取特
征, 将提取到的特征用于 SVM 训练, 训练分类器进
行表情的分类识别, 这种方法同样依赖于前期人工
提取特征的优劣, 人为干扰因素较大. 近年来, 随着
计算机运行速度的提高, 处理大数据成为可能, 同时
互联网的快速发展, 研究者采集大量的数据变得相
对容易, 在此基础上, 深度卷积神经网络被证实了
在图像识别领域有巨大的优势. Krizhevsky 等[6] 于

2012年在 ImageNet图像数据集上使用AlexNet卷
积神经网络结构取得惊人的成绩, 其识别率远超传
统的识别方法. 这个数据集包含约 120 万张训练图
像、5 万张验证图像和 10 万张测试图像, 分为 1 000
个不同的类别, 传统的特征提取方法被网络结构取
代, 网络可以自行提取特征并分类而不需要人工干
预.

1 深度学习与卷积神经网络

2006 年, 机器学习领域泰斗 Hinton 与他的学
生在 Science上发表的文章[7] 掀起了深度学习研究

的浪潮, 多隐层的神经网络再次回到人们视野之中.
在那以后, 斯坦福大学、纽约大学、蒙特利尔大学等
名校迅速成为深度学习研究的重要场所, 甚至美国
国防部 DARPA 计划也首次资助了深度学习项目[8].
卷积神经网络作为深度学习的一支, 也迅速受到了
广泛的关注. 现今, 深度学习广泛地应用于监控视频
事件检测[9]、自然语言处理[10]、语音信号的基音检

测[11]、图像分类与识别等领域[12−15].
卷积神经网络虽然是在近年来才受到广泛的关

注和应用, 但早在 1962 年 Hubel 等[16] 就通过对

猫视觉皮层细胞的研究, 提出了感受野 (Receptive
field) 的概念. 1984 年日本学者 Fukushima 等[17]

基于感受野的概念而提出的神经认知机 (Neocogni-
tron) 可以看作是第一个实现了的卷积神经网络, 这
也是感受野概念在人工神经网络领域的首次应用.
Le Cun 等[18] 提出的深度卷积神经网络, 就是以神
经认知机为基础, 并使用了反向传播算法来识别手

写数字, 后来在 1998 年正式确定的 LeNet-5 模型,
在文档识别中取得了很好的效果[19], 该模型当年成
功用于美国大多数银行支票的手写数字识别, 是卷
积神经网络在工业界最早的应用. Le Cun 设计的
LeNet-5 卷积网络结构图如图 1 所示.

LeNet-5 卷积神经网络可以看成是一个多隐层
的人工神经网络, 其基本结构主要包括输入层、卷积
层、池化层、全连接层和输出层. 其中卷积层和池
化层会交替出现, 构成了特殊的隐层. 如图 1 所示,
Input 是输入层, 输入大小为 32 像素 × 32 像素的
图片, MNIST 手写数字库中图片大小为 28 像素 ×
28 像素, 所以实际使用时将其扩展为大小为 32 像
素 × 32 像素的图片使用. Layer 1 层是卷积层, 共
有 6 个特征图, 每一副输入为 32 像素 × 32 像素的
图片都与 6 个不同的大小为 5 像素 × 5 像素卷积
核卷积, 得到大小为 28 像素 × 28 像素的特征图.
Layer 2 层是池化层, Layer 1 中 6 个大小为 28 像
素 × 28 像素的特征图经过池化后得到 6 个大小为
14 像素 × 14 像素的特征图. Layer 3 层是卷积层,
共有 16 个大小为 10 像素 × 10 像素的特征图. 每
个 10 像素 × 10 像素的特征图是由前一层的某几个
或全部特征图与 5 像素 × 5 像素的卷积核卷积得
到, 具体连接方式如表 1 所示. Layer 4 层是池化层,
共 16 个 5 像素 × 5 像素的特征图, 由 Layer 3 层
16 个特征图经过池化得到. Layer 5 层是卷积层, 共
有 120 个 1 像素 × 1 像素的特征图, 每一个特征图
都是由 Layer 4 层所有的特征图与 5 像素 × 5 像素
卷积核卷积得到. Full 层是全连接层, 共有 84 个单
元, Layer 6 层与 Layer 5 层为全连接关系. Output
层是输出层, 输出分类结果.
不同于传统的神经网络, 卷积神经网络采取的

是局部连接 (Locally-connection)的方式, 不仅有效
地减少了与神经元连接的参数个数, 而且在误差反
向传播过程中, 让梯度在一个较小的广度范围内传
播[20], 使得训练变得更加容易. 权值共享也是卷积
神经网络的一个特点, 对于输入图像的每一个小块,
用相同的卷积核进行卷积操作, 这种方法来源于局
部感受野的概念, 可以使得图像具有平移不变性. 最
后, 卷积神经网络中的池化操作, 就是一次下采样操

图 1 LeNet -5 结构图

Fig. 1 The LeNet -5 convolutional neural network
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表 1 LeNet -5 网络 Layer 2 与 Layer 3 之间的连接方式

Table 1 Connection between LeNet -5 network′s Layer 2 and Layer 3

1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16

1
√ √ √ √ √ √ √ √ √ √

2
√ √ √ √ √ √ √ √ √ √

3
√ √ √ √ √ √ √ √ √ √

4
√ √ √ √ √ √ √ √ √ √

5
√ √ √ √ √ √ √ √ √ √

6
√ √ √ √ √ √ √ √ √ √

作, 将相邻的几个像素点用一个像素点代替, 根据
采样方法的不同分为Max-pooling 和 Avg-pooling,
该操作可以使图片具有一定的缩放不变性.

2 改进的 LeNet -5网络

LeNet-5 卷积神经网络是通过不同的卷积核自
行提取特征, 将原始数据经过一些简单的非线性的
模型转变为更高层次的、更加抽象的表达, 最终使
用高层次的特征进行分类识别. 然而这种分类方法
没有考虑到低层次的细节特征, 而且随着网络深度
加深, 网络训练的困难程度在增加, 尤其是梯度消
失或爆炸问题[21], 为了能够解决深层网络的训练问
题, 研究者提出了跨层的连接方式. 早期训练的多
层感知机通常将输入作线性变换后加到输出上[22],
近年来 Srivastava 等[23] 提出了一种新的网络连接

结构 Highway networks, 该结构主要特点是提供
了一种门限机制, 一部分的特征不需要经过处理直
接通过某些网络层, 该结构更加容易优化, 并且在
CIFAR-10 数据集上表现优于 Romero 等[24] 提出

的 FitNets. 而 He 等[25] 提出的深度残差网络同样

在标准的前馈卷积网络上, 增加了一些跨层的连接,
目的也是为了降低训练的难度, 该结构不仅在层数
上刷新了记录, 而且在 ImageNet 和 COCO 几个
主要的任务中都取得了优异的成绩. Sun 等[26] 提

出的 DeepId 网络中也有设计将最后的池化层和卷
积层与全连接层相连, 张婷等[27] 提出的跨连的卷

积神经网络 (Cross-connected convolutional neural

net-work, CCNN) 可以有效地将低层次特征与高层
次特征结合起来, 构造出更好地分类器, 在性别分类
中取得了不错的结果. 本文在 LeNet-5 的结构基础
上引入跨连的思想, 将 LeNet-5 网络的两个池化层
与全连接层相结合用于最后的分类器构造中.
虽然 LeNet-5 在手写数字集上取得了巨大的成

功, 但是将该结构用于表情识别时却难以得到理想
的结果, 本文提出了改进的 LeNet-5 结构如图 2 所
示, 包括一个输入层、3 个卷积层、2 个池化层、一
个全连接层和一个输出层. 网络输入是 32 像素 ×
32 像素的图片, 经过卷积池化操作后将前两个池化
层与全连接层结合起来作为 softmax 分类器的输入,
最终获得 7 种表情的分类输出. 表 2 为各层的网络
参数.

整个网络的训练过程分为正向传播和反向传播,
其中正向传播过程就是隐层提取特征的过程, 主要
是卷积和池化操作. 反向传播采用 BP 反向传播算
法传递误差, 使用随机梯度下降算法, 更新权值参
数. 给定输入, 整个网络的计算过程如下:

1) 对于卷积层输入 X, 卷积过程

con = f

( ∑
i,j∈ M

xi,j ∗ wm−i,n−j + b

)
(1)

其中, x 表示输入X 中卷积区域M 中的元素, w 表

示卷积核中的元素, m, n 表示卷积核的大小, b 表示

偏置, f(·) 表示 ReLU 激活函数. 卷积核大小及卷
积步长如表 2 所示.

图 2 改进的 LeNet -5 卷积神经网络

Fig. 2 Improved LeNet -5 convolutional neural network
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表 2 卷积网络参数

Table 2 Convolutional network parameters

输入 输入尺寸 卷积核大小 池化区域 步长 输出尺寸

Input 32 × 32 5 × 5 1 28 × 28

Layer 1 6 @ 28 × 28 2 × 2 2 6@14 × 14

Layer 2 6 @ 14 × 14 5 × 5 1 10 × 10

Layer 3 16 @ 10 × 10 2 × 2 2 16 @ 5 × 5

Layer 4 16 @ 5 × 5 5 × 5 1 120@1 × 1

Layer 5 120 @ 1 × 1 1 × 84

Layer 6 1 × 1 660 1 × 7

Output 1 × 7

2) 对于池化层输入 Y , 池化过程

pool = down(max(yi,j)), i, j ∈ p (2)

其中, y 表示池化层输入 Y 中池化区域 p 中的元素,
down(·) 是下采样过程, 保留池化区域中的最大值.
池化区域大小及步长如表 2 所示.

3) 对于全连接层输入 Z

full = f(w × z + b) (3)

其中, z 表示输入 Z 中的元素, w 表示权值, b 表示

偏置, f(·) 表示 ReLU 激活函数.
4) 对于输出层输入 X

p(y = j|x;w) =
ewj×x

k∑
l=1

ewl×x

(4)

式 (4) 为 Softmax 分类器的假设函数, 计算的
是输入分类为类别 j 时的概率, w 是权值参数, k 为

总的类别数. 其损失函数为

J(w) = −




k∑
l=1

1{j = 1} log(ewj×x)
k∑

l=1

ewl×x




(5)

其中, 1{·} 是示性函数, 1{值为真的表达式} = 1,
1{值为假的表达式} = 0.
反向传播过程如下: 输入样本得到实际输出之

后首先需要计算每一层的反馈传递误差





δ7 = out− y

δ6 =
[
δ7 × (w7)T

]
◦ f ′

δ5 =
[
δ6

j × (w6)T
]
◦ f ′, 1 177 ≤ j ≤ 1 260

δ4
i = (δ5

j ⊕ w5), 1 ≤ i ≤ 16, 1 ≤ j ≤ 120

δ3 = up(δ4) ◦ f ′

δ2
i = (δ3

j ⊕ w3), 1 ≤ i ≤ 6, 1 ≤ j ≤ 16

δ1 = up(δ2) ◦ f ′

(6)

式 (6) 为网络各层的反馈传递误差, 式中符号
◦ 表示矩阵或向量中对应的元素相乘. 参考图 2
可知, δ7 是输出层 (Output) 的反馈传递误差, out

表示网络的实际输出, y 表示网络的目标输出. δ6

是 Layer 6 层的反馈传递误差, w7 是 Layer 6 与
输出层之间的权值. 本算法采用的是 ReLU 激活函
数, f ′ 表示 ReLU 激活函数的导数. 全连接层是
由跨连接组合而成, Layer 5 层只与该层中 (1 177
≤ i ≤ 1 260) 部分连接, 故误差传递时只需使用 δ6

(1 177 ≤ j ≤ 1 260) 参与计算, 式中 δ5 是 Layer 5
层的反馈传递误差, w6 是 Layer 5 与 Layer 6 之间
的权值. δ4

i 是 Layer 4 层第 i 个特征图对应的反馈

传递误差, w5 是 Layer 4 与 Layer 5 之间的卷积核,
对于每一个 δ4

i , 都是将 δ5
j (1 ≤ j ≤ 120) 与 w5 进行

外卷积得到, ⊕ 表示的是外卷积操作, 参考文献 [27]
定义外卷积与内卷积如下: 假设有 A 和 B 两个矩

阵, 大小分别为M × N , m × n, 其中M , N ≥ m,
n. 内卷积 C = A¯B, C 中所有元素

Ci,j =
m∑

p=1

n∑
q=1

ai+M−p,j+N−qbp,q (7)

其中, 1 ≤ i ≤ M −m + 1, 1 ≤ j ≤ N − n + 1. 外
卷积定义为

A⊕B = Â¯B (8)

其中, Â 是对 A 进行补零扩展, 使其矩阵大小为 (M
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+ 2m− 2)× (N + 2n− 2).
δ3 是 Layer 3 层的反馈传递误差, up(·) 是一个

上采样操作, 同时需要乘以激活函数的导数. δ2
i 是

Layer 2 层的反馈传递误差, 它的计算过程与 Layer
4 层相似, 每个 δ2 是由 δ3 (1 ≤ j ≤ 16) 与 w3 进行

外卷积得到, 不过这里要注意 Layer 2 与 Layer 3 之
间的连接方式, 具体可参见表 2. δ1 是 Layer 1 层的
反馈传递误差, 与 Layer 3 层类似.

计算权值和偏置的偏导数:




∂J
∂w7 = (f6)T × δ7

∂J
∂w6 = (f5)T × δ6

∂J
∂b6

= δ6

∂J
∂w5

i
=

∑
N

[(f4)¯ (δ5)]

∂J
∂b5i

=
∑
N

δ5, 1 ≤ i ≤ 120

∂J
∂w3

i
=

∑
N

[(f2)¯ (δ3)]

∂J
∂b3i

=
∑
N

δ3, 1 ≤ i ≤ 16

∂J
∂w1

i
=

∑
N

[(input)¯ (δ1)]

∂J
∂b1i

=
∑
N

δ1, 1 ≤ i ≤ 6

(9)

式 (9) 即为各层权值和偏置的偏导数, 其中 f6
为 Layer 6 的特征图, 以此类推, f5、f4、f2 分别为
对应层的特征图, input 是输入图像. 式中 ¯ 表示内
卷积操作, 定义见式 (7).
对于训练集 S = {xl, yl} 算法流程如下:
1) 确定迭代次数、网络结构、学习步长, 随机

初始化卷积核以及偏置. 其中初始学习步长选择为
0.005, 随着训练次数的增加, 测试误差变化较小时,
将学习步长除以 10, 直至学习步长降至 0.00005, 停
止训练.

2) 输入样本, 正向传播, 计算实际输出.
3) 优化目标函数, 采用反向传播算法计算反馈

传递误差.
4) 计算参数的修正量.
5) 通过梯度下降法更新参数值.

3 实验

本文所有实验均在 Matlab7.0 上实现, 硬件平
台为 Lenovo Tian-Yi 100: Intel(R) Core(TM) i5-
5200u CPU, 主频为 2.20GHz, 内存为 4.00GB.

3.1 数据集

本实验分别采用 JAFFE 表情数据库和 CK+
数据库进行实验. JAFFE 表情数据库包含 7 种表
情, 分别属于 10 名女性, 每个人每种表情有 2∼ 4

张, 共 213 张图片. 图 3 为 7 种表情的示例图像.

图 3 JAFFE 表情库 7 种表情示例图像

Fig. 3 7 kinds of facial expression image in JAFFE

expression dataset

CK+ 数据库中有 123 个人的不同表情序列, 为
保持一致性, 在 CK+ 数据库中也只考虑七种表情,
从库中取出七类表情共 990 幅图片, 图 4 为 7 种表
情示例图像.

图 4 CK+ 表情库 7 种表情示例图像

Fig. 4 7 kinds of facial expression image in the CK+

expression dataset

3.2 实验结果及分析

将数据集中图片统一裁剪采样至大小为 32 像
素 × 32 像素, 采用交叉验证的方法, 将 JAFFE 数
据集中图片分为 3 份, 每次取其中两份为训练数据,
另一份为测试数据; 将 CK+ 中图片分为 5 份, 每次
取其中 4 份作为训练数据, 1 份作为测试数据.
表 3 为本文算法在 JAFFE 表情库中不同表情

的分类结果, 表 4 为本文算法在 CK+ 数据库中不
同表情的分类结果. 由表 3 和表 4 可以看到, 在一些
测试集上, 整个网络表现较好, 正确率高, 但是在另
一些上表现相对较差, 其原因可能是训练样本数据
中能提取出的表情特征不足, 无法获得足够的特征
进行训练, 导致分类器分类效果较差, 这个现象也反
映出了样本数据对于卷积神经网络的重要.
表 5 为不加跨连方式的网络与加了跨连接之后

的网络在测试集上的正确率对比. 实验过程中, 由于
样本较少, 不加跨连方式的网络训练难度大, 参数调
整困难, 而跨连接网络收敛速度快, 训练更容易. 由
表 5 可以发现, 直接采用 LeNet-5 网络结构识别正
确率很低, 不能很好地分类, 主要原因是 LeNet-5 是
设计用于手写数字识别, 相对于数字而言, 面部表情
特征更复杂, 然而样本数量却更少, 仅用高层次特征
不足以训练得到好的分类器, 本文加入了跨连接的
方法后, 低层次特征参与最后的分类器的构造后, 识
别效果显著提高, 即使在小样本中也有不错的正确
率. 由表 5 还可以发现, 同样的结构在 JAFFE 表情
库中得到的正确率高于CK+库中的正确率, 原因是



1期 李勇等: 基于跨连接 LeNet-5 网络的面部表情识别 181

表 3 JAFFE 表情库不同表情的分类正确率 (%)

Table 3 Classification accuracy of different expressions in JAFFE expression dataset (%)

生气 厌恶 害怕 高兴 中性 悲伤 惊讶 整体

测试集 1 100 80 100 100 100 90.91 88.89 94.37

测试集 2 100 90 90 81.82 100 100 100 92.96

测试集 3 100 100 81.82 90.91 100 100 100 95.77

整体 100 89.66 90.63 90.63 100 96.77 96.55 94.37

表 4 CK+ 数据库不同表情的分类正确率 (%)

Table 4 Classification accuracy of different expressions in CK+ dataset (%)

生气 厌恶 害怕 高兴 中性 悲伤 惊讶 整体

测试集 1 88.89 94.44 80 92.86 70.83 96 93.94 88.89

测试集 2 70.37 77.78 80 96.30 68 84 96.97 82.32

测试集 3 77.78 85.71 84.62 100 64 72 93.94 83.33

测试集 4 62.96 94.29 88 89.29 60 80 87.88 80.81

测试集 5 81.48 85.71 72 92.86 64 79.17 100 83.33

整体 76.30 87.59 80.92 94.26 65.37 82.23 94.55 83.74

表 5 网络是否跨连接正确率对比 (%)

Table 5 Classification accuracy of the network whether cross connection or not (%)

方法 参数量 JAFFE 表情库中平均正确率 CK+ 数据库中平均正确率

LeNet -5 14 444 62.44 32.32

本文方法 25 476 94.37 83.74

JAFFE 中只有 10 名亚洲女性的表情图像, 而在
CK+ 中包含了 123 个不同性别不同肤色的人的表
情图像, 后者更为复杂, 因而需要的样本数量更多,
否则难以学习到足够多和足够好的特征进行分类.
表 6 为本文方法与传统非深度学习方法的比较,

可以看出, 相对于 SVM 等浅层学习方法, 本文算法
在 JAFFE 表情数据上表现较为优异.

表 6 不同方法在 JAFFE 上的对比 (%)

Table 6 The comparison of different methods on

JAFFE (%)

来源 方法 正确率

Kumbhar 等[28]∗ Image feature 60∼ 70

Praseeda 等[5]∗ SVM 86.9

本文算法 跨连的 LeNet -5 94.37

* 数据来源于文献 [15]

4 结论

卷积神经网络的特点是自动地、隐式地学习特

征, 不需要人为地定义特征, 如果有足够多的样本用
于训练, 网络可以学习到很好的特征进行分类. 相
反如果没有足够多的样本进行训练, 那么卷积神经
网络就不如人为地定义特征能更快地找到样本之间

的联系, 从而达到好的分类效果. 本文在 LeNet-5 的
网络基础上, 引入跨连接的方法, 设计出新的卷积神
经网络结构, 将其应用于面部表情识别. 实验结果表
明, 低层次特征的应用可以一定程度上弥补样本数

量的不足, 获得不错的分类效果. 另外, 由本次实验
可知, 卷积神经网络现在没有一种通用的结构可以
很好地解决多种问题, 在手写数字库上表现非常好
的 LeNet-5 结构在表情识别中表现较差, 所以不同
的问题需要设计不同的结构来解决问题, 这给卷积
神经网络的普及带来了一定的困难.
下一步研究计划是寻找各层特征之间的关系,

运用反卷积等方法实现卷积神经网络各层特征的可

视化, 更好地理解各层特征, 进而找到更加通用的卷
积神经网络结构设计方法.
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