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基于数据的流程工业生产过程指标预测方法综述
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摘 要 生产过程关键指标的预测对于流程工业生产调度, 安全生产和节能环保有着重要作用. 目前, 已有多种基于工业生产

数据提出的生产过程指标预测方法, 主要涉及特征 (变量) 选择, 预测模型构建及其模型参数优化这三方面. 本文分别针对以

上三方面论述了基于数据的工业生产过程指标预测国内外研究现状, 分析了各种方法的优缺点. 最后, 指出了流程工业生产过

程指标预测方法在工业大数据及知识自动化等方面的未来研究方向和前景.
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Abstract It is of great significance to predict production process indicators in process industry for production schedul-

ing, safety production and energy saving. Currently, various data-driven approaches for predicting these indicators are

proposed, including the following three aspects: feature selection, prediction model construction and model parameter

optimization. This paper surveys the above three aspects and summaries the merits and demerits of these approaches.

Finally, future research directions of production process prediction of key indicators in process industry are suggested with

respect to industrial big data and knowledge automation.
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流程工业是通过分离、混合、成型或物理、化学

变化使生产原材料增值的行业, 其生产过程一般是
连续或成批进行, 主要包括化工、冶金、石油、橡胶、
轻工、制药等[1]. 现如今我国流程工业发展迅速, 主
要产品产量居世界前列. 以粗钢生产为例, 2015 年
全球粗钢产量达到 16.21 亿吨, 其中中国粗钢产量
达到 8.038 亿吨, 占全球粗钢总产量的 49.6%[2]. 然
而目前我国流程工业普遍面临着过程结构复杂, 工
序设备多, 能耗高等突出问题. 因此, 提高我国流程
工业自动化水平以达到降低能耗和提高效率的目标

迫在眉睫.
流程工业普遍包含诸多重要的生产过程指标或
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变量, 现场操作人员往往会根据经验对某些特别关
注的关键指标进行监测, 从而调控整个生产过程, 最
终达到稳定生产的目标, 如高炉炼铁过程中铁水温
度, 硅含量[3] 以及多种质量指标[4] 等. 生产过程指
标一般分为两类, 一类是生产过程运行参数, 如温
度、压力等; 另一类是定义的生产过程指标, 如选矿
过程中的精尾矿品位等, 而此类指标往往与其他过
程变量之间存在着复杂的非线性关系. 考虑到工业
生产过程通常具有非线性和大滞后等特征, 对这些
指标的测量往往耗时长, 难以检测, 或根本无法检
测, 因此针对其建立有效的数学模型进行实时预测
(估计) 就显得尤为重要[5]. 另一方面, 从实时生产调
度角度来讲, 操作人员希望预先了解某些关键指标
的未来变化趋势, 这也使得指标趋势预测成为目前
流程工业生产过程监控的重要任务[6−7]. 传统的生
产过程指标预测采用基于机理建模的方法, 此类方
法在工艺机理分析的基础上, 依据物料平衡、热量平
衡和动力学建立数学模型[8]. 然而机理建模很大程
度上依赖于对过程机理的认知, 由于工业生产常具
有非平衡、非稳定和强非线性等特点, 此类机理模型
成本高、难度大, 其准确性和可靠性难以保证, 往往
存在模型精度低和容易失配等问题[8].
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随着计算机和网络技术的发展, 流程工业企业
基于监控与数据采集系统 (Supervisory control and
data acquisition, SCADA) 获取了大量涉及生产过
程特点、设备、质量和能源的历史数据. 目前基于数
据的方法成为较盛行的生产过程指标预测方法, 此
类方法通过建立输入 –输出数据变量间的关系模型
完成预测任务, 而无需对生产过程的反应或动力学
等机理信息进行研究. 通常基于数据的生产过程指
标预测过程包含三个方面, 即 1) 特征 (变量) 选择;
2) 预测模型建立; 3) 模型参数优化. 特征 (变量) 选
择过程指从大量的候选输入特征中挑选出与预测指

标最相关的特征作为预测模型的输入变量. 通常数
据特征选择包括经验知识手动选择和基于数据分析

的选择方法. 基于经验知识的方法虽然方便快捷, 但
时常会因经验不足出现错选漏选或特征冗余的情况.
基于数据的预测建模可采用机器学习方法 (如人工
神经网络[9]、支持向量机[10] 等)来完成, 与机理模型
不同的是此类方法只关注模型的输入和输出. 模型
的输入是选择的相关特征变量, 模型输出即是待预
测的关键指标. 预测模型参数选取对模型精度影响
较大, 模型参数优化过程通常以减小预测误差为目
标, 使模型获得较好的预测精度. 最常见的模型参数
优化方法有基于梯度的方法, 如梯度下降法[11]、共

轭梯度法[11] 等; 智能优化方法如遗传算法[12]、模拟

退火算法[13] 等. 图 1 给出了基于数据的生产过程指
标预测方法的基本流程.

图 1 基于数据生产关键指标预测的基本流程图

Fig. 1 A flow chart of data-based prediction on

performance indicators in process industry

本文针对目前基于数据的生产过程指标预测在

上述三个方面进行综述, 并结合当前最新的机器学
习技术、自动化发展趋势以及工业过程的需求, 探讨
基于工业数据的生产过程指标预测方法的可能发展

方向.

1 生产过程指标的特征 (变量)选择

被预测的指标值往往与生产过程中的多个过程

变量相关, 进行生产过程指标预测首先需将与被预
测指标最相关的特征变量从众多候选变量中挑选出

来. 以热轧生产过程为例, 针对板带厚度的预测问
题, 经过特征选择最终得到影响板带厚度的输入因
素多达 20 个[14]. 基于数据的特征选择根据是否独
立于后续的建模算法, 可分为过滤式 (Filter) 和封
装式 (Wrapper) 两种[15]. 过滤式特征选择的基本思
路是采用一种评价准则来增强特征与输出的相关性,
削减各个特征之间的相关性从而选择最相关特征,
再将被选择的最相关特征参与建模. 而封装式方法
则将特征选择步骤与建模过程融合, 其缺点在于与
过滤式方法相比较为耗时. 目前, 应用在工业生产过
程中最常见的特征选择方法有过滤式方法, 如基于
相关性分析的方法[16−19] 等; 封装式方法, 如变量修
剪方法[20]、基于遗传算法的方法[21] 等.
基于相关性分析的方法如灰色关联分析法[22],

其基本思路是通过线性插值将时间离散观测值转化

为分段连续的折线, 进而根据折线的几何特征构造
测度关联程度模型来评价各状态变量之间的关联程

度. 如文献 [23] 针对烧结过程中烧结质量的预测问
题, 将 8 个过程变量分别与烧结质量进行灰色关联
分析, 并最终挑选了 4 个与烧结质量最相关的因素
来作为预测模型的输入. 文献 [24] 针对钢铁工业转
炉煤气系统中煤气柜位预测问题提出了一种一致 T
型灰色关联分析算法来确定转炉煤气柜位的主要影

响因素. 文献 [25] 针对炼焦生产过程综合生产指标
(焦炭质量、产量和焦炉能耗) 预测, 采用主元分析
和灰色关联分析确定了神经网络预测模型的输入输

出因素. 针对硫酸锌溶液净化过程中钴离子浓度预
测[26] 和高炉炉温预测[27] 问题, 灰色关联方法表现
出较好的精度优势. 此外, 基于 F 评分的方法也是
一类基于相关性分析的特征选择方法[19], 该方法通
过定义一种 F 评分来表示每个输入特征与输出之间
的相关程度, F 值越大说明该特征与输出的相关性
越大. 如文献 [28] 针对高炉炉温变化趋势预测问题,
提出了一种依次验证和 F 评分方法相结合的特征选
择方法, 从所有的高炉炼铁过程变量中找出与炉温
变化趋势最相关的 8 个输入特征. 目前大部分基于
相关性分析的特征选择方法仅仅分析了候选特征与

被预测指标之间的关联性, 而未考虑各输入特征之
间可能存在的联系, 从而导致选出的特征中存在冗
余, 也会在一定程度上影响预测模型的建模效率.
变量修剪算法是一种封装式特征选择方法, 其

思路是基于前馈神经网络回归模型从复杂的初始模

型出发, 以最小化预测误差为目标, 通过逐个将相
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应输入权值设置为零来剔除不相关变量[20]. 该算法
在修剪输入变量的同时优化模型的网络结构 (隐含
节点数目). 如针对高炉铁水硅含量预测问题, 文献
[29−30] 分别采用前馈神经网络模型作为基础预测
模型, 并采用变量修剪算法来去除不相关变量, 最终
找到了影响铁水硅含量的主要输入因素. 此外, 基于
遗传算法的封装式方法是将候选特征随机构造预测

模型组成种群并进行遗传操作来选择最优的输入特

征. 如文献 [31] 提出了一种基于遗传算法优化的神
经网络非线性建模算法, 建模过程中采用遗传算法
同时最小化预测误差和模型复杂度两个目标, 从而
得到最优输入特征组合和网络结构, 并将其应用到
高炉炼铁过程中的铁水硅含量预测问题. 文献 [21]
针对石油化学制品工业中的质量指标预测问题, 将
候选输入变量随机构造的一系列预测模型组成一个

种群, 以最小化预测误差为目标, 通过类似遗传算法
的策略来找到最优的候选变量组合. 封装式特征选
择方法由于以最小化预测误差为目标进行特征选择,
其预测精度可能优于基于相关性分析的方法, 但是
由于其在建模过程中融入了特征选择步骤, 算法的
时间成本也相对较高. 以上针对特定工业应用的无
论是基于相关性分析的方法还是封装式特征选择方

法大都是以离线的方式完成, 这对于具有时变特性
的工业生产过程并不总是适合. 因此针对实际工业
问题开展实时在线式的特征选择对基于数据的特征

选择方法尚具有一定的挑战.

2 生产过程指标预测建模

针对工业生产过程建模问题, 传统基于物理、化
学机理建立精确数学模型的方法已越来越困难. 而
相当数量的工业企业每天都在产生并存储着大量隐

含工艺变动和设备运行等信息的生产、设备和过程

数据, 如何有效利用大量的离线、在线数据和知识,
在难于建立系统机理模型的情况下, 实现对生产过
程和设备的优化控制和评价, 已成为迫切需要解决
的问题. 数据驱动的方法是解决机理不明确或含不
确定性机理模型对象建模问题的有效方法[32], 此类
方法利用离线、在线数据来描述对象的运行规律和

相关模式, 并结合反映系统参数、结构等数据, 来
实现复杂系统的建模[33]. 近年来, 针对工业系统的
指标预测问题, 已有不少数据驱动方法 (如迭代学
习[34]、无模型自适应方法[35] 和自适应动态规划[36]

等) 被提出. 基于数据的预测建模方法中, 根据是否
嵌入了机理模型, 可将建模方法分为基于数据的方
法和数据 –机理相结合的方法.

2.1 基于数据的预测建模

机器学习技术的发展为基于数据的生产过程指

标预测奠定了建模基础. 如针对炼铁过程铁水硅含
量预测、产品质量指标预测、选矿生产指标预测等问

题[37−39]. 较为常用的方法如人工神经网络[40]、支持

向量机[41]、高斯过程回归方法[42] 以及偏最小二乘

回归方法[43] 等. 文献 [44] 针对铁水硅含量预测, 通
过联合人工神经网络和定性分析的方法建立预测模

型. 文献 [45−46] 采用人工神经网络分别对钢板轧
制过程中的轧制力和串联轧制机组的震颤进行了预

测. 文献 [47] 针对高炉炼铁过程中的硅含量变化趋
势预测, 提出了二编码支持向量机模型. 基于偏最小
二乘回归方法和核偏最小二乘法的预测模型也应用

于化工生产过程的产品质量[48] 和铜转炉吹炼过程

的关键操作参数预测[49]. 基于混沌的多步迭代预测
和基于 AdaBoost 的预测模型也分别应用于铁水硅
含量预测[50] 和选矿生产指标预测[51] 中. 此外, 基于
数据的预测模型不仅被应用在生产监控与调度需求

中, 也被应用在预测优化控制中[52−53], 而采用基于
数据的机器学习方法 (如人工神经网络、支持向量机
等) 来进行预测建模是当前较为流行的方法[54−58].
其基本思路是将当前时刻的系统输入值和真实输出

值作为基于数据预测模型的输入来预测系统的输出,
并将此预测输出值反馈到系统输入端以进行滚动优

化. 此类方法充分利用了机器学习技术较强的非线
性拟合能力, 而无需关注系统内在机理, 具有较强的
可应用性; 但却需要大量的历史数据来作为预测模
型的建模基础.
根据生产过程中不同的预测需求或不同的生产

状况, 基于数据的预测建模通常有以下几种分类方
法. 根据预测时长需求, 可分为长期预测模型和短期
预测模型; 根据预测输出指标的数量, 可分为多输出
预测和单输出预测; 根据模型中是否考虑时滞因素,
可以分为时滞因素模型和非时滞模型; 根据是否有
在线更新模型参数, 可分为离线模型和在线模型; 根
据是否使用单一的机器学习预测模型, 可以分为多
模型集成和单一模型等. 下面将重点综述几类预测
建模问题, 包括长期预测模型、多输出模型、时滞因
素模型、在线预测模型、集成预测模型和时间序列

预测模型.
1) 长期预测模型
流程工业生产中为了达到生产资源的合理配置,

通常需要一个相对长期生产规划 (如天、月等), 因此
对生产过程指标的长期预测就显得尤为重要. 短期
预测一般采用单步迭代的方法, 然而此方法应用在
长期预测问题时预测误差会随着迭代步数的增加而

积累, 导致最终的误差很大[59−61]. 如文献 [61] 针对
转炉煤气流量的长期预测, 提出了一种基于钢铁生
产状态估计的转炉煤气流量长期预测方法, 通过特
征提取和特征融合得到全局性特征, 利用全局性特
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征来实现转炉煤气流量的长期预测. 文献 [62] 提出
粒度时间序列的概念, 并采用模糊聚类方法构造时
间粒度以进行长期趋势预测. 针对钢铁能源系统的
副产煤气流量长期预测问题, 文献 [63] 提出了一种
基于粒度计算的长期预测方法, 通过对工业原始数
据根据过程操作工艺进行时间上的粒度划分, 采用
动态时间弯曲技术和模糊聚类产生类别实现长期预

测. 而文献 [64] 针对钢铁工业中氧氮能源系统的调
度问题, 采取了预测 –调度两阶段的调度方法, 其中
长期预测部分同样采用了基于时间粒度划分的方法.

基于时间粒度划分的方法虽然可以有效地避免

单步迭代预测带来的误差积累问题, 但是以上文献
中的时间粒度划分都是采用人工划分的方式, 极度
依赖于人工经验, 粒度划分的效果很难科学评判, 而
且难以推广到其他工业应用, 有一定的局限性. 因此
更智能的自动划分方法以及更合理的粒度划分评判

方法是目前研究的重点[63].
2) 多输出预测模型
工业生产过程往往需要同时关注多个关键预

测指标, 分别对各个指标建立预测模型的方法会丢
失被预测指标之间的内在关联耦合信息, 从而导致
预测精度不高. 如钢铁工业转炉炼钢生产中, 文献
[24, 65] 针对两个转炉煤气柜柜位预测, 考虑两个煤
气柜之间的相互关联影响, 建立了多输出最小二乘
支持向量机预测模型. 文献 [66] 针对转炉煤气柜柜
位的长期预测问题, 提出采用基于粒度计算的协作
式模糊聚类方法建立了两柜位长期预测模型. 文献
[67] 针对高炉炼铁过程中的四个关键质量指标 (铁
水温度、硅含量、硫含量和磷含量) 的预测问题, 建
立了基于建模精度综合评价与遗传参数优化的铁水

质量多输出支持向量回归动态预测模型. 文献 [68]
采用多输出最小二乘支持向量机同时预测氧化铝蒸

发过程的全碱浓度、氧铝浓度和苛碱浓度. 在以上的
工业预测应用中多输出预测模型都提高了模型预测

精度.
3) 时滞因素模型
流程工业生产过程通常具有时滞性, 输入变量

的变化往往需要经过一段时间才能反映到被预测指

标上, 如选矿过程、钢铁生产过程等. 一方面预测
建模需将输入变量的时滞性考虑在预测建模中; 另
一方面被预测指标本身通常具有连续性, 其当前时
刻取值与历史时刻值有着相互关联, 考虑输入输出
闭环联系, 通常需将被预测指标历史时刻的变量值
作为模型的输入特征来进行建模. 如文献 [69] 针对
高炉煤气系统柜位波动的建模问题, 将前一时刻的
高炉煤气柜柜位值添加到预测模型的输入向量中进

行了 T-S 模糊预测建模. 对于炼钢转炉煤气柜柜位
预测, 也需要将历史时刻的柜位值反馈到输入变量

中以形成输入输出闭环联系[24, 65]. 文献 [70−71] 分
别针对高炉炼铁过程多元铁水质量预测问题和铁水

温度预测问题, 考虑到炼铁过程中的时滞性质, 将相
关输入输出变量的时序和时滞关系融合到建模过程.
文献 [31] 考虑了 5 小时的输入延迟影响, 针对高炉
铁水硅含量预测问题, 将输入变量的时滞影响考虑
到模型中, 提高了预测精度. 然而此种考虑输入延迟
的方法的关键在于选定输入变量的延迟时间, 这对
于模型的性能有着重要影响. 但目前文献中通常基
于人工经验来手动选取延迟时间, 预测模型建模的
效果往往是难以保证的.

4) 在线预测模型
在线模型是将采集的新样本不断参与到现有模

型的再训练中, 此类预测模型的内部参数会根据新
样本实时更新, 模型会实时反映新的工况, 从而提高
预测精度. 如文献 [72] 针对选矿过程精矿品位的预
测问题, 提出了一种自适应在线支持向量机预测模
型. 模型依据新工况样本对现有样本集统计特性的
影响, 引入了模型参数自适应调整机制, 并采用在线
迭代学习机制更新模型. 文献 [73] 针对湿法炼锌净
化过程中杂质离子浓度预测问题, 提出了基于在线
支持向量回归的离子浓度预测模型. 另外, 文献 [74]
针对全厂级的产品质量指标预测问题, 提出了一种
根据训练样本的统计特性能在线更新参数的支持向

量机预测模型. 文献 [75] 针对转炉煤气系统中煤气
柜柜位和煤气流量的预测问题, 提出了一种基于最
小二乘支持向量机预测模型. 其中模型的参数优化
采用了一种并行化的粒子群和并行验证方法, 实现
了模型参数快速的在线更新.

5) 集成预测模型
单一的机器学习预测模型通常有性能不稳定,

对模型参数敏感, 易过拟合等缺点. 而采集的工业
数据通常可看作是几种不同的生产状态相叠加而产

生的序列, 因此单一预测模型并不能完全反映多状
态数据的变化特性. 如文献 [76] 针对赤铁矿选生产
率预测问题, 提出使用多个最小二乘支持向量机模
型对聚类后的数据 (每一类可以看作一个工况) 进
行建模再进行加权组合. 文献 [77] 针对湿法炼锌净
化过程中钴离子浓度预测问题, 基于集成建模思想
将两个单一支持向量机子模型进行加权集成. 文献
[78−79] 分别针对非线性工业时间序列预测和高炉
铁水硅含量的预测问题, 都考虑到单个神经网络模
型易过拟合的特点, 提出使用 Bootstrap 方法将多
个网络模型集成来构造预测区间 (方差和均值), 以
增强模型的稳定性. 针对针铁矿法沉铁过程反应器
出口亚铁离子和铁离子浓度的预测问题, 文献 [80]
提出将基于改进差分进化算法参数优化的最小二乘

支持向量机预测模型和过程神经网络模型集成来进
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行预测. 集成模型提高了单一预测模型的稳定性和
预测精度, 但是模型的参数众多, 通常较为复杂, 同
时也增加了模型训练时间. 因此, 此类模型大多不适
用于在线模型.

6) 时间序列预测模型
时间序列预测方法不需要其他过程变量作为模

型的输入, 而是采用自回归的方式通过寻找变量自
身历史数据中的变化规律来预测未来的变化趋势.
通常先将时间序列数据集通过相空间重构构造输入

输出样本集, 再采用机器学习方法构造预测模型. 它
的预测输出值通常采用迭代预测的方式得到. 如文
献 [81] 针对高炉煤气发生量的预测问题, 提出一种
基于改进回声状态网络的时间序列预测方法. 文献
[82] 设计了基于核函数的动态贝叶斯网络来构造时
间序列预测模型. 文献 [83] 针对钢铁生产中蒸汽系
统的蒸汽流量预测问题, 提出采用基于贝叶斯回声
状态网络模型对蒸汽流量时间序列进行建模. 以上
工业时间序列预测模型能够很好地描述工业数据本

身的非线性关系, 但如何确定合适的时间序列采样
频率也是一个值得研究的问题.

2.2 基于数据与机理的集成预测建模

基于数据的机器学习预测模型在描述输入输出

非线性关系方面优势明显, 但此类方法在先验知识
处理、模型计算复杂度等方面仍然存在局限性. 为
弥补基于数据建模方法的缺点, 基于机理模型和数
据模型相结合的方法是一种有益的尝试. 一类方案
是将机理模型和基于数据的误差补偿方法相结合来

构造预测模型[84−85]. 该类方法适用于反应机理相对
明确的工业过程, 以基于动力学、热力学以及物料
平衡、能量平衡的机理模型作为集成建模主体, 利
用生产数据建立误差补偿模型, 补偿主体模型输出
与实际输出的差值. 如文献 [84] 针对针铁矿法沉铁
过程出口亚铁离子浓度预测, 采用并联方式集成了
沉铁过程的机理模型和基于最小二乘支持向量机的

输出误差补偿模型. 文献 [85] 针对文献 [84] 中的方
法构建了亚铁离子浓度预测模型的在线参数更新策

略. 文献 [86] 分析炉内电热转换关系, 利用能量守
恒原理建立了产品单吨能耗机理模型, 提出了由基
于机理分析的单吨能耗主模型和基于神经网络的误

差补偿模型组成的产品单吨能耗混合预报模型. 文
献 [87−88] 基于机理模型和神经网络误差补偿模型
相结合的建模形式, 分别预测了湿法炼锌过程中的
钴离子浓度和氧化铝冶炼过程中的生料浆质量, 所
提方法都提高了单独使用机理预测模型的预测精度.
另外一类是将机器学习模型融合到基于有限元分析

的钢板轧制机理模型中以降低有限元分析的时间消

耗, 其中机器学习模型的训练数据来源于有限元模

拟过程. 如文献 [89] 采用有限元分析和神经网络相
结合的建模方法对轧钢过程中的闭合孔隙进行预测.
文献 [90] 结合轧制过程机理分析和基于数据的神经
网络模型来预测轧钢过程中的轧制力, 以提高预测
精度. 此外, 还有一种方案是将轧制过程的精确数学
模型和数据模型相结合. 如文献 [91−92] 针对轧制
力预测, 分别将贝叶斯推理和神经网络模型与轧制
过程的精确数学模型相结合预测了轧制力.

此类方法仅适用于机理过程相对明确的生产过

程, 而现代生产过程越来越复杂, 大部分生产过程并
没有一个清晰的机理模型. 因此, 此类建模方法的应
用受到了一定的限制. 将复杂生产过程中的局部精
确机理模型与数据模型相结合是未来一个研究方向.

3 预测模型的参数优化

基于数据的预测模型通常包含重要的参数, 其
选取对于预测模型的性能有着重要影响 (如最小二
乘支持向量机的核函数参数和惩罚因子、神经网络

中隐含层神经元个数以及学习率等). 针对此类参数
的优化方法有基于梯度的方法和智能优化方法等.

3.1 基于梯度的优化方法

基于梯度的优化方法利用目标函数的梯度信息

进行优化, 是机器学习中使用较为广泛的方法. 该方
法可以建立明确的优化搜索方向, 但对初始值较敏
感, 易陷入局部最优. 常用的基于梯度的方法有梯度
下降法、共轭梯度法等[11]. 在工业应用中通常会将
基于梯度的优化方法和其他方法相结合, 更好地优
化模型参数, 如与基于噪声估计的方法[93−94], 与基
于误差密度函数估计的方法[95], 与网格搜索算法[96]

相结合等.
预测误差一般被认为由工业数据噪声和预测模

型的欠精确共同导致, 若将预测误差的方差逼近噪
声方差, 那么相当于将模型的误差逼近于零, 这样求
得模型参数将会有最优的预测性能. 如文献 [93] 考
虑工业噪声对参数的影响, 提出采用一种基于噪声
估计和共轭梯度方法来优化最小二乘支持向量机预

测模型中的核函数参数和惩罚因子. 文献 [94] 同样
采用该方法优化基于核回归的区间预测模型中的惩

罚因子、核函数权重以及核函数的宽度等参数. 通
过控制误差概率密度函数形状进行参数优化是另一

类有效的思路. 如文献 [95] 针对选矿过程中的混合
精矿品位预测问题, 将误差的概率密度函数表示成
最小二乘支持向量机模型参数 (核函数的宽度和惩
罚因子) 的函数, 通过调节此类参数来得到预期的误
差概率密度函数, 从而达到优化模型参数的目的. 此
外, 在基于交叉验证的网格搜索参数优化方法中会
存在反复求逆, 同时缺乏指导的网格遍历搜索会消
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耗大量时间, 无法满足现场实时性要求且优化结果
也不理想. 而基于梯度的优化方法会指导优化方向,
但同时有易陷入局部最优的缺点. 因此文献 [96] 将
以上两种方法相结合, 针对焦炉煤气柜位预测, 提出
了一种基于网格搜索和梯度法相结合的参数优化方

法. 该方法采用基于快速留一法导出网格梯度搜索
方向来避免普通网格搜索方向的盲目性, 从而快速
获得了较优的模型参数. 再如文献 [97] 将遗传算法
和梯度下降法相结合进行参数优化应用于煤气柜位

预测问题.
以上基于梯度的参数优化方法与其他方法相结

合能够获得更好的参数优化结果, 然而此类方法存
在运算时间长的缺点, 大多不适用于工业生产的在
线参数优化, 只能进行离线应用.

3.2 基于智能优化的方法

智能优化算法是一类启发式优化算法[98−100],
此类方法都是从任一解出发, 按照某种机制, 以一
定的概率在整个求解空间中探索最优解. 智能优化
算法广泛应用于基于数据的预测模型参数优化问

题[97, 101−104], 且多数应用以最小化预测误差为优化
目标. 如文献 [101− 102] 分别针对高炉铁水硅含量
预测问题, 提出一种基于混沌粒子群优化的支持向
量回归机参数优化算法. 文献 [103] 针对铜闪速熔炼
过程中冰铜温度、冰铜品位及渣中铁硅质量比三个

关键工艺指标的预测, 采用了实数编码的加速遗传
算法来优化投影寻踪回归预测模型的参数. 针对石
油工业中的二氧化碳腐蚀率的预测问题, 有学者采
用了模拟退火算法来优化最小二乘支持向量机预测

模型的参数[104]. 文献 [65, 75] 分别采用粒子群算法
和并行粒子群算法优化了最小二乘支持向量机的参

数. 文献 [82] 采用模拟退火算法优化了基于核函数
动态贝叶斯网的核函数参数. 此外, 遗传算法还被用
来优化支持向量机的参数[26, 67]. 上述智能算法虽然
在参数优化过程中容易获得全局最优解, 但是它们
应用在工业生产过程参数优化问题中依然存在较高

的不确定性, 没有最优搜索方向以及计算复杂度较
高等缺点.

4 结论与展望

现有基于数据的生产过程指标预测方法尽管研

究成果已较为丰硕, 但是依然存在以下问题. 1) 现
有模型虽然对于工况稳定的生产指标预测有着较好

的预测效果, 然而多数生产过程是时变过程, 且经常
受人为干扰. 而现有预测模型本身大多不能自动地
识别工业过程中的时变特性, 进而导致基于数据的
预测模型精度不高. 因此, 通过工业大数据分析方法
有效识别这种时变特性是一个关键研究问题. 2) 对

于一个特定的预测模型, 其预测结果的误差通常是
由工业噪声以及模型本身的不准确两部分因素导致.
鉴于工业噪声难以避免, 因此消除模型本身所带来
的误差也是一个值得研究的问题.

近年来也有一些新的机器学习方法在工业过程

指标预测方面的研究进展值得关注. 深度学习技术
是机器学习领域新的研究方向, 在语音识别、计算
机视觉等领域取得了突破性的进展应用, 尽管深度
学习在时间序列预测问题方面已有探索[105−108], 但
在特定工业预测应用方面的研究还很少. 通过采用
深度学习自动提取得到层次化的工业数据特征表示,
再基于挖掘到的深层次生产特征构造工业长期预测

模型是未来预测方法可能的一个研究方向. 但目前
还存在以下 2 个难点: 1) 深度学习模型参数选取;
2) 深度学习特征评价.
无模型预测逐渐成为学者研究的焦点[109−110],

其特点是无需依赖具体的预测模型, 而是通过统计
观测数据的方法来估计未来数据的变化趋势. 此方
法可有效消除由预测模型带来的模型误差, 因此, 将
无模型预测方法应用到工业生产过程实际预测问题

(如长期预测等) 是未来另一个值得研究的方向.
知识自动化是近年来自动化领域发展的新方

向[111], 基于知识的预测方法在某些领域也已形成具
体的应用[112−114]. 生产过程知识表示与获取, 以及
基于生产知识的预测模型构建等是基于知识自动化

的生产过程指标预测方法的关键研究内容.
自适应动态规划方法利用一个函数近似结构

(例如神经网络、模糊模型、多项式等)来估计代价函
数, 用于按时间正向求解动态规划问题[115], 基于此
方法的工业过程预测也形成一些具体应用[116−117].
将来基于自适应动态规划预测方法的一个研究方向

是深入探究将抽象为智能体的生产过程与外部环境

信息相交互的机制融入预测建模过程以提高预测精

度.
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