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基于参考点预测的动态多目标

优化算法

丁进良 1 杨翠娥 1 陈立鹏 1 柴天佑 1, 2

摘 要 为了快速跟踪动态多目标优化问题变化的 Pareto 前沿, 本文

提出一种基于参考点预测策略的动态多目标优化算法 (PDMOP). 该算

法对关联到相同参考点的个体建立时间序列, 并对这些时间序列通过线

性回归模型预测新环境下种群. 同时, 将历史时刻的预测误差反馈到当

前预测中来提高预测的准确性, 并在每个预测的个体上加入扰动来增加

初始种群多样性, 从而能够加快算法在新环境下的收敛速度. 通过 4 个

标准测试函数对该算法测试, 并和两个现有算法对比分析, 结果表明所提

算法在处理动态多目标优化问题时能够保持良好的性能.
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Abstract In tracking the moving Pareto front of dynamic

multi-objective optimization problem as soon as possible, a new

algorithm based on reference point prediction (PDMOP) is pro-

posed. Firstly, PDMOP distributes the past individuals to dif-

ferent time series according to the information of reference point

association. Then for these time series, a linear regression model

is used to predict the new environment population. At the same

time, historical prediction error is added to the current pre-

diction to enhance prediction accuracy, and a Gauss noise is

added to every new individual to increase the initialized popu-

lation diversity. In this way, the algorithm can speed up conver-

gence in the new environment. The results of four benchmark

problems and the comparison with other two existing dynamic

multi-objective algorithms indicate that the proposed algorithm

can maintain better performance in dealing with dynamic multi-

objective problems.
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工业应用和科学研究等诸多领域中存在着大量复杂的随

时间变化的多目标优化问题[1], 即动态多目标优化问题. 其

目标函数及约束条件不仅与决策变量有关而且随时间不断变

化, 因此其最优解或最优前沿也会随着时间变化. 文献表明

大多的研究问题与动态多目标优化有关, 比如生产调度[2−4]、

工业决策及控制[5−6] 等; 许多科学研究问题, 比如机器学习、

双层优化、约束优化问题等, 也可以视为动态多目标优化问

题进行处理[7]. 然而, 该类问题具有多个依赖时间的相互冲

突的目标, 且其 Pareto 最优前沿随时间变化. 因此, 很难设

计出有效的求解方法[8].

进化算法 (Evolutionary algorithms, EAs) 的出现为求

解动态优化问题提供了新的途径. 与传统优化算法相比, EAs

具有高度并行、自组织、自适应、自学习等特征, 是一种具

有广泛适用性的全局优化算法[8−9]. 因此, 利用 EAs 解决

动态优化问题吸引了越来越多的关注. 跟踪动态问题的最

优解集/前沿是 EAs 处理动态多目标优化问题的关键[7−8],

即要求算法能够在保持多样性的同时加快收敛速度. 在动

态多目标优化算法研究的早期, 许多求解静态多目标优化

问题的 EAs, 如 NSGA-II (A fast and elitist multiobjective

genetic algorithm)[10]、SPEA-II (Improving the strength

Pareto evolutionary algorithm)[11]、DE (Differential evolu-

tion)[12] 等, 经扩展和改进后被直接应用于求解动态问题[8].

例如, 在静态多目标优化算法的基础上加入移民策略 (如

Deb 等的 DNSGA-II (Dynamic multi-objective optimiza-

tion and decision-making using modified NSGA-II)[13]) 和

加入免疫策略[14] 的动态优化算法等. 上述算法在环境变化

较小的情况下能够对动态问题最优解进行跟踪.

由于动态优化问题中环境的变化并不是无章可循, 利用

历史环境信息预测新环境最优解的位置是加快算法的收敛

速度的可行方案. 同时由于算法运行过程中产生了大量信息,

如最优解 (集) 等, 基于历史信息指导新环境下的初始化种

群成为解决动态多目标优化算法的另一思路. 对于动态单目

标优化问题, 可以直接利用历史最优解构建时间序列进行预

测分析. 然而, 多目标问题的历史最优解集是一系列 Pareto

前沿簇, 无法直接建立时间序列. 因此, 如何有效地利用历

史信息是目前动态多目标优化算法研究的难点和热点话题.

Hatzakis 等仿照动态单目标优化算法建立时间序列, 提出

了一种前馈方法 (Forward-looking approach)[15]. 当算法检

测到环境变化时, 利用该策略对种群进行重新初始化. 但是

该方法忽略了 Pareto 最优前沿的分布特点, 影响了预测效

果. Zhou 等在利用种群中心点建立时间序列的同时考虑到

Pareto 最优前沿的分布特性, 提出了一种基于种群预测的动

态多目标优化算法[7]. 该算法要求问题的动态 Pareto 最优

解集或环境的变化模态之间具有相似性或显性规律, 降低了

适应性. 文献 [16] 所提算法将直接预测和局部搜索相结合,

在一定程度上提高了算法的收敛速度. 文献 [17−18] 等也从

不同角度设计了一些基于记忆的预测策略, 并取得了一定的

效果. 当前研究成果大多基于几何距离选取历史 Pareto 前

沿簇中的部分个体建立时间序列, 一方面选择的个体规律性

差, 降低了时间序列个体间的相关性, 影响了预测性能; 另一

方面, 基于几何距离的个体选取方式增加了算法的计算复杂

度[7, 13, 15].

基于上述问题, 综合考虑对动态 Pareto 最优前沿的

跟踪、种群多样性及算法的可推广性等问题, 本文提出了
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一种基于结构化参考点预测的动态多目标优化算法 (Pre-

diction strategy for dynamic multi-objective optimization

algorithm based on reference point, PDMOP). 该算法将关

联在同一个参考点下的个体分别建立时间序列, 对新环境下

最优解集进行预测, 能够在保持多样性的同时增加预测的精

度. 与现有算法相比, 该算法的特点是: 1) 利用当前种群信

息及历史 Pareto 前沿信息, 基于结构化参考点建立预测时

间序列; 2) 利用参考点的结构化分布有指导地增加种群多

样性, 实现收敛速度与种群多样性的平衡; 3) 在预测模型中

加入历史的预测误差进行反馈, 从而使得算法更加稳定. 本

文利用动态标准测试问题[13, 19] 对算法性能进行仿真测试,

并与 DNSGA-II 算法[13] 和 DSS (Directed search strategy)

算法[16] 进行了对比研究. 结果表明, 本文所提算法能够快速

跟踪动态多目标优化问题随时间变化的 Pareto 前沿, 并具有

良好的环境适应性.

1 问题描述

一般地, 动态多目标优化问题可定义为如下形式[20]:





minfff(xxx, t) = {f1(xxx, t), f2(xxx, t), · · · , fM (xxx, t)}
s. t. ggg(xxx, t) ≤ 0,

hhh(xxx, t) = 0,

xxx ∈ D

(1)

其中, t 为时间变量, xxx = (x1, x2, · · · , xn)T 为 n 维决策变量,

ggg 和 hhh 分别为不等式和等式约束, D 为搜索空间, fff 为依赖

于时间 t 变化的M 维目标函数.

定义 1. 对于某一时间 (环境) t, 称向量 uuut =

(ut
1, u

t
2, · · · , ut

M )T Pareto 占优向量 vvvt = (vt
1, v

t
2, · · · , vt

M )T,

当且仅当对于 ∀i ∈ {1, 2, · · · , M}, ut
i ≤ vt

i 且 ∃i ∈
{1, 2, · · · , M}, 使得 ut

i < vt
i , 其中M 是目标函数的个数.

定义 2. 对于某一时间 (环境) t, 称向量 xxxu ∈ D 为问

题 (1) 的 Pareto 最优解[21], 当且仅当不存在 xxxν ∈ D, 使得

νννt = f (xxxν , t) Pareto 占优 uuut = f (xxxu, t).

优化问题的所有 Pareto 最优解构成的集合称为 Pareto

最优解集 (Pareto-optimal set, PS); 相应的, 其 PSt (Pareto

set) 对应的目标函数值集合构成 Pareto 最优前沿 (Pareto-

optimal front, PF). 根据 Pareto 最优解集和 Pareto 最优前

沿随时间的变化情况, 动态多目标问题可分为以下 4 类[20]:

1) Pateto 最优解集随时间变化而 Pareto 最优前沿不随

时间变化;

2) Pareto 最优解集和 Pareto 最优前沿都随时间变化;

3) Pareto 最优解集不随时间变化而 Pareto 最优前沿随

时间变化;

4) Pareto最优解集和 Pareto最优前沿都不随时间变化.

2 动态多目标优化算法 (PDMOP)

本文利用环境和历史最优解信息预测新环境下 PS 的初

始种群来加快收敛速度, 提出一种基于参考点预测的动态多

目标优化算法 (PDMOP). 该算法主要包括历史信息重用、

个体关联、预测策略和环境检测等主要步骤, 具体如下.

2.1 历史信息重用

当环境变化后, 利用历史信息对新的 PS/PF 进行预测

的基础是合理地挑选有效的历史信息. 在动态单目标优化问

题中, 仅需预测当前唯一的最优解或部分局部最优解, 历史

信息的选取和重用相对简单有效. 而动态多目标优化问题需

要预测的是 Pareto 最优解集, 历史信息的重用比较困难. 近

年来,为了解决静态多目标问题的多样性和收敛性问题,运用

Das 等提出的方法[22] 设计参考点的策略相继被提出[23−25].

例如, 为了保持种群的多样性, Deb 等提出 NSGA-III[23],

Azzour 等利用参考点的信息对个体进行排序[26] 等.

本文提出了一种基于结构化参考点和种群个体关联策略

来记录历史信息, 并利用该历史信息初始化新环境下的种群

的方法. 对于不同环境且关联在同一个参考点下的个体作为

一个时间序列, 对每一时间序列利用预测模型来预测新环境

下的个体. 本文采用文献 [27] 的方法设计参考点. 所设计的

参考点是均匀分布在超平面上的点, 参考点的集合记为 Z,

如式 (2)所示.

Z :





ZZZi =
(
z1

i , z2
i , · · · , zM

i

)

zj
i ∈

{
0

p
,
1

p
, · · · ,

p

p

}
,

M∑
j=1

zj
i = 1

(2)

其中, i = 1, 2, · · · , H, H =
(

M+p−1
p

)
为参考点的数目, M

为目标函数个数, p 为每维坐标分段的数目. 一般情况下, 设

置 H ≈ N , N 为种群大小.

对于本文解决的两目标动态优化问题, 种群大小设为

100, 根据上述参考点的设置方法, 则生成参考点的个数H 约

为 100. 参考点的结构分布如图 1 所示.

图 1 两目标优化问题的结构化参考点

Fig. 1 Two-objective optimization problem structured

reference point

2.2 个体关联

参考点和个体的关联方式如下: 首先连接每个参考点和

原点作为该参考点的参考向量. 对于每个参考点, 将与该参

考点的参考向量距离最近的个体进行关联. 算法步骤如表 1

所示. 图 2给出两目标问题中个体和参考点的关联示例. 图

2 中, 个体和参考点的关联用连接线表示.

2.3 预测策略

每一个参考点在不同时刻按照算法 1关联的 Pareto 最

优解 {· · · ,xxxi
t−3,xxx

i
t−2,xxx

i
t−1,xxx

i
t} , (i = 1, 2, · · · , N) 组成时

间序列. 该序列反映了最优解的变化规律. 而在同一环境中,

与不同参考点关联的个体反映了当前环境的 Pareto 最优解
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集的分布. 因此, 关联于每一个参考点的时间序列描述了问

题 Pareto 解集的移动情况, 对 t+1 时刻的 Pareto 解集位置

的预测可以表示为

xxxi
t+1 = f(xxxi

t,xxx
i
t−1 , · · · ,xxxi

t−K+1 , t) (3)

式中, f 代表预测模型, i = 1, 2, · · · , H 表示参考点. 为了减

少预测的复杂度选用线性回归模型进行预测. 前两个时刻的

信息作为历史信息建立预测模型. 从第三个时刻开始, 对关

联在同一个参考点的个体采用如下模型预测新的个体.

xxxi
t+1 = xxxi

t +
(
xxxi

t − xxxi
t−1

)
+ εεε (4)

其中, εεε = xxxi
t − xxxi′

t 是 t 时刻的预测误差. 将 t 时刻的预测误

差反馈到 t + 1 时刻的预测中来提高预测的准确性.

表 1 个体关联算法

Table 1 Individual correlation algorithm

算法 1 个体关联算法

步骤 1 for i = 1 : H do //H 参考点的个数

步骤 2 链接参考点和原点作为该参考点参考线

步骤 3 end

步骤 4 for i = 1 : N do //N 种群的个体数

步骤 5 for j = 1 : H do

步骤 6 计算每个个体和参考线的距离

步骤 7 end

步骤 8 与个体垂直距离最小的参考点记录为关联参考点

步骤 9 end

图 2 两目标优化问题个体和参考点关联

Fig. 2 Two objective optimization problem of individual

associated with reference point

此外, 为保持种群多样性, 本文在每个预测个体附近产

生高斯扰动 ς 来增加预测种群的多样性, 即:

xxxi
t+1 = xxxi

t+1 + ς (5)

高斯扰动定义如下:

ς ∼ N(0, δ2) (6)

其中, δ 为标准差:

δ2 =
1

4n
||xxxt − xxxt−1||22 (7)

其中, n 为决策变量的维度.

2.4 环境检测

当环境发生变化时, 利用环境检测算子进行检测, 即算

法感知到动态环境发生了变化. 然后算法采用本文提出的预

测策略产生预测新环境下的种群, 并将该种群作为新环境下

算法的初始种群, 使得算法快速收敛到新环境下的最优解.

因此, 环境检测算子的设计对问题求解至关重要, 环境探测

器设计如下:

η(t) =

1
H

H

Σ
i=1

||f(xxxi
t)− f(xxxi

t−1)||
||f(xxx1

t )− f(xxxH
t )|| (8)

其中, xi
t 表示环境 t 时第 i 个参考点关联的个体. 对于给定

的探测阈值 η, 当 η(t) > η 时, 则认为环境发生变化, 启用种

群预测策略.

2.5 PDMOP算法步骤

PDMOP 算法以静态多目标优化算法 NSGA-II 算法为

基本框架, PDMOP 算法的伪代码如表 2所示.

表 2 PDMOP 算法伪代码

Table 2 Pseudo code of PDMOP

算法 2 PDMOP 算法伪代码

步骤 1 参数及种群初始化: 设置初始化参数, 时间常数 τt,

种群大小 pop, 进化代数 max gen, 并在决策空间内

随机产生规模为 pop 初始种群 pt
0.

令 t = 0, T = 0, gen = 0

步骤 2 环境探测：根据式 (7) 计算 η (t) , 如果 η (t) < η

则转步骤 3, 否则转步骤 4.

步骤 3 环境未发生变化, 进化操作更新父代个体.

步骤 3.1 进化操作: 以一定的交叉概率 pc, 变异概率

pm, 对当前父代个体 pgen
t 进行进化操作,

产生新的种群 Ωgen
t .

步骤 3.2 对 Ωgen
t

⋃
pgen

t 快速排序, 并根据参考点关联选择

个体 pgen
t+1 作为下一代个体, 转步骤 5.

步骤 4 环境发生变化, 产生预测种群响应变化

步骤 4.1 产生预测种群, 基于式 (4) 所示预测模型,

产生与种群大小为 pop 的预测种群,

并将其作为下一时刻算法的初始种群.

步骤 4.2 存储历史信息, 转步骤 5.

步骤 5 判断是否满足算法停止条件, 若满足则停止;

否则, t = t + 1, 转步骤 2.

3 实验仿真及结果分析

本文选取 4 个动态多目标优化标准测试问题 FDA1,

FDA3, FDA4, FDA5 进行仿真实验, 并与文献 [13] 提出的

DNSGA-II 算法和文献 [16] 提出的 DSS 算法进行对比研究.

3.1 测试函数

在动态多目标的 4 种类型中[20], 当环境变化时第一类

和第二类问题对新环境下最优解的跟踪比较困难. 本文提出

的算法主要解决这类问题. 本文采用的标准测试函数[28] 中,

FDA1属于动态问题分类中的第一类问题.当环境变化时,其

Pareto 最优前沿面不变, 而 Pareto 最优解随环境变化而变

化. FDA2 属于动态问题分类中的第二类问题, 当环境变化

时, 其 Pareto 最优前沿面和 Pareto 最优解均随环境的变化

而变化. FDA1 和 FDA3 的 Pareto 前沿面是一个凹形的曲
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面. FDA4和 FDA5的 Pareto前沿面是凸型曲面, 且 Pareto

最优解都随环境变化而变化, 但是 FDA5 的 Pareto 最优前

沿面随环境变化而变化属于第二类问题, 而 FDA4 属于第一

类问题. 标准测试函数如表 3所示.

表 3 测试函数

Table 3 Test instance

测试函数 搜索空间 目标值, PS 和 PF

FDA1 [0, 1] × [−1, 1]n−1

f1 (xxx, t) = xxx1, f2 (xxx, t) = g

(
1 −

√
f1
g

)

g = 1 +
∑n

i=2
(
xi − G (t)

)2, G = sin
(
0.5π t

nT

)

PS (t) : 0 ≤ x1 ≤ 1, xi = G, for i = 2, · · · , n

PF (t) : f2 = 1 −√
f1, 0 ≤ f1 ≤ 1

FDA3 [0, 1] × [−1, 1]n−1

f1 (xxx, t) = xxxF
1 , f2 (xxx, t) = g

(
1 −

√
f1
g

)

g = 1 + G +
∑n

i=2
(
xi − G (t)

)2

G =
∣∣∣∣sin

(
0.5π t

nT

)∣∣∣∣ , F = 102 sin(0.5πt)

PS (t) : 0 ≤ x1 ≤ 1, xi = G, for i = 2, · · · , n

PF (t) : f2 = 1 −√
f1, 0 ≤ f1 ≤ 1

FDA4 [0, 1]n

f1 (xxx, t) = (1 + g) cos (0.5πx1)

f2 (xxx, t) = (1 + g) sin (0.5πx1)

g =
∑n

i=2
(
xi − G (t)

)2

G =
∣∣∣∣sin

(
0.5π t

nT

)∣∣∣∣
PS (t) : 0 ≤ x1 ≤ 1, xi = G, for i = 2, · · · , n

PF (t) : f2
1 + f2

2 = 1

FDA5 [0, 1]n

f1 (xxx, t) = (1 + g) cos (0.5πy1)

f2 (xxx, t) = (1 + g) sin (0.5πy1)

g = G +
∑n

i=2
(
xi − G (t)

)2

G =
∣∣∣∣sin

(
0.5π t

nT

)∣∣∣∣
yi = xF

i , F = 1 + 100sin4 (0.5πt)

PS (t) : 0 ≤ x1 ≤ 1, xi = G, for i = 2, · · · , n

PF (t) : f2
1 + f2

2 = (1 + G)2

3.2 参数设置

1) 问题参数设置: 测试函数环境的变化幅度 τT = 5, 决

策变量的维度 n = 20. 每个问题的环境变化频率为 30 代改

变一次环境. 当算法运行到 300 代时停止, 共 10 个环境, 每

个算法独立运行 30 次.

2) 种群大小设置为 100.

3) 本文算法和 DNSGA-II 算法以 NSGA-II 为框架进行

设计, 其交叉概率为 0.9, 变异概率为 0.1.

4) 文献 [16] 中的 DSS 算法以 DE 算法为框架进行, 参

数按照文献中的参数进行设置.

3.3 评价指标

动态多目标优化算法的目标是在动态环境下尽可能地

收敛到动态变化的 Pareto 前沿 P ∗ (t), 并且需要保持解集

合 S(t) 的多样性[29]. 本文采用反向代距离 (Inverse gener-

ation distance, IGD)[30] 和超体积比 (Hypervolume ratio,

HVR)[31] 指标来评价所提算法的综合性能. 其中, IGD 的定

义如下:

IGD(t) =

|P∗(t)|∑
i=1

di

|P ∗(t)| (9)

di =
|S(t)|
min
k=1

√√√√
M∑

j=1

(f
∗(i)
j − f

(k)
j )

2
(10)

IGD(t) 反映算法的收敛性和种群多样性. 理想的

IGD(t) 值是零, 意味着 S(t) 已经得到最好的收敛性和多

样性. 超体积比 HVR 是基于超体积 (Hypervolume, HV)[30]

改进而来的, 反映算法保持多样性的能力, 其计算如式 (10)

所示:

HVR(t) =
HV(S(t))

HV(P ∗(t))
(11)

式中

HV = volume

(⋃|S|
i=1

vi

)
(12)

HVR(t) 能够给出算法保持多样性的信息, 当 S(t) 和 P ∗(t)
重合时, HVR(t) 的最大值为 1. 因此, HVR(t) 越大, 表明算

法的多样性能越好.

3.4 实验结果及分析

1) IGD性能评价: 采用 FDA1, FDA3, FDA4, FDA5四

个标准测试函数,对本文算法 (PDMOP), DSS和DASGA-II

三个算法分别独立运行 30 次进行对比实验研究. 其性能评

价指标 IGD 的统计均值分别如图 3∼ 6 所示. 10 个不同环

境下的 30 次独立运行结果的 IGD 均值和方差如表 4所示,

其中加粗部分表示 IGD 性能指标评价值比较小, 说明对应算

法具有较好的多样性和收敛性. 从图 3∼ 6和表 4可以看出,

PDMOP 算法和 DSS 算法的 IGD 相对更小, 表明本文所提

算法和 DSS 算法得出的最优解更接近 Pareto 真实解; 在每

个环境下本文算法的 IGD 性能评价指标相对平稳且都保持

在很小的值 (见表 4中的 IGD 均值和方差的比较), 说明本文

算法能很好地适应各个动态的环境, 在每个环境下都能快速

地收敛到最优解.

表 4 算法性能评价比较

Table 4 The comparison of algorithm performance

测试函数
性能评价指标

IGD HVR
算法

DNSGA-II 0.071365018 (0.002269256) 0.71946556 (0.000297)

FDA1 DSS 0.02600748 (0.001803211) 0.70582515 (0.000535)

PDMOP 0.015680472 (0.000359908) 0.73517365 (0.000364)

DNSGA-II 0.044540016 (0.001073) 0.71305567 (0.000135)

FDA3 DSS 0.025739528 (0.001627) 0.6885821 (0.001138)

PDMOP 0.01396887 (0.000212644) 0.72832574 (0.00032)

DNSGA-II 0.52746455 (0.00360) 0.9912373 (4.065E−05)

FDA4 DSS 0.590349722 (0.019668538) 0.991158595 (0.00059)

PDMOP 0.487834225 (0.002480901) 0.9936884 (4.83E−05)

DNSGA-II 0.815775725 (0.0609696) 0.9958528 (3.26E−05)

FDA5 DSS 0.785075639 (0.020305) 0.981521674 (0.00057)

PDMOP 0.767482022 (0.0258126) 0.99085766 (1.58E−06)

2) HVR 性能评价: 对文中提到的 4 个标准测试函数

采用 3 种算法独立运行 30 次的 HVR 性能指标的均值如图

7∼ 10所示. 表 4给出 10 个环境下 HVR 性能指标的均值和

方差, 可以用来比较算法在各个环境下的稳定性.

图 7∼ 10 分别为测试函数 FDA1∼FDA5 的 HVR 性能

指标, 从图中可以直观看出: 本文算法 (PDMOP) 的 HVR

明显高于 DSS 算法和 DNSGA-II 算法, 表明本文 PDMOP

算法能够更好地保持种群的多样性; 同时, 从表 4看出本文

PDMOP 算法的 HVR 性能指标在每个环境下变化较小, 表

明本文算法能更好地适应不同环境的动态变化.

通过对算法的 IGD 和 HVR 性能评价指标的统计分析

结果可知, 本文提出的 PDMOP 算法取得较好的收敛速度和

收敛程度, 其获得的 Pareto 最优解在目标空间内分布均匀,

具有较好的保持种群多样性的能力.



2期 丁进良等: 基于参考点预测的动态多目标优化算法 317

图 3 FDA1 的 IGD 均值

Fig. 3 Average IGD of FDA1

图 4 FDA3 的 IGD 均值

Fig. 4 Average IGD of FDA3

图 5 FDA4 的 IGD 均值

Fig. 5 Average IGD of FDA4

图 6 FDA5 的 IGD 均值

Fig. 6 Average IGD of FDA5

图 7 FDA1 的 HVR 均值

Fig. 7 Average HVR of FDA1

图 8 FDA3 的 HVR 均值

Fig. 8 Average HVR of FDA3
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图 9 FDA4 的 HVR 均值

Fig. 9 Average HVR of FDA4

图 10 FDA5 的 HVR 均值

Fig. 10 Average HVR of FDA5

3) 实验分析: 由 IGD 和 HVR 性能评价指标分析表明本

文所提算法较 DSS 算法和 DNSGA-II 算法具有优越性. 从

环境变化后的初始化 (预测) 种群来分析本文所提算法的优

越性. 图 11∼ 14给出 t = 1到 t = 5时刻的预测种群. 从图

中明显看出, 当环境变化后本文所提算法 PDMOP 的预测种

群的解与 DSS 算法和 DNSGA-II 算法相比更接近于真实解,

从而在进化过程中能够快速地收敛到最优解.

4) 实验结论: 本文所提算法 PDMOP 通过和关联在相

同参考点建立时间序列, 当动态多目标优化问题的环境变化

时, 各个时间序列分别对该环境下的最优解进行预测; 同时,

在预测模型中加入反馈思想, 即将历史的预测误差反馈到预

测模型中, 使得预测结果更加稳定; 最后, 预测解附近加入高

斯扰动来增加种群的多样性. 使得所提算法在保持种群的多

样性的同时加快收敛速度. 通过与 DSS 和 DNSGA-II 算法

的实验结果比较, 可以得出 PDMOP 算法能够更准确地预测

到新环境下的最优解集. 并通过 HVR 和 IGD 性能评价指标

的比较, 说明 PDMOP 算法能够稳定地保持最优解的多样性

和收敛程度.

图 11 FDA1 的预测种群

Fig. 11 Prediction population of FDA1

图 12 FDA3 的预测种群

Fig. 12 Prediction population of FDA3

图 13 FDA4 的预测种群

Fig. 13 Prediction population of FDA4
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图 14 FDA5 的预测种群

Fig. 14 Prediction population of FDA5

4 结语

近年来, 在动态多目标优化进化算法的研究领域, 利用

历史信息提高算法的求解性能吸引了越来越多的关注. 针

对动态多目标优化问题, 本文提出了一种基于结构化参考点

的 Pareto 前沿预测的动态多目标优化算法. 该算法利用历

史信息预测新环境下最优解的潜在分布区域, 提高了算法适

应环境变化的能力. 本文对历史信息的提取采用了对结构

化参考点关联的个体建立时间序列, 利用线性回归模型和预

测误差反馈对时间序列进行预测, 并增加高斯扰动保持预测

种群的多样性, 具有较高的可适应性和操作可行性. 利用动

态多目标优化标准测试问题进行性能测试, 结果表明本文所

提 PDMOP 算法能够及时适应环境的变化, 迅速跟踪问题的

Pareto 前沿. 同时, 该算法结构简单, 具有良好的可移植性.
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