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基于流形正则化极限学习机的

语种识别系统

徐嘉明 1, 2 张卫强 3 杨登舟 1, 2 刘 加 3 夏善红 2

摘 要 支持向量机 (Support vector machine, SVM) 在语种识别

中已经起到了重要的作用. 近些年来, 极限学习机 (Extreme learning

machine, ELM) 在很多领域取得了成功的应用. 相比于 SVM, ELM

最大的优点在于极易实现、训练速度快, 而且通常可以取得与 SVM 相

近甚至优于 SVM 的识别性能. 鉴于 ELM 这些优异的特点, 本文将

ELM 引入到语种识别中, 并针对 ELM 由于随机初始化模型参数所带

来的潜在问题, 提出了流形正则化极限学习机 (Manifold regularized

extreme learning machine, MRELM) 算法. 实验结果表明, 在高斯

超矢量 (Gaussian supervector, GSV) 特征空间上, 相对于 SVM 基

线系统, 该算法对 30 秒语音的识别性能有明显的提升. 同时该算法也可

以成功地应用到 i-vector 特征空间中, 取得与当前主流的打分算法相近

的识别性能.
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Abstract Support vector machines (SVMs) have played an im-

portant role in the state-of-the-art language recognition systems.

The recently developed extreme learning machine (ELM) which

has been successfully applied to many areas tends to achieve

much better generalization performance than the traditional

SVM. Inspired by the excellent features of ELM, we introduce

it into language recognition and propose a manifold regularized

extreme learning machine (MRELM) to overcome the potential

problem of ELM due to random initialization of model param-

eters. Experimental results show that the proposed algorithm

can achieve much better performance than SVM at 30 s dura-

tions in the Gaussian supervector (GSV) feature space. In ad-

dition, MRELM can be applied to the i-vector space and get

comparable results to the existing scoring methods.
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语种识别的任务是自动识别出一段语音所属语言的种

类[1]. 在语音识别系统前端[2] 以及多语言自动翻译系统前

端[3−4], 语种识别起到了至关重要的作用, 因此, 语种识别已

经引起了相关领域研究人员的广泛关注.

在语种识别中, 支持向量机 (Support vector machine,

SVM)已经被证明是一种非常有效的分类器[5−6], 并得到了

广泛的应用. SVM通过核方法将数据从原始特征空间映射

到一个更高维甚至无穷维的特征空间中, 在该空间中通过标

准的优化算法寻找一个可以最大化分类间隔的分类超平面.

在语种识别中, 我们通常采用一对其他 (One-vs-the-rest)的

训练方法来处理多类问题, 即将目标语种的所有训练数据设

为正样本, 并将其他语种的所有训练数据设为负样本. 采用

这种方法, 正样本和负样本间的数据量往往不平衡, 会造成

性能上的损失. 此外, SVM的训练过程需要计算核矩阵, 所

以 SVM训练的计算复杂度通常和数据样本数的平方成正比.

近些年来, 极限学习机 (Extreme learning machine,

ELM)[7−8] 的出现引起了研究人员越来越多的关注. ELM

是一个单隐含层的前馈神经网络, 它最大的特点是输入层和

隐含层之间的连接权值矩阵以及隐含层节点的偏置只需要

一次性随机初始化, 而不需要通过传统的反向传播算法进行

更新. 唯一需要计算的就是隐含层和输出层之间的权值矩

阵, 该矩阵可以通过求广义逆矩阵的方法求得. 相比于 SVM,

ELM 具有一些显著的优点. 从计算复杂度的角度来看, 由

于隐含节点数通常少于训练样本数, 所以 ELM的求解更加

快速. 从分类性能的角度来看, 近些年来的文献报道表明, 通

常情况下, ELM会取得与 SVM相近甚至优于 SVM的分类

性能[9−10]. 此外, ELM还可以进行在线训练, 即可以对训练

数据进行分块训练, 每次训练都会在上次训练的基础上更新

模型参数[11]. 另外, ELM还可以和传统的核方法相结合[10].

正因为具有这些优异的特性, ELM已经在许多领域取得了成

功的应用, 并引起了人们极大的研究兴趣[12−14]. 许多来自不

同领域的研究者提出了很多方法来改进 ELM算法, 例如利

用 ELM解决带噪声数据的问题[15−16] 以及数据量不平衡的

问题[17]、基于 Fisher准则的 ELM算法[18] 等.

鉴于 ELM在分类问题中的成功应用, 本文将 ELM算法

引入到语种识别中, 但是, 直接使用 ELM算法存在潜在的问

题. ELM 的输出权值矩阵的求解采用的是广义逆矩阵的求

解方法, 其本质上是最小二乘算法. 也就是说, 如果我们将

隐含层输出看作一个新的特征空间 (这里称为 ELM特征空

间), ELM 算法是在 ELM 特征空间中求解一组线性分类超

平面. 但是, 由于采用随机初始化输入权值矩阵及隐含层偏

置, ELM相当于将数据从原始特征空间随机映射到 ELM特

征空间中, 这种随机映射往往会使数据在 ELM特征空间中

呈现出某种难以预测的非线性分布, 而简单地采用最小二乘

的方法无法挖掘数据在 ELM特征空间中的非线性的几何结

构.

为了改善这一潜在问题, 本文尝试将流行学习[19−20]

的思想引入到 ELM 算法中, 在流形正则化的理论框架下,

提出了流形正则化极限学习机算法 (Manifold regularized

extreme learning machine, MRELM), 并将其成功应用到语

种识别中. 值得一提的是, 文献 [21−22]提出将流形正则化

的理论框架与 ELM相结合用于解决半监督学习或无监督学
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习的问题, 而本文研究的是有监督学习的问题, 所以, 本文在

训练方法上与之有所不同. 另外,文献 [23]中提出将结构风险

引入到 ELM算法中以提高算法的泛化能力, 本文也将遵照

这一做法, 将该结构风险视作 ELM算法优化目标的一部分.

为了验证MRELM算法的有效性, 本文采用了当前语种

识别系统最常用的两种声学特征, 即高斯超矢量 (Gaussian

supervector, GSV)[24] 和 i-vector[25]. GSV 是采用一种基

于 KL (Kullback-Leibler) 距离的核函数的方法, 专门针对

SVM训练而提取的一种特征. i-vector是基于因子分析的方

法提取的一种特征, 近些年来, 由于其优异的性能, 已经成为

语种识别和说话人识别领域里广泛采用的特征之一.

1 ELM算法简介

作为一种极简单且有效的学习算法, ELM最早被提出用

来训练单隐含层前馈神经网络[7], 该网络的输入层和隐含层

间的权值矩阵以及隐含层节点的偏置可以随机初始化而不需

要再次更新. 所需计算的只有隐含层和输出层间的权值矩阵,

该矩阵可以通过求广义逆矩阵的方法求得.

这里我们设定训练数据为 {xxxi, ttti}, 其中, xxxi 是 d维的训

练样本, 训练数据的总样本数为 N . ttti 是样本 xxxi 的 m维标

签向量, m是类别总数, 如果 xxxi 属于第 j 类, 则将 ttti 的第 j

维设为 1, 其他维均设为 0. ELM的整体结构如图 1所示. 其

中, L是隐含层节点的数目, wwwi 是隐含层第 i个节点与输入

层之间的权重向量, bi 是隐含层第 i个节点的偏置. wwwi 和 bi

一旦随机初始化后就不再改变. βββi 是隐含层第 i个节点与输

出层之间的权值向量. yyy是 ELM 的决策层输出向量. 对于第

j 个样本点, 隐含层的输出表示为 zzzj .

zzzj = h(xxxj) =
[

g(wwwT
1 xxxj + b1) · · · g(wwwT

Lxxxj + bL)
]

(1)

其中, g(wwwT
1 xxxj + b1) 是激活函数, 最常用的激活函数是 sig-

mod函数. 从 ELM的角度来看, h(xxxj)是一个特征映射, 它

将样本 xxxj 映射到 ELM特征空间中, 所以, 这里 zzzj 表示的是

ELM特征空间中的第 j 个样本. 这样, 对所有训练数据而言,

隐含层的输出矩阵可以表示为

H =




g(wwwT
1 xxx1 + b1) · · · g(wwwT

Lxxx1 + bL)
...

. . .
...

g(wwwT
1 xxxN + b1) · · · g(wwwT

LxxxN + bL)




N×L

(2)

ELM的优化目标就是同时最小化训练误差 (经验风险)

以及输出矩阵的二次范数 (结构风险), 即

min : ‖ Hβ − T ‖22 +
C

2
‖ β ‖22 (3)

其中, C 是加权系数,

β =




βββT
1

...

βββT
L




L×m

, T =




tttT1
...

tttTN




N×m

(4)

上述系统可通过如下求解.

β = (HTH + CI)−1HTT (5)

图 1 ELM 结构图

Fig. 1 ELM structure

2 流形正则化 ELM算法

ELM算法由于采用一次性随机初始化输入层和隐含层

之间的权值以及隐含层节点的偏置, 这往往会使得数据在

ELM 特征空间中的分布具有一定的随机性, 这种随机性往

往会使数据的分布出现某种非线性的几何结构. 简单地采用

最小化训练误差和最小化输出权值的二次范数作为优化目

标无法挖掘数据的这种非线性几何结构. 近些年来, 流形学

习作为一种新的学习理论, 在机器学习领域取得了成功的应

用[19−20]. 流形学习假设数据落在某个高维空间中的一个低

维流形上, 它的目标就是要挖掘数据的这种非线性几何结构.

无论是在降维还是在分类问题上, 流形学习均取得了较好的

效果.

正因为如此, 本文借鉴了流形学习的思想, 在流形正则

化的理论框架下, 改进了 ELM算法, 利用流形学习的方法挖

掘数据在 ELM特征空间中的非线性几何结构, 以进一步提

高 ELM算法的性能.

2.1 流形正则化理论框架

流形正则化的本质思想是使数据在新的投影空间 (这里

指决策空间)中能够保持数据在原特征空间 (这里指 ELM特

征空间)中的局部几何结构, 即, 如果某两个样本在原特征空

间中的相似度很大, 则它们在新的投影空间中的距离应该很

近[26−27]. 该目标函数可以表示如下.

min :
1

2

∑
ij

ωij ‖ yyyi − yyyj ‖22 (6)

其中, yyyi和 yyyj 分别是样本 zzzi和 zzzj 的输出预测向量 (在 ELM

结构中, yyyi 是决策层输出向量, zzzi 是隐含层输出向量), ωij 表

示 zzzi 和 zzzj 的相似度. 为了计算两个样本点间的相似度, 通常

采用 K 近邻方法, 即找到与某样本点 zzzi 距离最近的 K 个样

本, 将这K 个样本设定为 zzzi 的邻居, 然后利用高斯核函数计
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算各点与 zzzi 的相似度, ωij 的计算方法如下式所示.

ωij =





exp

(− ‖ zzzi − zzzj ‖22
ρ

)
, e(zzzi, zzzj) = 1 并且

C(zzzi) = C(zzzj)

0, 其他

(7)

其中, e(zzzi, zzzj) = 1表示 zzzi是 zzzj 的邻居或者 zzzj 是 zzzi的邻居.

C(zzzi) = C(zzzj)表示 zzzi 和 zzzj 属于同一个类别, 因为本文研究

的是有监督学习算法, 所以这里只对来自同一类别的互为邻

居的数据计算相似度, 其他互为邻居的数据不进行计算, 这

一点不同于半监督的流形学习算法[28] (不考虑类别信息, 对

所有互为邻居的数据计算相似度). 另外, 文献 [26, 29]将类

间信息也引入到流形正则化理论框架中, 其本质思想是, 若

来自不同类别的数据在原特征空间中是邻接的, 则拉大其在

决策空间中的距离, 两篇文献采用了不同的优化方法. 然而,

文献 [26]的报道表明, 并不能确定加入类间信息是否可以提

高系统性能. 而文献 [29]采用的优化方法由于存在一些潜在

问题[30], 有时会使系统性能下降. 所以, 本文只考虑类内信

息, 并没有利用类间信息.

通过上述方法, 可以得到相似度矩阵W .

W =




ω11 · · · ω1N

...
. . .

...

ωN1 · · · ωNN




N×N

(8)

最小化式 (6) 中的目标函数相当于最小化如下目标函

数[28].

min : tr(Y TLY ) (9)

其中, tr(·)表示矩阵的迹, Y 是所有训练样本的输出预测向

量拼接而成的矩阵, 即

Y =




yyyT
1

...

yyyT
N




N×m

(10)

矩阵 L是拉普拉斯矩阵, 即 L = D−W , D是一个对角矩阵.

Dii =

N∑
j=1

Wij (11)

2.2 流形正则化 ELM算法

基于上述分析和推导, 在这一部分, 我们将流形学习理

论引入到 ELM算法中, 以克服 ELM算法存在的潜在问题.

这里, 我们以 ELM特征空间作为出发点, 假定由于随机性因

素, 数据分布在该高维特征空间中的一个低维流形上, 这种

数据的几何结构需要通过上述流形学习的方法加以挖掘, 所

以, 这里将式 (9)引入到 ELM目标函数中, 则MRELM的目

标函数如下所示:

min :
1

2

N∑
i=1

‖ ξξξi ‖22 +
C1

2
‖ β ‖22 +

C2

2
tr(Y TLY )

s.t. h(xxxi)
Tβ = tttTi − ξξξT

i , i = 1, · · · , N

yyyT
i = h(xxxi)

Tβ (12)

这里, 拉普拉斯矩阵 L是由在 ELM特征空间中的样本求得.

上式目标函数中第三项的意义就是使得在 ELM特征空间中

相似度较大的数据在决策空间中的距离较小, 即在决策空间

中保持数据在原 ELM 特征空间中的几何性质. 将约束项代

入目标函数, 上式可以表示为如下形式:

min :
1

2
‖ Hβ − T ‖22 +

C1

2
‖ β ‖22 +

C2

2
tr(βTHTLHβ)

(13)

对矩阵 β 求导可得:

∇ = HT(Hβ − T ) + C1β + C2H
TLHβ (14)

令 ∇ = 0,可求得:

β = (HTH + C1I + C2H
TLH)−1HTT (15)

至此, MRELM的训练算法已经实现. 现将MRELM算

法总结如下:

步骤 1. 设定隐含节点数和激活函数, 随机初始化输入

层与隐含层之间的权值矩阵以及隐含层节点偏置.

步骤 2. 将全体训练数据映射到 ELM特征空间中.

步骤 3. 在该空间中, 构建拉普拉斯矩阵 L.

步骤 4. 根据式 (15)计算输出矩阵 β.

在测试阶段, 对于测试样本 xxx, 直接按如下公式计算其分

数:

yyy = h(xxx)Tβ (16)

3 实验设置

3.1 数据库

为了验证算法的有效性, 本文的实验基于美国国家技术

和标准署 (National Institute of Standards and Technology,

NIST) 2009年语种识别评测[31]. NIST 2009语种识别评测

包含 23个语种, 分别是阿姆哈拉语、波斯尼亚语、汉语广东

话、海地克里奥尔语、克罗地亚语、达里语、美国英语、印度

英语、波斯语、法语、格鲁吉亚语、豪撒语、印地语、韩语、

汉语普通话、普什图语、葡萄牙语、俄语、西班牙语、土耳其

语、乌克兰语、乌尔都语、越南语.

训练数据包含电话信道数据 (Conversational telephone

speech, CTS) 和广播信道数据 (Voice of america radio

broadcasts, VOA), CTS数据来源于 NIST 2007 语种识别评

测提供的数据以及 CallFriend、CallHome、OGI-22数据集,

训练数据一共有将近 30 000条.

后端校准基于开发集数据. 开发集数据来源于 NIST

2003、2005、2007提供的数据以及 VOA数据集, 只有上述

23个语种的数据被采用, 这部分数据一共有将近 10 000条.

这里, 后端校准算法采用的是 LDA+MMI算法[32].

测试集为 NIST 2009 标准测试库, 这里采用闭集测试,

即只对上述 23个目标语种进行测试.评价指标等错率 (Equal

error rate, EER)和平均代价 (Average cost, Cavg), 这两种

指标由 NIST定义, 是目前国际上广泛采用的评价指标.

3.2 特征提取

特征提取阶段, 我们首先提取了 13 维的梅尔频率倒谱

系数 (Mel frequency cepstral coefficient, MFCC) 特征, 经

过相对谱 (Relative spectral, RASTA)技术滤波后, 进一步

提取了移位差分倒谱系数 (Shifted dalta cepstral coefficient,

SDCC) 特征, 特征参数为 7-1-3-7. 之后, 用所有的训练数
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据训练出一个性别无关的通用背景模型 (Universal back-

ground model, UBM), 混合度为 512.

在此基础上, 接下来对每段语音提取了两种不同的特征,

分别为 GSV[24] 和 i-vector[25]. GSV是采用一种基于 KL距

离的核函数的方法, 专门针对 SVM训练而提取的一种特征.

这里, 通过均值自适应, 为每段语音提取了一条 28 672维的

GSV特征, 每条 GSV特征都做了 NAP补偿[33]. i-vector是

基于因子分析的方法提取的一种特征, 近些年来, 由于其优

异的性能, 已经成为语种识别和说话人识别领域里广泛采用

的特征之一. 这里采用了标准的 i-vector提取方法, 对每段语

音, 提取了 400维的 i-vector特征.

基于MRELM算法的语种识别系统流程如图 2所示.

4 实验结果

4.1 基于GSV的系统

为了验证算法的有效性, 首先我们在 GSV 特征上将

MRELM与 SVM以及传统的 ELM作对比.

对于 SVM系统, 这里采用一对其他的训练方法, 该方法

是目前基于 SVM的语种识别系统广泛采用的训练方法.

对于 MRELM系统, 这里设定隐含节点数为 20 000, 输

入权值以及隐含层偏置采用均匀分布的随机初始化, 初始化

区间为 [−0.5,+0.5]. 这里, 我们采用交叉验证的方法来确定

平衡参数 C1和 C2, 即将全体训练数据平均分成 3 份, 每次

用其中的 2 份进行训练, 剩下的 1 份用于测试, 以此来确定

和的最优值. 这里, 通过实验确定 C1 = 10 000, C2 = 0.001.

对于传统的 ELM算法, 隐含节点数以及随机初始化参

数与MRELM相同, C1 = 10 000.

实验结果如表 1 所示, 该结果对各系统做分数校准之

前 (BB)和之后 (AB)的性能均进行了比较. 从实验结果可

以看出: 相比与 SVM, MRELM在不同段长的测试条件下、

在做分数校准之前和之后的各项指标性能均优于 SVM, 尤

其是在 30 秒的测试条件下, MRELM 相对 SVM 可以取得

22.69% (BB, EER)、22.75 (BB, Cavg)、13.08% (AB, EER)

和 16.67% (AB, Cavg)的提升. 此外, 在大多数测试条件下,

MRELM的各项性能也优于传统的 ELM算法, 这说明了引

入流形正则化的必要性, 同时也验证之前关于 ELM特征空

间可能存在潜在问题的假设.

4.2 基于 i-vector的系统

此外, MRELM 也被应用到了 i-vector 特征中. 目前,

针对 i-vector特征, 国际上最主流的方法是首先采用线性鉴

别性分析 (Linear discriminative analysis, LDA)对 i-vector

进行降维, 然后采用余弦距离打分 (Cosine distance scoring,

CDS)的方法进行打分[34]. 这里,令 lll表示 i-vector通过 LDA

降维后得到的单位长度的特征, 则语种 k 的模型mmmk 可由下

式求得:

mmmk =

Nk∑
i=1

llli
∥∥∥∥∥

Nk∑
i=1

llli

∥∥∥∥∥
2

(17)

其中, Nk 表示语种 k中的训练样本数. 则测试段 llltest对语种

k的分数为

s = mmmT
k llltest (18)

这里, 我们首先采用该标准方法进行识别. 然后, 为了对

比, 将 SVM 应用到经过 LDA 降维的 i-vector 特征空间中.

最后, 直接将MRELM算法应用到 i-vector原始特征空间中.

这里, 隐含节点数设为 6 000, C1 = 200, C2 = 0.001, 实验发

现, 继续增大隐含节点数, 系统性能没有进一步提高.

表 1 不同系统在 GSV 特征空间中的性能

Table 1 Performance of different systems in GSV space

系统 (s) SVM ELM MRELM

EER

30
BB 7.05 6.31 5.455.455.45

AB 3.21 3.01 2.792.792.79

10
BB 13.02 12.30 11.9811.9811.98

AB 8.77 7.79 7.377.377.37

3
BB 25.25 23.9223.9223.92 24.20

AB 21.88 22.00 19.5019.5019.50

Cavg

30
BB 7.34 6.56 5.675.675.67

AB 3.24 2.82 2.702.702.70

10
BB 13.17 12.69 12.4812.4812.48

AB 8.76 7.86 7.667.667.66

3
BB 25.35 24.4324.4324.43 24.62

AB 21.69 21.97 19.7119.7119.71

三种方法的实验结果如表 2所示. 从实验结果可以看出,

在大多数测试条件下, MRELM的性能优于 LDA+SVM, 并

且与标准的 LDA+CDS打分方法可以取得相近的分类性能,

尤其是在做完后端分数校准之后, 性能略优于 LDA+CDS打

分. 这说明MRELM算法可以成功地应用在 i-vector特征空

间中.

图 2 基于MRELM 算法的语种识别系统框图

Fig. 2 Diagram of language recognition system with MRELM
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表 2 不同系统在 i-vector 特征空间中的性能

Table 2 Performance of different systems in i-vector space

系统 (s) LDA+SVM LDA+CDS MRELM

EER

30
BB 6.05 4.524.524.52 4.84

AB 2.70 2.63 2.492.492.49

10
BB 11.40 9.569.569.56 10.32

AB 6.78 6.72 6.436.436.43

3
BB 24.27 21.7021.7021.70 23.14

AB 19.92 20.2220.2220.22 20.52

Cavg

30
BB 6.27 4.794.794.79 5.20

AB 2.62 2.59 2.462.462.46

10
BB 11.76 9.719.719.71 10.87

AB 6.97 6.80 6.496.496.49

3
BB 24.47 21.9021.9021.90 23.18

AB 19.8019.8019.80 20.36 21.10

4.3 实验结果分析

从上述实验中可以看出, 在绝大多数情况下, MRELM

算法的性能优于 SVM. 相比与 SVM, MRELM具有一些潜

在的优点. 首先, 在文献 [8]中, 作者将 ELM和 SVM在优化

理论上进行了对比. ELM和 SVM具有相似对偶形式的目标

函数, 但是 SVM在求解拉格朗日算子 α的过程中需要满足

如下两项约束:

N∑
i=1

αiti = 0 (19)

0 < αi < λ (20)

其中, λ是一个大于 0的平衡参数. 即 SVM是在 N 维空间

中的某个有限空间里的一个平面上寻求最优解. 然而, ELM

只需要满足该约束条件 (20), 即 ELM是在 N 维空间中的某

个有限空间里寻求最优解, 从这个角度上看, ELM可以找到

一个全局最优解, 而 SVM 只能找到局部最优解. MRELM

算法作为 ELM算法的一个扩展, 继承了 ELM算法的这个优

点. 此外, MRELM改进了 ELM算法的不足, 能够挖掘数据

在 ELM特征空间中的非线性结构, 所以, 综上所述, 相对于

SVM, MRELM往往可以取得更好的识别性能.

5 结论

本文将极限学习机算法引入到语种识别中, 并针对 ELM

算法存在的问题, 提出了MRELM算法, 相对于传统的 SVM

系统, 该算法使语种识别系统的性能有了显著提升, 同时在

i-vector 特征空间中, 该算法的性能与当前主流的打分算法

相当. 因此, 该算法可以成功地应用到当前语种识别系统当

中, 为语种识别开辟了一个新的研究方向.
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