
第 41 卷 第 5 期 自 动 化 学 报 Vol. 41, No. 5

2015 年 5 月 ACTA AUTOMATICA SINICA May, 2015

一种多层次抽象语义决策图像分类方法

刘 鹏 1 叶志鹏 1 赵 巍 1 唐降龙 1

摘 要 视觉词包 (Bag-of-visual-words, BoVW) 模型是一种有效的图像分类方法. 本文提出一种基于语义抽象的多层次决

策 (Multiple layer decision, MLD) 方法, 通过在 BoVW 中引入抽象语义进行多层次扩展, 采用语义保留方法生成具有语义

的视觉词典, 利用自底向上的方式逐层传递语义, 训练上层语义分类器; 分类时采用自顶向下方式逐层判断待测样本的类别.

用标准数据集验证方法的分类性能. 结果表明, 本文提出的方法与主流分类方法相比具有更好的分类性能.
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A Multiple Layer Abstract Semantic Decision Method for Image Classification

LIU Peng1 YE Zhi-Peng1 ZHAO Wei1 TANG Xiang-Long1

Abstract Bag-of-visual-words (BoVW) is an effective method in image categorizing and retrieving task. A multiple layer

decision method (MLD), which introduces abstract semantics of image categories into BoVW to carry out middle-level and

upper-level extensions, is proposed in this paper. Semantics is preserved at the stage of generating visual vocabulary, based

on which classifiers are trained in a bottom-up way. Abstract semantics is transferred during the training step. After that,

the category of a test image is estimated gradually by classifier through each layer in a top-down way. Experiments on

standard datasets show that the proposed method achieves better performance compared with mainstream classification

methods.
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近年来, 计算技术及图像传感器的快速发展, 极
大地方便了日常生活中图像的获取与分享. 流行的
图像分享网站 Flickr 存储的图像数量已经超过 60
亿; 知名图像社交网站 Instagram 的活跃用户数量
突破了一亿. 一方面, 丰富的图像数据可为用户提供
更优质的信息资源; 另一方面, 海量的图像数据使手
工类别标注几乎成为不可能完成的任务. 因此需要
对图像类别进行自动标注并分类存储以提高用户检

索效率.
视觉词包 (Bag-of-visual-words, BoVW) 模型

由 Csurka 等于 2004 年提出[1], 是一种基于频率统
计的图像分类方法. 该方法借鉴了文本分类中词
包 (Bag-of-words, BoW) 模型的思想, 由 4 个部分
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组成: 1) 特征提取, 通常使用尺度不变特征变换算
法 (Scale invariant feature transform, SIFT) 描述
符对特征点进行描述; 2) 构建视觉词典, 利用 K-
means 聚类方法将特征点聚成数类, 视觉词典由
聚类中心形成的视觉词汇组成; 3) 利用特征局部
投影生成码书 (Codebook), 即构造 Bag-of-features
(BoF) 特征; 4) 分类器训练. 利用 BoF 特征训练
分类器, 获取分类模型, 对待分类图像特征进行预
测. BoVW 及其改进模型由于其易实现且对遮挡、

光照改变等具有鲁棒性, 因而成为视觉物体的一种
主要表示方式[2], 广泛应用于图像中目标与场景分
类[3−4]、视频场景事件检测[5] 与行为识别[6] 等领域.

然而, 视觉词包模型也存在局限性: 1) 仅考虑
视觉单词的频率分布而忽略了图像中普遍存在的空

间相关性[7]; 2) K-means 采用的 Hard-assignment
未必会找到最优的词典, 针对视觉特征的聚类导致
产生同义的视觉单词使视觉模式发生过表示, 在视
觉词典中引入同义性和不确定性[8]; 3) 采用聚类方
法生成单词会导致语义丢失, 而语义关系对于场景
理解与目标识别具有重要意义.
针对上述词包模型的不足,研究人员针对词包模
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型进行了优化, 主要包括: 1) 基于分割的优化, 这种
优化方法认为图像分类问题中, 前景为待识别目标,
背景为与目标类别无关的噪声. 通过图像分割提供
目标的感兴趣区域 (Region of interest, ROI), 从而
排除背景噪声, 提高词典生成质量. Du 等提出在词
典生成阶段使用有监督 Mean-shift, 仅将目标区域
作为ROI,去除了无关背景对词典的影响[9]; Chai等
针对弱标记数据集提出三级 (类型级、图像级、数据
级) 类型判别一致分割方法用于自动分割出类别区
分能力最佳的前景区域进行分类器训练, 提高了细
粒度图像分类中前景目标的可分性[10]. 2)编码优化.
Krapac 等提出基于高斯混合模型 (Gaussian mix-
ture model, GMM) 的图像特征空间分布编码方法
以提高视觉单词的信息量和表达能力[11]; Bolovinou
等提出一种空间视觉单词包 (Bag of spatio-visual
words) 的场景分类方法, 通过在视觉单词中加入上
下文信息编码, 利用 Spherical K-means 算法生成
空间视觉单词[12]; Wang 等提出一种局部约束线性
编码 (Locality-constrained linear coding, LLC) 模
式用于取代传统的矢量量化编码, 不仅提高了线性
支持向量机 (Support vector machine, SVM) 的分
类效果, 同时可以显著降低算法复杂度[13]. 3) 基
于二义性的优化. 传统 BoVW 方法只用一个视觉

单词描述一个图像特征, 视觉单词的二义性是将连
续的图像特征映射到离散的视觉单词上, 即利用两
个或多个视觉单词描述同一图像特征. 在视觉单词
中引入二义性可以增加模型的表述能力, 从而提升
模型的分类效果[14]; Liu 等提出了基于组件 (Com-
ponents) 的图像表示方法, 每个组件结合了附近视
觉单词的空间相关性, 使用视觉单词的频率分布作
为其特征表示, 比单个视觉单词具有更好的描述能
力[15]; Avrithis 等针对大规模图像分类问题, 结合
高斯混合模型构造视觉单词提出一种改进的期望最

大化算法, 该方法采用近似最近邻提高搜索效率, 并
利用其 EM (Expectation maximization) 算法的迭
代性进行增量搜索, 从而提高分类精度[16]; Mikuĺık
等针对大规模图像分类的 BoVW 类方法提出一种

无监督相似度测量方法, 与 L2 软分配 (Soft assign-
ment) 及汉明嵌入 (Hamming embedding) 相比具
有更好的区分能力[17]. 4) 语义与词典压缩优化, 低
层特征与高层语义间存在语义鸿沟. 语义鸿沟使信
息间缺乏一致性, 即从图像中提取的视觉特征与该
特征所反映的目标类别不一致[18]. 为了克服语义鸿
沟, 研究人员提出了对场景语义建模的图像描述方
法; 词典大小是影响 BoVW 模型的重要因素之一,
因此在分类性能损失可以接受的范围内获取更小、

更紧凑的词典, 可以提高 BoVW 模型的分类效率.
Wu 等引入马氏距离作为语义鸿沟的度量标准并通

过距离度量学习缩小语义鸿沟以便尽可能地降低语

义损失[19]; Ji 等提出基于条件随机场 (Conditional
random field, CRF) 的统一模型, 用于缩小语义上
下文与视觉特征间的语义鸿沟[20]; Liu 等提出由中
级特征学习语义视觉词典, 每个中级特征由驻点共
同信息 (Pointwise mutual information, PMI) 矢量
表示, 通过计算传播距离作为不相似度获取特征间
的关系, 最终获取压缩词典[21]; Penatti 等提出视觉
单词空间分布 (Word spatial arrangement, WSA)
方法用于表示 BoVW 模型中视觉单词的空间分布

信息. 该方法将图像以每个特征点为中心划分为 4
个象限, 统计每个象限内的其余特征点个数作为空
间分布编码. 与空间金字塔相比, WSA 提供了足够
的空间信息, 同时使特征矢量更紧凑[22].

以往的研究多侧重于利用图像中的低层和高层

特征, 引入度量或学习手段对视觉词包模型进行改
进, 没有解决 BoVW 分类效果受样本数量的影响,
对未经训练类别的样本分类效果欠佳的问题. 因此,
有必要在初级视觉词典的基础上构建更高层级的

视觉词典, 以提升分类效果. 目前, 有别于利用传统
的低层特征进行分类的方法, 部分学者利用图像间
一般到特殊的关系, 针对图像语义层次的构造展开
了研究. Li 等从构造具有语义意义的图像层次以减
轻组织样本工作量的角度, 提出一种图像层次自动
发现模型用于指导样本分类[23]; Bannour 等提出了
“语义 –视觉概念关系” (Semantico-visual related-
ness of concepts, SVRC) 方法, 用于度量图像中语
义概念间的相似程度, 并利用构建的语义层次对图
像进行分类, 其基本思想是针对图像的视觉、概念及
语义相似性度量, 生成层次构造规则, 从而达到自动
生成图像层次的目的[24]; Bannour 等[25] 针对层次

图像分类问题, 提出了一种图像数据集层次结构学
习方法 One-versus-opposite-nodes. 该方法通过将
分类问题分解为数个子问题, 从而对大规模数据集
具有较好的性能. 本文从语义抽象的角度出发, 针对
未经训练样本的分类问题提出一种多层次决策模型

(Multi-level decision model, MLD), 通过多层次语
义决策逐步缩小搜索范围, 给出与未经训练类别的
样本相近的分类结果, 从而有效提高针对未经训练
类别的样本的分类效果. 本文以等概率从每类视觉
语义属性集中选取视觉单词, 使每类视觉语义都可
以被选择到, 从而避免了出现频率低的语义无法参
与上层语义的构造而导致的分类性能下降; 另外, 在
上层语义和具体语义之间增加了中间语义层, 进一
步缩小了语义鸿沟.

1 多层次决策图像分类方法

图像分类问题可表示为一个最小化问题, 问题
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的本质即通过特征提取与量化手段, 在已训练样本
特征集合内搜索与待分类样本距离之和最短的类别

作为分类结果, 可用式 (1) 描述, 其中 Ft 为待分类

图像的特征, Fi 为第 i 个类别图像的特征集合, d

为度量函数. BoVW 即属于上述分类模型的一种.
BoVW 图像分类框架仅有一层类别数据集作为语义

类别, 其优点是简单快速易实现, 但也具有明显的不
足, 即分类能力有限, 对图像的分类结果依赖于具体
类别的种类与数量, 使其在小规模数据集上获取的
经验未必在大规模数据集成立[26]. 若输入待分类图
像的类别并未出现于训练数据集, 则产生的分类结
果往往不尽人意. 本文通过引入抽象语义作为分类
器的视觉先验知识, 构造多层决策模型来预测样本
的类别.

C = arg min
i

d(Ft, Fi) (1)

1.1 多层次决策模型

人们利用已有视觉知识学习新的目标类别. 本
文通过在传统 BoVW 中结合抽象方法增加公共类

别语义层次作为视觉知识, 提高模型的描述能力. 抽
象技术最早由面向对象程序设计方法提出, 是一种
对现实世界理解和抽象的设计理念, 目的是提高程
序的灵活性和可维护性, 目前已在人工智能领域得
到广泛应用[27]. 抽象语义类别 (Abstract semantic
category, ASC) 定义了某种事物的特征模式, 通常
包括事物的属性 (如眼睛、毛发)及其行为 (如跑、叫
等). 与具体类别中的单一图像相比, 抽象模式具有
更强的描述能力. 抽象类别与底层具体类别判决分
类器距离越远, 其抽象程度越高. 本文将数据集中
的图像类别称为具体类别, 利用抽象技术获取的上
层类别称为抽象语义类别, 其语义由来自不同下级
类别的视觉语义属性组成. 将具有相同基本属性的

具体类别用一个 ASC 描述, 如上层 ASC “动物” 是
“猫”、“狗”、“人” 等中层 ASC 的集合, 其相似之处
是都具有头、眼睛、腿等特征.

本文提出的多层次决策方法 MLD 的抽象体系
及其层级如图 1 所示. 同一个抽象类中的不同具
体类别之间既有区别又相互联系, 不同抽象类间的
具体类别的属性则差异较大. 通过在具体类别中提
取共有的上层抽象模式有助于产生类间距离大而类

内距离小的码书, 从而提升分类效果. BoVW 算法

及其改进方法仅包含具体层一个层次, 本文加入了
上层与中层 ASC 组成的两层抽象层级, 分别记为
UASC 和 MASC. 若不使用抽象层, 直接使用具体
层 BoF 描述图像数据集, 则 MLD 退化为单层次
BoVW 算法, 故MLD 是 BoVW 算法的超集.
本文中的度量模型的形式为

u = arg min
i

d(Ft, Fi) →
m = arg min

j
d(Ft, F

u
j ) →

c = arg min
k

d(Ft, F
m
k ) (2)

其中, Fi、F u
j 与 F m

k 分别为第 i、 j 与 k 个

UASC、MASC 属性和下层视觉特征集合. 式 (1)
和 (2) 将图像分类问题划分为 3 个决策步骤, 将待
分类图像 I 输入 U-SVM (上层分类器) 得到该图
像所属的上层抽象类别, 接下来将 I 输入 u 所包含

的 M-SVM (中层分类器), 获得该图像所属的中层
抽象类别, 再次缩小具体类别的搜索范围, 最后利用
BoVW 方法根据分类器输出将 I 标注为具体类别

c, 完成整个分类过程. 由于每进行一步搜索均需根
据上一步分类器输出决定下一步搜索路径, 因此本
文模型需对抽象层中每个类别训练一个分类器, 但
这个代价仅在训练时存在.

图 1 MLD 模型层次结构

Fig. 1 Hierarchical structure of MLD model
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1.2 视觉语义学习与预测

视觉语义属性可用于目标识别及图像分类. 本
文使用视觉语义训练抽象层分类器, 使用视觉单词
训练具体层分类器, 即抽象层的输入为保留了视觉
语义的视觉单词, 称为视觉属性, 具体层的输入为
图像样本. 本文采用语义保留视觉词包 (Semantics-
preserving bag-of-words, SPBoW)[27] 在生成视觉
词典的同时保留其中的语义信息, 其本质是将语义
识别特征映射到视觉单词中, 通过语义识别特征间
的距离作为语义鸿沟的度量手段, 在最小化语义鸿
沟的同时学习最优码书, 以最大程度地保留视觉单
词的语义信息. 视觉属性的学习是视觉语义分类器
不断积累与更新视觉知识的过程. 分类器的训练采
用自底向上的方式, 算法 1 描述了上述策略, 其中变
量 i, j, k, x, y, z 与图 1 对应, UASCi 表示第 i 个上

层抽象语义类, MASCj 表示第 j 个中层抽象语义

类.
算法 1 (MLD学习算法).
样本准备阶段:
步骤 1. 利用 SPBoW 产生具体类 k 的视觉

单词 vq 及其语义 sq 的集合 Inhj
k= {(vq, sq)}c

q=1,
c 为码书大小; 令 MASCj 的视觉单词集合 Mj =⋃z

k=1 Inhj
k. 对 UASCi 包含的所有 MASC 迭代该

过程, M Ai =
⋃y

j=1 Mj;
步骤 2. 从 UASCi 包含的每个 Inhj

k 以等

概率随机选择语义视觉单词构造集合 U ABSi =⋃y

j=1

⋃z

k=1 Inhj
k;

步骤 3. 对每个 UASC 重复上述步骤, 直至所
有 UASC 均被访问, U A =

⋃x

i=1 U ABSi;
步骤 4. 量化上述 U A 及每个M Ai 与 Inhj

k,
得到相应视觉词包特征 BoFup、BoFmid 与 BoFinh.
训练阶段:
步骤 5. 分别利用 BoFmid 训练 MSVMi,

BoFinh 训练 BoVWj. 重复该过程直至所有中层
与底层分类器训练完毕;
步骤 6. 利用 BoFup 训练 U SVM.
随着抽象层次的上升, 每个具体类别的视觉属

性在抽象属性集合中所占的比例随着抽象程度的升

高逐渐降低. 例如, MASC “鸟” 的视觉属性由于其
抽象程度的提升, 加入了其他具体类别的视觉属性,
在可以表述更大范围的目标类别的同时, 来自于具
体类别 “鸡” 的视觉属性的比例必然下降. 本文为了
避免某类样本出现频率较高, 导致分类器只对该部
分样本有效, 在学习视觉属性分类器时, 使各具体类
别的视觉属性比例均衡, 即使用等概率不放回方式
选取语义视觉单词, 这也是本文与其他语义层次结
构方法的不同之处.

测试时采用自顶向下方式. 通过方法自身与样
本选择两个角度降低后续分类对上层决策的敏感

性: 1) 在判断一个样本的类别时, 提取其 Bag-of-
features 并记录其通过 U-SVM 及每个M-SVM 的
输出 u′, m′, 选择其和最大的中层抽象类别作为下
一步分类的起始类别; 最后将图像对应的 Bag-of-
features 输入每一个具体层分类器, 计算分在该类
的可能性 p1

A, p2
A, · · · , pn

A, n 为具体类别数. 将最大
输出值所对应的类别作为测试图像的类别, 即:

C = arg
n

max
t=1

pt
A (3)

2) 利用 SPBoW 方法生成最优的语义视觉单

词, 提高分类性能.

1.3 图像分类

本文考虑精确图像分类和模糊图像分类两种情

形:
1) 精确图像分类. 对实际类别为 Ci 的待分

类图像, 训练阶段使用的图像具体类别集合 T , 若
Ci ∈ T , 这种情形属于精确图像分类, 即图像中目标
类别对分类器是已知的. 这种情形的分类结果正确
与否较容易判断, 仅需按式 (4) 比较模型对图像类
别的预测输出与实际图像类别是否一致即可, 即

correct rate =

∑
j

δ(Cj − Ci)

N
× 100% (4)

其中, δ(Cj − Ci) =

{
1, Cj = Ci

0, 其他
; N 为 Ci 的

测试样本数.
2) 模糊图像分类. 很多情形下, 图像中目标所

属的具体类别对于分类器是未知的, 用户希望通过
输入图像寻找与图像中目标相似的类别. 本文假设
用户进行模糊分类时, 期望反馈包含与被分类目标
具有相似类别的图像, 即对每个待测样本 T , 分类算
法的正确率如式 (5) 所示:

correct rate =

∑
j

δ(Uj − Ui)

N
× 100% (5)

其中, δ(Uj − Ui) =

{
1, Uj = Ui

0, 其他
; Ui 为测试图

像的实际上层抽象类别, Uj 为模型预测的上层抽象

类别. MLD 与 BoVW 的模糊分类的过程如图 2 所
示, 图 2 中未列出所有的图像类别与视觉单词. 可见
模糊分类是一种 “尽力而为” 的分类过程, 其并不要
求计算出完全精确的图像类别, 仅需计算出被分类
图像的上层抽象类别即可.
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图 2 PASCAL VOC 2007 数据集 BoVW 和MLD 图像模

糊分类比较

Fig. 2 Classification results of BoVW and MLD on

PASCAL VOC 2007 dataset

本文提出的多层次 MLD 与单层次 BoVW 相

比具有以下优势:
1) BoVW 尝试直接利用数据集大小和种类有

限的具体类别描述类别数量近乎无穷的宏观世界层

目标, 其精度必然会受到类别数据集大小的约束, 这
是其方法的不足之处. 本文通过引入抽象技术, 在抽
象层中屏蔽了不同具体类别数据的细节而保留了共

同属性, 并且抽象层次可根据需要任意扩展与压缩,
拥有与宏观世界类别近乎等价的描述能力.

2) BoVW 模型通常对于模糊分类效果不佳, 而
这种分类方式在客观世界中存在且经常发生. 这是
由于分类模型不可能穷尽所有类别的输入样本进行

训练. MLD 模型则可以通过上层与中层抽象类别
判断给出抽象模式相同且具体类别相近的结果, 对
于图像模糊分类中经常遇到的未知类别样本的预测

更为有效, 分类结果更加符合抽象层语义的一致性,
分类结果更为合理.

2 实验结果

本文采用了目前广泛应用于图像分类领域的主

流数据集, 包括 PASCAL VOC 2007[28], Caltech-
101[29]. 前者具有完整详细的标注信息, 包含 20
个类别共 9 963 幅图像. 后者包含 101 个类别共
9 146 幅图像, 目标大多居中并经过处理旋转到一
个适于分类的位置; 实验所采用的数据集层次结构
如图 3 (a) 和 (b) 所示. 采用线性核 LIBLINEAR
SVM[30] 进行分类, 利用 One-vs-all 策略训练分类
器, 码书大小为 1 000.
与 Caltech-101 数据集不同, PASCAL VOC

2007 并未提供图像的整体类别, 仅给出每幅图像中
物体类别的标注信息, 给抽象层次构建造成了一定
的困难. 因此, 根据该数据集自身的特点, 依据文献
[25] 构建的语义层次模型, 本文给出了包含上层与
中层抽象类别的改进结构, 每个中层抽象类下所有
样本不再细分, 共同构成一个具体类别. 根据数据集
的层次结构, 按照层次遍历顺序将各数据集参数设

图 3 各数据集抽象层次结构

Fig. 3 The structure of datasets
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置如下: PASCAL VOC 2007 数据集: x′ =
4, y′ = {3, 7, 7, 3}, 每类随机选择训练样本数
z′ = 30, 数据集中其余图像作为测试样本; 所有
方法均采用 SIFT 描述符; Caltech-101 数据集:
x′ = 12, y′ = {2, 4, 14, 2, 3, 2, 1, 2, 4, 2, 3, 2}, z′ =
{1, 1, 4, 2, 3, 3, 1, 2, 6, 2, 6, 2, 6, 2, 4, 12, 2, 7, 1, 1, 1, 1,

3, 4, 2, 2, 3, 1, 1, 3, 1, 1, 1, 1, 1, 1, 2, 3, 3, 3, 1, 1, 1}. 本
文率先针对Caltech-101的层次结构进行了研究,该
层次结构的组织同时考虑样本真实类别间的概念相

似性及视觉相似性. 每个类别随机选择 30 幅图像作
为训练样本. 选择 PASCAL VOC 2007 而非最新的
PASCAL VOC 2012 是基于以下考虑: 1) 可以进行
公正的对比. PASCAL VOC 2012 中, 由于提供了
更为丰富的场景信息, 很多方法均结合各类技术, 如
ROI 及低层特征优化、描述符降维、换用其他分类
器等, 得到的结果往往是多种因素融合的结果, 不能
公正地反映在模型本身的对比结果[31]; 2) PASCAL
VOC 2007 每个类别均有详细的类别标注信息并可
以较为容易地抽象为多层次数据类别. 首先考察不
同中间层数对 MLD 分类性能的影响. 在一台配置
2.13GHz四核CPU及 12GB内存的工作站上进行
实验. 3层MLD包含UASC、MASC及具体层各 1
层、4 层与 5 层MLD 分别增加 1、2 层MASC. 分
别从 PASCAL VOC 2007 和 Caltech-101 的每个
类别随机选取一半图像作为两数据集的子集进行测

试, 所有图像的平均分类性能与所消耗时间分别记
为 P1、T1 和 P2、T2. 其中, P1 = 0.58, T1 = 0.283 s;
P2 = 0.741, T2 = 0.336 s. 实验结果列于表 1. 该
实验结果表明, 单层及二层 MLD 方法虽然可以减
少算法运行时间, 但代价是性能显著降低. 例如, 与
三层MLD 相比, 对两个数据集, 单层MLD 消耗时
间分别减少了 62.8% 及 57.9%, 算法性能分别下降
了 70.6% 及 67.4%; 二层MLD 消耗时间分别减少
了 19% 及 32.7%, 算法性能分别下降了 38.7% 及
37.2%. 另外, 层次的数量对分类性能的提升是微弱
的, 但增加层次数量会使时间消耗显著增加. 例如,
对于 PASCAL VOC 2007 数据集, 使用 5 个层次,
分类性能提高仅 1.3%, 而时间消耗却增加了 190%,
因此从分类性能和消耗时间两方面综合考虑, 本文
采用三层结构.
接下来与其他图像分类方法进行对比, 包括

传统 BoVW[1]、SPBoW[19]、文献 [32] (Gaussian
expectation-maximization purity, GEMP)、文献
[33] (Semantic attribute) 及文献 [13] (LLC) 的方
法. 其中, BoVW、SPBoW、GEMP 及 LLC 为单
层语义模型, Semantic attribute 与 MLD 为公共
上层语义模型, 通过提取视觉语义属性作为上层特
征用于分类. 分别针对精确与模糊分类两部分进行

测试, 均利用 SIFT 特征产生视觉单词. 根据文献
[13] 所述, 将 Caltech-101 数据集中每个样本类别
分别划分为 5, 10, · · · , 30, 其对应的测试样本数不超
过 50, 采用均值平均精度 (Mean average precision,
MAP) 作为评价标准[32]. PASCAL VOC 2007 数
据集精确分类结果如图 4 (a) 与表 3 所示, Caltech-
101 数据集的实验结果如图 4 (b) 与表 4 所示. 从
中可以看出, MLD 与 Semantic attribute 同为多
层次语义结构方法, 在大多数测试中分类效果优于
BoVW、SPBoW 等单层次模型, 说明引入多语义
层次能够提高分类精度, 这与语义抽象构造多层次
分类模型的目的及已有研究的结论是一致的. 其中,
MLD 具有最高的均值平均精度. 这是由于本文引
入了 UASC 与 MASC 层次结构, 缩小了视觉单词
与图像间的语义鸿沟; 通过自动学习抽象层语义分
类器, 避免了在预测未知样本类别时, 较不合理的
语义重要性排列策略. 在更具有挑战性的 PASCAL
VOC 2007 数据集中, 目标可能以任意尺度出现于
图像中任何角落. MLD 与单层模型相比提升幅度
较大. 本文方法与部分主流方法的对比结果如表 2
所示. 实验结果表明, 本文方法在两个数据集上的平
均识别率达到了可比的结果并优于部分主流方法.

表 1 MLD 层数与分类性能及复杂度测试结果

Table 1 Experimental results on performance and

complexity tests between MLD layers

MLD

层数

PASCAL VOC 2007 Caltech-101

分类性能 消耗时间 分类性能 消耗时间

单层 0.294P1 0.372T1 0.326P2 0.421T2

2 层 0.613P1 0.81T1 0.628P2 0.673T2

3 层 P1 T1 P2 T2

4 层
1.015P1

(+1.5%)

1.6T1

(+60%)

1.003P2

(+0.3%)

2.35T2

(+135%)

5 层
1.013P1

(+1.3%)

2.9T1

(+190%)

1.007P2

(+0.7%)

3.6T2

(+260%)

表 2 与部分主流方法的平均准确率对比结果

Table 2 Comparing results with some state-of-the-arts

PASCAL VOC 2007 Caltech-101

Lazebnik[7] − 0.646± 0.008

Perronnin[34] 0.583 −
Zhong[35] − 0.69

Maji[36] − 0.566± 0.008

Bilen[37] 0.571 0.753± 0.68

Proposed 0.586 0.709± 0.12

进行模糊分类的实验时, 上层抽象类 A 所包含
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图 4 各数据集分类结果

Fig. 4 Classification results on each dataset

表 3 PASCAL VOC 2007 各类别实验结果

Table 3 Experimental results on PASCAL VOC 2007

类别 Bicycle Train Car Cat Dog Horse Person Sofa Table Chair Bus

BoVW[1] 0.689 0.707 0.676 0.511 0.687 0.696 0.781 0.348 0.233 0.408 0.445

SPBoW[19] 0.731 0.774 0.72 0.598 0.726 0.723 0.834 0.476 0.212 0.423 0.463

GEMP[32] 0.727 0.805 0.81 0.667 0.758 0.761 0.676 0.409 0.264 0.449 0.507

LLC[13] 0.754 0.829 0.811 0.685 0.782 0.794 0.81 0.464 0.318 0.493 0.528

Semantic

attribute[33]
0.77 0.842 0.824 0.714 0.812 0.801 0.842 0.495 0.379 0.532 0.546

MLD 0.784 0.866 0.839 0.723 0.793 0.835 0.859 0.529 0.392 0.575 0.558

类别 Plane Boat Cow Bird Sheep Bottle TV Plant Motor 平均

BoVW[1] 0.598 0.425 0.196 0.302 0.403 0.121 0.354 0.298 0.436 0.466

SPBoW[19] 0.606 0.483 0.227 0.349 0.452 0.143 0.396 0.323 0.447 0.505

GEMP[32] 0.625 0.476 0.184 0.353 0.448 0.184 0.379 0.316 0.479 0.514

LLC[13] 0.668 0.509 0.221 0.387 0.429 0.153 0.402 0.337 0.498 0.544

Semantic

attribute[33]
0.694 0.524 0.208 0.409 0.446 0.205 0.435 0.349 0.501 0.566

MLD 0.686 0.557 0.245 0.434 0.472 0.239 0.443 0.353 0.528 0.586

的中层抽象类别记为 Xi, i = 1, 2, · · · , 48, 具体抽
象类记为 yj, yj ∈ Xi. 对 ∀yj 进行模糊分类时, 训
练集由 Xi\yj 及其他所有抽象类别随机选择的样

本集 OC 组成, 测试集由 yj 及其他所有抽象类别

随机选择的样本组成 (与 OC 类别相同但具体测试
样本不重复), 采用曲线下面积 (Area under curve,
AUC) 对各方法性能进行评价[19]. 该值越大, 其对
应方法的性能越好. 每个抽象类训练样本数为 30;
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设图像数据集类别集合为 U , 当前测试上层抽象
类 A, 分别从 A 与 ∀Xi ∈ U\A 中随机选择一定数
量的图像, 分别记为 V、W , 共同组成测试样本集,
i = 1, 2, · · · , Q, Q 为数据集上层抽象类别数. 对于
Caltech-101 数据集, Vc = {10, 20, 30, 40, 50, 60},
Wc = {5, 10, 15, 20}; 对于 PASCAL VOC 2007 数
据集, Vp = {5, 10, 15, 20, 25, 30}, Wp = {5, 10, 15}.
各参数的取值为 {(x, y)|x = 50, y = 5, x ∈ Vc, y ∈
Wc} 与 {(x, y)|x = 25, y = 5, x ∈ Vp, y ∈ Wp} 时
取得最佳分类性能, 实验结果如图 4 (c) 和 (d) 所示.
受篇幅所限, 本文不能列出全部实验结果, 仅在表 5
中给出Caltech-101数据集 “动物”抽象类的模糊分
类结果. 从实验结果可知, 本文提出的MLD 方法在
大部分测试中优于已有方法. 这是由于 MLD 方法
通过在公共上层语义搜索确定目标的抽象类别作为

视觉先验知识为分类提供指导, 克服了 BoVW 方法

表 4 图 4 对应的 Caltech-101 实验结果

Table 4 Experimental results for Fig. 4

训练样本数 5 10 15 20 25 30

BoVW[1] 0.372 0.454 0.469 0.473 0.485 0.512

SPBoW[19] 0.396 0.472 0.481 0.495 0.514 0.537

GEMP[32] 0.405 0.466 0.473 0.486 0.492 0.53

LLC[13] 0.426 0.443 0.462 0.494 0.506 0.552

Semantic

attribute[33]
0.483 0.506 0.564 0.579 0.592 0.631

MLD 0.531 0.587 0.633 0.646 0.677 0.709

表 5 Caltech-101 数据集 “动物” 抽象类模糊分类结果

Table 5 Fuzzy classification results of category

“Animal” from Caltech-101 dataset

Xi A\Xi AUC

羊 {鹿, 鸟, 狗, 猫, 恐龙, 人, 鱼, 鼠, 昆虫, 刺猬, 龟, 象, 犀牛}0.852

鹿 {羊, 鸟, 狗, 猫, 恐龙, 人, 鱼, 鼠, 昆虫, 刺猬, 龟, 象, 犀牛}0.843

鸟 {羊, 鹿, 狗, 猫, 恐龙, 人, 鱼, 鼠, 昆虫, 刺猬, 龟, 象, 犀牛}0.845

狗 {羊, 鹿, 鸟, 猫, 恐龙, 人, 鱼, 鼠, 昆虫, 刺猬, 龟, 象, 犀牛}0.831

猫 {羊, 鹿, 鸟, 狗, 恐龙, 人, 鱼, 鼠, 昆虫, 刺猬, 龟, 象, 犀牛}0.825

恐龙 {羊, 鹿, 鸟, 狗, 猫, 人, 鱼, 鼠, 昆虫, 刺猬, 龟, 象, 犀牛} 0.843

人 {羊, 鹿, 鸟, 狗, 猫, 恐龙, 鱼, 鼠, 昆虫, 刺猬, 龟, 象, 犀牛}0.784

鱼 {羊, 鹿, 鸟, 狗, 猫, 恐龙, 人, 鼠, 昆虫, 刺猬, 龟, 象, 犀牛}0.864

鼠 {羊, 鹿, 鸟, 狗, 猫, 恐龙, 人, 鱼, 昆虫, 刺猬, 龟, 象, 犀牛}0.753

昆虫 {羊, 鹿, 鸟, 狗, 猫, 恐龙, 人, 鱼, 鼠, 刺猬, 龟, 象, 犀牛} 0.861

刺猬 {羊, 鹿, 鸟, 狗, 猫, 恐龙, 人, 鱼, 鼠, 昆虫, 龟, 象, 犀牛} 0.833

龟 {羊, 鹿, 鸟, 狗, 猫, 恐龙, 人, 鱼, 鼠, 昆虫, 刺猬, 象, 犀牛}0.821

象 {羊, 鹿, 鸟, 狗, 猫, 恐龙, 人, 鱼, 鼠, 昆虫, 刺猬, 龟, 犀牛}0.887

犀牛 {羊, 鸟, 狗, 猫, 恐龙, 人, 鱼, 鼠, 昆虫, 刺猬, 龟, 象} 0.792

平均 0.831

受限于具体且有限的训练数据集进行训练的缺陷和

文献 [33] 缺乏中层语义的不足. 因此, 本文提出的

MLD 方法对于模糊分类取得了更好的分类性能.

3 结论

本文提出了多层次抽象类别图像分类方法. 通
过两个抽象层次, 使图像分类性能得到显著提高. 该
方法不但对精确图像分类具有较高的准确性, 且对
于模糊图像分类也是有效的. 在多层次决策过程中,
上层抽象语义和中层抽象语义对未经训练的具体类

别样本的分类发挥重要作用, 使分类的可靠性和准
确性明显提高. 实验结果表明, 本文提出的方法对图
像分类的性能优于主流分类方法.
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