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实体异构性下证据链融合推理的多属性群决策

沈 江 1 余海燕 1 徐 曼 2

摘 要 针对多属性群决策中可解释性证据融合推理的实体异构性问题, 给出了一个实体异构性下证据链融合推理的多属性

群决策方法. 基于证据推理理论, 引入证据链关联的概念, 从多数据表提供的数据矩阵中获取可区分的近邻证据集, 推导了各

数据表的相似度矩阵, 并构建半正定矩阵的二次优化模型, 共享群决策专家的经验知识. 使用 Dempster 正交规则, 论证了异

构实体之间可解释性推理中可信度融合的合理性, 并使用证据融合规则集成各个数据表的近邻证据中获得的可信度, 验证了

调和多源异构数据中不一致信息的有效性. 通过具有实体异构性的心脏病多决策数据诊断实例说明了方法的可行性与合理性.
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Heterogeneous Evidence Chains Based Fusion Reasoning for

Multi-attribute Group Decision Making

SHEN Jiang1 YU Hai-Yan1 XU Man2

Abstract In multi-attribute group decision making, the heterogeneity of entities causes a lot difficulties for the inter-

pretable evidence fusion reasoning process, thus a novel heterogeneous evidential chains based fusion reasoning (Hefur)

method is proposed for multi-attribute group decision making. Based on the theory of evidential reasoning, the concept

of evidential chain association is introduced to obtain the nearest neighbor set of distinct evidences from the data matrix

of multiple decision tables. Similarity matrices are derived from data tables, and positive semi-definite matrix quadratic

optimization model is built to share, sharing the experience knowledge of the group decision-making experts. Using the

Dempster’s quadrature rule, the rationality of the belief integrating is verified in the interpretable reasoning process with

heterogeneous entities, and the combined belief is obtained from nearest neighbor evidences for each data table using

the evidence fusion rules. Moreover, the validity is verified for dealing with the harmonic information inconsistence of

the multi-heterogeneous data sources. Numerical experiments on the heart disease diagnosis with entity heterogeneity

illustrate the feasibility and rationality of the proposed method.
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数据异构性是影响多属性群决策的可解释性推

理性能的关键, 广泛存在于工程实践和管理中. 例
如, 同一组织机构的不同部门之间, 不同的组织机构
或合作伙伴之间, 共享和交换各自收集、存储的异
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构数据, 特别是企业兼并重组后, 需要进行数据集成
或信息融合. 又如, 在医疗决策中, 美国麻省理工学
院 (Massachusetts Institute of Technology, MIT)
等基于Web 的复杂生理信号和生物医学信号研究
资源平台, 提供多参数重症监护室的临床决策数据
库[1], 各个决策数据中异构性数据表分享了大量专
家的经验知识. 这些数据源自不同的关系数据库、不
同水平的专家经验知识、多传感器感知数据集等, 数
据实体因不同的特征属性和关系而具有异构性 (又
称异质性). 目前数据异构性问题的研究已经成为多
属性群决策分析领域中的热点[2−3].
随着多传感器感知信息积累, 大数据的分块存

储和处理, 以及新出现的案例和决策规则知识日益
增长, 决策者所面临异构性数据处理工作日趋复杂,
大多数传统的异构数据推理方法假设输入的数据集

从单个数据表中获得, 没有考虑数据的实体异构性
问题,而实际决策时往往需要从多个关系数据库获
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取推理的相关知识, 并且一个实体在数据库中可能
会因首次出现或完全匹配的结果不存在[4], 而依据
单个数据源推理的类别结果未考虑到从不同数据集

中推理收集的多种证据的群体智慧[5]. 实际需要根
据多个相似实体之间的共享信息积累证据进行决策.
与将单个数据集作为决策信息源的推理问题相比,
对多数据表中异构实体数据推理问题更加复杂. 首
先, 每个信息源提供的决策数据表可靠性、证据参考
价值不同, 这些数据集中的异构性实体对查询案例
的关联作用也不同, 需要在推理结果中体现各个关
联信息源的可信度; 其次, 多决策数据表特别是大数
据分块推理[6−7] 中, 需要构建一个异构数据源的融
合推理方法, 按照一定的融合规则综合决策推论的
输出, 解决各信息表对推理结果存在的不一致性, 使
得其性能优于依据大多数单数据表的推理结果. 因
此, 研究多源信息异构性实体决策信息中的融合推
理问题具有挑战性和实际价值.
针对多属性群决策中异构性数据融合推理, 本

文所关注的两个要点为: 1) 依据从关系型数据库的
异构数据中提取的决策相关属性, 识别各个异构性
实体与哪些证据关联程度最紧密, 其推论更为可信.
并将这一识别模式用于推导新的测试数据集, 而这
些测试数据集的标识暂不可知, 或因难以获取, 或
仅能在决策之后才能获得; 2) 融合多个数据集所得
到的推理证据, 获取推论的可信度分布, 消除多数据
表提供的证据信息对查询案例推论存在的不一致性,
以提供更加精确的方案.
针对多属性群决策中异构性数据融合推理的相

关研究主要有两类. 1) 研究的是全域数据融合推理
方法. 关系型数据库中相关的多数据表包含部分决
策属性, 将这些数据表分别推理. 在涵盖所有实体的
数据中, 寻求与查询案例同类别且相似性高的实体,
并将其作为证据信息; 而那些与查询案例不同类别
的实体被推理出相似性低, 再将所有数据表提供的
证据进行推论融合. 典型的方法包括回归模型推理
方法及其改进方法, 文献 [8] 研究了多源异构关系数
据库中构建基于决策树的规则推理方法, 通过回归
模型选择信息增益最大的属性和跨数据库链接, 实
现关联数据表的分类推理. 文献 [9] 针对数据库中
不同数据表的属性和关联模式, 通过属性内隐知识
的依赖关系, 传播类别标识, 但需要拓展数据库中不
含有类别标识的数据表, 在其最末一列增加预测的
类别标识, 进而对各个推理结果进行融合. 文献 [10]
提出多准则排序融合的证据组合方法, 以选择性融
合的方式, 获取最终的组合结果. 文献 [11] 提出证据
冲突衡量标准下的 Dempster-Shafer (D-S) 改进算
法, 改善了处理证据冲突方面的性能. 2) 相近的研
究是局域数据融合推理方法, 将关系数据库中包含
多种属性集合的各个数据表融合, 形成全部决策属

性组成的决策数据集, 接着在融合数据集中寻求与
查询案例的近邻证据信息, 在近邻证据局域内使得
与查询案例同类别的近邻证据相似性高, 同时使得
与查询案例不同类别的近邻证据的相似性低, 进而
在从各个数据集筛选出的所有近邻证据系列中, 融
合近邻证据提供的推论信息. 典型的方法包括基于
案例和规则的融合机制[11−13]、基于相似度的频率加

权[12−13]、距离矩阵学习[14] 等方法. 文献 [15] 提出
专家数据库系统中融合案例数据和关联规则的推理

方法, 使用笛卡尔积构建联合模式关系, 将包含部
分决策属性的多数据表合并, 得到涵盖决策相关的
全部属性的融合数据表, 使用案例实体构建规则的
前件和结论, 并将不相关的案例属性移除, 以联合模
式关系和条件模式关系作为融合推理的策略. 文献
[16−18] 使用基于信念规则库的推理方法, 通过估计
规则激活权重、信息源权重等参数, 降低了诊断状
态转移过程中的不确定性. 文献 [19] 提出了一个证
据推理的规则, 使用权值和可靠度对加权可信度分
布进行扩展, 以使用 D-S 理论中的可信度分布对多
条独立的证据进行融合推理. 文献 [20] 对异构数据
源在模式级和案例级进行识别, 对模式级的关系 (规
则) 和属性 (案例) 进行相似度匹配, 进而用分类的
方法对实体进行匹配, 增强了对模式元素关系进行
评估的迭代响应能力. 文献 [21] 从融合空间的角度
使用案例和规则知识构建决策属性酉矩阵, 并基于
奇异值分解法明确辨识数据源与查询案例之间的知

识关联性, 实现推理结论可信度融合. 文献 [22] 提出
了一种同时考虑证据自冲突和外部冲突的相似性测

度, 结合 ISODATA 聚类方法, 利用新测度对证据源
进行可信度更新. 文献 [23] 提出结合弱点关联性的
概念, 提出了一种基于证据推理网络的实时网络入
侵取证方法, 获取的证据链完整可信且具备实时推
理的能力. 为挖掘大数据集的关联性[24], 进行实体
相似性推理, 因将数据集融合成一个全域数据矩阵
的方法具有一定的局限性, 针对传感器感知、分块存
储的大规模决策数据的特点, 本文提出的方法属于
局域数据融合推理方法.
虽然这些相关的局域数据融合推理方法为解决

实体异构性的多属性群决策提供了一些思路, 但也
存在一些进一步完善之处: 异构性实体之间的相似
性评估方面, 文献 [12] 研究了将真实的实体在不同
的数据库中使用了不同标识符的情形, 并提出了基
于概率决策损失优化的实体匹配方法, 辨识多个数
据库中的实体是否属于同一个. 文献 [14] 针对多个
专家数据表, 研究了相似度评价中的综合距离矩阵
并进行分类推理. 文献 [25] 将相似性加权的频率和
先验概率结合得到后验概率, 对部分相似实体的推
理预测. 文献 [26] 针对一个客观实体在不同的数据
库中记录不同时, 使用概率分布从这些可能值集合
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中选择最好的值, 并指出这些概率能对给定的决策
问题最小化错误推理损失. 证据融合的参数确定方
面, 文献 [14] 使用基于专家知识的距离测度学习推
理实体之间的特征相似性, 提出综合距离集成方法,
将从每个数据矩阵中获得可区分的近邻信息及单个

优化的距离矩阵, 并构建基于加权参数融合各个距
离矩阵的优化问题, 求解全域一致性的权重矩阵, 其
特点是共享多个数据矩阵的推理结论而不共享隐性

的证据数据. 类似的数据源权重处理比较经典的方
法是基于民主投票的方式, 通过大多数的决策规则
推理预测出决策类别标识, 其使用的条件是各个信
息源 (如决策者提供的案例) 权重是一致的. 此外,
相关的方法还包括使用互信息的特征选择方法[27],
估计信息源的属性权重, 将各关联数据表融合后可
以消除冗余性, 提升推理效率. 可见, 在多属性群决
策的局域数据融合推理中, 针对一个数据表的异构
性实体在多个其他数据表中并行匹配研究方面还不

深, 本文给出一个实体异构性下证据链融合推理的
多属性群决策方法. 从多个决策数据表的异构数据
中获得可区分的近邻证据集合, 通过相似度矩阵进
行优化推理, 并使用证据融合规则实现来自各个数
据表的推理结论融合. 通过可解释性的融合推理方
法, 提升异构实体下多属性群决策的信息共享能力
及决策鲁棒性.

1 问题描述

1.1 大规模数据集知识表示

多源异构信息融合过程, L 个决策方如专家个

体或群体、分布式环境下大数据集等, 各提供一个信
息源, 如案例数据库和决策数据表等. 信息源的序数
用变量 l 表示, 1 ≤ l ≤ L. 所有数据所形成的数据
集合用m维数据空间Dm 表示, Dm ∈ ∪m≥1E

m,其
中, m 为数据空间的维度, m ≥ 1. 第 l 个信息源的

特征量用矩阵 Dl ∈ Em 表示, 它包含 nl 个实体. 任
务有关的决策对象的物理特征使用集合 C 表示, 在
分类决策中作为类别变量, C = {Cr|r = 1, · · · ,K},
其中, r 为决策类别的序数, K 为类别状态总数. 每
个信息源由一系列证据链构成. 令 (C, R) 为命题空
间, 其中可信度域 R 是一个建立在决策事件可能集

合 C 上的布尔代数. 推理中的实体信息来源于所提
供的数据集, 并使用证据链知识表示. 证据系列 EC

作为决策者在某时刻提供的证据链集合. 第 l 个信

息源中的第 i 条证据链Rl
i 表示为

Rl
i : If {X l

ij is xl
ij|j = 1, 2, · · · ,m}

Then {(C l
ir is cl

ir, β
l
ir)|r = 1, · · · ,K}

(1)

其中, xl
ij 为第 j 个前件属性 X l

ij 的取值, xl
ij ∈ Dl;

cl
ir 是其第 r 个类别属性 C l

ir 的取值, cl
ir ∈ C ; βl

ir

为推论 cl
ir 的可信度, βl

ir ∈ R.
这些多源异构信息中的证据链主要包括两类:

1) 决策者经验案例的历史决策数据积累, 以及根据
环境变化进行必要修正的数据; 2) 决策者所拥有的
领域知识, 如决策规则或构造的虚拟案例, 以及关系
数据库的属性和关联模式等. 在数据融合领域的跟
踪问题中, 证据链为可能的航迹; 在医疗诊断问题
中, 证据链为医生推理决策的证据网链结构; 在基于
案例和规则的融合推理中, 证据链为案例序列和规
则集合.
对于查询案例集合, 所包含的特征信息用矩阵

X 表示, X ∈ Em. 若 X 中包含 Q 个实体, 每
个实体信息使用向量 xxx 表示, 则 X = [xxxq]

Q
q=1 =

[xqj]
Q,m
q=1,j=1. 其中, q 为实体信息的序数. 常见的查

询案例包括: 传递到融合中心的多源传感器感知数
据、在线查询问题的数据属性值、大数据分块处理

中需要推理的数据块等. 以远程诊断为例, 查询案例
为状态监测、体征检查等中感知数据的特征量.
针对查询案例, 用涵盖 L 个信息源的多数据表

进行推导, 寻找最近邻的证据链集合, 然后融合这些
证据链获得推理结论. 多源决策异构数据中, 实体异
构性作为一种特殊情形, 推理检索到的实体可能是
不一致的. 实际决策工作, 如医疗诊断中同一实体
为患者信息, 而其诊断状态数据或诊断信息数量有
限[28], 所以更需要根据异构实体之间的共享信息进
行诊断决策. 又因医师诊断水平具有异构性, 意味着
不同医师对同一诊断工作具有不同的诊断水平, 等
同于从不同数据库中搜到索的多个案例或在同一数

据库中搜索出的多个相关案例, 它们所构成的证据
序列具有不同的可信度. 实际中的决策不是将关联
尺度最大的那个单一实体的结论信息直接赋予查询

案例, 决策者更加倾向于将关联证据所选择出来的
实体信息进行融合推理, 进而得出查询案例的结论
分布特征.

1.2 可信度函数及D-S信息融合方法

定义 1. 设 Θ 为一有限集, Θ 中的元素是互
斥的, Λ ⊆ Θ. 在 Θ 的幂集上定义一基本信度
分配函数 m(·) : 2U → [0, 1] 满足: m(∅) = 0,∑

Λ⊆U m(Λ) = 1, 其中, ∅ 表示空集.
对于 Λ ⊆ Θ, 有 m(Λ) > 0, 则 Λ 成为 m 的焦

点元素或核元素, 而称 Core = ∪m(Λ)>0Λ 为 m 的

核. 基本信度分配函数是专家给出的一种评价, 是凭
经验给出的一种主观判断, m(Λ) 表示在当前证据下
对假设成立的一种信任程度.
定义 2. 对于 Λ ⊆ Θ, 在 Θ 的幂集上, 有可信

度函数 β(Λ) =
∑ {m(B)|B ⊆ Λ, B 6= ∅}, 简记为
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β(Λ).
可信度函数是一个从可信度域映射到一个封闭

实数区间的函数, 它关于包含关系单调, 下极限在 ∅
上可达. 在可信度域的元素上, 决策者关于证据链的
可信度可以根据可信度函数进行量化.
定理 1[29]. 假设 m1 和 m2 为在同一识别框

架 C 下不同信息源的两个基本信度分配函数, 根据
Dempster 正交规则可得:

1) m(∅) = 0;
2) m(A) = 1

1−Γ

∑
B∩C=A m1(B)m2(C).

其中, Γ 表示证据源中冲突相关的基本概率分布,
Γ =

∑
B∩C=∅ m1(B)m2(C) > 0.

2 实体异构性下的多源证据链融合推理

为充分利用多数据源中的知识, 发挥决策中群
体智慧的价值, 从各个数据集中, 通过证据链关联获
取对查询案例数据集 X 最为紧密的证据系列. 使用
这些数据提供的共享信息, 利用其关于查询案例的
推论可信度, 通过证据融合规则实现对证据系列的
融合推理, 获取查询案例的推论及其可信度分布.

2.1 异构性实体相似关联

在单个数据表中的相似推理基础上, 引入证据
链关联的概念, 将多个数据表之间的实体数据关联
起来, 如 X 与 D1 的关联 (简记为 X −D1)、X 与

D2 的关联 (简记为X −D2) 等, 并在各个数据表中
寻求查询案例的相似证据系列.
定义 3. 给定数据集 X、数据集 Dl 和整数 k,

查询案例 xxxq ∈ X. 将在 Dl 中获取关于 xxxq 的 k

最近邻证据系列的推理过程称为证据链关联, 记为
kNN(xxxq, Dl).

给定 <l
i ∈ Dl, <S

l ∈ kNN(xxxq, Dl), 并且
<l

i′ ∈ Dl− kNN(xxxq, Dl), 证据链关联的相似性测度
满足:

sl
qi′(xxxq,<l

i′) ≤ sl
qi(xxxq,<l

i) (2)

其中, sl
qi′(·) 和 sl

qi(·) 为相似性测度.
将 X 中的所有元素 xxxq 与 Dl 中的 k 个最近邻

实体进行关联推理, 则 X 与 Dl 的证据链关联记为

X ∝kNN Dl, 简记为 X ∝ Dl. 形式为

X ∝ Dl =

{
(xxxq,<l

i)

∣∣∣∣∣
∀xxxq ∈ X,

∀<l
i ∈ kNN(xxxq, Dl)

}

根据定义 3, kNN 关联算子是非对称的, 如
X ∝ Dl 6= Dl ∝ X, 且 X ∝ Dl 是 X × Dl 的一

个子集. 给定 k ≤ |Dl|, |X ∝ Dl| 的基数是 k× |X|.
关于定义 3 中的相似性测度, 在证据链关联中

常使用关联尺度, 实现查询案例 xxxq 和各个数据源

Dl 中实体之间的多维属性变量关联. 关联尺度是一

个量化测量知识组合紧密性的矩阵. 常用的关联尺
度包括相关系数、距离尺度、关联系数或者概率相

似度.
将关联矩阵记为 Ξ, Ξ = [sl

qi]Q×nl
, 其中的元素

sl
qi(xxxq,<l

i): RRRm ×RRRm → RRR++, sl
qi 是查询案例 xxxq

与数据源 Dl 中的第 i 实体的相似性度量. 这个相
似性尺度是异构数据组合 (xxxq,<l

i) 相近程度在数量
上的度量. 在知识库中关联度量有多种方法, 针对
X ∝ Dl, 这里使用指数型相似度:

sl
qi(·) = exp

(
−

m∑
j=1

wj(xxxl
i − xxxq)2

)
=

exp
(−(xxxl

i − xxxq)TW (xxxl
i − xxxq)

)
(3)

其中, xxxq 和 xxxl
i 分别表示 xxxq 和 <l

i 的观测值向量, W

为对称半正定矩阵, W ∈ Em×m.
对于融合推理决策信息的使用, 还需要将证据

链中符号型标识的定性推论与其数值型的可信度分

布建立逻辑关系. 这里引入可信度序关系, 用以使用
具有一致性的可信度函数进行多属性群决策的融合

推理. 将多源信息获取的各个局域证据进行融合, 获
得一个全域的推论. 针对各个信息源, 利用其中与查
询案例关联最紧密的信息进行共享.
定义 4[30]. 命题空间 (C, R) 中存在可信度函

数 β, ∀cr1 , cr2 ∈ C, 其对应的可信度分别为 βr1 和

βr2 . 可信度序关系 Â 满足:

cr1 Â cr2 ↔ βr1 > βr2 (4)

因此, 在多源异构性实体信息的决策环境中可将定
性的类别辨识问题转化定量的可信度推理. 在 Dl

中任意证据链 Rl
i 推论的 βl

ir (r = 1, 2) 与另一证
据链 Rl

i′r 的类别标识的 βl
i′r 的可信度序关系一致,

则满足: 当 βl
i,r=1 > βl

i,r=2, 则 βl
i′,r=1 > βl

i′,r=2; 当
βl

i,r=1 ≤ βl
i,r=2, 则 βl

i′,r=1 ≤ βl
i′,r=2.

定义 5. 在 X ∝ Dl 中, 将 Dl 中与 xxxq 具有一

致可信度序关系的 |N l
o(i)|−最近邻集称为同构近邻,

记为N l
o(i). 在X ∝ Dl 中, 将Dl 中与 xxxq 不具有一

致可信度序关系的 |N l
e(i)|−最近邻集称为异构近邻,

记为 N l
e(i).

可见, 同构近邻是具有一致的类别标识的证据
系列; 异构近邻是具有不一致的类别标识的证据系
列.
对于查询案例, 给定 0−1 决策变量 δl

qi, 对于
sl

qi, 当 xxxl
i ∈ {N l

o(i), N
l
e(i)}, δl

qi = 1; 否则, δl
qi = 0.

使用同构近邻和异构近邻所形成的两个子集的信息

矩阵, 构建实体异构性多源数据集的证据链融合推
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理模型 (Hefur):

βl
q(r) =

∑
i=1,2,··· ,nl

sl
qi · δl

qi · βl
ir

∑
i=1,2,··· ,nl

sl
qi

, r = 1, 2 (5)

其中, sl
qi 为相似性测度, βl

ir 为对应的证据链的先验

可信度. sl
qi 中的参数将在第 2.2 节中进行优化学习.

2.2 证据链融合推理参数优化学习

在同构近邻 N l
o(i) 和异构近邻 N l

e(i) 的子集中,
使用式 (3), 推导出的相似度分别为

sl
qi(o) = exp(−(xxxl

i − xxxq
i′)

TW (xxxl
i − xxxq

i′)) (6)

sl
qi(e) = exp(−(xxxl

i − xxxq
i′)

TW (xxxl
i − xxxq

i′)) (7)

其中, xxxl
i ∈ N l

o(i), xxxl
i ∈ N l

e(i).
推理辨识框架为

J l =
Q∑

q=1

(ln sl
qi(e)− ln sl

qi(o)) (8)

这使得同构实体的数据关系紧密而异构实体的数据

关系疏远.
因为W ∈ Em×m 为对称半正定矩阵, 因此采用

不完全 Cholesky 分解因式分解:

W = wwT (9)

其中, w 为一个下三角矩阵, wT 为 w 的转置矩阵.
则 J l 可以转化为

J l =tr(wT(Sl
qi(e)− Sl

qi(o))w) (10)

其中, tr(·) 为矩阵的迹; Sl
qi(e) 为异构测度

矩阵, Sl
qi(e) =

∑Q

q=1 (−(xxxl
i − xxxq

i′)(xxx
l
i − xxxq

i′)
T),

xxxl
i ∈ N l

o(i); Sl
qi(o) 为同构测度矩阵, Sl

qi(o) =∑Q

q=1 (−(xxxl
i − xxxq

i′)(xxx
l
i − xxxq

i′)
T), xxxl

i ∈ N l
o(i).

因此, 对 Hefur 模型中的参数进行学习优化:

max
w

J l =tr(wT(Sl
qi(e)− Sl

qi(o))w)

s.t. wTw = I
(11)

其中, (Sl
qi(e) − Sl

qi(o)) 为 Sl
qi(e) 与 Sl

qi(o) 所构成
的判别矩阵. 目标函数反映了能使得决策分类标识
能力最大化, 这一推理模型尽可能使得查询案例的
最近邻同类实例关联紧密, 异构实体疏远. 正交性
约束 wTw=I 意味着 w 为数据源信息相关联的方

差阵, 对信息源矩阵中的特征信息进行选择和加权,
消除冗余性信息. 在查询案例的结论推理过程中,
X 6= Dl, 但当训练学习参数时, X = Dl, 形成监督
学习. 因此, 这一基于指数型相似度的参数学习问题
转化为二次优化问题.

在各个数据集中, 参数优化学习过程意味着提
炼各专家经验的隐性知识. 与单个数据表的推理相
区别的是, 对多数据表中异构性实体之间的相似度
推理, 分别完成这些优化学习过程, 并得出参数的局
域解; 而不需要一次性学习优化得出参数的全域解.
这避免了将所有的这些数据表进行整合, 因为实际
决策如大数据分布式数据表、群决策的各个数据表

中分块的数据映射、融合更加有效.

2.3 多数据集中证据链融合

多源异构群决策因数据集的实体异构性, 查询
案例依据单个最相似的证据链得出的推理结果解

释能力有限, 或因受到决策者决策水平、数据的非
平衡性等因素影响, 各个数据集在证据链融合推理
中会存在不一致或冲突的情形, 所以有必要针对
各个数据集的推理结果进行可信度融合. 通过多个
决策数据集共同提供证据来积累推论可信度, 利用
各个数据表多个近邻的优选证据链提供的共享信

息, 以增强推理过程的解释能力. 为将 L 个数据

集 D1, D2, · · · , DL (L ≥ 2) 的推理结果有效集成,
提出多证据链可信度融合定理, 将各个数据集中的
kNN(xxxq, D1)、kNN(xxxq, D2) 等进行融合.
定理 2. 在 (C, R) 上, 对于二元分类决策,

C = {Cr|r = 1, 2}. βl
i(C

i
r) 是第 l 个决策方

数据表提供的近邻证据系列的局域融合可信度,
βl

i(C
i
r) ∈ {βl

i,1, β
l
i,2}. 对于查询案例 xxxq, 在多决

策数据集中的全域可信度融合规则为

βq(Cq
r ) =

1
1− Γ

∑

∩L
l=1Ci

r=Cq
r

(
L∏

l=1

βl
i(C

i
r)

)
(12)

其中, Γ =
∑

∩L
l=1Ci

r=∅ (
∏L

l=1 βl
i(C

i
r)).

证明. βl
i(C

i
r) 是第 l 个决策方数据表提供

的近邻证据系列的局域融合可信度, 由式 (4) 知,
βl

q(r) = (
∑

i sl
qi · δl

qi · βl
ir)/

∑
i sl

qi, r = 1, 2. 当

xxxl
i ∈ {N l

o(i), N
l
e(i)} 时, δl

qi=1. 因为二元分类决
策 C = {Ck|k = 1, 2}, 则幂集 2C = {∅, {C1},
{C2}, {C1, C2}}. 根据证据融合理论, 基本可信
度分布使用映射函数 m(·) → [0, 1] 表示, 并且
满足的性质包括: m(A) ≥ 0, A ∈ 2CCC ;m(∅) =
0;

∑
A∈2C m(A) = 1. 又因可信度函数 β(A) =∑

A∈2C ,Ci⊂A m(Ci). 对于二元分类决策, 如果融
合决策信息完备, 则 m({C1, C2})=0; β({Ck}) =
m({Ck}), 且

∑
k=1,2 β({Ck}) =

∑
A∈2CCC m(A) = 1.

因此, 对于 β({Ck}), 适用于 Dempster 融合公式的
条件, 使用定理 1, 可推导出式 (12). ¤

特别地, 给定所有数据库的集合 D∗ ∈
∪m≥1E

m, 第 l 个决策方数据特征矩阵 Dl ∈ Em,
对于 L 个决策方的信息源, 当 L = 2 时, 证据链可



4期 沈江等: 实体异构性下证据链融合推理的多属性群决策 837

信度融合规则为

βq(Cq
r ) =

1
1− Γ

∑

∩2
r=1Ci

r=Cq
r

(β1
i (C

i
r) · β2

i (C
i
r)) (13)

其中, Γ =
∑

∩2
l=1Ci

r=∅ (β1
i (C

i
r) · β2

i (C
i
r)).

因此, 本方法对案例特征的融合推理过程使用
了其他信息源中紧邻证据系列的共享信息, 不再提
供单一的点估计, 而是以候选证据链信度为依据, 为
群决策问题提供决策序列. 决策方推理的结论是概
率分布集合, 增强了推理结论的可解释能力.

3 模型稳定性分析与求解步骤

3.1 稳定性分析

定理 3. 给定目标函数 J l =tr(wT(Sl
qi(e) −

Sl
qi(o))w) 的最优解为WWW ∗ = [w∗

1, · · · , w∗
m], 条件为

wTw = I, 其中, Sl
qi(e) ∈ Em×m 和 Sl

qi(o) ∈ Em×m

分别为从决策方 l 中获取的关于查询案例 xxxq 的

同构相似度矩阵和异构相似度矩阵. 给定判别

矩阵 (Sl
qi(e) − Sl

qi(o)) ∈ Em×m, 其特征值 σl
1 >

σl
2 > · · · > σl

m, 则WWW ∗ = [w∗
1, · · · , w∗

m] 为对应的
满足正交变换的特征向量, 且 max tr(wT(Sl

qi(e) −
Sl

qi(o))w) =
∑k

i=1 σl
i (k ≤ m), 其中, σl

i 为判别矩

阵的特征值.
证明. 定义第 l 决策方的同构邻接矩阵 wo

l ∈
Enl×nl 和异构邻接矩阵 we

l ∈ Enl×nl 的 (i, j) 元素
分别为

wo
l (i, j) =

{
1, xxxq

i adj xxxl
j, xxxl

i ∈l
o (i)

0, xxxq
i nadj xxxl

j, xxxl
i 6∈l

e (i)

we
l (i, j) =

{
1, xxxq

i adj xxxl
j, xxxl

i ∈l
e (i)

0, xxxq
i nadj xxxl

j, xxxl
i 6∈l

e (i)

其中, nl 为第 l 决策方的数据集的实体数量. 在各
个训练数据库中分别计算WWW .
设 Go

l = diag{∑j wo
l (1, j), · · · ,

∑
j wo

l (n, j)}
是 n×n 对角同构邻接矩阵, 其在对角线上的第 i 个

元素等于 wo
l 的第 i 行的总和. 则定义第 l 决策方的

同构拉普拉斯算子为 Lo
l = Go

l −W o
l , Lo

l ∈ Enl×nl .
类似地, 定义异构拉普拉斯算子为 Le

l = Ge
l −W e

l ,
Le

l ∈ Enl×nl . 因此目标函数式 (11) 可写成

tr(wT(Sl
qi(e)− Sl

qi(o))w) =
tr(wTX(Lo

l − Le
l )X

Tw) =
k∑

i=1

wT
i XlL

o
l − Le

l Xl
Twi =

k∑
i=1

wT
i XlLlXl

Twi

其中, Ll 是差分拉普拉斯矩阵, Xl 为第 l 决策方的

实体集合. 因此,

max tr(wT(Sl
qi(e)− Sl

qi(o))w) =
k∑

i=1

σi ¤
定理 3 论证了在判别矩阵稳定性条件下, 通过

优化模型式 (11) 可求解得出融合推理的参数矩阵
w. w 经正交变换处理后得到WWW ∗. 其计算复杂度在
最坏的情形下达 O(m3). 在推理中所选择的近邻证
据链比较稀疏, 在同一条件下可采用简化的近似估
算过程, 以降低计算的复杂度. 通过计算判别矩阵的
主特征值 σl

1 相应的主特征向量, 并正规化特征向量
w∗

1, 将其分量 wj 作为对应元素的权值. 权值中接近
于零的m− k 个分量所对应的属性数据视为冗余信

息, 在推理过程中不予计算, 其他的 k 个属性数据构

成融合推理的优化特征集, 这些特征权值对应的分
量构成向量 wk.
因此, 相似度矩阵的特征值使得优化模型具有

稳定性, 证据可信度的凸组合通过多个数据集的级
联, 推导出来的可信度不会在这些数据集单独推导
出的可信度的连接区间之外. 优化参数能够使得集
成的推论可信度对类别辨识能力更强, 推理过程利
用了决策的群体智慧, 使得融合推理模型对于未标
识类别的查询案例具有决策鲁棒性.

3.2 基于MapReduce的推理过程

针对查询案例序列, 在各个数据集中启发式检
索与当前情形最相似的证据链集. MapReduce 技
术框架作为面向大数据分析和处理的并行计算模型,
采用元数据集中管理、数据块分散存储的模式[31].
本方法基于 MapReduce 的框架进行融合推理. 利
用所提出的模型, 通过查询案例序列信息与已有数
据集的证据链关联, 形成融合推理步骤.

步骤 1. Map 阶段证据链映射, 输入键值对 (证
据编码, 证据链信息向量). 针对查询案例中的每一
个实体 xxxq ∈ X, 映射函数 map (·) 对从一个数据
表 X 到另一个数据表 Dl 中的每一个实体 Rl

i ∈ Dl

赋予一个键. 进而将大规模的数据集划分为 L 个

数据块, 依据这个键将 D∗ 划分成不相交子集, 如
D∗ = ∪1≤l≤LDl. 对异构信息提取特征属性, 对于不
同类型的数据, 使用离散化、符号属性数值化、归一
化等方法处理.
输出键值对 (数据表编码, (证据编码, 证据链信

息向量)).
步骤 2. 分块信息传递过程中, 针对 X 中的实

体 xxxq, 不使用任何的修剪规则, X 的整个集合都被

发送到每个融合器中, 以与 Dl 中数据进行相似度推

理.
在数据重新组合 (Shuffling) 中, 每个 Dl 被传

递到一个融合器中. 因此 Dl 中的实体将被复制和
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传递到多个融合器中.
步骤 3. Reduce (融合) 阶段, 输入键值对 (数

据表编码, 证据链信息向量).
针对查询案例, 融合机将传递来的证据信息执

行 kNN 关联. X ∝ D∗ = X ∝ ∪1≤l≤LDl.
结合优化特征集及权值 wk, 使用指数型相似度

式 (3) 对查询案例与证据链属性进行关联匹配并获
取 sl

qi.
在每个数据库中, 精炼证据链集合, 并使用使用

式 (4) 计算出 βl
ik.

推理机 l (l = 1, · · · , L): 使用证据链 Rl
i 进行

关联推理, i = 1, · · · , nl, 得到:

temp
(l)
i = kNN(xxxi, Dl)

βl
q(r) =

∑
i

sl
qi · δl

qi · βl
ir

∑
i

sl
qi

输出键值对 (查询编码, (kNN(xxxi, Dl), βl
q(r)).

步骤 4. 推论信息分享, 将 Dl 中关于 xxxi 的

|N l
o(i)| + |N l

e(i)| 个最近邻实体传递到同一个融合
器, 并将它们赋予 xxxi 同样的键.
融合 kNN(xxxi, Dl), 使用定理 2 的式 (12),

计算融合可信度值 βq(Cq
r ), 并更新结论信息

(Cq
r , βq(Cq

r )).
通过信息融合推理的逆变换过程分享证据链.

数据重新组合的复杂度为 |D∗|+ L · |X|.
如果证据链所提供的方案在过去是成功的, 则

直接使用这一证据链所对应的方案, 并可根据当前
的状况做适当的调整; 如果没有检索到历史证据链,
则根据专家经验或领域知识规则给出一个当前的方

案, 并记录该方案的决策结果, 将其记录入案. 输入
的案例序列如果矩阵, 则经证据链关联后, 将优化的
结论分享与每个输入案例, 并与领域知识 (或专家)
得出的病理结论比对, 检验模型性能. 新的案例或规
则, 可固化知识形成新的关联证据链, 以多次利用证
据数据提升决策价值.

4 应用实例分析

决策数据集为从大规模的医疗电子病历

(EHRs)、传感器感知信息以及专家对样本做类别
标识的经验知识等信息源中截取的分块数据. 这些
多源异构决策信息源的数据集覆盖一系列代表单个

实体 (如医疗患者) 的事件. 为讨论患者的病情存在
诊断和治疗的难题, 医疗专家组从不同科室调来大
量的拥有丰富经验知识专家进行决策, 这些专家拥
有相当于一个独立数据集的知识库. 使用本文方法
进行临床决策支持, 通过具有实体异构性的相似病
案信息共享, 进行融合推理决策, 并在具有不同数量

的同构实体和异构实体的决策数据表上, 对相关方
法及推理结果进行性能比较.

4.1 实验平台和决策数据集

实验的操作系统是 Ubuntu10.04, 数据库管
理系统是 PostgreSQL8.4.8, 处理器配置为 Intel
Core2 P8400 (2.93 GHz, 2G). 考虑到大规模数据
的分布式数据库推理融合问题, 实验数据使用 UC
Irvine 决策数据库[32] 中的 Heart (Cleveland) 数据
集 D1 和 Heart (Hungarian) 数据集 D2 作为群决

策训练数据集, Heart (Long Beach VA) 作为测试
集. 使用的数据集信息表, 如表 1 所示.

表 1 实验使用的 UCI 数据集信息表

Table 1 Experimental information of the UCI data sets

多源数据 数据 属性数 类别标识 类分布

D1 Heart (Cleveland) 13 Present; Absent164/139

D2 Heart (Hungarian) 13 Present; Absent188/106

X Heart (Long Beach VA) 13 ？ 51/149

这些决策数据集来自于不同的信息源 (关联数
据库), 它们通过匹配方式与特定患者关联并完成时
间对准. 将包含患者的识别信息 (姓名、医疗病历编
号) 的波形数据文件、生理数据记录 (以案例 ID 为
索引) 与相应的临床信息记录匹配.
在 Heart (Cleveland) 数据集中, 303 个连续的

病人案例所记录的实体均龄 54 岁, 68%为男性, 心
脏病的患者比例为 54.13%. 在 Heart (Hungarian)
数据集中, 294 个连续的病案所记录的实体中, 心脏
病的患者比例为 63.95%. 数据集信息包括所有患者
病历和生理检查、静息心电图和化验记录等多源异

构数据. 这些数据集的获取所使用的多源传感器包
括静脉压检测仪、血清蛋白测量仪、血糖测量仪、心

率测试仪和心电监护仪等, 其心脏病数据记录有多
个特征属性, 包括患者的心电图、脉搏波、血压、呼
吸波、液晶屏上起搏操作同步记录、药物种类、给药

剂量等 76 种特征. 不同属性特征在心脏病急救决
策中发挥的作用不同, 其中一些属性特征对知识推
理具有重要作用, 本文使用常用于诊断推理的 13 个
特征. 样本空间中每个样本有一个由专家根据经验
或医疗领域知识给出的类别标识, 即这些数据集被
分离为四种类型的心脏病和没有心脏病, 按二元分
类将 CHD 划分为 Present 和 Absent, 分别记为 C1

和 C2.
这些关系数据融合过程经过 2 个阶段: 1) 将来

自检测仪 (传感器) 生成的数据记录中的姓名和医疗
记录编号 (可获得的准确记录过的) 与系统中的临床
数据记录的对应部分相匹配; 2) 包括从测试数据集,
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如在线监测的检测数据中的生理趋势信息与临床信

息系统中的监护人员检验过的生命体征信息相匹配,
寻找最近邻的证据支持. 经过数据库融合过程, 实现
了患者的多源异构数据集中管理, 供异构性数据的
进一步融合推理.

4.2 预处理与诊断推理

数据预处理过程中, 对于训练集中的 6 个缺
失数据被丢弃, 27 个争议数据被修改. 对逻辑布
尔型属性和描述型属性进行符号化处理, 将所有
属性的各种取值映射为符号, 对于描述型属性, 根
据取值区间分别映射, 如将属性 Cp 的取值 typi-
cal angina 、atypical angina、non-anginal pain 和
asymptomatic 分别映射为 1、2、3 和 4. 使用这一
数据集中的 190 个和 100 个样本分别作为训练集和
测试集.
使用前文中参数学习优化方法及定理

3, 通 过 计 算 判 别 矩 阵 的 主 特 征 向 量 并 正
规 化, 将 其 分 量 作 为 对 应 元 素 的 权 值. 对
Heart (Cleveland) 数据集, 获取的优化特征集
为{Age, Sex,Cp, BP, restECG, Thalach, Exang,

Slope, Thal}, 这 9 个特征对应的 wk 中的分量

分别为 [0.0743, 0.0105, 0.2342, 0.0111, 0.0352,
0.1030, 0.1577, 0.1437, 0.2303]. 对 Heart (Hun-
garian) 数据集, 获取的优化特征集中这 9 个特征对
应的 wk 中的分量分别为 [0.1735, 0.0588, 0.0588,
0.1471,0.0588, 0.2353, 0.0912, 0.1176, 0.0589].
在数据集 D1 中, 以其中一个案例数据为例. 实

体信息如下: Age 年龄 (Y ear) 为 57, 性别为男,
胸痛类型 (Cp) 为 2 (atypical angina), 血压 (Sys-
tolic Blood Pressure, BP) 为 124 mmHg; 安静时
的心电图结果 (Restecg) 为 0 (normal); 最高心率
(Thalach) 为 141; 是否运动导致心绞痛 (Exang)
为 0 (no); 峰值 ST 倾斜角度 (Slope) 为 1 (向上倾
斜) 和心跳情况 (Thal) 为 7 (可逆缺陷). 将这一多
源异构信息源获取数据转化为证据链, 为

R1
1: If Age is 57 ∧ Sex is 1 ∧ Cp is 2 ∧

BP is 124 ∧ restECG is 0 ∧
Thalach is 141 ∧ Exang is 0 ∧
Slope is 1 ∧ Thal is 7

Then (CHD is Present, βi
1 = 100 %),

(CHD is Absent, βi
2 = 0 %)

证据链所表示的传感器感知的信息或电子病历

的体征变量, 常按照心脏病诊断临床路径获取.
类似地, 对于数据集 D2, 将其多源异构信息源

获取的一个证据链实例为

R2
1: If Age is 41 ∧ Sex is 2 ∧ Cp is 1 ∧
BP is 128 ∧ restECG is 2 ∧
Thalach is 137 ∧ Exang is 1 ∧
Slope is 2 ∧ Thal is 4

Then (CHD is Present, βi
1 = 0 %),

(CHD is Absent, βi
2 = 100 %)

使用Key和Value表示多源数据表的关联Map
Out 表和使用 D-S 规则推导的测试案例的融合结果
Reduce Output 表输出的字段和取值, 如表 2 和表
3 所示.

表 2中,查询案例在数据表D1 中得出 |N l
o(i)|+

|N l
e(i)|=3 时的近邻证据链为 EC 列的 EC 1、EC 4

和 EC 52, 所对应的 δl
qi 都取值为 1, 识别各个异构

性实体相关联的最可靠的证据集合. 进而使用式
(4) 计算出近邻证据链对查询案例的相似度分别
81.47%、85.07% 和 68.37%. 依据数据表训练数据
的类别标记, 当样本取值为 Present 时, 将 βi

1 和 βi
2

分别赋值为 100% 和 0; 当样本取值为 Absent 时,
将 βi

1 和 βi
2 分别赋值为 0 和 100%.

类似地, 可得出这一查询案例在数据表D2 中的

近邻证据链、相似度和各个可信度.

表 2 多源数据表的关联Map Out 表

Table 2 Map Out table associated with multi-datasets

Key Value

LineID Dataset EC δl
qi s (%) βi

1 (%) βi
2 (%)

1 D1 EC 1 δ1
1,1 = 1 81.47 100 0

2 D1 EC 4 δ1,4 = 1 85.07 0 100

3 D1 EC 52 δ1,5 = 1 68.37 0 100

4 D2 EC 2 δ2,1 = 1 90.83 100 0

5 D2 EC 41 δ2,4 = 1 82.56 100 0

6 D2 EC 67 δ2,6 = 1 78.57 0 100

..

.
...

...
...

...
...

...

表 3 测试案例的 Reduce Output 结果表

Table 3 Reduce Output result table of the testing cases

Key Value

D Nearest ECs βi
1 (%) βi

2 (%)

D1 δ1
1,1 = 1, δ1,4 = 1, δ1,52 = 1 71.20 28.80

D2 δ1
1,2 = 1, δ2,41 = 1; δ2,67 = 1; 68.81 31.19

...
...

...
...

表 3 中, 依据从关系型数据表获取的近邻异构
证据链集合, 通过式 (4) 计算出各个数据表的集成
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可信度, 如查询案例从数据集D1 中获得的集成可信

度分别为 71.2% 和 28.8%, 并将这些可信度分布用
于进一步计算多数据表的融合信度. 针对查询案例
在D1 和D2 中分别得出的可信度, 使用定理 2 的融
合规则, 得出D1∨D2 的融合信度为: βi

1 = 84.51 %;
βi

2 = 15.49 %.

4.3 实验结果

使用 Hefur 模型求解, 计算测试数据集中的查
询案例 1 (X1 ∈ X) 在不同的同构实体和异构实体
下的融合信度, 如图 1 所示. 针对查询案例集合 X,
使用本方法在单个数据集下的推理准确度 D1 (He-
fur) 与D2 (Hefur), 以及本方法Hefur 与 Comdi 方
法[14] 在多个测试数据集 (D = D1∨D2) 下的推理准
确度, 结果比较如图 2 所示.

图 1 对测试数据集中查询案例 X1 推理出的融合可信度

Fig. 1 Combing belief of the case X1 from the testing

data with the reasoning method

图 1 中 x 和 y 轴分别表示样本数据的同构近邻

证据和异构近邻证据的数量 |N l
o(i)| 和 |N l

e(i)|; z 轴

表示数据的融合可信度 βi
1. 在训练集 D1 和 D2 的

优化过程中 |N l
o(i)| = |N l

o(i)| 时, 查询案例的推论
可信度取最大值. 且随着 |N l

o(i)| 的增加, 查询案例
的可信度在一定范围内增加, 而随着 |N l

e(i)| 的增加,
查询案例的可信度在一定范围内降低. 在针对查询
案例, 根据其信度和类别逆向推理, 可在证据链关联
矩阵中查询中最相关的证据链集合, 并将对应的信
息分享给诊断决策用户.
图 2 中横轴表示使用的测试数据集及对应的

方法, 即 D1 (Hefur)、D2 (Hefur)、D (Hefur) 和
D (Comdi), 纵轴表示方法的准确度. 准确度[21] 为

Acc = (TP + TA)/(TP + TA + FP + FA), 其中,
TP、FN 表示为查询案例的实际类别 C1 分别被推

理为 C1 和 C2 的样本数; FP、TN 分别表示查询案
例实际类别为 C2 而分别被推理为 C1 和 C2 的样本

数.

图 2 中的结果表明了查询案例从训练集中分别
获取 3 个最近邻证据链时, 在不同数据集或不同方
法下得到的推理准确度. 从比较结果可以看出, D

(Hefur) 的准确度均值为 89.05%, 比D1 (Hefur) 的
准确度均值 84.27% 和 D2 (Hefur) 的 82.69% 更
高, 并且其方差也更小, 即D (Hefur) 的总体性能更
好. 这是因为所提出的方法在数据集上实现了更大
规模的决策信息共享. D1 (Hefur) 的准确度均值比
D2 (Hefur) 的性能更好, 是因为后者的数据非均衡
性 (188/106) 比前者的数据非均衡性 (164/139) 更
高. 同时, D (Hefur) 在准确度均值比 Comdi 方法
在同一规模的数据集上的准确度均值 87.84% 更高,
并且方差也更小, 这是因为所提出的方法通过多数
据集的融合规则获得了推理的近邻证据集及其可信

度分布, 消除了多数据表提供的证据信息对查询案
例推论可能存在的不一致性而提供了更加准确的方

案.

图 2 所提出方法在多决策表下的推理准确度比较

Fig. 2 Accuracy comparison of the reasoning methods on

multiple decision datasets

从决策信息结构来看, 文献 [14] 所提出 Comdi
方法使用多个决策信息源的全域数据, 通过相似度
评价获得综合距离矩阵, 以距离最近邻的局域数据
作为推理证据对查询案例进行判别分类. 与此相区
别的是, 本文所提出的 Hefur 方法针对多数据源中
各决策方提供的局域数据, 使用相似度矩阵对分块
数据的决策参数进行优选学习, 实现查询案例在多
数据表中的并行匹配和证据融合, 并以可信度序关
系作为定性分析到定量判别分类依据, 因此提升了
可解释性推理的准确性和鲁棒性.

5 结论

异构数据融合特别是在大数据或分布式存储等

新兴的群决策数据处理中, 日益成为工程实践和管
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理中多属性群决策的焦点问题. 由于单个决策者或
单个数据库的知识有限性, 需要对多数据表信息进
行异构数据融合. 然而, 现有的多个关系数据库的
融合主要集中在数据表的同质性合并及融合推理上,
对群决策下多数据表中的异构性实体数据的相似性

推理研究不深, 因此本文提出了实体异构性下的证
据链融合推理多属性群决策方法. 与采用单数据表
的信息源融合推理方法相比, 本方法针对查询案例
在各个数据表中相似匹配的异构性实体数据, 分享
多源决策的近邻证据链, 进而各数据表提供的可信
度信息, 而不需要构建大规模数据的稀疏矩阵 (如
Comdi 方法中的综合距离矩阵[14], 基于频率相似度
加权的概率方法中的联合数据矩阵[13]). 另外, 该方
法最大限度的考虑到了多数据表之间的异构性: 1)
各个数据表中的实体异构性通过求解基于相似度矩

阵的二次优化求解特征值, 获得了最佳的属性权重,
使得与查询案例的同构近邻和异构近邻快速获得.
2) 针对多数据表之间可能存在的证据可信度不一致
性, 使用证据融合规则将各个数据表的结论进行融
合, 其可解释性的融合推理过程提升了异构实体数
据之间的信息共享能力. 对于异构数据的多源信息
融合推理, 时空异构环境下信息融合推理动态过程,
包括证据链前件的推导、部分信息下的动态推理等,
作为进一步的研究方向. 另外, 对应于多数据表中各
证据链类别的可信度的精确获取, 也可作为后续研
究的内容.
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