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共享隐空间迁移 SVM

董爱美 1, 2 王士同 1

摘 要 在机器学习中, 迁移学习被证明能有效使用一个领域信息提高另一个领域中受训模型的分类精度. 迁移学习总是假

设相关领域间共享某些隐含因素, 但在当前的迁移学习方法中, 该部分隐含因素依然未得到充分探讨. 本研究引入低维共享隐

空间的迁移学习方法, 基于经典支持向量机 (Support vector machine, SVM) 分类模型得到融入共享隐空间的迁移支持向量

机, 该模型较以往相关方法能更好地利用隐空间这一有效信息, 从而提高所得分类器的泛化性能. 相关实验结果亦验证了所提

方法的有效性.
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A Shared Latent Subspace Transfer Learning Algorithm Using SVM
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Abstract In machine learning, transfer learning is proved to be able to efficiently use the information of one domain

to enhance the classification accuracy in another domain. Transfer learning always assumes that the related domains

share some correlated latent factors. But the existing transfer learning methods cannot make full use of these latent

factors. So a low dimensionality shared latent subspace transfer learning method is proposed. Specifically, a shared latent

subspace transfer support vector machine model is proposed in contrast to the classical support vector machine (SVM)

model. Compared with traditional transfer learning methods, the proposed method can make better use of the latent

subspace, therefore it can enhance the transfer classification performance. Experimental results confirm the efficiency of

the proposed method.
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传统机器学习的一个基本假设是训练数据和测

试数据分布相同, 其学习方法在监督学习、半监督学
习和无监督学习中已经取得很大成功. 但目前机器
学习领域出现了一些新应用: 与测试数据分布相同
的训练数据数量非常少, 采用传统的机器学习方法
不足以训练一个可靠的学习模型. 但在相关领域中
可能有大量的、相近分布的训练数据, 在新的领域如
何有效利用相关领域的大量数据信息是非常重要的,
这就是迁移学习所探讨的工作, 即迁移学习旨在将
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从一个环境中学到的知识用来帮助新环境中的学习

任务, 其放松了训练数据和测试数据必须满足相同
分布的限制, 且能有效弥补当前学习场景有监督数
据不足的缺陷. 由于具有良好的灵活性和广泛的适
应性等特点, 迁移学习已经成为机器学习领域的研
究热点[1−3]. 近几年, 众多学者从不同角度提出很多
迁移学习方法. 从领域数据使用的角度, 迁移学习大
致分为基于实例的迁移学习方法和基于特征的迁移

学习方法[4]. 基于实例的迁移学习方法对领域间数
据非常相近的迁移问题十分有效. 当领域间数据差
别较大时, 该方法往往很难在实例层面找到领域间
数据的共性信息. 基于特征的迁移学习方法认为尽
管领域间数据存在较大差异, 但会共享部分的特征
集合.
基于特征的迁移学习方法从特征结构上建立领

域间数据的联系, 通过特征的变换重构发现潜在的
共同子空间, 利用特征层面上的交集进行迁移学习.
过去几十年中, 子空间学习[5−11] 在机器学习和模式

识别领域得到广泛而深入地探讨. 2005 年, Ando
等[5] 采用结构学习方法学习多任务中共同特征表示,
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提出了交替结构优化 (Alternate structure opti-
mization, ASO) 算法; 2008 年, Zheng 等[6] 提出

了多任务学习隐空间算法, 并应用到多设备室内信
号定位模型中; Pan 等[7] 采用降维方法实现迁移,
首先学习一个低维的隐特征空间, 然后通过在此空
间中增强源域和目标域数据的均值中心一致性, 减
小两个领域的差异, 提出了基于流形结构的MMDE
(Maximum mean discrepancy embedding) 算法;
2010 年, Si 等[8] 通过最小化目标域和辅助领域数据

分布之间的 Bregman 散度, 提出了迁移子空间学习
框架; 2012 年, Shao 等[9] 使用低秩表示学习子空间

技术提出了低秩迁移子空间学习 (Low-rank trans-
fer subspace learning, LRTSL) 算法; Yang 等[10]

针对目标域中稀疏实例问题提出了迁移稀疏子空间

学习 (Transfer sparse subspace learning, TSSL)算
法; 2013 年, Gupta 等[11] 用非负矩阵分解方法提出

了正则化的共享子空间学习框架, 并指出该方法适
用于迁移学习, 能在一定程度上提高学习性能.

尽管上述基于特征的子空间迁移学习方法取得

一定成效, 但由于它们拆分了领域间数据原始特征
空间, 仅选择部分共同特征进行迁移学习, 忽略了领
域原始特征空间的判别信息. 为此, 本文从基于特征
的迁移技术和特征变换的角度出发, 充分考虑领域
原始特征空间和领域间共享低维隐空间的约束, 提
出一种基于大间隔支持向量机的领域共享隐空间的

特征迁移方法. 该方法引入一个特征变换参数矩阵
作为隐变量, 利用该隐变量源域和目标域数据被映
射到一个公共的低维子特征空间上. 进一步地, 基于
原始特征空间和公共低维子特征隐空间构造联合决

策函数; 基于间隔最大化分类框架, 把领域原始特征
空间和领域间公共低维子特征隐空间同时嵌入到支

持向量机 (Support vector machine, SVM) 的训练
中, 从而学习到一个在目标域中泛化性能更好的分
类器.

本文内容包括: 第 1 节介绍提出的基于 SVM
的隐空间迁移学习方法原理及算法; 第 2 节给出实
验结果及分析; 第 3 节进行总结.

1 基于 SVM的隐空间迁移学习机

1.1 相关概念与问题描述

为便于讨论相关迁移学习算法，首先对一些相

关概念和符号进行统一说明.
1) 领域 (Domain): 领域常用 D = {(xxxi, yi) ∈

X × Y : i = 1, 2, · · · , n} 表示. 其中X 表示领域实

例的特征空间, Y 表示实例的标签空间, (xxxi, yi) 表
示领域 D 的一个实例.

2) P (D) = P (X, Y ) 表示领域 D 中数据的分

布. 有两个领域 Ds 和 Dt, 若 P (Ds) 6= P (Dt), 则
Ds 和 Dt 是两个不同的领域.
对于模式分类问题, 设数据领域为D, 领域数据

概率分布为 P (D) = P (X, Y ), 分类器为一个映射
函数 f(xxx) : X → Y , 其将实例 xxx ∈ X 映射为相应

的类标签 y ∈ Y . 线性分类器形式为 f(xxx) = wwwTxxx,
其中www 表示实例 xxx 所在空间的分类面参数.
基于以上定义, 本文研究迁移学习中的源域和

目标域, 可表示为
源域:

Ds

{
(xxxs

i
, ys

i
) ∈ Xs × Y s : i = 1, 2, · · · , ns

}

目标域:

Dt =
{

(xxxt
j
, yt

j
) ∈ Xt × Y t : j = 1, 2, · · · , nt

}

其中, ns À nt, 上标表示实例所在领域, 下标表示
实例在所在领域中的索引位置. 本文研究基于如下
假设:

1) 所研究对象仅包含一个源域 Ds 和一个目标

域 Dt.
2) 领域间数据分布不同但存在相似性, 两个不

同领域通过特征变换重构共享一个低维的子特征隐

空间.
3) 源域中有大量数据且带标签信息; 目标域有

少量带标签的数据. 学习任务是充分利用源域信息
为目标域训练一个具有更好泛化性能的分类器.

1.2 基于 SVM 的共享隐空间迁移学习机原理和

目标函数

假设给定源域 Ds 和目标域 Dt, 根据传统监督
学习方法, 基于正则经验风险最小化原则, 通过最小
化式 (1) 所示函数来优化得到源域和目标域的分类
决策函数:

R({fs}{ft}) = λ(Ω(fs) + Ω(ft))+

Cs

ns∑
i=1

L(fs(xxxs
i ), y

s
i ) + Ct

nt∑
j=1

L(ft(xxxt
j), y

t
j)

(1)

其中, ns À nt, fs 是源域分类决策函数, ft 是目标

域分类决策函数, Ω(fs) 和 Ω(ft) 是正则化项, λ > 0
是正则化参数; 第 3 项和第 4 项是源域和目标域的
经验风险项.
对源域来说, 因其数据量比较多, 根据式 (1) 足

以训练性能较好的分类决策函数; 而对目标域来说,
其数据量非常少, 根据式 (1) 得到的分类决策函数
性能很低. 因此本研究目的在于充分借助大量源域
信息学习到源域和目标域数据的共同特征表示, 用



2278 自 动 化 学 报 40卷

其减小领域间的差异, 利用特征结构信息对迁移过
程进行约束. 具体来说本文从特征变换角度出发, 通
过对源域和目标域数据特征空间实施变换来寻找一

个低维的公共隐空间, 在此隐空间尽可能利用源域
和目标域的共性信息, 结合新的优化方式从而达到
迁移学习之目的. 基于上述思路, 构造源域和目标域
的新分类决策函数由两部分组成: 领域原始数据空
间部分和领域间共享的低维子特征隐空间部分, 具
体表示为

fs(xxx) = wwws
Txxxs + vvvT

s Θxxxs (2)

ft(xxx) = wwwt
Txxxt + vvvT

t Θxxxt (3)

其中, xxxs ∈ Rd, xxxt ∈ Rd 分别是源域和目标域中实

例; wwws ∈ Rd, wwwt ∈ Rd 分别是源域和目标域的对

应实例在原始数据空间中的分类面参数; Θ ∈ Rr×d

是隐空间变换参数矩阵, r 是领域间共享的低维子

空间的维数, 源域和目标域实例经过 Θ 变换后映射
到一个公共的低维子特征隐空间上, 对应实例可视
为 Θxxxs 和 Θxxxt; vvvs ∈ Rr, vvvt ∈ Rr 分别是实例 Θxxxs,
Θxxxt 在共享低维子空间中的分类面参数; 在此隐空
间上, 由于拥有共同的变换参数矩阵 Θ, 期望源域和
目标域数据拥有尽可能多的共性信息.
遵循式 (1), 结合本研究目的, 从特征变换的角

度出发, 本文通过最小化式 (4) 所示函数同时学习
得到源域和目标域的分类决策函数. 需要说明的是,
本研究假定仅有源域数据和目标域数据来挖掘源域

和目标域的共享信息来实现迁移, 所以得到源域决
策函数仅是一个手段, 得到目标域决策函数是本研
究的最终目的.

Cs

ns∑
i=1

L
(
wwwT

s xxxs
i + vvvT

s Θxxxs
i , y

s
i

)
+

Ct

nt∑
j=1

L
(
wwwT

t xxxt
j + vvvT

t Θxxxt
j, y

t
j

)
+

1
2

(‖wwws‖2 + ‖wwwt‖2
)

+

α
(‖wwws + ΘTvvvs‖2 + ‖wwwt + ΘTvvvt‖2

)

s.t. ΘΘT = Ir×r (4)

针对式 (4), 说明如下:
1) 式中第 1 项和 2 项表示源域和目标域的损失

函数, 第 3 项和 4 项是正则化项, 通过前两项和后两
项的平衡期望达到最小的结构化风险.

2) 式中第 1 项和 2 项涉及的源域和目标域决策
函数分别表示为 fs(xxx) = wwws

Txxxs+vvvT
s Θxxxs 和 ft(xxx) =

wwwt
Txxxt + vvvT

t Θxxxt. 以目标域 ft(xxx) 为例, 其包含两项
wwwt

Txxxt 和 vvvT
t Θxxxt, 对于wwwt

Txxxt 而言, wwwt 为 xxxt 实例对

应的目标域原始空间的分类面参数, 而对于 vvvT
t Θxxxt,

其功能首先是通过隐空间变换参数矩阵 Θ 将实例
xxxt 由 d 维空间映射到 r 维的隐空间内形成隐空间内

的实例 Θxxxt, 然后令 vvvt 为实例 Θxxxt 对应的隐空间的

分类面参数.
3) 从另一个角度观察 ft(xxx) = wwwt

Txxxt + vvvT
t Θxxxt,

此时隐空间变换参数矩阵 Θ 所起作用可理解为将隐
空间分类面参数 vvvt 通过Θ 映射回原始空间内, 即分
类面 ΘTvvvt 与 wwwt 处于同空间内. 其作用是用 ΘTvvvt

(由隐空间映射而来的原始空间的分类面参数) 对
wwwt 进行适当校正形成一个原始空间内的组合分类

面参数 w̃wwt, 即 w̃wwt = wwwt + ΘTvvvt.
4)观察源域和目标域的组合分类面参数 w̃wws (w̃wws

= (wwws + ΘTvvvs)) 和 w̃wwt (w̃wwt = (wwwt + ΘTvvvt)) 可知,
wwws, wwwt 和 vvvs, vvvt 分别是源域和目标域在原始空间和

隐空间中的分类面参数, Θ 是源域和目标域的公共
隐空间变换参数矩阵, 通过 Θ 源域和目标域在某种
程度上实现不同域之间的信息共享, 从而有效实现
信息迁移, 最终源域的信息可用来增强目标域的模
型性能.

5)需要指出,作为一种理论极端可能性, 可以通
过 vvvs = vvvt = 0 这个平凡解使得源域与目标域相互
独立, 即此时式 (4) 的约束不起作用. 但该极端可能
性在有共享隐空间时, 并不一定保证式 (4) 达到最
小. 另外, vvvs, vvvt 是在隐空间约束下为求式 (4) 达到
最小值时而得. 因此, 即使在此空间下 vvvs, vvvt 真的同

时为零矢量, 也可解释为在此依赖于 r 的共享隐空

间下, 源域与目标域没有迁移价值 (注意即使二者独
立, 并不表明没有迁移价值). 该种特殊情形根据本
文实验并不多见 (也未见). 因此, 式 (4) 是一个可行
的迁移学习模型.
以经典的 SVM[12] 分类器为基础, 本文在传统

迁移学习分类领域中引入隐空间学习策略得到低维

共享子特征隐空间的迁移学习方法, 称为共享隐空
间迁移 SVM (Shared latent space transfer SVM,
SLSTSVM), 算法原理如图 1 所示.
虽然源域和目标域数据在实例层面上可能共享

知识很少, 但在特征层面上通过隐空间变换参数矩
阵 Θ 转换, 可以挖掘领域间更多的共享知识.
结合式 (4), 给出如下基于 SVM 的共享隐空间

迁移学习的目标函数

arg min
wwws,wwwt,vvvs,vvvt,Θ

J1 = arg min
wwws,wwwt,vvvs,vvvt,Θ

{
1
2
(‖wwws‖2 +

‖wwwt‖2) + Cs

ns∑
i=1

ξs
i + Ct

nt∑
j=1

ξt
j +

α
(‖wwws + ΘTvvvs‖2 + ‖wwwt + ΘTvvvt‖2

) }
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图 1 共享隐空间迁移 SVM 原理图

Fig. 1 Schematic of SLSTSVM method

s.t. ys
i

(
wwwT

s xxxs
i + vvvT

s Θxxxs
i

) ≥ 1− ξs
i , ξs

i ≥ 0

yt
j

(
wwwT

t xxxt
j + vvvT

t Θxxxt
j

) ≥ 1− ξt
j, ξt

j ≥ 0

i = 1, 2, · · · , ns, j = 1, 2, · · · , nt, ns À nt

ΘΘT = Ir×r (5)

其中, ξs
i 和 ξt

j分别表示源域和目标域的松弛变量; Cs

和 Ct 是大于 0 的正则化参数; 第 1 项和第 4 项是结
构风险项, 正则化参数 α > 0. 运用上述模型求解得
到 wwwt, vvvt,Θ 后, 可根据决策函数 ft(xxx) = wwwt

Txxxt +
vvvT

t Θxxxt 对目标域的测试样本或将来的新数据进行决

策.
为便于求解, 引入辅助变量 uuus, uuut, 其中 uuus =

wwws + ΘTvvvs, uuut = wwwt + ΘTvvvt, 则式 (5) 化为

arg min
uuus,uuut,vvvs,vvvt,Θ

J2 = arg min
uuus,uuut,vvvs,vvvt,Θ

{
1
2
(‖uuus −

ΘTvvvs‖2 + ‖uuut −ΘTvvvt‖2) +

Cs

ns∑
i=1

ξs
i + Ct

nt∑
j=1

ξt
j +

α
(‖uuus‖2 + ‖uuut‖2

) }

s.t. ys
iuuu

T
s xxxs

i ≥ 1− ξs
i , ξs

i ≥ 0

yt
juuu

T
t xxxt

j ≥ 1− ξt
j, ξt

j ≥ 0

i = 1, 2, · · · , ns, j = 1, 2, · · · , nt, ns À nt

ΘΘT = Ir×r (6)

式 (6) 中, 有 5 个变量 uuus,uuut, vvvs, vvvt,Θ 需要同时优
化, 本文把 5 个变量分为 3 组: 1) uuus 和 uuut; 2) vvvs 和

vvvt; 3) Θ. 由于直接对这些参数优化比较繁琐困难,
本文采用模糊聚类、模糊神经网络等技术中经常采

用的交替迭代策略对式 (6) 进行参数优化[13−18]. 该
迭代过程包含两步: 1) 固定 {Θ, vvvs, vvvt}, 通过优化目

标函数 (6) 学习得到 {uuus,uuut}; 2) 固定 {uuus,uuut}, 通
过优化目标函数 (6)学习得到 {Θ, vvvs, vvvt}. 循环迭代
上述步骤直到目标函数收敛.

1.3 目标函数参数学习规则

定理 1. 假定变量 uuus,uuut, vvvs, vvvt,Θ 的定义形式
如式 (6) 所述, 则式 (6) 中变量 vvvs, vvvt 的最优值可表

示为 vvvs = Θuuus, vvvt = Θuuut.
证明. 假设变量 uuus,uuut,Θ 已知, 根据相关矩阵

理论[19], ‖A‖2
F = tr(ATA), 式 (6) 变为

arg min
vvvs,vvvt

J3 = arg min
vvvs,vvvt

∥∥uuus −ΘTvvvs

∥∥2
+

∥∥uuut −ΘTvvvt

∥∥2
= arg min

vvvs,vvvt

tr
(
(uuus −ΘTvvvs)

T×

(uuus −ΘTvvvs) + (uuut −ΘTvvvt)
T
(uuut −ΘTvvvt)

)
=

arg min
vvvs,vvvt

tr
(
uuuT

s uuus + vvvT
s ΘΘTvvvs − 2uuuT

s ΘTvvvs +

uuuT
t uuut + vvvT

t ΘΘTvvvt − 2uuuT
t ΘTvvvt

)
(7)

式 (7) 对变量 vvvs, vvvt 分别求偏导数且令其值为 0. 则
得:

vvvs = Θuuus

vvvt = Θuuut (8)

¤
定理 2. 假定变量 uuus,uuut, vvvs, vvvt,Θ 的定义形式

如式 (6) 所述, 则式 (6) 中变量 uuus,uuut 的最优值可表

示为

uuus =

ns∑
i=1

ηs
i y

s
ixxx

s
i + ΘTvvvs

1 + α
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uuut =

nt∑
j=1

ηt
jy

t
jxxx

t
j + ΘTvvvt

1 + α
(9)

证明. 假设已知变量 Θ, vvvs, vvvt, 通过优化式 (6)
得到 uuus,uuut, 此时式 (6) 对应的是一个二次规划问题.
构造式 (6) 的拉格朗日函数

L =
1
2

(‖uuus −ΘTvvvs‖2 + ‖uuut −ΘTvvvt‖2
)
+

Cs

ns∑
i=1

ξs
i + Ct

nt∑
j=1

ξt
j + α

(‖uuus‖2 + ‖uuut‖2
)
+

ns∑
i=1

ηs
i

(
1− ξs

i − ys
iuuu

T
s xxxs

i

)−
ns∑
i=1

γs
i ξ

s
i +

nt∑
j=1

ηt
j

(
1− ξt

j − yt
juuu

T
t xxxt

j

)−
nt∑

j=1

γt
jξ

t
j (10)

令

Ls =
1
2
‖uuus −ΘTvvvs‖2 + Cs

ns∑
i=1

ξs
i + α‖uuus‖2 +

ns∑
i=1

ηs
i

(
1− ξs

i − ys
iuuu

T
s xxxs

i

)−
ns∑
i=1

γs
i ξ

s
i (11)

Lt =
1
2
‖uuut −ΘTvvvt‖2 + Ct

nt∑
j=1

ξt
j + α‖uuut‖2 +

nt∑
j=1

ηt
j

(
1− ξt

j − yt
juuu

T
t xxxt

j

)−
nt∑

j=1

γt
jξ

t
j (12)

这里拉格朗日乘子 ηs
i > 0, ηt

j > 0, γs
i > 0, γt

j > 0.
式 (11) 对 uuus, ξs

i (i = 1, 2, · · · , ns) 分别求偏导, 由
KKT 条件可得:

uuus =

ns∑
i=1

ηs
i y

s
ixxx

s
i + ΘTvvvs

1 + α
(13)

Cs = ηs
i + γs

i (14)

把式 (13) 和式 (14) 代回式 (11), 得:

arg min
ηs

i

J4 = arg min
ηs

i

1
2

ns∑
i=1

ns∑
j=1

ηs
i η

s
jy

s
i y

s
j ×

xxxsT

i xxxs
j +

ns∑
i=1

ηs
i

(
ys

ixxx
sT

i ΘTvvvs − 1− α
)

s.t. 0 ≤ ηs
i ≤ Cs (15)

同理可得:

arg min
ηt

i

J5 = arg min
ηt

i

1
2

nt∑
i=1

nt∑
j=1

ηt
iη

t
jy

t
iy

t
j ×

xxxtT

i xxxt
j +

nt∑
i=1

ηt
i

(
yt

ixxx
tT

i ΘTvvvt − 1− α
)

s.t. 0 ≤ ηt
i ≤ Ct (16)

此时采用经典的二次规划算法即可得到 ηs
i η

t
j 的

最优解, 从而得到当前 uuusuuut 最优解, 具体表达为式
(9). ¤
定理 3. 假定变量 uuus,uuut, vvvs, vvvt,Θ 的定义形式

如前所述, 式 (6) 在变量 uuus,uuut, vvvs, vvvt 取得最优值的

条件下, 变量 Θ 的求解可以转化为矩阵 [uuus,uuut] 的
奇异值分解问题.
证明. 假设已知变量 uuus,uuut 且对于式 (6) 均取

得最优值, 则式 (6) 的最优化问题变为式 (17)
[
v̂vvs, v̂vvt, Θ̂

]
=

arg min
(‖ûuus −ΘTvvvs‖2 + ‖ûuut −ΘTvvvt‖2

)

s.t ΘΘT = Ir×r (17)

假设变量Θ 固定, 式 (17) 等价于

[v̂vvs, v̂vvt] = arg min
(‖ûuus −ΘTvvvs‖2 + ‖ûuut −

ΘTvvvt‖2
)

= arg min
(
(‖ûuus‖2 − ‖Θûuus‖2) +

(‖ûuut‖2 − ‖Θûuut‖2)
)

(18)

且式 (18) 在 v̂vvs = Θûuus, v̂vvt = Θûuut 取得最优值. 进而
式 (17) 可写成式 (19)

Θ̂ = arg max
(‖Θûuus‖2 + ‖Θûuut‖2

)

s.t. ΘΘT = Ir×r (19)

令 U = [uuus,uuut] ∈ Rd×2, 则有

Θ̂ = arg max tr
(
ΘUUTΘT

)

s.t. ΘΘT = Ir×r (20)

由矩阵理论知识[19] 知, 式 (20) 的求解可通过对矩
阵 U 实施奇异值分解得到. 令 U = V1DV T

2 , 且对
角矩阵 D 的对角线元素按降序排列, 那么矩阵 V T

1

的前 r 行就是变量 Θ 的最优解. ¤
1.4 算法描述

根据上述章节分析和推导, 给出共享隐空间迁
移 SVM 算法描述.

参数. 共享低维隐空间维数 r, 正则化参数 α,
Cs, Ct.
输入. 源域数据 {(xxxs

i , y
s
i )|i = 1, 2, · · · , ns}, 目

标域数据 {(xxxt
j, y

t
j)|j = 1, 2, · · · , nt}, 其中, ns À

nt.
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输出. 隐空间变换参数矩阵 Θ ∈ Rr×d, 原始空
间分类面参数 wwws,wwwt 共享低维隐空间分类面参数

vvvs, vvvt (wwws = uuus −ΘTvvvs,wwwt = uuut −ΘTvvvt).
初始化. uuu0

s = 0d×1, uuu0
t = 0d×1, Θ0

r×d, 当前迭
代值 iter = 0, 设置最大迭代次数 iterm 和误差阈

值 ε.
Repeat

1) 利用式 (8) 更新 vvviter
s , vvviter

t ;
2) iter = iter + 1;
3) 利用式 (9) 更新 uuuiter

s , uuuiter
t ;

4) 设 U = [uuuiter
s ,uuuiter

t ], 对 U 实施奇异值分

解操作 U = V1DV T
2 , 且对角矩阵 D 的对角线元素

按降序排列, 那么矩阵 V T
1 的前 r 行就是变量 Θiter

的最优解.
Until
‖uuuiter

t − uuuiter−1
t ‖ < ε 或 ‖vvviter

t − vvviter−1
t ‖ <

ε 或 ‖Θiter −Θiter−1‖ < ε 或 iter > iterm.

1.5 算法收敛问题说明

对于给出的共享隐空间迁移 SVM 算法, 以第
iter + 1 步的迭代学习为例, 对其收敛性分析如下:

1) 在第 iter + 1 步, 固定 vvviter
s , vvviter

t , Θiter 不

变, 由式 (9) 可得:

uuuiter+1
s =

ns∑
i=1

ηsiter

i ys
ixxx

s
i + ΘiterT

vvviter
s

1 + α

uuuiter+1
t =

nt∑
j=1

ηtiter

j yt
jx

t
j + ΘiterT

vvviter
t

1 + α

而 ηsiter

i , ηtiter

j 为式 (15) 和式 (16) 的最优解. 式
(15) 和式 (16) 是典型的二次规划问题, 由优化理论
可知,式 (15)和式 (16)存在全局最优解,从而式 (9)
取得全局最优解.

2) 在第 iter + 1 步, 固定 uuuiter
s , uuuiter

t 不变, 令
U = [uuuiter

s ,uuuiter
t ], 对 U 实施奇异值分解操作 U =

V1DV T
2 , 且对角矩阵 D 的对角线元素按降序排列,

那么矩阵 V T
1 的前 r 行就是变量 Θ 的最优解. 由于

uuuiter
s , uuuiter

t 在其当前迭代步骤中取得全局最优解, 从
而可以确保变量 Θ 在第 iter + 1 步取得全局最优
解.

3) 在第 iter + 1 步, 固定 uuuiter
s , uuuiter

t , Θiter

不变, 由定理 1 的证明过程可知, vvviter+1
s =

Θiteruuuiter
s vvviter+1

t = Θireruuuiter
t 是目标函数 J3 取

极值的必要但非充分条件. 此时, vvviter+1
s =

Θiteruuuiter
s vvviter+1

t = Θireruuuiter
t 是 J3 的极值或鞍点.

故变量 vvvs, vvvt 的更新规则不能保证问题严格收敛.
据上述分析可知, SLSTSVM 算法并不能保证

严格收敛. 值得指出的是交替迭代优化技术在智能
模型学习方法中[13−18] 经常被使用, 如经典的 FCM
(Fuzzy C-means) 等聚类算法, 其通常能收敛于某
个局部最优解或鞍点. 虽然此类算法目前在理论上
不能保证是严格收敛或是条件收敛, 但已有的采用
交替迭代优化技术的迭代算法表明此优化技术在大

多数场合是非常简单而有效的[13−18]. 在最新的该类
学习方法, 如文献 [5] 即选择了该种优化方法来解决
多任务间共享子空间模型参数的优化问题, 并得到
了不错的效果. 正如文献 [18] 指出, 此类交替迭代的
优化方法其收敛性仍是一个有待进一步深入探讨的

开放性问题, 保证该类方法的严格收敛是一个值得
深入研究的课题. 另外, 由于初始化等不同因素的影
响, 目前许多交叉迭代算法多次执行后最终可能收
敛于不同的局部最优解. 针对此问题, 一个可行的解
决方案是探讨新的优化算法来求解给定的优化目标

函数. 如近年来具有更好寻优能力的进化计算优化
技术 (遗传算法、粒子群算法等) 已受到较多关注并
被尝试应用于优化不同的建模模型.

1.6 与相关工作的比较分析

文献 [5] 的方法和本文工作有一定相似之处, 本
节对二者的联系和区别做简单分析讨论. 文献 [5]
中, Ando 和 Zhang 从多任务中通过子空间学习多
个任务之间的共享预测结构, 提出一个相似的算法,
其优化问题目标函数为

min
{uuul,vvvl},Θ

m∑
l=1

(
1
nl

nl∑
i=1

L
(
uuuT

l xxxl
i, yyy

l
i

)
)

+

α
∥∥uuul −ΘTvvvl

∥∥2

s.t. ΘΘT = I (21)

其中, xxxl
i 表示第 l 个任务中的第 i 个实例, nl 表示

第 l 个任务中实例的数量. 文献 [5] 采用以奇异值分
解为基础的交替结构优化 (SVD-based alternating
structure optimization, SVD-ASO) 方法来求解得
到一个局部最优解.

本文和文献 [5] 的相似之处是二者都在不同的
数据特征空间上寻找一个共享的子特征隐空间, 并
且采用迭代方法求解得到一个局部最优解. 不同之
处在于, 文献 [5] 研究的是多任务学习场景, 各任务
间的实例数量是接近的, 均衡考虑最终所得分类器
在各任务上的分类误差, 其最终模型仅平衡各任务
在各自原始特征空间上的泛化能力; 而对于本文研
究的迁移场景, 考虑的是单任务中实例分布不同且
包含大量源域实例和极少量目标域实例的问题. 为
了更加适应本文研究场景, 我们的目标函数得到的
分类器不关注最终分类器在源域的学习性能. 用于
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决策的组合特征向量可实现不同域之间的信息共享,
有效实现了信息迁移. 最终利用源域的信息增强目
标域的模型性能.

2 实验分析

为验证本文算法的有效性, 在三个文本
数据集 (20NewsGroup[20]、Reuters-21578[20] 和

EmailSpam[21]) 上进行实验. 用于比较的方法有
SVM、AuxSVM[22] 和 LMPROJ[23]. 对于 SVM,
从三个方面进行比较: 1) 训练数据为源域数据、测
试数据为目标域中的所有数据 (SVM); 2) 训练数据
为目标域中的带标签数据、测试数据为目标域中的

所有数据 (SVM(t)); 3) 训练数据为源域数据和目标
域中的带标签数据、测试数据为目标域中的所有数

据 (SVMt). 比较算法的参数均根据具体应用通过
网格搜索的方式获得, 所有算法中均采用线性核函
数.
采用 SVM 算法是为验证源域数据和目标域数

据分布不同; 采用 SVM(t) 算法是为验证目标域中
带标签数据太少不足以训练一个足够好的分类器;
采用 SVMt 算法是为验证当训练数据和测试数据分
布不同时, 迁移学习方法和传统机器学习方法相比
表现出更好的性能; 采用 AuxSVM 算法是为验证在
相同的场景设置下, 本文所提算法表现出的可比较
的性能; 采用 LMPROJ 算法是为验证半监督的迁
移学习方法和无监督的迁移学习方法的性能优劣.

对于 SVM 来说, 可由 libsvm[24] 软件实现. 正
则化参数 C 取值范围为 {0.1, 0.2, 0.5, 1, 2, 5, 10, 20,
50, 100}, 采取 5 重交叉验证法来选取最优值. 其他
算法都在 Matlab (R2009a) 环境下实现, 且均通过
网格搜索的方式来确定优化的模型参数. 对于本文
提出的方法, 源域和目标域共享的低维隐空间维数
r 需要人工确定, 在当前的基于隐空间的学习方法
中一般均用实验验证或网格寻优的方法确定, 目前
常用的方法主要有 Ando 方法[5]、Zheng 方法[6] 和

Ji 方法[25]. 本文参考 Ando 方法, 对于实验中的三
个文本数据集, 只关心共享空间维数在 5∼ 100 之间
范围, 因此 r 的取值范围设为 {5, 10, 15, 20, 25, 30,
35, 40, 45, 50, 55, 60, 65, 70, 75, 80, 85, 90, 95, 100};
参数 Cs, Ct 取值范围为 {0.1, 0.2, 0.5, 1, 2, 5, 10, 20,
50, 100}; 参数 α 的取值范围为 {0, 1E−6, 1E−5,
1E−4, 1E−3, 1E−2, 1E−1, 1}. 参数 r, Cs, Ct, α

均通过网格搜索的方式确定最优值.

2.1 数据集与评价准则

本节采用文本数据集 20NewsGroup、Reuters-
21578 和 EmailSpam 为实验数据集, 因都不是为迁
移学习设计, 所以必须采用特殊的数据生成策略, 使

数据符合我们提出问题的要求. 20NewsGroup 和
Reuters-21578 数据集具有层次结构. 前者包含近
20 000 新闻组, 大约分成 20 类, 包含 6 个顶层类
别, 每个顶层类别下分别包含若干个子类别, 将其
中子类别为空的顶层类别删掉, 剩余 4 个大的类别
rec, talk, comp 和 sci; 后者包含近 21 000 个文档
集, 按大的类别将其中的文档描述为 orgs, people
和 places 共 3 个大类, 每个类别下面包含相应的子
类别. 本文把父类作为分类目标, 然后对源域和目标
域数据按照子类进行划分. 如图 2 所示, A 和 B 是

两个父类. 问题是要对 A 和 B 进行分类. 在 A 下

面, 有两个子类 A1 和 A2, 而 B1 和 B2 是 B 下面

的两个子类. A1 和 B1 是源域数据, A2 和 B2 是目
标域数据.

图 2 数据生成示例

Fig. 2 The example of data generation

本文采用与文献 [23] 相同的实验设置, 对于
20Newsgroup 和 Reuters-21578 数据集, 分别从顶
层大类中抽取 4 个和 3 个大类构建学习数据集, 其
中每 2 个大类分别选作正类和负类, 数据基于子类
进行分割, 不同的子类认为不同的领域. 产生迁移数
据集如表 1 和表 2 所示. EmailSpam 数据集有 3 个
Email 子集 (表示为 User1, User2 和 User3), 代表
3 个不同用户. 学习任务是划分出 spam 邮件和非
spam 邮件. 由于数据集中不同用户的 spam 邮件和
非 spam邮件是不同的,因此 3个 email数据集的数
据分布是不同但相关的. 每个数据集包含 2 500 封
邮件, 其中一半邮件为非 spam 邮件 (类标签为 1),
另一半为 spam 邮件 (类标签为 −1). 根据文献 [2]
的设置, 构造了三个迁移数据集如表 3 所示.

按照上述数据生成策略生成的三个文本数据集

被应用到了大量有关迁移学习的实验[2, 23, 25−29] 中,
证明是能有效体现迁移学习思想的数据集.
为与其他方法对比及分析参数对分类结果的影

响, 本文采用正确率作为衡量分类器整体性能的指
标; 为使实验结果尽量公正, 在一组实验中选定最优
参数并 10 次随机运行后, 用均值统计分类精度.

2.2 实验结果分析

在目标域中带标签数据和目标域总数据不同

比例下, 4 个分类器 SVM(t), SVMt, AuxSVM 和

SLSTSVM, 在不同数据集上的分类精度曲线如图 3
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表 1 迁移学习文本分类数据 20NewsGroup

Table 1 The transfer learning text classification datasets 20NewsGroup

编号 数据集 源域/目标域 正例 负例

NG1 comp vs. sci

源域

目标域

comp.graphics

com.os.ms-windows.misc

comp.sys.ibm.pc.hardware

comp.sys.mac.hardware

comp.windows.x

sci.crypt

sci.electronics

sci.med

sci.space

NG2 rec vs. talk

源域

目标域

rec.autos

rec.motorcycles

rec.sport.baseball

rec.sport.hockey

talk.politics.guns

talk.politics.mideast

talk.politics.misc

talk.religion.misc

NG3 comp vs. talk

源域

目标域

comp.graphics

comp.sys.mac.hardware

comp.windows.x

comp.os.ma-windows.misc

comp.sys.ibm.pa.hardware

talk.politics.mideast

talk.religion.misc

talk.politics.guns

talk.politics.misc

NG4 sci vs. talk

源域

目标域

sci.electronicis

sci.med

sci.crypt

sci.space

talk.politics.misc

talk.religion.misc

talk.politics.guns

talk.politics.mideast

NG5 comp vs. rec

源域

目标域

comp.graphics

comp.sys.ibm.pc.hardware

comp.sys.mac.hardware

comp.os.ms-windows.misc

comp.windows.x

rec.motorcycles

rec.sport.hockey

rec.autos

rec.sport.baseball

NG6 rec vs. sci

源域

目标域

rec.autos

rec.sport.baseball

rec.motorcycles

rec.sport.hockey

sci.med

sci.space

sci.crypt

sci.electronics

表 2 迁移学习文本分类数据 Reuters-21578

Table 2 The transfer learning text classification datasets Reuters-21578

编号 数据集 源域 目标域

Rt1 orgs vs. people orgs.*, people.* orgs.*, people.*

Rt2 orgs vs. places orgs.*, places.* orgs.*, places.*

Rt3 people vs. places people.*, places.* people.*, places.*

∼ 6 所示. 在目标域带标签数据和目标域总数据比
例为 0.3 时, 分类精度如表 4 所示. 实验结论如下:

1) 基线方法 SVM 因把源域数据训练得到的模
型直接应用于目标域测试数据, 故在几乎所有数据
集上的分类性能均低于其他方法, 验证了源域数据

和目标域数据分布是不同的, 从而进一步验证了传
统的机器学习方法只适用于训练数据和测试数据分

布相同的情况; 基线方法 SVM(t) 在目标域少量带
标签数据上训练得到的模型应用于目标域数据上,
数据分布相同, 但由于带标签数据数量少, 不足以训
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表 3 迁移学习文本分类数据 EmailSpam

Table 3 The transfer learning text classification datasets EmailSpam

编号 数据集 源域 目标域

Spam1 User1 vs. User2 User1′s emails User2′s emails

Spam2 User2 vs. User3 User2′s emails User3′s emails

Spam3 User3 vs. User1 User3′s emails User1′s emails

表 4 文本分类精度比较

Table 4 Classification accuracy comparison on text datasets

方法 NG1 NG2 NG3 NG4 NG5 NG6 Rt1 Rt2 Rt3 Spam1 Spam2 Spam3

SVM 0.6642 0.5924 0.7123 0.7080 0.7203 0.8220 0.7302 0.6661 0.6124 0.6581 0.7560 0.8401

SVM(t) 0.7513 0.8160 0.8161 0.7975 0.8013 0.8613 0.7980 0.7880 0.7640 0.7688 0.8388 0.8113

SVMt 0.7650 0.7460 0.8080 0.7450 0.8388 0.8639 0.7150 0.6601 0.7020 0.7675 0.8938 0.7988

AuxSVM 0.8540 0.8880 0.8952 0.8280 0.8680 0.8976 0.7130 0.6670 0.7430 0.8095 0.8762 0.8120

LMPROJ 0.8201 0.7674 0.9402 0.7203 0.8504 0.8702 0.8463 0.8020 0.7080 0.6764 0.7890 0.6980

SLSTSVM 0.9398 0.9362 0.9102 0.9240 0.9070 0.9182 0.8860 0.8900 0.8980 0.9763 0.9313 0.9013

图 3 不同分类器在 NG2 数据集上的分类精度曲线图

Fig. 3 The accuracy curves on NG2 dataset for

different classifiers

练高性能的模型, 故在部分数据集上的分类性能高
于其他迁移方法, 而在部分数据集上的分类性能低
于其他迁移方法; 基线方法 SVMt 在源域数据和目
标域带标签数据上训练模型, 因为目标域带标签测
试数据较少, 直接应用到目标域数据, 故在大部分数
据集上其分类性能高于其他两个基线方法, 而低于
其他 3 个迁移方法.

2) 在 3 种迁移算法中, SLSTSVM 算法均高于
其他迁移算法, 原因为: a) SLSTSVM 算法中目标

域中部分数据带标签, 是半监督迁移学习的情况, 而
LMPROJ 算法目标域数据不带标签, 是无监督迁移

学习的情况; b) SLSTSVM 算法是基于特征隐空间
迁移, 而其他两种算法是基于实例的迁移算法, 当源
域和目标域数据分布差别比较大时, 基于实例的方
法很难在实例层面上找到一些共享的知识, 而基于
特征的方法可在隐含的特征层面上找到一些交集作

为迁移的知识.
3) 从图 3 可看出, 目标域中带标签数据占目

标域总数据的比例在 [0.01, 0.5] 范围内变化时, 算
法 SLSTSVM 的分类精度均高于算法 SVM(t) 和
SVMt; 目标域中带标签数据占目标域总数据的比例
大于 0.1 时, SVM(t) 算法性能提高的速度明显高于
算法 SLSTSVM、SVMt 和 AuxSVM, 但其总体性
能略低于其他两个迁移算法.

4) 从图 4 和图 5 可看出, 目标域中带标签数据
占目标域总数据的比例大于 0.2时,算法 SLSTSVM
性能提升的速度高于算法 AuxSVM 算法提升的速

度, 说明在同样场景设置下, 基于特征的迁移学习方
法比基于实例的迁移学习方法在一定程度上更容易

学习到共同的知识.
5) 从图 6 可看出, 目标域中带标签数据占目标

域总数据的比例大于 0.4 时, 算法 SVM(t) 性能和
算法 SLSTSVM 性能相当, 略高于算法 AuxSVM,
说明在数据集中随着目标域中带标签数据比例的提

高, 传统的分类算法相比迁移算法显示出较明显的
优势; 而算法 SVMt 的性能高于算法 AuxSVM, 低
于算法 SLSTSVM, 说明虽然目标域数据已经较充
分, SLSTSVM依然能够从共享结构中学习到有益的
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图 4 不同分类器在 NG3 数据集上的分类精度曲线图

Fig. 4 The accuracy curves on NG3 dataset for

different classifiers

图 5 不同分类器在 NG6 数据集上的分类精度曲线图

Fig. 5 The accuracy curves on NG6 dataset for

different classifiers

图 6 不同分类器在 Spam2 数据集上的分类精度曲线图

Fig. 6 The accuracy curves on Spam2 dataset for

different classifiers

知识. 此时 AuxSVM 由于是基于实例进行迁移, 故
其带来的更多的是负迁移, 即噪声样本带来的负作
用.

2.3 参数敏感性实验

本节讨论 SLSTSVM 算法参数对分类性能的

影响. 在目标域带标签数据占目标域总数据比例为
0.01 和 0.3 两种情况下, 共享隐空间维数对分类精
度的影响曲线如图 7 和图 8 所示. 正则化参数 α 对

分类精度的影响曲线如图 9 所示. 正则化参数 Cs,
Ct 对分类精度的影响曲线如图 10 和图 11 所示. 从
图 10 和图 11 看出, 正则化参数 Cs, Ct 在一定范围

内的取值对分类精度有一定的影响. 因此本文所提
算法在 {0.1, 0.2, 0.5, 1, 2, 5, 10, 20, 50, 100} 内寻优.

图 7 共享隐空间维数 r 在数据集 NG1 上对分类精度的

影响曲线图: rate = 0.01

Fig. 7 The accuracy curve of the dimensionality of

shared latent space on NG1 dataset: rate = 0.01

图 8 共享隐空间维数 r 在数据集 NG1 上对分类精度的

影响曲线图: rate = 0.3

Fig. 8 The accuracy curve of the dimensionality of

shared latent space on NG1 dataset: rate = 0.3
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图 9 参数 α 在 NG1 和 Rt3 数据集上对分类精度的

影响曲线图

Fig. 9 The accuracy curves of parameter α on

NG1 and Rt3 dataset

图 10 参数 Cs 在 NG1 数据集上对分类精度的影响曲线图

Fig. 10 The accuracy curve of parameter Cs on

NG1 dataset

图 11 参数 Ct 在 NG1 数据集上对分类精度的影响曲线图

Fig. 11 The accuracy curve of parameter Ct on

NG1 dataset

3 结论

迁移学习的关键技术是如何寻找源域和目标域

之间公共的 “知识” 表示, 本文针对归纳迁移学习
方法中的特征迁移提出了一种新的方法. 在源域中
包含有大量带标签数据, 而目标域中只含有少量带
标签数据的场景下, 本文基于传统支持向量机的分
类框架, 在最大化源域和目标域数据分类间隔和控
制源域和目标域分类模型复杂度的基础上, 通过寻
求一个特征变换, 使得源域和目标域在此特征变换
下共享某些 “知识”. 在文本分类数据集上的系列实
验显示了所提方法的有效性. 虽然本文方法展现了
较好性能, 其依然面临一些进一步需要探讨的问题.
如: 怎样把本文提出的方法融合到多源域数据的迁
移学习中还需进一步深入探讨; 此外, 有关隐空间维
数的选取策略在当前的基于隐空间的学习方法中一

般均为实验验证或网格寻优的方法确定, 如何理论
性地给出隐空间维数的确定方法是一项具有挑战性

的工作, 也是今后研究的重点之一.
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