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基于结构稳定性校准的在线式社区识别

杨海陆 1 张健沛 1 杨 静 1

摘 要 本文探讨在线社会网络的社区识别问题, 重点研究网络演变特性对社区结构产生的影响. 首先基于节点的邻域倾向

性提出社区稳定性的概念并给出稳定社区的快速识别算法, 然后设计了一种基于事件的社区稳定性校准算法以此识别新网络

的社区结构. 由于算法的局部搜索策略, 该方法无需在新时间片段重复执行, 并且可以在无参数条件下识别加权网络中具有任

意形状的社区结构. 在人工合成网络和真实网络上的实验结果验证了算法的可行性和有效性.
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Identifying Online Communities by Calibrating Structure Stability

YANG Hai-Lu1 ZHANG Jian-Pei1 YANG Jing1

Abstract This paper investigates into the problem of identifying communities in online social networks. It focuses on

the effect of evolution behavior of network on the community structure. In the work, the notion of community stability

and a high-speed algorithm for mining stable community are first proposed according to the tendency between nodes and

its neighborhood. Then a community stability calibrating method is designed, which takes advantage of the evolution

event of network to recognize the new snapshot communities. Thanks to the local search strategy of the algorithm, the

new method does not require to execute repeatedly in new snapshot and is able to recognize community structures with

arbitrary shapes under the condition of no input parameters. Finally, competitive experiments on both synthesized and

real-world social networks demonstrate the effectiveness and efficiency of the proposed algorithm.
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在线社会网络 (Online social networks, OSNs)
是一种具有演变特性的社会网络. 伴随着各种新兴
服务的迅速普及, OSNs 成为人们日常生活中不可
或缺的沟通工具. 微博、社交网络、即时通信服务、
移动互联网等都是典型的在线社会网络. 社区识别
是社会网络分析领域最为重要的研究内容之一. 在
网络中, 稳定的社区结构能够刻画复杂系统中不同
层次的结构特性并揭示出具有共同兴趣、共同背景

的社会群体. 目前, 大多数社区识别方法将网络视为
静态图进行研究, 然而在真实世界中网络和社区都
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具有强烈的演变特性.
研究社区的演化行为具有重要意义, 例如某些

亚种群的疾病感染动力学特征可能对流行病的跟踪

以及早期预防起到关键作用; 追踪论坛中的热门话
题可以预测新技术和新潮流的演变趋势; 对大型公
司中一些非正式群体的演变行为加以分析可能为公

司的全球性决策提供技术保障. 目前, 面向动态社会
网络的社区识别缺乏理论化、系统化、长期化的研

究, 较有代表性技术和理论主要集中在文献 [1−13],
但这些方法大多受到以下 4 方面限制:

1) 无法处理加权网络. 某些算法对加权网络的
处理方法是, 设定某一阈值并删除所有小于该阈值
的链接. 实际上这种做法忽略了节点的局部信息, 例
如网络中的富人俱乐部会使权重较小的节点变成孤

立节点, 进而使整个网络失去现实意义.
2) 需要预先给定相关参数. 一些算法需要在执

行前给出诸如社区个数、社区重叠度、社区内部节

点数等参数的具体数值, 而这些在真实网络中通常
难以预先得知.

3) 局限于某种特定的社区类型. 某些算法采用
基于密度或 Clique 的方法挖掘社区结构, 这种结构
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约束导致算法无法识别星形社区. 本文将社区定义
为一种稳定程度较高的局部子结构, 并认为星形社
区由于叶分支对中心节点的唯一倾向性, 具有较高
的稳定性.

4) 时间开销较大. 一些动态社区挖掘算法本质
上是一种适应性的静态算法, 这类算法能够处理新
网络中节点集和边集的变化, 但由于算法需要在不
同时间片段重复执行, 因此效率较低.
针对上述 4 个问题, 本文提出Adaptive mining

stable community (AMSC) 将演化社区挖掘任务
分为 2 个阶段. 如图 1 所示, 首先在第 1 阶段挖掘
初始网络 G0 中的社区结构; 在第 2 阶段, 不断对前
一时刻的社区进行校准以此识别当前时间片段的社

区结构. 由于算法的局部化校准策略, AMSC 在网
络演化时无需重新运行算法, 因此具有较高的效率.
归纳而言, 本文的主要贡献在于:

1) 提出社区稳定性的概念以及稳定社区的快速
挖掘算法. 社区的稳定性基于节点对其邻域的倾向
程度, 由于避免了结构化约束, 稳定社区可以具有各
种形状.

2) 提出在线式社区挖掘算法 AMSC. 通过对社
区的稳定性进行校准, 算法能够快速地识别出新网
络的社区结构, 并且可以对社区进行追踪.

3) 在真实数据集和人工数据集上进行了大量实
验, 实验结果验证了算法的可行性和有效性.
本文第 1 节介绍相关研究; 第 2 节给出在线式

社区识别问题的形式化定义以及稳定社区的挖掘方

法; 第 3 节设计社区稳定性的校准方案并识别新网
络社区; 第 4 节为实验与结果分析; 第 5 节总结全文
并提出未来工作.

图 1 演化社区挖掘框架

Fig. 1 Framework of evolutionary community detection

1 相关研究

目前在社会网络社区挖掘方向已有大量的研究

成果. 总体来讲, 可以将现有研究分为两大类, 即静
态社区挖掘、动态社区挖掘. 静态网络上的社区挖
掘算法深受各领域学者的广泛关注, Fortunato[14]

在 2010 年发表的综述性文章中对这些算法做过较

为详细的比对和分析.
相比于静态社区挖掘, 动态社区挖掘尚处于起

步阶段. 最早的研究由 Hopcroft 等[1] 于 2004 年
提出, 文中采用一种层次化聚类方法, 分析了若干
NEC Citeneer 引文数据库的时间片段, 并尝试追踪
社区随时间变化的演化过程. Asur 等[2] 分析不同时

间片段的社区变化, 认识到网络演化过程中事件发
生的必然性, 提出了分析节点与社区演化行为的特
征框架. Sun 等[3] 提出一种基于互信息与熵函数的

社区挖掘框架 Graphscope, 通过使用最小描述长度
原则计算编码开销, 算法无需任何输入参数, 并且对
流数据具有良好的匹配性. Palla 等[4] 对不同时段

的网络分别进行社区挖掘, 并分析不同时刻社区之
间的关联, 这种策略可以挖掘重叠社区, 但由于算法
的重复运行, 因此在大规模网络上具有较高的时间
开销.
上述研究在动态社区挖掘方面开展了大量开创

性工作, 但研究范畴均属于离线式演化社区分析, 因
此不具有实时性. 最近一些学者开始注意到在线
式社区挖掘的应用价值, 较为代表性的研究有: 吴
斌等[5] 在 Graphscope 框架的基础上提出一种基于
Clique 合并的半在线式社区挖掘方法, 该方法将若
干平滑阶段的时间片段合并为一个近似图之后进行

社区挖掘, 可以有效地降低时间开销, 但不可避免的
导致了社区的信息损失. Lin 等[6] 提出动态网络重

叠社区挖掘框架 Facetnet, 该方法可以收敛到一个
局部最优解, 但是这种收敛速度通常很慢, 并且算法
需要预先设定网络中的社区数量, 而这在现实中是
无法得知的. Tang等[7] 提出一种正则化多模聚类算

法研究动态合作网络中的社区结构. Gauvin等[8] 制

定了一种非负张量分解技术, 可以实时性的识别动
态重叠社区并跟踪社区的演变模式. Cazabet 等[9]

提出 iLCD (Local community discover)算法, 通过
在网络中添加链接并合并相似节点进而挖掘动态网

络中的重叠社区, 但该模型无法处理节点或链接的
添加与删除. 与之对应, Pérez-Suárez 等[10] 采用图

论方法进行社区识别, 并实现了节点和链接的增量
式处理. Lancichinetti 等[11] 提出 OSLOM (Order
statistics local optimization method)算法, 用于测
试随机图模型的统计意义, 该算法通过计算社区邻
接节点的归属性, 将满足条件的节点归纳进该社区.
林旺群等[12] 提出 D-SNCD (Dynamic social net-
work community discovery) 算法, 将社区挖掘视为
层次化社区树分支的更新过程. Dinh 等[13] 提出的

adaptive algorithm with approximation guarantee
for identifying community structure (A3CS) 算法
被认为具有较高的在线式挖掘性能, 但由于算法采
用了模块度优化策略, 因此存在分辨率极限. 与上述
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在线式社区识别算法的对比工作将在文中第 4 节给
出.

2 挖掘初始网络社区结构

2.1 挖掘稳定社区

目前, 尚无统一和通用的社区结构定义, 但在无
权网络中一个普遍被认可的观点是社区内部链接总

数远大于社区间链接总数. 借鉴该思想, 本文提出社
区稳定性这一概念. 假定网络节点受到邻接节点的
同质性吸引[15] (吸引程度用边权大小加以度量), 那
么稳定状态的社区结构应满足社区内部节点具有较

强的互吸引力, 而分处于不同社区的节点应尽可能
不具有任何吸引力. 与 Newman 将模块度函数[16]

扩展至加权网络的方法较为类似, 本文所定义的社
区稳定性概念基于对加权网络所做的有向化处理,
其形式化定义由定义 1 给出.
定义 1. 用图 G = (V, E, w) 表示加权社会网

络, 其中 V 为节点集, E 为边集, w : E → R+ 为

每条边指派一个非负的权重, C̃ = (C1, C2, · · · , Cn)
是图 G 对应的社区结构, 用 θu,v 表示节点 u 对节点

v 的倾向程度, 如果对于任意 C 6= C ′ ∈ C̃ 均满足:
∑

u,v∈C

(θu,v + θv,u) À
∑
u∈C

∑
v∈C′

(θu,v + θv,u) (1)

则称社区 C 为稳定社区.
式 (1) 在退化为无权网络时同样强调社区的内

外边比例. 在加权网络中, 节点受到不同程度的同质
性吸引, 因此一旦某吸引力值超出使节点保持相对
静止状态的 “临界值”, 节点就会沿该方向发生相位
迁移, 最终导致社区的形成. 由于在拓扑空间中无法
采用欧式空间力的计算方法, 因此本文选择以节点
的权重均值作为节点的移动阈值. 用 τ(u) 表示 u 的

节点度, σ(u) = {i | (u, i) ∈ E} 表示 u 的邻居集合,
则 u 的权重均值定义为:

δ(u) =
1

τ(u)

∑

v∈σ(u)

w(u, v) (2)

对于任意节点 i ∈ σ(u), 如果 w(u, i) > δ(u),
则称边 (u, v) 是以 u 为核心构成的局部环境中的强

指向链接, 反之为弱指向链接. 因此可定义:

θu,v =

{
1, w(u, v) > δ(u)

0, 其他
(3)

如图 2 所示, 图左侧社区内部节点间具有较高
的互吸引力, 而右侧社区由于叶子节点对中心节点
的唯一倾向性, 因此均具有较高的稳定性. 结合定义
1, 加权社会网络中的社区识别问题就可转化成一种

优化问题, 即

min(ω) =
∑

u,v∈Ca

(2− θu,v − θv,u)+

∑
u∈Ca

∑
v∈Cb

(θu,v + θv,u)

s.t. Ca 6= Cb ∈ C∗ ∈ Λ(C)

(4)

Λ(C) 为网络中所有社区划分结果构成的集
合, C∗ 为 Λ(C) 中的某一种社区划分方式. 式
(4) 前一项记录了相同社区中互倾向的不一致性.
假设节点 u, v 处于同一社区并具有互倾向性则

θu,v = θv,u = 1, 此时不一致性惩罚为 2− 1− 1 = 0.
如果 θu,v 与 θv,u 不全为 1, 那么不一致惩罚就会出
现大于 0 的情况. 同理, 式 (4) 后一项计算不同社区
间互倾向的一致性惩罚, 并期望 θu,v + θv,u = 0 这类
情况出现.

图 2 节点的邻域指向分析

Fig. 2 Neighborhood pointing analysis of nodes

对式 (4) 而言, 一种最为直观的求解方法是遍
历所有的社区划分结果, 然后取使 ω 达到最小值的

那个划分方式 C∗
i , 但这种方法的计算开销过于庞大,

例如当节点数为 n = 20 时就会存在着 220 种划分

方式. 为此本文提出一种基于核心扩张的启发式策
略将式 (4) 的求解过程分为两个阶段. 首先定义两
种特殊的链接模式.

定义 2. 对于 ∀(u, v) ∈ E, 如果满足 w(u, v) >

max {δ(u), δ(v)}, 且有 τ(u) ≥ 2, τ(u) ≥ 2, σ(u) ∩
σ(v) 6= Ø, 则称边 (u, v) 为核心链接.
核心链接满足优化条件 θu,v + θv,u = 2, 因此以

该链接为中心进行扩张可以保证所有具有互倾向性

的链接都被归纳到同一社区. 定义 2 的后 3 个约束
条件保证该链接不会成为星形社区的叶分支并具有

可扩张性.
定义 3. 对于 ∀u ∈ V , v ∈ σ(u), 令 A 表示网

络的邻接矩阵, 则 u 的邻域倾向程度定义为

ϕ(u, v) =
∑

i∈σ(u)∩σ(v)

θu,i +
∑

i,j∈σ(u)∩σ(v)

Ai,j (5)

对于 ∀i ∈ σ(u), 如果满足 i = arg maxi∈σ(u)ϕ(u, i),
则称边 (u, i) 为以 u 为核心构成的局部环境中的准

稳定链接.
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某些节点没有邻接的核心链接, 因此需要判定
其邻域的结构稳定性. 式 (5) 的前一项度量了假设
以 (u, v) 为核心进行扩张, 模块能够归纳的倾向节
点数. 最理想的情况是将 u 的倾向节点都包含进同

一社区, 但这种做法通常会导致结构过于稀疏, 因此
对该项进行惩罚. 式 (5) 的后一项度量扩张模块的
内部链接程度, 由于核心链接与共有邻居节点之间
没有关系缺失, 因此该项可以代表所生成模块的密
度. 如果模块内含有较多的节点, 则该模块将被期望
具有更多的内部链接, 并且随着节点数的增加模块
密度 ζ ∝ (

n
2

) À n, 因此规模较小的模块如果具有
较高的密度, 则稳定性很可能大于那些包含较多倾
向节点但过于稀疏的群体. 式 (5) 同样作为不具任
何指向性的链接的倾向性判别函数, 该情况中方程
的前项结果为 0, 因此转为寻找局部密度最大的子结
构.
定义 2 和定义 3 描述的两种链接模式使得各节

点能够归纳进最具稳定性的局部社区之中, 即社区
中存在大多数该节点的倾向节点. 在扩张过程中, 首
先以这两种链接为核心, 然后选取链接端点的共有
邻居进行合并, 即局部社区:

CLu,v ≡ {u, v} ∪ σ(u) ∩ σ(v) (6)

以此满足扩张节点对核心的直接相似性和结构相似

性[17]. 算法 1 描述了上述扩张策略.
算法 1 (稳定社区识别算法).
步骤 1. 计算倾向性判别函数 θ.
步骤 2. 初始化稳定社区集合 C

(0)
U .

步骤 3. 随机选取节点 u ∈ V , 根据定义 2 和定
义 3 判断 u 与邻居节点 v ∈ σ(u) 的链接模式.
步骤 4. 根据式 (6) 对核心链接或准稳定链接

进行扩张并生成稳定社区 C, 将 C 并入 C
(0)
U .

步骤 5. 从 V 中删除 u.
步骤 6. 重复步骤 3∼ 5, 直到 V 为空集.
步骤 7. 输出稳定社区集合 C

(0)
U .

算法 1 结束后, 用参数 su,v 对链接模式进行

标记, 并规定当 (u, v) 为核心链接时, su,v = 2; 当
(u, v) 为准稳定链接时, su,v = 1. 如图 3 所示, S 矩

阵中的冗余信息更少、结构更清晰, 因此可以直观地
识别出重叠社区 C1 = {a, b, c}, C2 = {c, d, e}.

算法 1 的贪婪策略导致循环过程重复计算倾
向性判别式 ϕ. 为了提高算法效率, 在步骤 1 首
先对全局 θ 值进行计算. 在式 (2) 中, 节点的邻
居数为 τ , 因此该步的计算复杂度为 O(τn) =
O ((2m/n)× n) = O (m). 算法 1 的复杂度主要
集中在步骤 3 的链接模式判断上, 参照步骤 3∼ 5
的循环模式以及式 (2) 的计算方式, 核心链接的计
算复杂度为 O(τ 2n). 准稳定链接需要计算式 (5),

由于 θ 值无需重新计算, 因此该项的计算复杂度
为 O(τn). 综上所述, 算法 1 最终的时间复杂度为
O(m + τ 2n + τn) = O (τm).

图 3 稳定社区识别实例

Fig. 3 Example of stable community detection

2.2 合并同源子社区

算法 1 结束后, 输入网络被描绘成由若干重叠
社区组成的分块网络. 换句话讲, 这些仅以单独节点
的倾向程度为稳定性判别标准的稳定社区可称之为

网络中的基本社区. 某些基本社区之间可能共享有
高度重叠的子结构或具有相同的节点集, 因此即使
将其合并也不会破坏社区内部节点的稳定性. 为了
实现这一目的, 下面给出同源社区的概念.
定义 4. 对于任意社区 Ca, Cb ∈ C

(0)
U , 令

Oab = Ca ∩ Cb 表示社区间的重叠部分, Ōx 表示

Oab 相对于社区 Cx 的补集, 如果满足:
∣∣Ōa∨b

∣∣ ≤ 1 +
∑

u∈Ca∨Cb\Oab

(maxv∈Oab
θu,v) (7)

则称 Ca 与 Cb 为同源社区.
式 (7) 度量了合并后社区的分裂倾向, 如果社

区非重叠部分节点倾向于重叠部分节点, 则合并后
的社区仍具有内聚性, 进而合并操作不会破坏社区
的稳定性. 反之, 如果重叠部分节点具有较高的外倾
向性, 则社区面临分裂的风险. 例如图 3 中存在重叠
社区 C1 = {a, b, c}, C2 = {c, d, e}, 根据式 (7) 有

∣∣Ōa∨b

∣∣ = 2 >


1 +

∑

u∈Ca∨Cb\Oab

(maxv∈Oab
θu,v)


 =

1 + 0 = 1

因此 C1 和 C2 不是同源社区. 假如将 C1 和 C2 合

并, 则新社区 C3 = {a, b, c, d, e} 会由于节点 c 的外

指向性引发社区的分裂态势, 因此 C3 的稳定性较

低. 在同源社区的合并约束上,本文借鉴了Commu-
nity finder (CFinder) 算法[18] 的合并策略, 认为至
少存在 n− 1 个内指向节点即满足合并条件. 式 (7)
在退化为无权网络时需将 θ 替换为 s, 这是由于无权



10期 杨海陆等: 基于结构稳定性校准的在线式社区识别 2155

网络的链接指向性被认为是均等的. 定义 4 的另一
个重要作用是对星形社区的叶分支进行合并, 由于
叶子节点对中心节点具有唯一倾向性, 因此星形社
区可以通过同源性判别合并生成. 具体来讲, 满足同
源社区合并条件的两个基本社区将被合并为新社区,
实现过程如算法 2 所示.
算法 2 (同源社区算法).
步骤 1. 合并 C

(0)
U 中具有同节点集的基本社区.

步骤 2. 初始化社区集合 C(0).
步骤 3. 随机选取 Ca ⊂ C

(0)
U , 根据式 (7) 计算

邻接社区 Cb ⊂ τ (Ca) 的同源性.
步骤 4. 将同源社区合并后并入 C(0), 将无同源

性的基本社区并入 C(0).
步骤 5. 从 C

(0)
U 中删除 Ca.

步骤 6. 重复步骤 3∼ 5, 直到 C
(0)
U 为空集.

步骤 7. 输出重叠社区集合 C(0).
算法 2 的时间复杂度为 O

(
τU |C(0)

U |
)
, |C(0)

U | 为
基本社区的总个数, τU 为社区的平均重叠数. 根据
定理 1, 可知算法实际可在 O(τm) 复杂度内完成基
本社区的合并任务. 因此静态社区挖掘算法MSC 的
总体时间复杂度为 O(τm + τm) = O (τm).
定理 1. 在具有 n 个节点, m 条边, |C(0)

U | 个基
本社区的复杂网络中, 使用算法 2 合并同源社区的
时间复杂度为 O

(
τU |C(0)

U |
)

= O (τm).

证明. 对于任意基本社区 Ca ∈ C
(0)
U , 由于局部

社区具有重叠性, 因此可知 |C(0)
U | < ρ (C) |C(0)

U | =∑
Ca∈C

(0)
U
|Ci|, ρ (C) 为局部社区的平均节点数. 根

据 MSC 的全覆盖挖掘策略可得
∑

Ca∈C
(0)
U
|Ca| =

n +
∑

a<b |Ca ∩ Cb| 并且由于算法选择节点 u 与

v 的共有邻居进行合并, 因此 Ca < τ , 进而有
|Ca ∩ Cb| < τ , τ = mina∈{u,v}τa. 显然, 满足具有
重叠特性的基本社区整体数量小于 n, 令 ρ (τ) 表示
网络的平均节点度, 则

∑
a<b |Ca ∩ Cb| < nρ (τ). 综

上所述, 可知 |C(0)
U | < (ρ (τ) + 1) n. 由于复杂网络

的平均节点度 ρ (τ) = 2m/n, 因此 O
(
τU |C(0)

U |
)

=
O(τm) . ¤

3 在线网络社区挖掘

本节给出 AMSC, 演化框架的第 2 阶段. 在网
络演化过程中, 由于扩张条件没有发生变化, 因此判
断社区稳定核心的迁移是对新网络社区结构校准的

关键.
首先讨论一下网络演变过程中可能发生的演化

行为. 直观上讲, 如果对某社区 Ca 添加内部链接或

删除社区 Ca 与社区 Cb 之间的外部链接, 社区轮廓
会更加清晰, 进而社区的稳定性更强. 反之, 删除社

区内部边或添加外部边则可能导致社区结构的破裂.
这种思路在无权网络的增量处理上可能具有一定的

效果[19−20], 然而在加权网络中, 该方法未必能够真
实地反映社区在演化过程中的形态变化. 例如, 不断
向社区内部某区域添加新链接, 或该区域交流频率
不断增强, 则可能由于区域内节点的互指向性, 导致
原社区分裂为两个新社区. 在动态加权网络中, 社区
结构的校准过程较为复杂, 因为任何细微的变化都
可能导致社区结构不可预料的转变. 为了能够更加
细致地反映复杂网络的这些变化, 本文将各时间片
段网络的变化用边权变化、节点集变化和边集变化

这种更加基本的事件加以描述.

3.1 权重变化处理及邻域稳定性校准

校准社区结构首先面临的难点在于处理新网络

的边权变化, 显然即使两个网络具有相同的拓扑结
构 (相同的节点集和边集), 但如果网络中的边具有
不同的权重, 则两个网络的社区结构明显不同.
图 4 (a)中, ϕ(t−1)(u, v) = maxi∈σ(u)ϕ

(t−1)(u, i),
说明节点 u 对节点 v 具有较强的邻域倾向性, 节
点 v 与 v1, v2 构成核心链接, 因此生成基本社区
{v, v1}, {v, v2}. 通过判断基本社区之间的同源
性, 节点 u, v1, v2 均倾向于节点 v, 进而形成具
有较高稳定性的星形社区 C

(t−1)
1 = {u, v, v1, v2}.

同理, 节点 u1, u3 具有互倾向性由此生成社区

C
(t−1)
2 = {u1, u2, u3}.
网络演化过后 (图 4 (b)), 边 (u, u2) 的权重由

w(t−1)(u, u2) = 2 上升至 w(t)(u, u2) = 8. 伴随着这
种权重的变化, 节点 u 对邻域的倾向程度也随之改

变. 根据定义 3, u 在 t 时刻转为指向节点 u2 从而

失去了对节点 v 的倾向性, 进而引发了社区 C1 的收

缩, 同时造成了社区 C2 的扩张.

图 4 校准边权变化

Fig. 4 Calibrating weight change

图 4 描述的是权重变化对邻接社区产生的影响.
除此之外, 由于节点和链接的添加删除同样能够改
变节点的权重均值, 因此这类事件对邻域产生的影
响与权重变化处理方式一致. 总体来讲, 演化事件引
发的权重及邻域变化可以分为 3 种情况.
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情况 1. 链接权重的强弱变化. 某些幅度较小
的权重变化或演化事件不会改变邻域内的权重均值,
进而不会影响临近的社区结构. 例如将图 4 (a) 中链
接 (u, u2) 的权重调整为 w(u, u2) = 3, 则 (u, u2) 在
新时间片段仍然是弱指向链接, 而节点 u 仍然会指

向节点 v.
情况 2. 链接的稳定性变化. 当演化事件来临

时, 节点的权重均值未发生改变, 但其局部稳定性受
到影响. 例如图 4 (b) 中边 (u, u2) 是准稳定链接, 现
假设将边 (u, u2) 与边 (u, v) 的权重互换, 则权重均
值不会发生改变, 但由于节点 u 失去了对 u2 的指向

性, 因此链接 (u, u2) 的稳定性遭到了破坏, 由此导
致基本社区 CLu,u2 = {u, u1, u2, u3} 从候选集中移
除.
情况 3. 社区的同源性变化. 某些社区可能由

若干基本社区合并而来, 由于社区间的同源性涉及
链接的指向性判别, 因此演化事件在影响节点权重
均值的同时可能会造成邻域内同源社区的分裂. 社
区的同源性判断与事件本身在处理上有许多重叠部

分, 因此本节主要处理邻域变化的前两个层面, 将情
况 3 放到第 3.2 节作为演化事件单独处理.
当新时间片段来临, 本文通过对原有社区进行

校准, 避免社区内部节点的外部指向, 从而维持了社
区的稳定性. 理论上讲, 当事件发生时就要对邻域的
稳定性进行校准, 但根据定理 2, 一些无需处理的冗
余操作可以从算法中排除. 除此之外, 其余邻域校准
策略的实现过程如算法 3 所示.
算法 3 (权重及邻域校准算法).
输入. t− 1 时刻社区划分结果 C(t−1) 及事件 ε;

输出. 邻域校准后的社区划分结果 C(t);

步骤.

1) for
{

u | u ∈ σ(t) (ε)
}

do

2) 计算 δ(t)(u);

3) if
∑

i

∣∣∣θ(t)
u,i − θ

(t−1)
u,i

∣∣∣ = 0 then

4) S(t) ← S(t−1);

5) else

6) 判断节点 u 的邻域倾向性并更新 S;

7) end if //情况 1

8) if
∑

i

∣∣∣s(t)
u,i − s

(t−1)
u,i

∣∣∣ = 0 或满足定理 2 then

9) 保持 u 邻域社区结构不变;

10) else if s
(t−1)
u,i > 0, s

(t)
u,i = 0 then

11) if {u, v} ∈ CL(i) ∈ C
(t)
U \CLu,v then

12) 保持 u 邻域社区结构不变;

13) else

14) C ← CLi6={u,v} ∈ C(CLu,v);

15) C(t) = C(t)\C(CLu,v);

16) end if

17) else

18) C ←
{

CLu,v

∣∣∣s(t−1)
u,i = 0, s

(t)
u,i > 0

}
;

19) end if //情况 2

20) end for

21) 合并 C 与 σ(C) 中的同源社区;

22) 更新 C(t).

用 C(x) 表示 x 所属社区. 算法 3 在第 3) 行
∼9) 行判断邻域内的结构不变性, 第 10) 行∼19) 行
对邻域内发生变化的社区结构进行校准. 需要注意
的是, 某些基本社区不止有一个支撑性架构, 因此在
第 11) 行∼12) 行保护那些失去某一社区支撑但仍
具稳定性的基本社区. 当 CLu,v 被破坏, 其所在社
区不会失去 CLu,v 的所有节点 (由于基本社区的重
叠性), 因此首先在行第 14) 行∼15) 行对社区中的
其他基本社区做释放操作并在社区集合中删除该社

区, 然后在第 21) 行对释放后的基本社区与新基本
社区重新判断同源性, 并合并同源社区. 算法 3 的时
间复杂度为 O(τε), 与演化过后网络中新事件数成
正比.
定理 2. 假设网络由 G(t−1) 演化至 G(t) 时有事

件 ε 发生, 对于节点 u ∈ σ(ε), i ∈ σ(u)\ε, 如果对
于任意 s

(t)
u,i 均有 s

(t)
u,is

(t−1)
u,i > 0, 则邻域 σ(u)\ε 内社

区结构不变.
证明. 根据假设可知 s

(t)
u,i 和 s

(t−1)
u,i 同时大于 0,

说明链接 (u, i) 在网络演化前后或者是核心链接或
者是准稳定链接. 根据定义 2 和定义 3 可知 u 的邻

域内必然存在链接 (u, i) 使得 su,i > 0, 同时由于准
稳定链接与核心链接具有相同的扩张条件, 因此事
件邻域 σ(u)\ε 中的基本社区保持不变. ¤
3.2 演化事件处理

通过更细致的分析, 某些基本事件可以进一步
分解为一系列其他事件. 例如, 当一个新用户 (节点)
加入网络时, 该用户通常会与网络中的其他人建立
新联系. 如果将该用户看作是孤立节点, 并将其邻接
边视为网络中添加的新链接, 则节点的变化可以用
边变化的集合形式加以描述. 这意味着高效的链接
校准算法足以处理动态网络中所有的拓扑变化.

3.2.1 添加新链接

当网络中添加新链接, 其周围的局部环境势必
受到影响. 由于算法 3 已经对局部环境进行校准, 因
此本节主要考察事件本身可能引发的社区变化. 本
文进一步将事件 “添加新链接” 细化为 3 种子情况:

情况 1. 如果添加的新链接被判定为核心链接
或准稳定链接, 则生成以该链接为核心的基本社区.
如图 5 所示, t = 0 时刻节点 a ∼ e 同时倾向于节点

u 进而生成星形社区 C1. t = 1 时, 向网络中添加新
链接 (a, b), (b, c), (c, d), (d, e), 由于新链接 (c, d) 满
足核心链接判定, 因此生成基本社区 {c, d, u}.
情况 2. 如果新链接破坏了社区内部基本社区

的同源性, 则原社区分裂. 在情况 1 中, 由于添加新
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链接后节点 a ∼ e仍然对节点 u保有一种指向性,因
此 {c, d, u} 作为同源社区不会改变社区 C1 的结构.
但另一种情况是, 继续向社区内部添加新链接, 进而
导致某区域内部节点失去对社区其他节点的指向性.
在图 5 (c) 中, 由于边 (a, b), (b, e), (a, e), (c, d) 的权
重过大, 导致基本社区 {a, b, e, u} 和 {c, d, u} 中所
有节点均失去了对节点 u 的指向性, 因此不满足同
源社区合并条件, 进而分裂为重叠社区 C1 和 C2.
情况 3. 添加新链接 (u, v) 但不形成新的社区

并不意味着节点 u 和节点 v 没有机会在同一社区.
新链接可能作为一种桥梁将节点 u 或节点 v 归纳

进校准后的某核心中. 例如在图 5 (b) 中, 由于边
(a, b) 权重较小, 因此节点 a 和节点 b 互不指向, 进
而未能形成基本社区. 但由于链接 (b, u) 为准稳定
链接, 因此节点 a 会被 (b, u) 所吸引, 生成基本社区
{a, b, u}, 此时节点 a 和节点 b 在相同社区中.

图 5 演化事件的校准实例

Fig. 5 Examples of evolutionary event calibration

上述 3 种情况的校准方案如算法 4 所示. 首先
将新添加节点定义为孤立节点, 这样一来新时间片
段的增量事件便可用添加新链接加以描述. 需要额
外说明的是, 由于情况 1 同样面临同源社区合并, 因
此不对情况 2 在算法中做额外的同源性判断, 而是
对涉及指向性变化的基本社区做释放操作. 算法 4
的时间复杂度为 O(τε+), 与新网络增量事件总数成
正比.

算法 4 (增量事件校准算法).
输入. 增量事件 ε+;

输出. t 时刻的社区划分结果 C(t);

步骤.

1) 将新增节点 u 定义为新社区;

2) for (u, v) ∈ ε do

3) if s
(t)
u,v + s

(t)
v,u > 0 then

4) C ← CLu,v;

5) end if

6) end for //情况 1

7) for (u, v) ∈ τ(ε) do

8) if
{

s
(t)
u,vs

(t−1)
u,v = 0

∣∣∣CL(u) 6= CL(v) ∈ Ci

}
then

9) C ← CLi6={u,v} ∈ C(CLu,v);

10) C(t) = C(t)\C(CLu,v);

11) end if

12) end for //情况 2

13) 合并 C 与 σ(C) 中的同源社区;

14) for i ∈ σ(u) ∩ σ(v) do

15) if su,i/v,i + si,u/i,v > 0 then

16) CLu,i/v,i ← CLu,i/v,i ∪ {v/u};
17) end if

18) end for //情况 3

19) 更新 C(t);

3.2.2 删除原有链接

网络中的减量事件可视为增量事件的拟过程,
假设某节点 u 在新时刻离开网络, 首先将 u 的邻接

边不断移除直到 τ(u) = 0, 然后删除孤立点 u, 即可
将事件 “删除节点” 转化为事件 “删除链接”. 进一
步讲, 链接的移除可分为 4 种子情况:

情况 1. 所删除的链接为孤立边 (端点的节点度
均为 1). 由于孤立边没有邻域, 并且社区内部仅有
两个节点, 因此直接删除该边并将链接的两个端点
定义为新社区即可完成校准操作.

情况 2. 所删除的链接维持基本社区的稳定性.
核心架构 eu,v 移除后需要判断剩余结构 CLu,v\eu,v

的稳定性. 如果该结构仍然存在边 (i, j) 使得
si,j > 0, 则基本社区不会改变. 反之, 需要根据
邻域校准算法判断这部分节点的归属性.
情况 3. 删除链接后导致基本社区之间的同源

性增强. 这类情况与添加新链接中情况 3 类似. 不
同之处在于, 添加新链接时一次指向性变化就可能
导致社区的分裂, 而删除原有链接则可能需要若干
次变化才能满足基本社区的合并条件. 因此对情况
3, 需要标记节点的指向性变化.
情况 4. 删除链接后导致节点从社区中脱离. 如

果某节点与核心之间的 “桥梁” 被移除, 则该节点可
能脱离社区. 与添加链接有所不同, 假如删除链接
后, 链接某端点的节点度为 1, 则由于该节点对核心
的唯一指向性, 节点可能作为星形社区的叶分支重
新合并到核心之中.
算法 5 给出了减量事件的校准过程, 其时间复

杂度为 O(τε−). 实际上算法 3 ∼ 5 由于所处理的对
象均为演化事件本身, 因此 AMSC 算法最终的时间
复杂度为O(τε + τε+ + τε−) = O(τε). 如果考虑最
极端的情况, 即演化过后网络中所有链接均被替换,
则 O(τε) = O(τm). 极端情况缺乏合理性, 在实际
操作过程中社区校准算法的时间复杂度远小于该值.
算法 5 (减量事件校准算法).
输入. 减量事件 ε−;

输出. t 时刻的社区划分结果 C(t);

步骤.

1) if τ(u) = τ(v) = 1 then

2) C(t) = C(t)\{u, v} ∪ {u} ∪ {v};
3) end if //情况 1

4) if s
(t−1)
u,v > 0 then

5) if (u, v) ∈ CL(i) ∈ C
(t)
U \CLu,v then
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6) 保持社区结构不变;

7) else

8) C ← CLi6={u,v} ∈ C(CLu,v);

9) C(t) = C(t)\C(CLu,v);

10) end if

11) end if //情况 2

12) for i ∈ σ(u) ∪ σ(v) do

13) if s
(t−1)

u,i/v,i − s
(t)

u,i/v,i < 0 then

14) if i ∈ CL(u) ∩ CL(v) then

15) C ← C(CL(u/v));

16) end if

17) end if

18) end for //情况 3

19) 合并 C 与 σ(C) 中的同源社区;

20) for i ∈ σ(u) ∩ σ(v) do

21) if su,i + sv,i > 0, τ(u) ∧ τ(v) 6= 1 then

22) CLu,i/v,i ← CLu,i/v,i ∪ {v/u};
23) end if

24) end for //情况 4

25) 更新 C(t);

4 实验与结果分析

本节通过仿真实验验证MSC 算法、AMSC 算
法的效率和性能. 实验的运行环境为 Inter Pentium
IV 3.0 GHz 处理器, 2 GB 内存, Windows XP 操作
系统, 算法采用MATLAB 7.1 和 C++ 混合编程.

4.1 静态社区挖掘实验比对分析

首先将 MSC 与 4 个较为流行的重叠社区挖
掘算法 OSLOMs[11]、Cfinder[18]、Greedy clique
expansion (GCE)[21]、Community overlap prop-
agation algorithm (COPRA)[22] 进行对比, 其中
Cfinder 使用较为广泛, 而 OSLOMs 被认为具
有较高的重叠社区挖掘性能. 在人工网络的生
成上, 选用目前被广泛认可的 LFR overlapping
benchmark[23], 所生成的网络服从幂律分布,并且内
含 Ground-truth 社区. 为了避免实验结果有所偏
差, 选择与上述算法相似的参数设定方式, 即: 最小
社区尺寸 cmin = 10, 最大社区尺寸 cmax = 50, 节点
的社区从属度 om = 2, 网络规模设定为 N = 1 000
和 N = 5 000, 混合参数为 µ = 0.3, 权重分配参数
设为 µw = 0.1, 社区重叠性比率 γ 的取值范围为

0∼ 0.5. 由于 COPRA 算法具有不确定性, 因此在
各对比实验中将该算法分别运行 10 次, 并取最优的
运行结果. 用归一化互信息 (Normalized mutual in-
formation, NMI)[17] 度量挖掘结果与Ground-truth
社区间的差别, 其定义为

NMI(Ca, Cb) =
H(Ca) + H(Cb)−H(Ca, Cb)√

H(Ca)H(Cb)
(8)

这里 H(C) 表示划分 C 的香农熵, 当划分 Ca 与划

分 Cb 完全一致时, NMI(Ca, Cb) = 1, 当划分 Ca

与划分 Cb 完全不同时, NMI(Ca, Cb) = 0.
本文以节点数N 为基础, 将实验分为 2 种情况.

对于每种情况, 改变重叠性比率 γ 并分析各算法的

挖掘结果. 图 6 描述了算法所得的社区个数, x 线型
代表 Ground-truth 社区个数. 图 6 表明, 随着重叠
率 γ 的增加, MSC 挖掘的社区个数与网络实际存在
的社区个数十分接近. 但在N = 1 000 时 (图 6 (a)),
MSC 识别出的社区个数要小于 Ground-truth 社区
个数, 原因在于随着混合参数 µ 的增加, 社区边界更
加模糊, 节点将会有更多的边链接于其他社区, 进而
增加了 MSC 中同源社区的合并几率. 因此对于该
情况, MSC 识别出数量较少, 但尺寸较大的社区结
构. 在 NMI 指数对比中 (图 7), MSC 算法的挖掘
结果在所有算法中最贴近 Ground-truth 社区, 并具
有较高的稳定性. 在这类实验中, 不同参数下 NMI
指数的衰减速度也是重要的评价指标. 因此尽管在
N = 1 000 时MSC 略逊于 COPRA 和 GCE. 但综
合来看MSC 仍表现出较大的优势.

图 6 静态人工合成数据集上的社区挖掘数分析

Fig. 6 Numbers of communities on static

synthesis datasets

MSC 在人工网络具有较为理想的性能, 原因在
于: 首先, MSC 以节点的局部指向程度为基础构建
基本社区的过程满足加权 LFR 基准网络 Ground-
truth 社区内部节点强度大于外部节点强度这一原
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则; 其次, MSC 的全覆盖挖掘方式符合 LFR 基准网
络每个节点至少属于一个社区这一策略.

图 7 静态人工合成数据集上的 NMI 指数对比分析

Fig. 7 Comparison results of NMI score on static

synthesis datasets

4.2 动态社区挖掘实验比对分析

4.2.1 人工合成网络社区挖掘实验

接下来, 将 AMSC 算法与 4 种动态社区挖掘算
法 Facetnet[6]、iLCD[9]、OSLOM[11]、A3CS[13] 进

行对比. 实验指标为 NMI 指数和社区挖掘个数. 为
了使网络具有演化特性, 使用 LFR 基准网络生成具
有 5 个时间片段的演化网络. 每个时间片段相比于
前一时段的变化率约为 10%. 由于 Facetnet 需要
预知社区数, 因此将 Ground-truth 社区个数作为该
算法的输入参数. 其余算法采用与原文一致的参数
设定.
由图 8可以看出, AMSC算法的NMI指数分别

超出A3CS、iLCD、OSLOM和 Facetnet约 20.6%,
62.4%, 69.4% 和 2.6%. OSLOM 的 NMI 指数较
低, 主要原因是该算法需要预先得知网络的整体结
构, 而这通常不可预知. A3CS、iLCD 和 Facetnet
则表现出较强的波动趋势, AMSC 保持了最高的
NMI 指数, 并随网络演化进程的不断深入表现出较
高的稳定性. 可见相比于其他 4 种算法, AMSC 与
Ground-truth 社区最为接近, 尤其适用于长演化网
络.

图 8 动态人工合成数据集上的 NMI 指数对比分析

Fig. 8 Comparison results of NMI score on dynamic

synthesis datasets

图 9 动态人工合成数据集上的社区挖掘数分析

Fig. 9 Numbers of communities on dynamic

synthesis datasets

在挖掘的社区数量方面 (图 9), AMSC 总体上
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接近于 Ground-truth 社区个数, 即使社区边界较
为模糊 (µ = 0.3), AMSC 依然保持了较高的稳定
性.
4.2.2 真实网络社区挖掘实验

本节测试算法在真实网络上的挖掘性能, 比对
算法选取在人工合成网络上性能较为优秀的 A3CS
和 OSLOM. 真实网络社区挖掘相比于人工网络更
具挑战性, 由于真实网络不存在 Ground-truth 社
区, 因此本节主要从模块度、社区数量和运行时间三
方面考察算法的性能.

实验 1. Enron email network. 安然邮件数
据集源自安然公司内部邮件网络, 包含的 150 个用
户大都为公司高管, 该数据集中链接的权重被设定
为用户之间收发邮件的总数. 数据集的时间跨度为
111 周 (1999 年 12 月∼ 2002 年 3 月), 在这段时
间内, 发生了许多标志性事件, 如 CEO 变动、公司
破产等. 通过对原始数据进行精炼, 本文选取了约
50% 的全体链接生成了 20 个随时间不断变化的时
间片段, 其中链接的变化量约为每时间段 1 000 条.
如图 10 所示, AMSC 算法所得社区的模块度

远大于 OSLOM, 略低于 A3CS. 但 AMSC 在网络
演化时仍然能够挖掘出相同数量的社区, 因此具
有更高的稳定性, 而 OSLOM 和 A3CS 则波动较
大. 在运行时间方面, AMSC 的社区识别时间不到
1 s, OSLOM 和 A3CS 分别需要 1.5 s 和 2.5 s, 可见
AMSC 的增量式处理方案是有效的, 并且具有较高
的效率.
实验 2. arXiv e-print citation network. arXiv

数据集得自 KDD CUP 2003, 主题面向动态复杂网
络数据挖掘. 该数据集包含从 1996 年 2 月∼ 2003
年 5 月的超过 225000 篇文献, 权重设定为文献之间
的互引次数. 在本实验中, 使用 MSC 算法对 1996
和 1997 两年的引文数据进行初始网络社区识别, 接
下来将 1998∼ 2003 年间的电子文档生成 30 个以 2

月为周期的时间片段.
图 11 表明, AMSC 算法在社区的模块度方面

具有较大的优势. 具体来讲, AMSC算法高出A3CS
算法约 6%∼ 10%, 至少是 OSLOM 算法的 1.6 倍.
在引文网络中, OSLOM 最多挖掘出约 300 个社区,
而 AMSC 和 A3CS 识别出的社区数则相对较少.
A3CS 算法在各时间片段几乎识别出相同的社区数
量, 一个主要的原因是 A3CS 算法基于模块度优化,
因此存在分辨率极限. 由于引文网络中社区普遍具
有同源性 (一个可能的原因是研究人员对学术领袖
的指向性较强), 因此 AMSC 挖掘出规模略大, 数量
较少的社区结构. 运行时间上, AMSC 能够在不到
2 s 的时间内完成对社区稳定性的校准工作, 而其他
两种算法则平均需要 15 s 左右才能完成社区识别任
务.
实验 3. Facebook network (New Orleans). 该

数据集包括 Facebook 在新奥尔良区域约 60000 用
户的友谊信息, 时间跨度为 2006 年 9 月 ∼ 2009 年
2 月, 其中用户间的社交频率被设定为数据集的链
接权重. 在本实验中 2006 年 9 月 ∼ 2007 年 1 月中
的累积数据被用作识别初始社区, 其余月份以 1 月
为周期生成 25 个独立的时间片段.

实验结果在图 12 中给出, AMSC 识别的社区
仍然具有较高的质量, 而 OSLOM 算法在人工数据
集上的优势没能在真实数据集上得以体现. 在运行
时间上, 大规模数据对所有算法均造成较大的负担.
AMSC 算法识别演化社区的时间平均需要 4∼ 6 s,
而 OSLOM 算法则超出 AMSC 约 10 倍左右时间.
这一现象的主要原因是网络在演化时实际发生的

事件数很少, 而 OSLOM 需要在新网络上重复计

算, 因此导致过高的时间开销. 对于 AMSC, 由于在
Facebook 网络中节点 (人) 通常以亲密程度为基础
生成社区, 因此在网络演化过程中很少出现社区同
源性破坏的情况. 在这类实验中需要额外说明的是,

图 10 Enron 数据集仿真结果 ((a) 社区模块度; (b) 所识别社区个数; (c) 运行时间)

Fig. 10 Simulation results on Enron dataset ((a) Modularity of communities; (b) Number of identifying communities;

(c) Running time)
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图 11 arXiv 数据集仿真结果 ((a) 社区模块度; (b) 所识别社区个数; (c) 运行时间)

Fig. 11 Simulation results on arXiv dataset ((a) Modularity of communities; (b) Number of identifying communities;

(c) Running time)

图 12 Facebook 数据集仿真结果 ((a) 社区模块度; (b) 所识别社区个数; (c) 运行时间)

Fig. 12 Simulation results on Facebook dataset ((a) Modularity of communities; (b) Number of identifying

communities; (c) Running time)

随着网络的不断演化, 算法识别出的社区数量越来
越多. 从社区的稳定性角度来讲, 新加入网络的节点
通常会选择参与到某一主题中形成一种大规模的星

形社区. 然而随着演化进程的不断深入, 人们开始以
这些核心为纽带形成独特的导引型群体, 进而形成
大量局部的内聚性较强的小型社区. 此外局部交流
过于频繁造成的社区同源性分裂也是 AMSC 识别
出较多社区的主要原因.

5 结论

本文提出一种增量式动态网络社区识别算法

AMSC. 不同于以往的动态社区挖掘方法, AMSC
无需在新时间片段重复运行, 并且可以在无参数条
件下识别加权网络中具有任意形状的社区结构. 文
中首先基于节点的邻域倾向性将社区定义为一种具

有较高稳定程度的局部子结构, 然后针对网络的快
速演变提出一种基于事件的社区稳定性校准策略以

此获得新网络社区. 由于算法排除掉部分可预知的
社区识别结果, 因此具有较高的效率. 在人工合成网
络和真实网络上的仿真结果表明, AMSC 具有较高
的挖掘性能和较低的时间开销, 并且随网络的演化

表现出较高的稳定性.
在未来的工作中, 我们拟针对具有异构特性的

动态网络社区挖掘展开研究, 实现对真实世界的精
准感知. 此外基于社区结构的动态网络蠕虫遏制策
略也是下一步的研究重点.
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