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时变过程在线辨识的即时递推核学习方法研究

刘 毅 1 金福江 2 高增梁 1

摘 要 为了及时跟踪非线性化工过程的时变特性, 提出即时递推核学习 (Kernel learning, KL) 的在线辨识方法. 针对待预

测的新样本点, 采用即时学习 (Just-in-time kernel learning, JITL) 策略, 通过构造累积相似度因子, 选择与其相似的样本集

建立核学习辨识模型. 为避免传统即时学习对每个待预测点都重新建模的繁琐, 利用两个临近时刻相似样本集的异同点, 采用

递推方法有效添加新样本, 并删减旧模型的样本, 以快速建立新即时模型. 通过一时变连续搅拌釜式反应过程的在线辨识, 表

明了所提出方法在保证计算效率的同时, 较传统递推核学习方法提高了辨识的准确程度, 能更好地辨识时变过程.
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Online Identification of Time-varying Processes Using

Just-in-time Recursive Kernel Learning Approach

LIU Yi1 JIN Fu-Jiang2 GAO Zeng-Liang1

Abstract An online identification method using just-in-time recursive kernel learning (KL) is proposed to trace the time-

varying characteristics of nonlinear chemical processes. For each query sample, a just-in-time kernel learning (JITL) model

is established using the similar set constructed by a presented cumulative similarity factor. Different from traditional just-

in-time learning approaches discarding their models at each time, an efficient modeling strategy is proposed to reduce the

computational load by utilizing the similarity between two neighborhood models. Consequently, a new just-in-time kernel

learning model can be quickly constructed using the recursive updating algorithm, by introducing new samples and deleting

different samples. The superiority of the proposed online identification method is demonstrated by a continuous stirred

tank reactor process with time-varying parameters, showing better prediction performance compared with conventional

recursive kernel learning approaches.

Key words Process identification, just-in-time learning (JITL), kernel learning (KL), least squares support vector

regression (LSSVR), recursive identification
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非线性过程辨识始终是自动化控制领域的研究

热点和难点[1−3]. 针对某些化工过程, 其较强的非
线性和时变性等复杂特性制约着辨识模型的准确程

度. 因此, 有效地在线辨识过程的状态信息对于监测
过程的运行、保障其产品质量及进一步实施先进控

制和过程优化均具有重要意义. 神经网络和模糊系
统等方法在非线性过程辨识领域已有广泛研究和应
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用[1−3]. 但前者在网络结构的选取和训练上仍存在
困难;后者则对模糊规则的提取缺乏普遍规律.此外,
两类辨识方法都需要大量建模样本. 针对有限样本
的非线性辨识问题, 支持向量回归 (Support vector
regression, SVR) 及最小二乘支持向量回归 (Least
squares SVR, LSSVR) 等核学习 (Kernel learning,
KL) 建模方法表现出了更好的性能, 最近受到了更
多的关注[4−12].
为了及时跟踪过程的非线性和时变性, 常采用

递推方法来更新辨识模型. 大部分递推辨识方法
引入滑动时间窗, 依靠窗口的滑动来更新辨识模
型[11−12]. 此类方法针对辨识模型的修正主要有 3
类: 1) 随窗口滑动增/删个别数据, 但只能适应过程
的缓慢变化; 2) 增/删块状的数据窗, 但在辨识模型
修正前也难以适应过程的变化特性; 3) 引入遗忘因
子以突出新的数据信息, 但针对不同过程, 遗忘因子
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并不好选取. 此外, 数据窗口的长度也不好选
取[11−12].
为了更好地在线辨识时变过程, 本文提出采

用即时学习 (Just-in-time learning, JITL) 的方
式[13−18], 针对待预报新样本, 根据 “相似输入产
生相似输出”的原则,选择与其相似的样本建立辨识
模型. 为了克服传统 JITL 对每个待预测点都重新
建模的繁琐, 利用两个临近时刻相似样本集的异同
点, 采用递推方法有效增/删模型的新/旧样本, 以快
速获得新即时模型的参数. 在目前常用的 KL 辨识
方法中, LSSVR 较 SVR 更容易获得递推形式, 且
计算量较小, 更适合在线辨识[10−12, 15]. 因此, 为便
于比较研究, 本文采用 LSSVR 及其递推形式 (Re-
cursive LSSVR, R-LSSVR)[11, 15] 作为所提出即时

递推KL 辨识方法的基础. 主要的创新点体现在: 1)
提出 JITL 方法辨识时变非线性过程, 在辨识的方
法上区别于基于滑动时间窗等传统的递推方法, 通
过选择更相似的样本集建立的即时模型能更好地辨

识当前的过程. 2) 提出快速建立 JITL 模型, 利用
前后临近时刻模型样本间的异同, 有效地更新模型
以提高计算效率.

1 LSSVR辨识方法及其递推算法

1.1 非线性过程辨识的 LSSVR方法

非线性过程建模可统一表示为用函数 f :
X → Y 来拟合样本集 S = {(xxx1, y1), · · ·, (xxxk,
yk)}⊂ X × Y, 其中 xxx 为自变量, yyy 为因变量. KL
框架下的建模问题用非线性映射 φ(·) 将数据集 X
映射到高维特征空间 H, 即 φ(xxxi): X → H, 并在
其中构建回归函数[12, 15]. 一大类非线性过程可表示
为[1−3]

yk = f(yk−1, · · · , yk−ny
, uk−1, · · · , uk−nu

)+ek (1)

其中, uk 和 yk 分别是 k 时刻过程的调节变量和被

控变量, nu 和 ny 为相应阶次, f(·) 为待求的非线
性函数. ek 为相应的噪声项. 记模型的广义输入向
量为 xxxk = [yk−1, · · · , yk−ny

, uk−1, · · · , uk−nu
]T, 则

KL 建模框架下的非线性模型可表示为[12,15]

yk = f(wwwk, bk,xxxk) + ek = wwwT
k φ(xxxk) + bk + ek (2)

其中, wwwk 和 bk 分别表示 k 时刻过程模型的权值向

量和偏置, 采用 LSSVR 求解模型 f [5]:

min J (wwwk) =
1
2
‖wwwk‖2 +

γ

2
‖eeek‖2

s.t. yi −wwwT
k φ(xxxi)− bk − ei = 0, i = 1, · · · , k (3)

其中, eeek = [e1, e2, · · · , ek]T; ‖wwwk‖2
2
为正则化项. 惩

罚系数 γ > 0 用于控制模型解的光滑度, 其值越大
代表对误差的惩罚力度越强. 引入拉格朗日乘子法
求解上述等式约束优化问题, 最终可化简为[5]

[
Kk + Ik

γ
1k

1T
k 0

][
aaak

bk

]
=

[
yyyk

0

]
(4)

其中, aaak = [ak,1, · · · , ak,k]
T
为 k 时刻的拉格朗

日乘子, yyyk = [y1, · · · , yk ]T, Ik ∈ Rk×k 为单位

阵, 1k = [1 · · · 1]T ∈ Rk 为全 1 向量; Kk 为

核矩阵, 由 Mercer 定理[4−5], 其元素可表示为
Kk (i, j) = 〈φ (xxxi) , φ (xxxj)〉 ∀i, j = 1, · · · , k . 记
Hk = Kk + Ik

γ
, Pk = H−1

k , 求解可得模型参数:




aaak = Pk

[
yyyk − 111k111T

k Pkyyyk

111T
k yyyk111k

]

bk = 111T
k Pkyyyk

111T
k yyyk111k

(5)

进而对 k+1 时刻进行预报:

f(wwwk, bk, xxxk+1) = aaaT
kkkkk+1 + bk (6)

其 中, wwwk =
∑k

i=1 ak,iφ (xxxi), kkkk+1 (i) =
〈φ (xxxi) , φ (xxxk+1)〉 ,∀i = 1, · · · , k.

1.2 辨识模型的递推更新

为了跟踪过程的非线性和时变特性, 辨识模型
需要在线递推更新. 假设 k 时刻的 R-LSSVR 模型
有 Nk 个节点 (可理解为滑动时间窗模型包含的样
本). 与式 (4) 类似, 需求解如下方程组[11, 15]:

[
KNk

+ INk

γ
111Nk

111T
Nk

0

][
aaaNk

bk

]
=

[
yyyNk

0

]
(7)

其中, 各项含义参照式 (4), 区别在于此处的
R-LSSVR 模型阶次为 Nk. 记 HNk

= KNk
+ INk

,
PNk

= H−1
Nk

, 则此时辨识模型的参数为




aaaNk
= PNk

[
yyyNk

− 111Nk
111T

Nk
PNk

yyyNk

111T
Nk

yyyNk
111Nk

]

bNk
=

111T
Nk

PNk
yyyNk

111T
Nk

yyyNk
111Nk

(8)

当 [xxxk+1, yk+1] 加入 R-LSSVR 辨识模型后, 记
相应的节点为 [xxxNk+1 , yNk+1 ], 并更新模型参数. 注
意到求解 aaaNk

和 bNk
的关键在于求矩阵 HNk

的逆

PNk
. 根据矩阵和的求逆公式, 可得 PNk+1 的递推式

为[19]

PNk+1 =

[
PNk

0

0 0

]
+ rrrNk+1rrr

T
Nk+1

zNk+1 (9)
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其中, rrrNk+1 =
[
VVV T

Nk+1
PNk

, −1
]T

; VVV Nk+1 =
[
K

(
xxx1, xxxNk+1

)
, · · · ,K

(
xxxNk

, xxxNk+1

)]T
; zNk+1 =

1
/(

vNk+1 − VVV T
Nk+1

PNk
VVV Nk+1

)
和 vNk+1 =

KKK
(
xxxNk+1 , xxxNk+1

)
+ 1/γ 为标量. 因此, 模型每

增加一个节点, PNk+1 可由 PNk
递推求得, 无需求

逆, 运算复杂度由原来的 O(N 3
k
) 减至 O(N 2

k
).

当过程时变特性较为严重时, 有必要修剪模型
使其适应过程; 或者模型节点过多时, 也需要修剪模
型以控制其复杂度[11, 15]. 当某个节点被删除时, 相
应的矩阵 HNk

要删掉一行一列 (记新矩阵为 HN),
为避免直接求其逆矩阵 PN , 采用文献 [15] 的递推
方法. 每减少一个节点, 运算复杂度也由 O(N 3

k
) 减

至 O(N 2
k
). 当 R-LSSVR 辨识模型的节点数目保持

不变, 且每次删减的是最旧的样本时, 可视为固定
滑动时间窗的在线辨识方法. 带有遗忘因子的 R-
LSSVR, 本质上也是一种加权 R-LSSVR, 即突出新
数据信息的权重, 但遗忘因子不好选取[11], 限于篇
幅本文对带遗忘因子的 R-LSSVR 辨识方法不作探
讨.

2 即时递推核学习在线辨识方法

2.1 在线辨识的 JITL方法

按照建模的主动/被动方式, SVR, LSSVR 及
其相应的递推方法均可归为主动型, 即先建立辨识
模型, 认为所建模型包含了当前数据的信息; 而后可
进一步用新数据更新和修正辨识模型. JITL 则是
一种被动型的学习方式, 它不对当前已有的样本建
立模型, 而是等到待预报新样本 xxxq 到来之时, 采取
“分而治之” 的策略, 选择与其相似的样本, 建立辨
识模型并预测, 预测结束后则抛弃当前模型[13−18].
由于 JITL 是在 xxxq 到来时才启动, 故又称为

惰性学习 (Lazy learning) 或局部学习[13−18]. 经典
的 JITL 方法如局部加权回归, 它可提高普通多元
回归的预测性能. JITL 优点在于: 不需要像主动
学习方式建立全局模型, 而是基于 “相似输入产生
相似输出”, 针对每个 xxxq 能使用更丰富的假设空

间, 因此提高了当前模型的推广能力, 预测更准确.
现有的 JITL 建模方法包括即时最小二乘法、即时
主元回归、即时偏最小二乘回归、即时 SVR、即时
LSSVR 等, 它们侧重于提高已有全局建模方法的非
线性描述能力, 主要用于软测量建模、在线监测和
控制[13−18], 但针对时变过程的在线辨识的研究还很
少.
通常考虑样本间的距离和角度信息来描述相似

度, 即待预报新样本 xxxq 与样本集 X 间 xxxi 的相似性

程度 sqi 可表示为
[13−15]:

sqi = ρ‖xxxi − xxxq‖+ (1− ρ) cos(θqi) (10)

其中, ρ 为权系数, 特殊的当 ρ = 1(或 ρ = 0) 时即
只考虑距离 (或角度) 信息[13−15]. 获得相似度后, 对
sqi 进行排序以选择最相似的 l 个样本构造相似样本

集 Ssim，通常设定在 [lmin, lmax] 搜索合适的 l[13−15].
然而, 由于过程在不同阶段通常具有不同的特性, 搜
索范围太小难以选择到合适的 l, 范围太大则计算量
太大. 此外, 仅通过 l 的大小并无法直接判断 xxxq 与

所选择样本的相似度, 所选择出来的 l 带有一定的

盲目性. 因此, 本文提出累积相似度因子 sl:

sl =

l∑
i=1

sqi

lmax∑
i=1

sqi

, lmin ≤ l ≤ lmax (11)

其中, 分母表示当前时刻所有与 xxxq 相似样本的相似

度总和, 分子表示所选择的具有较大相似度 l 个样

本所占的贡献. 与经典的主元分析类似, 可以直接按
照贡献度来选择 l (如 sl = 0.9), 或者设定在贡献度
的某一范围内 (如 0.75 ≤ sl ≤ 0.95) 选择 l, 这样就
能获得大部分相似样本. 由于 sl 通过相似度将 xxxq

与相似样本集联系起来, 比直接选择 l 意义更明确,
可使得在建立每个即时模型时所选择的样本数更合

理和简便.

2.2 即时辨识模型的递推更新算法

虽然 JITL较传统全局建模方法预测更好,但计
算量较大是其最显著缺点, 因为 JITL 针对每个待
预测样本都重新建模[13−18]. 为此, 针对软测量建模,
Ge 等提出在工况较稳定时不建立即时模型, 而是沿
用已保存的即时模型, 以降低计算量[18]. 但是, 该方
法针对那些没有建立即时模型的时刻, 由于沿用了
旧模型, 降低了预测的准确程度. 因此通常只能用于
稳态, 并无法用于时变过程.

为了提高 JITL建模方法的计算效率,提出利用
前后时刻即时模型节点间的异同, 快速递推, 从而在
显著降低计算量的同时, 保证当前即时模型的预报
性能. 所提出的更新策略如图 1 所示, 左图为传统的
采用滑动时间窗的递推辨识方法[11−12]，右图为即时

递推在线辨识方法. 采用滑动时间窗的递推辨识通
常在增加新样本时, 删减旧样本, 默认最旧的样本对
当前辨识没用. 然而, 这种基于时间的假设并不总是
成立的, 某些 “旧” 样本其实也包含了过程的一些重
要信息[12, 15]. JITL 方法通过相似的样本建立即时
辨识模型来描述过程的非线性, 并及时跟踪时变特
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性.

图 1 即时递推在线辨识方法示意图

Fig. 1 Flowchart of just-in-time recursive learning

method for online identification

如图 1 所示, 在 k 和 k + 1 两个相邻时刻所建
立的即时辨识模型, 其模型节点可分成相同和不同
部分. 简单起见, 相同节点集部分为 S1, S2, S3, 这
些节点集保持不变; 针对 k 时刻的即时辨识模型的

旧节点为 Dk, 采用递推算法删减这些旧节点; 针对
k + 1 时刻的即时辨识模型的新节点为 Dk+1, 采用
递推算法增加这些新节点. 在算法程序的实现上,
所有的样本按照时间序列均有各自的编号, 以此作
为标记进行即时模型节点的递推增删. 由于两个时
刻是近邻的, 样本空间特性不会相差太大, 即使过
程始终表现出时变性 (只要不总处于剧烈的跳变阶
段), 通常情况下还是有大部分节点是相同的. 因此,
k + 1 时刻的即时辨识模型便可在 k 时刻的即时辨

识模型基础上递推得到, 通过加入新的相似样本, 删
除旧的相似样本, 从而不用在每一时刻都重新建立
即时辨识模型. 假设 k + 1 时刻模型的节点数为Nk,
和 k 时刻不同的节点数为 m, 重新建立模型的计算
复杂度为 O(Nk

3), 采用递推算法的计算复杂度为约
为 O(mNk

2), 由于通常 m ¿ Nk, 因此计算量大大
减少.
如式 (10) 所示, 选择样本间的距离和角度信

息来描述相似度, 不同的 ρ 会导致 sl 以及后续所

选择的相似样本集 Ssim 的差异. 为提高参数选择
的效率, 针对 ρ 和 sl 各设定一范围, 采用快速留一
交叉验证法 (Fast leave-one-out cross-validation,
FLOO-CV) 来优化这两个参数[15]. 当选择的 Ssim

样本数为 l 时, 其 FLOO-CV 计算的误差可表示
为[15]:

EFLOO−CV
l =

l∑
i=1

‖eeeFLOO−CV
i ‖ (12)

每次采用 FLOO-CV 方法可以将模型参数选择的计
算量从传统的 O(l4) 减小为 O(l3), 仅相当于求解一
次 LSSVR, 而无需额外的计算量. 如果备选的参数
对有 t组,则参数选择的总计算量将从传统的O(tl4)

减小为 O(tl3)[15].
因此, 所提出的即时递推 KL 在线辨识方法的

主要步骤可归纳为:
步骤 1. 即时辨识模型的初始化: 在 k 时刻, 当

首次建立即时辨识模型时, 设定 Ssim 的参数 [ρ, sl]
的范围,以及 LSSVR模型的参数范围,采用FLOO-
CV 方法建立初始的 LSSVR 模型, 进行预测, 并保
存模型.
步骤 2. 即时辨识模型的递推更新: 在 k + 1

时刻, 通过每一组待选参数 [ρ, sl], 选择 Ssim. 首先,
判断和上一时刻即时辨识模型的异同节点, 进行递
推更新, 快速计算出此参数相应的 EFLOO−CV

l ; 其
次, 在此基础上, 通过判断其他参数 [ρ, sl] 相应的
Ssim 和计算得到的 Ssim 的异同, 递推更新以快速计
算出此参数相应的 EFLOO−CV

l ; 最终, 选择具有最小
EFLOO−CV

l 的参数 [ρ, sl] 及其对应的即时辨识模型,
作为该时刻的模型, 进行预报, 并只保存当前模型.
在新时刻时, 重复此递推更新步骤以获得新即时模
型.

注意到针对参数 [ρ, sl] 的选择, 理论上有无数
种组合, 为了获得较好的相似样本用于建立模型, 参
数 [ρ, sl] 需要寻优. 在算法的实现上, 为了提高效
率, 本文简单的采用选取有限组具有典型代表的参
数进行组合. 通常情况下, 距离比角度有更重要的
相似作用, 因此可取较大权重[13]. 此外, 如前所述,
sl 主要用于确定 l 的范围, 其上下限都较容易确定,
通常下限不小于 0.7, 这样就能确定大部分相似的样
本, 本文取 0.75 ≤ sl ≤ 0.95 用于确定相似样本数 l.
综上所述, 针对时变过程的在线辨识, 所提出方

法和传统方法的主要区别有:
1) 在辨识方法上: 针对当前待预测点选择相似

的样本集, 即时建立辨识模型并预测, 以 FLOO-CV
选择模型参数, 以保证辨识模型的性能, 这点和传统
基于滑动时间窗的辨识方法无论是在模型样本集的

选择还是模型参数的选择上都有较大区别.
2) 在 JITL 模型的建立策略上: 传统的 JITL

通常在预测结束后则抛弃当前模型, 到下一时刻再
重新建立[13−18], 这种 “推倒重建” 方式没有考虑模
型间的相似性, 导致计算量较大, 值得商榷. 本文将
递推算法引入 JITL, 利用辨识模型节点的相同和不
同部分, 快速递推更新相邻的模型, 只需额外保存当
前的即时模型, 便能在此基础上有效提高 JITL 的
效率.

3 时变过程在线辨识: 仿真和讨论

以一非线性连续搅拌釜式反应过程为对
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象[12, 20], 来验证所提出即时递推在线辨识方法的
有效性和优点. 它是一典型的非线性辨识测试案例,
SVR, LSSVR, 多种神经网络和模糊系统等方法都
曾辨识过此过程[12, 20], 但对其时变性却研究较少.

Ca 为反应器组分流出时的浓度, T 是反应器温

度, qc 是冷却剂流量, 控制目标是通过调节 qc 来控

制 Ca, 其余操作条件及参数详见文献 [20]. 过程的
非线性表现在设定点附近阻尼比变化, 高浓度区振
荡较厉害[20]. 过程的辨识目标为 Ca,k+1, 广义输入
向量取为 xxxk = [Ca,k, Ca,k−1, qc,k, qc,k−1]T[12, 20], 产
生辨识数据时所有的过程变量均加入 1% 的白噪声.
图 2 给出了主要过程变量和时变参数 kp, 其中 kp 为

频率因子[20]. 1 ∼ 50 为训练样本集, 主要用于训练
LSSVR 模型以及作为基础的样本库: 51 ∼ 100 为
测试样本集时, 过程参数在此期间表现出常见的时
变特性[20]. 注意到, 由于测试集中的过程参数 kp 发

生了时变, 相应的, 过程变量也逐渐表现出训练集没
有的特性, 以此来测试所提出方法和传统辨识方法
针对此类具有时变特性过程的有效性和区别.

图 2 过程主要输入输出变量和时变参数

Fig. 2 Main input and output variables and the

time-varying parameter of the process

所提出的在线辨识方法采用 JITL 和递

推算法, 并且以 LSSVR 为基础, 因此简记为
JR-LSSVR (Just-in-time recursive LSSVR, JR-
LSSVR); 普通的 R-LSSVR 作为主要的比较方法,
并对其采用不同长度的滑动时间窗进行测试[11, 15];
没有递推的 LSSVR 作为第 3 种方法[5]. 采用预测
均方误差 (Root mean squares error, RMSE), 预测
相对均方误差 (Relative RMSE, RE)和预测最大绝
对误差 (Maximal absolute error, MAE), 以全面衡
量这 3 种辨识方法的预测性能[12]. 之前的研究表明,

针对此过程多项式核函数 (其阶次为 d) 辨识效果较
好[12], 因此以下辨识均采用多项式核.
首先通过训练集, 采用 FLOO-CV 方法训练

得到 LSSVR 辨识模型, 其参数 [γ, d] 供后续 R-
LSSVR 以及 JR-LSSVR 使用. 对采用不同长度滑
动时间窗 N 的 R-LSSVR 方法进行测试, 由于最优
的N 事先并无法得到, 简单起见, N 取为 10的整数
倍. 在建立每一时刻的 JR-LSSVR 辨识模型时, 相
似样本集的参数 [ρ, sl] 通过 FLOO-CV 方法得到,
其中 ρ ∈ [0.8, 0.85, 0.9, 0.95]，通过 0.75 ≤ sl ≤ 0.95
确定 l 的范围. 获得的新样本, 均将其加入样本库,
供下一时刻的 JR-LSSVR 和 R-LSSVR 模型使用.
各种辨识方法的预测性能指标如表 1 第 2 ∼ 4

列所示. 综合各种误差性能指标可知, 针对过程的
时变特性, JR-LSSVR 和 R-LSSVR 两种在线辨识
模型都能够获得比仅采用离线辨识的 LSSVR 更
高的精度. 针对 R-LSSVR, 虽然存在合适的滑动时
间窗 N 能提高辨识效果, 但 N 固定的模型缺乏对

过程的自适应调整能力, 如 N 太大模型更新缓慢,
N 太小则模型过于敏感. 而且, 针对过程的不同特
性 N 也不好选择, 如果测试集表现出来的特性和
训练集不一样, 针对训练集得到的 N 往往不适合

测试集; 此外, 随着过程特性的变化, N 的范围也

会发生变化. 图 3 和图 4 分别给出了 JR-LSSVR,
R-LSSVR (N = 40 时, 预测性能大致为平均水平)
和 LSSVR 这 3 种方法针对测试集的辨识效果和绝
对误差比较. 从中可知, LSSVR 方法大约从第 75
个样本开始, 辨识精度开始显著下降, 对照训练集
和测试集可知, 测试集的后半部分 (对应图 2 的第
75 ∼ 100 个样本) 和训练集差异较大, 因此仅靠离
线辨识难以跟踪过程的时变特性. 图 3 和图 4 中
R-LSSVR 辨识效果略逊于 JR-LSSVR, 个别点辨
识误差较大. 综合对比表 1 以及图 3 和图 4 的结果
可知, JR-LSSVR 在线辨识方法能够较好的跟踪过
程的时变特性, 辨识精度始终高于 R-LSSVR, 且不
用通过反复调试来指定滑动时间窗的大小.
图 5 给出了针对测试集, JR-LSSVR 在线辨识

方法每次通过 FLOO-CV自动获得相似度参数 ρ和

样本数 l, 以选择 Ssim 的示意图. 从图中可知, 选择
的相似样本数一开始是增加的 (从第 51 ∼ 75 样本),
这是因为随着过程的时变性变强, 样本X 间xxxi 与待

预测样本 xxxq 的相似度变小, 需要更多的样本才能使
累积相似度因子 sl 达到所要求的范围, 这样 Ssim 也

才能较好的描述 xxxq. 随着具有时变特性的新样本逐
渐加入样本集 X , 只需要较少的样本便可以获得较
高相似度的 Ssim. 这直接反映了传统的 JITL 通常
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设定在 [lmin, lmax] 搜索 l[13−15,18] 并不合理, 因为不
同时刻的最优 l 差别很大. 采用 sl 来选择 l 可通过

总相似度有效地缩减搜索范围, 提高了效率和可解
释性. 同时, 这也间接说明了针对递推学习[11−12,15],
选择固定长度的滑动时间窗, 在过程的不同阶段也
不合适.

图 3 3 种辨识方法预测结果比较

Fig. 3 Comparison of prediction results with three

identification methods

图 4 3 种辨识方法绝对误差比较

Fig. 4 Comparison of absolute prediction errors with

three identification methods

此外, 如图 5 所示, 相似样本数在临近的两个
测试点通常变化不大. 例如, 针对第 69 ∼ 77 个测
试点, 此时可供选择的样本库分别对应着 68 ∼ 76
个样本, 而它们最终建立的即时模型节点数量大致
分别为 55 ∼ 60. 仿真结果表明, 针对这几个待预
测点, 所建立的即时辨识模型有大部分节点都是一
样的, 相邻两个即时模型的不同的节点数只有不到
10%, 这种情况下采用递推算法更新模型, 较重新建

立即时模型能极大地降低计算量. 从图 5 可知, 有
一半以上的测试点情况类似, 因此, 采用 JR-LSSVR
利用前后即时模型节点的相似性进行递推是可行和

有效的.

图 5 每个测试点相似度参数 ρ 和样本数 l 的选择过程

Fig. 5 Online selection of the similarity parameter ρ and

the number of similar samples l for each query sample

最后, 为了进一步验证 JR-LSSVR 方法对量测
噪声的鲁棒性, 对训练和测试集均加入 3% ∼ 5%
幅度的噪声, 进行 20 次仿真. 表 1 第 5 列和第 6 列
给出了 JR-LSSVR 和具有不同滑动时间窗长度的
R-LSSVR 比较的平均结果, 从中可知 JR-LSSVR
在噪声幅度较大的情况下仍旧具有较好的辨识性能.
这是因为所提出方法针对当前待预测点选择相似的

样本集 (而不是按照滑动时间窗口选择样本), 即时
建立辨识模型并预测; 并以 FLOO-CV 作为模型参
数的选择标准, 以保证辨识模型的性能. 因此, 在每
个待辨识点都建立了一个较好的模型, 故能在过程
有噪声的条件下获得比传统递推辨识较好的效果.
R-LSSVR 在 N = 30 ∼ 40 能够取得较好的辨识效
果, 但当 N 选择不合适时, 辨识结果并不理想. 相比
之下, JR-LSSVR 较 R-LSSVR 对量测噪声具有较
好的鲁棒性, 始终能够获得较好的辨识性能. 值得说
明的是, 所提出的方法只是在有高斯噪声的条件下
进行测试, 如何从理论上分析噪声幅度在多大程度
上能够影响方法的准确性和鲁棒性还有待进一步研

究, Gao 等提出的辨识方法是值得借鉴的[21].

4 结论

针对化工过程的非线性和时变特性, 研究简单
通用的在线辨识方法具有重要意义. 本文提出将
JITL 和递推核学习辨识方法有效结合: 发挥 JITL
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表 1 JR-LSSVR, R-LSSVR 和 LSSVR 辨识方法的结果比较

Table 1 Comparison of identification results with JR-LSSVR, R-LSSVR, and LSSVR methods

高斯噪声幅度 1% 1 % 1% 3% ∼ 5% 3% ∼ 5%

辨识方法 RMSE RE (%) MAE RMSE RE (%)

JR-LSSVR 0.022 18.26 0.060 0.053 22.47

R-LSSVR (增长的时间窗) 0.028 20.15 0.092 0.074 24.69

R-LSSVR (N = 10) 0.025 20.11 0.061 0.069 23.86

R-LSSVR (N = 20) 0.024 18.81 0.058 0.074 24.63

R-LSSVR (N = 30) 0.024 18.97 0.064 0.063 23.57

R-LSSVR (N = 40) 0.026 18.67 0.094 0.068 24.78

R-LSSVR (N = 50) 0.027 19.90 0.095 0.079 26.93

R-LSSVR (N = 60) 0.027 20.20 0.092 0.073 24.39

R-LSSVR (N = 70) 0.028 20.15 0.091 0.077 26.82

LSSVR 0.139 27.48 0.322 — —

局部建模能力更好的优点; 且利用递推算法快速获
得当前的模型, 以提高计算效率. 与传统 JITL 在每
一时刻预测结束即抛弃当前模型不同, 提出保留当
前的模型信息, 便于下一时刻更有效的递推. 通过一
时变过程的仿真研究表明了其优越性, 可作为非线
性时变过程在线辨识的一种新途径. 进一步需研究
的包括从理论上分析噪声幅度在多大程度上能影响

方法的准确性和鲁棒性.
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