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一种基于极点配置稳定的新型局部递归神经网络

孙 健 1 柴 毅 1 李华锋 1 朱智勤 1

摘 要 针对局部全局前馈递归动态神经网络的稳定性问题提出了一种新的采用极点配置稳定方法的局部递归全局前馈

(Locally recurrent global forward, LRGF) 神经网络. 由于动态神经元的极点有存在于实轴上和一对共轭复数极点两种情况,

为了避免神经元无限脉冲响应滤波器 (Infinite impulse response filter, IIR) 的系数投影到稳定区域的复杂性, 构造的神经网

络将动态神经元分成实数极点 IIR 和共轭复数极点 IIR 两部分, 通过函数权值的方法将这两部分加权输出. 同时针对这种新

的神经网络采用了梯度下降的学习算法. 通过仿真对本文提出的神经网络的可靠性和有效性进行验证, 并分析这种新的神经

网络在稳定投影计算上的复杂度.
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A Novel Stable Locally Recurrent Neural Network with

Pole Assignment Projection Approach

SUN Jian1 CHAI Yi1 LI Hua-Feng1 ZHU Zhi-Qin1

Abstract This paper derives a new stable locally recurrent global forward (LRGF) neural network with pole assignment

projection approach. The pole in the hidden neurons of the LRGF neural network can be classified into two situations.

One case is that the pole is on the real axis, and the other case is that the pole is a conjugate complex. We divide

the dynamic hidden neuron into two parts according to the kind of the pole, so that it can avoid the complexity of the

projective computation. A weight function is used to fuse the two parts. The learning method is based on the gradient

decent approach, which has been modified to be fit for the proposed neural network. At last, the simulation is given to

demonstrate the reliability and effectiveness of the new neural network, and the complexity of the projection computation

is also be analyzed.

Key words Dynamic neural network, locally recurrent global forward (LRGF) neural network, pole assignment, stable

projection

动态神经网络, 由于在网络中引入反馈, 相对于
传统神经网络, 能更好地解决一些实际问题. 如非线
性系统的辨识[1−3]、信号的预测和识别[4−6]、系统的

控制[7−9] 以及动态系统的故障诊断[10−12] 等.
局部递归全局前馈 (Locally recurrent global

forward, LRGF) 神经网络作为动态神经网络的一
个分支, 通常可分为三种: 1) 将局部递归引入到神
经元输入上; 2) 在神经元内引入递归; 3) 在神经元
和其激发函数输出间引入递归[13]. 在这三种神经
网络的神经元引入递归, 使其具有有限脉冲响应滤
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波器 (Finite impulse response filter, FIR) 或无限
脉冲响应滤波器 (Infinite impulse response filter,
IIR) 的形式, 通过对 LRGF 神经网络训练, 将多个
FIR 或 IIR 组合, 便可以建立动态过程模型.

在神经网络的训练中, 网络的稳定性十分重要.
动态神经网络在训练时, 很容易因为网络的动态特
性不稳定导致训练算法的不稳定和数值计算病态

问题, 从而使神经网络的训练算法崩溃. 在讨论动
态神经网络的稳定性时, 通常可采用李亚普诺夫方
法[14−15]、状态矩阵估计方法[16]、Ostrowski 理论[17]

等. 李亚普诺夫方法有通用性较强的优点, 能分析各
种神经网络的稳定性, 但寻找李亚普诺夫函数的过
程复杂, 假设条件多. 而状态矩阵估计方法能定性
的分析动态神经网络的全局稳定性和局部稳定性以

及定量的分析其动态特性, 然而由于在估计的过程
中使用了大量不等式, 限制了神经网络参数在稳定
区域中的调节范围, 因此较难应用. 在文献 [17] 中,
采用 Ostrowski 理论的方法能有效判断神经网络的
稳定性, 不过此方法中参数的设定对应用 Ostrowski
理论的效果有较大影响, 而且推导过程复杂, 选择合
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适的参数较难. 此外, 文献 [18] 通过在训练中引入稳
定投影方法使神经网络稳定. 该方法具有较强的一
般性, 但参数的稳定性投影计算较为复杂, 限制条件
较多. 针对该问题, 本文提出了一种新的局部递归动
态神经网络模型, 该模型采用了新设计的极点配置
投影 (Pole assignment projection, PAP) 技术以及
改造后的神经元结构来解决局部递归动态神经网络

的稳定性问题. 相对于文献 [18] 提出的最短距离投
影 (Minimal distance projection, MDP) 方法, 本
文提出的 PAP 方法无需求解不等式方程组, 因此在
神经网络训练时, 参数到稳定域的投影更加简单, 学
习收敛速度快, 更有利于应用到现实问题中.

1 LRGF神经网络

为介绍 LRGF 神经网络原理, 以含有一个隐层
的多输入多输出 LRGF 神经网络为例来说明. 假设
神经网络拥有 n 个输入, v 个隐层神经元, m 个输

出, 并且在隐层中引入局部反馈. 则神经网络的示意
图如图 1 所示.

图 1 LRGF 神经网络结构图

Fig. 1 The structure of LRGF neural network

图 1中, uuu (k) = [u1 (k), u2(k), · · · , un(k)]T 和
yyy(k) = [y1(k), y2(k), · · · , ym (k)]T 分别为神经网
络在时刻 k 的输入、输出向量; W 和 C 分别为输

入输出权值矩阵. 假设隐层对应的输入输出函数为
Φ(·), 则神经网络的输入输出表达式为

yyy(k) = CΦ(Wuuu(k)) (1)

1.1 LRGF神经网络的隐层神经元

为了找到神经网络的状态空间表达式, 首先对
隐层神经元进行分析. 图 1 中隐层神经元的结构如
图 2 所示.
图 2 中, σ(·) 为神经元的激励函数, 在本文中取

双曲正切函数. 则隐层神经元的输入输出表达式为

图 2 LRGF 神经网络的隐层神经元原理图

Fig. 2 The structure of the hidden neuron of LRGF

neural network





z(k) =
r∑

i=0

bi

(
n∑

j=1

wjuj(k − i)
)
−

r∑
i=1

aiz(k − i)

o(k) = σ (g1(z(k)− g2))

(2)

在上述函数中, 对神经网络的输入 uuu(k) 进行加
权求和, 再通过由两个 FIR 滤波器组成的 IIR 滤波
器后输出 z(k). 其中前馈 FIR 和反馈 FIR 的阶次
均为 r, 神经网络通过调整这两个 FIR 滤波器的系
数, 实现对不同系统的动态特性描述. o(k) 为隐层
神经元的输出, g1 为神经元激励函数输入的放大系

数, g2 为神经元激励函数输入的偏移. 对于图 2 隐
层神经元结构, 第 i 个隐层神经元的状态空间表达

为

xxxi(k + 1) = Aixxxi(k) + Wiuuu(k) (3)

oi(k) = σ
(
gi
1

(
bT

i xxxi(k) + dT
i uuu(k)− gi

2

))
(4)

式 (3) 中, xxxi(k) = [xi
1(k), xi

2(k), · · · , xi
r(k)]T 为状

态向量, Wi = 111wT
i 为状态方程输入矩阵 (111 = [1, 1,

1, · · · , 1]T, 111 ∈ Rr×1), wwwi 为输入层连接第 i 个隐

层神经元的权值所构成的列向量. 状态转移矩阵 Ai

为

Ai =




−ai
1 −ai

2 · · · −ai
r−1 −ai

r

1 0 · · · 0 0
0 1 · · · 0 0
...

...
. . .

...
...

0 0 · · · 1 0




式 (4)中, oi(k)为神经元的输出, gi
1为神经元激励函

数输入的放大系数, gi
2 为神经元激励函数输入的偏

移. 其中 gi
1 > 0, bbbi = [bi

1− bi
0a

i
1, b

i
2− bi

0a
i
2, · · · , bi

r −
bi
0a

i
r]

T 为第 i 个隐层神经元中 IIR 权值系数构成的
向量, dddi = [bi

0w
1
i , · · · , bi

0w
n
i ]T.

1.2 LRGF神经网络的状态空间表达

根据第 1.1 节中隐层神经元的原理以及 LRGF
神经网络结构, 可得神经网络的状态空间表达式为
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{
xxx(k + 1) = Axxx(k) + Wuuu(k)
yyy(k) = Cσ [G1(Bxxx(k) + Duuu(k)−G2))]

(5)

令N = v×r,则xxx ∈ RN×1 为状态向量. uuu ∈ Rn×1,
yyy ∈ Rm 分别为输入输出向量. A ∈ RN×N , A =
diag{A1, · · · , Av}, 其对角块 A1, · · · , Av 为各隐层

神经元的状态转移矩阵. W ∈ RN×n, C ∈ Rm×v 分

别为输入输出权值矩阵. B ∈ Rv×N 为各隐层神经

元 IIR 中的系数构成的块对角阵. D ∈ Rv×n, G1 ∈
Rv×v, G2 ∈ Rv×1, 非线性向量激发函数 σ : Rv×1

→ Rv×1. W , B, D, G1, G2 矩阵形式为

W =




W1

W2

...
Wv




, B =




bT
1 0 · · · 0
0 bT

2 · · · 0
...

...
. . .

...
0 0 · · · bT

v




D =




b1
0w

T
1

b2
0w

T
2

...
bv
0w

T
v




, G1 =




gT
1 0 · · · 0
0 gT

2 · · · 0
...

...
. . .

...
0 0 · · · gT

v




G2 =
[
g1
2 g2

2 · · · gv
2

]T

根据线性离散动态系统的稳定性条件和状态空

间表达式 (5) 可知, 为使动态系统稳定, 式 (5) 中的
状态转移矩阵 A 的特征值必须在复平面单位圆内.
即对于方程

det(zI −A) = 0 (6)

A 的特征值必须满足

∀|zi| < 1 (7)

其中, I ∈ RN×N 单位阵. 由于 A 是块对角矩阵, 式
(6) 可以写成

v∏
i=1

det(ziI −Ai) = 0 (8)

式 (8) 中, I ∈ Rr×r.
因此对于这种 LRGF 神经网络, 其稳定性是由

每个包含递归的隐层神经元决定的, 即对于每个隐
层神经元, 为了保证神经网络的稳定, 其 IIR 的极
点必须在单位圆内. 根据这一原理, 本文提出了一
种新的局部递归神经网络—基于极点配置稳定的
LRGF 神经网络. 该网络具有参数到稳定区域投影
计算简单的特性.

2 基于极点配置稳定的 LRGF神经网络

为清楚地阐述基于极点配置稳定的 LRGF 神经

网络, 本节设神经网络有 n 个输入, v 个隐层神经

元, m 个输出, 并且动态神经元中的 IIR 滤波器的
阶次为 2.
根据第 1 节对 LRGF 神经网络的稳定性分析

可知, LRGF 神经网络稳定的充分必要条件为所有
隐层神经元内的 IIR 稳定, 因此本节将首先展开讨
论隐层神经元内 IIR 的极点配置问题, 并通过改造
隐层神经元的结构达到使其能够配置隐层神经元极

点的目的.

2.1 基于极点配置原理的隐层神经元

根据第 1.1 节, LRGF 神经网络第 i 个隐层神

经元的表达式可表述为




zi(k) = b0
i

n∑
l=1

wliui(k) + b1
i

n∑
l=1

wliui(k − 1)+

b2
i

n∑
l=1

wliui(k − 2)− a1
i zi(k − 1)−

a2
i zi(k − 2)

oi(k) = σ (g1
i (zi(k)− g2

i ))
(9)

上式中, wli 为输入层第 i 输入到第 l 隐层神经元的

权值, ui 为神经网络的第 i 输入, a1
i , a2

i 和 b0
i , b1

i , b2
i

分别为神经元 IIR 滤波器的系数, zi 为滤波器的输

出, σ(·) 为神经元的激励函数, g1
i 和 g2

i 为激励函数

输入的偏移和放大倍数, oi 为神经元的输出. 将上述
神经元的 IIR 滤波器写成传递函数形式有

zi(k) =
b0

i + b1
i q
−1 + b2

i q
−2

1 + a1
i q
−1 + a2

i q
−2

n∑
l=0

wliul(k) (10)

上式中 q 为时间延迟, 从动态系统稳定性原理可知,
为了判别系统是否稳定, 需求解以下方程

z2 + a1
i z + a2

i = 0 (11)

假设求取到的极点为实数 c1
i 和 c2

i , 则上述动态
系统中的参数为

{
a1

i = −c1
i − c2

i

a2
i = c1

i c
2
i

(12)

若极点存在复数的情况, 则它们是共轭成对出现的.
设为 di + hij 和 di − hij. 动态系统中 IIR 中的系数
为 {

a1
i = −2di

a2
i = (di)2 + (hi)2

(13)

因此当在极点为复数的情况下, 对神经网络训练的
时候只需用学习算法估计极点的实部 di 和虚部 hi

即可.
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依据上述极点的两种情况, 基于极点配置原理
的隐层神经元被设计为两个 IIR 的组合结构, 一个
IIR 包含两个实数极点, 另一个 IIR 包含一对共轭
复数极点, 在这两种极点的 IIR 之间通过加权的方
式切换, 如图 3 所示.

图 3 极点配置稳定的 LRGF 神经网络隐层神经元原理图

Fig. 3 The structure of the hidden neuron of stable

LRGF neural network with pole assignment approach

神经网络的输入向量经过加权求和后, 分别经
过隐层神经元的两个 IIR 滤波器 (实数极点的 IIR
和共轭复数极点的 IIR), 然后通过函数 f 输出两路

数据. 隐层神经元的输出为两路数据经过 s1
i 和 s2

i

加权后的结果. 函数 f 的表达式为

f(z, g1, g2) = tanh(g1(z − g2)) (14)

g11
i 和 g12

i 分别为第 i个隐层神经元实极点 IIR部分
激励函数的输入放大系数和输入偏移; g21

i 和 g22
i 分

别为第 i 个隐层神经元共轭复数极点 IIR 部分激励
函数的输入放大系数和输入偏移. 当隐层神经元的
动态特性为实数极点所配置时, s1

i 趋于 1, 而 s2
i 趋

于 0; 当隐层神经元的动态特性由复平面极点所配置
时, s1

i 趋于 0, 而 s2
i 趋于 1. 由于神经元内的权值起

到切换两种 IIR 的动态特性的功能, 因此本文采用
的权值函数的方法, 权值函数应具备开关特性, 使其
达到正确选择具有某种极点属性的 IIR 的目的. 这
种权值函数通常可以为 0 – 1 函数, 即

f(β) =

{
1, β > ε

0, β ≤ ε
(15)

但 0 – 1 函数不能求导, 不能用反向传播方法学
习神经网络, 因此本文采用另外一种近似于 0 – 1 函
数的 sigmod 函数. 同时在函数内设置一参数 βi, 通
过 sigmod 函数实现神经元内两种 IIR (实数极点
IIR 和共轭复数极点 IIR) 之间的切换, 则第 i 隐层

神经元实数极点 IIR 对应输出权值为

s1
i =

1
1 + e−βi

(16)

共轭复数极点 IIR 的输出权值为

s2
i =

1
1 + eβi

(17)

以上所述的神经元结构, 使得隐层神经元能通
过神经网络的训练, 估计权值函数的参数 βi 和极点

变量 c1
i、c2

i、di、hi 的数值, 达到配置隐层神经元极
点的属性和复平面中位置的目的. 因此将第 i 个隐

层神经元表示为含有极点变量和权值函数参数变量

的方程为

u
′
i(k) =

n∑
l=1

wliui(k) (18)

z1
i (k) = b01

i u
′
i(k) + b11

i u
′
i(k − 1) + b21

i u
′
i(k − 2) +

(c1
i + c2

i )z
1
i (k − 1)− (c1

i c
2
i )z

1
i (k − 2)

(19)

z2
i (k) = b02

i u
′
i(k) + b12

i u
′
i(k − 1) + b22

i u
′
i(k − 2) +

2diz2
i (k − 1)− ((di)2 + (hi)2)z2

i (k − 2)
(20)

oi(k) =
1

1 + e−βi
f

(
z1

i (k), g11
i , g12

i

)
+

1
1 + eβi

f
(
z2

i (k), g11
i , g21

i

)
(21)

在式 (18)∼ (21) 中, u
′
i(k) 为时刻 k 第 i 个隐层神

经元的输入, 为实数极点 IIR 在时刻 k 的输出, b01
i ,

b11
i , b21

i 为实数极点 IIR 部分的前馈 FIR 系数, b02
i ,

b12
i , b22

i 为共轭复数极点 IIR 部分的前馈 FIR 系数,
c1

i 和 c2
i 为实数极点 IIR 的两个实数极点, 为共轭复

数极点 IIR 在时刻 k 的输出, di 和 hi 分别为共轭

复数极点 IIR 内极点的实部和虚部, oi(k) 为 k 时刻

第 i 个隐层神经元的输出, g11
i 和 g21

i 分别为实数极

点 IIR 所对应的输出激励函数的输入放大倍数和偏
移, g12

i 和 g22
i 分别为共轭复数极点 IIR 所对应的输

出激励函数的输入放大倍数和偏移.
将这种基于极点配置稳定的 LRGF 神经网络写

成状态空间的形式, 第 i 个隐层神经元的表达式为

xxxi(k + 1) = Aixxxi(k) + Wiuuu(k) (22)

其中, xxxi(k) = [xxxi1(k)T, xxxi2(k)T]T, xxxi1(k) 为实数极
点 IIR 的状态向量, xxxi2(k) 为共轭复数极点 IIR 的
状态向量. 状态转移矩阵 Ai = diag{Ai1, Ai2} 为块
对角矩阵, 其矩阵块元素为

Ai1 =




1 c1
i + c2

i −c1
i c

2
i

1 0 0
0 1 0
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A2i =




1 2di −(di)2 − (hi)2

1 0 0
0 1 0




隐层神经元的输出表达式为

oi(k) =
[

1
1+e−βi

1
1+eβi

]
×

[
f(bbbT

i1xxxi(k) + dddT
i1uuu(k), g11

i , g21
i )

f(bbbT
i2xxxi(k) + dddT

i2uuu(k), g12
i , g22

i )

]
(23)

其中, bbbi1 = [b11
i − b01

i a11
i , b21

i − b01
i a21

i , 0, 0]T, b01
i ,

b11
i , b21

i , a11
i 和 a21

i 为实数极点 IIR 的权值系数,
bbbi2 = [b12

i − b02
i a12

i , b22
i − b02

i a22
i , 0, 0]T, b02

i , b12
i , b22

i ,
a12

i 和 a22
i 为共轭复数极点 IIR 的权值系数, dddi1 =

[b01
i w1i, · · · , b01

i wni], dddi2 = [b02
i w1i, · · · , b02

i wni].

2.2 基于极点配置稳定的 LRGF神经网络的状态
空间表达

由第 2.1 节中对隐层神经元的分析, 可得到基
于极点配置稳定的 LRGF 神经网络的表达式为

xxx(k + 1) = Axxx(k) + Wuuu(k) (24)

yyy(k) = G3CΛf(Bxxx(k)+Duuu(k), G1, G2)−G4 (25)

令 N = v × r, 则 xxx ∈ R2N×1 为状态向量. uuu ∈
Rn×1, yyy ∈ Rm 分别为输入输出向量. A ∈ R2N×2N ,
A = diag{A1, · · · , Av}, 其对角块 A1, · · · , Av 为各

隐层神经元的状态转移矩阵. W ∈ R2N×n, C ∈
Rm×v 分别为输入输出权值矩阵. B ∈ R2v×2N 为

各隐层神经元 IIR 中的系数构成的块对角阵. D ∈
R2v×n, G1 ∈ Rv×2, G2 ∈ Rv×2, 非线性向量激发函
数 f : R2v×1 → R2v×1. Λ 为块对角矩阵, 块元素为
隐层神经元内两种极点 IIR 所对应激励函数的输出
权值构成的向量. 其中,

Λ =




εεε1 0
εεε2

. . .

0 εεεv




, εεεi =
[

1
1 + e−βi

1
1 + eβi

]

B 也为块对角矩阵, B 和 D 的表达式为

B =




bT
1 0

bT
2

. . .

0 bT
v




, bi =

[
bi1 0
0 bi2

]

D =




b0
1w

T
1

b0
2w

T
2

...
b0

vw
T
v




, b0
i =

[
b01

i b02
i

]T

激励函数的输入放大倍数和偏移参数分别构成的矩

阵 G1 和 G2, 以及神经网络输出层的放大倍数 G3

和偏移 G4 为

G1 =




g11
1 g21

1

g11
2 g21

2

...
...

g11
v g21

v




, G2 =




g21
1 g22

1

g21
2 g22

2

...
...

g21
v g22

v




G3 =




g3
1 0

g3
2

. . .

0 g3
m




, G4 =




g4
1

g4
2

...
g4

m




由式 (24) 可知, 状态转移矩阵 A 决定了这种神

经网络的稳定性. A 内的块对角矩阵元素为

Ai =

[
Ai1 0
0 Ai2

]
, i = 1, 2, · · · , v

所以 det(Iz −A) = 0 可以写成
v∏

i=1

[det(Iz −Ai1)det(Iz −Ai2)] = 0 (26)

根据第 1 节阐述的稳定性条件, 即 A 内的对角块元

素矩阵的特征值必须在复平面单位圆内. 因此由式
(26) 可知, 每个隐层神经元内的 IIR 的稳定性决定
了神经网络的动态稳定性.

3 基于极点配置稳定的 LRGF神经网络的

学习算法

训练神经网络时, 通常可以采用 BP 算法、共轭
梯度下降法、遗传算法、粒子群算法以及 SPSA 算
法等. 然而实验表明 BP 算法相对于其他几种训练
算法可以获得更好的训练结果, 因此这里使用基于
反向传播原理的算法来训练本文提出的新型 LRGF
神经网络.
定义训练的目标函数为

J =
1

2L

L∑
k=1

‖yyy(k)− ŷyy(k)‖2 + λ1‖W‖F + λ2‖C‖F

(27)
L 为训练数据的样本数, yyy(k) 为实际对象的输出向
量, ŷyy(k) 为动态神经网络的输出向量, k 为离散时
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间. 由于过大的权值矩阵对于减小神经网络模型误
差没有贡献, 且可能导致神经网络在计算时数值超
出计算机表达范围, 因此本文采用调整系数的方法
来避免此问题, 该方法能使得神经网络训练目标函
数高维曲面更加平滑, 有益于目标函数收敛到最小
值上. λ1 和 λ2 分别为神经网络输入权值矩阵W 和

输出权值矩阵 C 的调整系数, 其取值通常通过正交
检验的方法来决定. 通过正交测试, 选取测试集合中
使得神经网络的模型误差最小的那对数值作为调整

系数. 式 (27) 中矩阵W 和 C 的范数为 F 范数, 即
‖W‖F = tr(WT W ), ‖C‖F = tr(CT C).
通过对目标函数求偏导, 得到目标函数梯度下

降的方向, 从而调节式 (24) 和式 (25) 里的神经网络
参数W , C, B, D, G1, G2, G3, G4 和 Λ, 使目标函
数 J 达到最小. 在参数更新中, 为了加快神经网络
的学习速度, 防止学习过程发散, 本文采用自适应变
步长优化方法, 即经过一次参数更新后, 若目标函数
减小, 则增大学习步长 α, 若目标函数增大, 则减小
学习步长 α. 在参数更新中, 同时采用动量学习方法
来避免神经网络参数陷入局部极小区域. 由此可得
参数更新方程为

∆p(t + 1) = γ∆p(t)− α(1− γ)
∂J

∂p
(28)

式中, p 为神经网络内的参数, α 为学习速率, γ 为

动量系数 (0 < γ < 1), t 为训练批次.

3.1 神经网络内各参数的梯度方向求取

3.1.1 输出层

对式 (27) 中的 G3 和 G4 求偏导, 写成标量形
式为

∂J

∂g3
i

=
1
L

L∑
k=1

(ŷyyi(k)− yi(k))×
(

v∑
j=1

cjioj(k)− g4
i

)
(29)

∂J

∂g4
i

=
1
L

L∑
k=1

(
(ŷyyi(k)− yi(k))g3

i

)
(30)

oj(k) 表示在一次训练中 k 时刻第 j 个隐层神经元

输出, i = 1, · · · ,m. 对式 (27) 中的输出权值求偏导
得到

∂J

∂cji

=
1
L

L∑
k=1

(ŷyyi(k)− yi(k))g3
i oj(k) + 2λ2

m∑
l=1

cji

(31)
cij 为第 j 个隐层神经元到第 i 个输出的权值. 目标
函数对隐层神经元的输出在时刻 k 的偏导数为

∂J

∂oj(k)
= − 1

L
(ŷyyi(k)− yi(k))cjig

3
i (32)

3.1.2 隐层

对第 j 个隐层神经元, 目标函数对 z1
j (k) 和

z2
j (k) 在时刻 k 的偏导数为

∂J

∂z1
j (k)

=
∂J

∂oj(k)
1

1 + e−βj
σ
′
(g11

j (z1
j (k)− g21

j ))g11
j

(33)
∂J

∂z2
j (k)

=
∂J

∂oj(k)
1

1 + eβj
σ
′
(g12

j (z2
j (k)− g22

j ))g12
j

(34)

对于实数极点 IIR, 目标函数对其相应激励函数
的输入放大系数 g11

j 和输入偏移 g21
j 在时刻 k 的偏

导数为

∂J

∂g11
j

(k) =
∂J

∂oj(k)
1

1 + e−βj
×

σ
′ (

g11
j

(
z1

j (k)− g21
j

) (
z1

j (k)− g21
j

))
(35)

∂J

∂g21
j

=
∂J

∂oj(k)
1

1 + e−βj
σ
′ (

g11
j

(
z2

j (k)− g21
j

))
g11

j

(36)
目标函数对具有两个实数极点的 IIR 滤波器中

的各参数在 k 时刻的偏导数为

∂J

∂bi1
j

(k) =
∂J

∂oj(k)
∂oj(k)
∂z1

j (k)
u
′
j(k − i) (37)

∂J

∂c1
j

(k) =
∂J

∂oj(k)
∂oj(k)
∂z1

j (k)

(
u
′
j(k − 1)−c2

ju
′
j(k−2)

)

(38)
∂J

∂c2
j

(k) =
∂J

∂oj(k)
∂oj(k)
∂z1

j (k)

(
u
′
j(k−1)− c1

ju
′
j(k−2)

)

(39)

u
′
j(k) 为第 j 个隐层神经元在时刻 k 的输入, ci

j 和

c2
j 为第 j 个隐层神经元实数极点部分 IIR 内的两个
极点, bi1

j 为第 j 个隐层神经元内实数极点 IIR 内前
馈 FIR 的第 i 个系数.

同理, 目标函数对共轭复数极点 IIR 内参数的
偏导数表达式可表述为

∂J

∂bi2
j

(k) =
∂J

∂oj(k)
∂oj(k)
∂z2

j (k)
u
′
j(k − i) (40)

∂J

∂dj

(k) =
∂J

∂oj(k)
∂oj(k)
∂z2

j (k)
×

(
2u

′
j(k − 1)− 2dju

′
j(k − 2)

)
(41)
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∂J

∂hj

(k) =
∂J

∂oj(k)
∂oj(k)
∂z2

j (k)

(
−2hju

′
j(k − 2)

)
(42)

其中, dj 和 hj 为第 j 个隐层神经元共轭复数极点

IIR 内极点的实部和虚部.
对于第 j 个隐层神经元内的切换函数, 目标函

数对切换权值系数 s1
j 在 k 时刻的偏导为

∂J

∂s1
j

(k) =
∂J

∂oj(k)
×

(
σ

(
g11

j

(
z1

j (k)− g21
j

))− σ
(
g12

j

(
z2

j (k)− g22
j

)))
(43)

而根据切换权值函数表达式 (16) 和 (17) 可知,
两函数轴对称, 权值的关系式为

s2
j = 1− s1

j (44)

因此只需估计第 j 隐层神经元内的 s1
j 即可得到 s2

j .
3.1.3 输入层

由链式法则可知, 目标函数对时刻 k 隐层神经

元的输入求偏导数, 其结果为

∂J

∂u
′
j(k)

=
∂J

∂oj(k)

(
∂oj(k)
∂z1

j (k)
b01

j +
∂oj(k)
∂z2

j (k)
b02

j

)

(45)
在时刻 k 隐层神经元的输入对神经网络输入层权值

wij 的偏导数为

∂u
′
j(k)

∂wij

=
∂

∂wij

(
m∑

i=1

wijui(k)

)
= ui(k) (46)

因此目标函数对输入层权值在 k 时刻的偏导数为

∂J

∂wij

(k) =
∂J

∂u
′
j(k)

ui(k) (47)

3.2 隐层神经元极点的配置和投影

为了实现配置隐层神经元的极点,通过第 3.1节
中目标函数对极点参数求偏导, 得到其梯度下降的
方向, 然后使用式 (28) 更新极点在复平面中的位置.
需要注意的是对隐层神经元内权值函数中 βj

参数的更新方式与其他参数的更新方式不同. 为了
使隐层神经元内权值具有切换开关的功能, 在调整
参数时, 根据目标函数对权值的偏导数式 (43) 来调
节权值函数内参数 βj, 从而配置隐层神经元极点的
属性. 在 t + 1 训练批次, βj 的改变量为

∆βj(t+1) = γ∆βj(t)−α(1−γ)
L∑

k=1

∂J

∂s1
j

(k) (48)

此外, 因为在隐层神经元实数极点 IIR 部分中极点
c1

j 和 c2
j 的目标函数梯度下降方向是相互决定的, 所

以对极点 c1
j 和 c2

j 的学习更新与式 (28) 不同. 令 ei

= c1
i − c2

i , 则

ej(t + 1) = (1− γ)ej(t) + γej(t− 1)+

α(1− γ)
L∑

k=1

(
∂J

∂c1
j

(k)− ∂J

∂c2
j

(k)
)

(49)

将式 (38) 和式 (39) 代入上式得到

ej(t + 1) =(
1−γ+α (1−γ)

L∑
k=1

(
∂J

∂oj(k)
∂oj(k)
∂z1

j (k)
u
′
j(k−2)

))
×

ej(t) + γej(t− 1)
(50)

写成矩阵形式为




(
ej(t + 1)

ej(t)

)
= H

(
ej(t)

ej(t− 1)

)

H =




1−γ+α (1−γ)×
L∑

k=1

(
∂J

∂oj(k)
∂oj(k)
∂z1

j (k)
u
′
j(k−2)

)
γ

1 0




(51)
当上式中的状态转移矩阵 H 的特征值在单位圆内

时 ej(t) → 0, 因此在学习的过程中可能存在 c1
j = c2

j

的情况. 由式 (38) 和式 (39) 可知, 在 c1
j = c2

j 时, J

对 c1
j 和 c2

j 的偏导数相等, 所以若仅按式 (28) 的参
数更新方法, c1

j 将恒等于 c2
j , 从而影响神经网络的

学习效果. 因此在对 c1
j 和 c2

j 更新的时候采用参数

投影技术, 使 ∣∣c1
j − c2

j

∣∣ > η (52)

其中, η 为极点间的最小距离, 应当取接近 0 的数值.
为了保证神经网络的稳定性, 根据离散系统的

稳定性原理, 第 j 个隐层神经元内的极点相关参数

必须满足以下不等式条件
{ ∣∣c1

j

∣∣ < ψ∣∣c2
j

∣∣ < ψ
(53)

|dj ± hji| < ψ (54)

上述不等式 (53) 和 (54) 中, ψ 为学习算法设定

的投影区域半径 (0 < ψ < 1), 其取值可根据保留稳
定余量大小而定, 同时为了避免限制极点的存在区
域, ψ 的取值应当接近 1. 在图 4 中, 阴影部分为极
点稳定投影区域. 根据式 (52)∼ (54) 可得, IIR 内的
极点参数到稳定区域的投影计算为
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c1
j = ψsgn(c1

j),
∣∣c1

j

∣∣ > ψ

c2
j = ψsgn(c2

j),
∣∣c2

j

∣∣ > ψ

dj =
ψ

|dj + hji|dj, |dj + hji| > ψ

hj =
ψ

|dj + hji|hj, |dj + hji| > ψ

(55)

防止 c1
j 和 c2

j 在学习过程中进入恒等状态的投影计

算为 {
c1

j = c2
j − ηj,

∣∣c1
j − c2

j

∣∣ < η

c2
j = c1

j − ηj,
∣∣c1

j − c2
j

∣∣ < η
(56)

图 4 极点稳定区域投影

Fig. 4 Stable projection of the pole

4 计算分析和计算实例

为验证基于极点配置稳定的 LRGF神经网络对
动态系统逼近学习的可靠性和有效性, 下面将对几
种同类算法的计算复杂度进行分析和对比, 并对线
性系统和非线性系统进行逼近学习实验. 同时为了
进一步说明本文提出的神经网络的优势, 最后将文
献 [19−20] 中的另外两种神经网络和本文提出的神
经网络对直流电机控制系统进行逼近学习实验, 并
作比较分析.

4.1 计算复杂度分析

常用的动态神经网络稳定投影方法有两种, 一
种是梯度投影 (Gradient projection, GP) 方法, 另
一种是最短距离投影 (MDP) 方法[18]. 下面将本文
提出的极点配置投影 (PAP) 方法和以上两种方法
做计算复杂度对比. 通过对三种投影方法的计算复
杂度详细分析, 得到表 1∼ 3.
从表 1∼ 3 可以看出, 无论是在一阶 IIR 还是在

二阶 IIR 的情况下, PAP 方法相对于 GP 和MDP
方法的计算复杂度都要小. 使用 PAP 方法在投影
计算时, 加法和乘法计算操作次数较少. 在条件判
断时, 二阶 IIR 情况下, GP 方法的最大计算操作次
数要小于 PAP 方法, 但是从平均计算操作次数上

来说, PAP 方法仍然在计算复杂度上要小于 GP 方
法. PAP 方法在计算复杂度上相对于 GP 方法优势
不很明显, 但 PAP 投影方法却具有MDP 方法最短
距离投影的功能, 而 GP 方法不具有此功能, 这对于
下面将要验证的逼近学习性能至关重要. 同时从表 2
和表 3 可以看到 PAP 方法在稳定区域参数投影计
算复杂度上要远小于MDP 方法. 这得益于 PAP 方
法在参数投影计算时, 直接进行极点配置, 避免了对
稳定性约束方程组[14] 的求解.

表 1 GP 方法计算复杂度分析

Table 1 Computational complexity analysis of GP

计算类别
一阶 IIR 二阶 IIR

最小 最大 平均 最小 最大 平均

条件判断 1 1 1 3 3 3

设置操作 1 2 1.5 2 5 3.5

加法计算 1 1 1 2 2 2

乘法计算 1 1 1 2 2 2

总和 4 5 4.5 9 12 10.5

表 2 MDP 方法计算复杂度分析

Table 2 Computational complexity analysis of MDP

计算类别
一阶 IIR 二阶 IIR

最小 最大 平均 最小 最大 平均

条件判断 1 2 1.5 2 3 2.5

设置操作 0 1 0.5 0 2 1

加法计算 0 2 1 0 16 8

乘法计算 0 1 0.5 0 16 8

总和 1 6 3.5 2 37 19.5

表 3 PAP 方法计算复杂度分析

Table 3 Computational complexity analysis of PAP

计算类别
一阶 IIR 二阶 IIR

最小 最大 平均 最小 最大 平均

条件判断 1 2 1.5 1 4 2.5

设置操作 0 1 0.5 0 2 1

加法计算 0 0 0 0 1 0.5

乘法计算 0 0 0 0 6 3

总和 1 3 2 1 13 7

为测试本文提出的基于极点配置稳定的 LRGF
神经网络的学习计算速度, 这里引用文献 [18] 的一
个二阶线性动态过程计算实例来说明. 这里将二阶
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线性动态过程写成离散的形式

y(k) = A1y(k − 1) + A2y(k − 2) +

B1u(k − 1) + B2u(k − 2) (57)

上式中, A1 = 0.374861, A2 = −0.367879, B1 =
0.200281, B2 = 0.140827. 动态系统的输入数据为
正弦信号组合序列, 具体的输入 u(k) 为

u(k) =





sin

(
πk

25

)
, k ≤ 250

1, 250 < k ≤ 500

−1, 500 < k ≤ 750

0.3sin

(
πk

25

)
+ 0.1sin

(
πk

32

)
+ 0.6sin

(
πk

10

)
,

750 < k ≤ 1 000

(58)

为比较三种稳定投影方法的耗时, 对拥有相同
个数的隐层神经元在不同学习次数时, 以及相同学
习次数而拥有不同个数的隐层神经元时分别进行了

实验比较. 该实验通过 Visual studio 2010 C++ 编
程, 在 PC 平台下 (2G 内存, Intel E6550 CPU) 运
行测试. 具体试验结果如表 4 所示 (表中的数据是经
过 10 次实验后取得的平均值). 其中 v 为隐层神经

元个数, r 为隐层神经元的阶次, n max 为最大训练
次数.

表 4 计算实验性能对比

Table 4 Computational performance comparison

神经网络配置
稳定投影方法 (s)

GP MDP PAP

v = 4, r = 2, n max = 500 2.217 2.374 2.254

v = 8, r = 2, n max = 500 3.977 4.011 3.591

v = 16, r = 2, n max = 500 6.914 6.923 6.717

v = 8, r = 2, n max = 5 000 40.233 40.245 39.142

v = 8, r = 2, n max = 10 000 79.312 78.272 78.092

从表 4 数据可以看出, 使用不同投影方法的
LRGF 神经网络的训练计算时间花费大概相同, 但
在训练次数较大时可以看出使用 PAP 方法所花费
的时间稍短. 从理论上分析得出的投影计算复杂度
知道, PAP 方法计算复杂度最小, 在隐层节点数为
4, 8, 16 时, 有大约 0.1∼ 0.2 秒的差别. 在学习次数
设定为 5 000 时运算时间有大约 1 秒的差别. 其次
是 GP 方法, 计算耗时最大的是 MDP 方法. 由于
使用 PAP 方法时所使用的局部动态神经网络与使
用 GP 和 MDP 方法的神经网络结构有所不同, 因
此它们的神经网络计算复杂度不同. 整体上讲, 本文
提出的 PAP 动态神经网络计算复杂度仍小于基于

GP 方法和MDP 方法的 LRGF 神经网络.

4.2 线性动态系统的逼近

为验证基于极点配置稳定的 LRGF 神经网络对
线性动态系统的学习逼近能力, 以及在逼近学习上
的可靠性和有效性, 这里分别使用基于 PAP 方法和
MDP 方法的 LRGF 神经网络对线性系统进行逼近
学习. 由于在文献 [14] 和文献 [20] 里已对 GP 方法
和 MDP 方法进行了详细的比较和分析, 验证了在
LRGF 神经网络中使用MDP 方法使得神经网络在
学习逼近以及收敛速度性能比使用 GP 方法更优越,
因此这里只对 PAP 方法和MDP 方法做比较仿真.
在该部分实验中, 使用第 4.1 节所采用的动态过程
模型来验证本文提出的稳定神经网络模型对线性动

态系统的逼近能力. 为测试神经网络在系统输出/输
入带有噪声时的逼近能力, 本部分所使用的动态过
程模型与第 4.1 节有所不同. 这里将系统的离散形
式的方程改为

y(k) = A1y(k − 1) + A2y(k − 2) +

B1 (u(k − 1) + e(k − 1)) +

B2 (u(k − 2) + e(k − 2)) (59)

上式中, e(k) ∈ [−0.2,+0.2] 为系统在 k 时刻的高

斯噪声. 其中 u(k) 仍使用式 (58) 生成的数据. 极点
配置稳定的 LRGF 神经网络的隐层神经元个数设定
为 4, 神经网络学习前的初始值设定为:

1) 每个动态神经元的 IIR 初始状态全部设置为
0;

2) 每个隐层神经元内的 βi 设置为 0;
3) 将隐层神经元内的实数极点 IIR 部分的极点

设定为 −0.2 和 +0.2;
4) 将隐层神经元内的共轭复数极点 IIR 部分的

极点设定为 0.1 ± 0.1 i;
5) 将隐层神经元的 IIR 输入权值系数设定为

[−0.5, +0.5] 里的随机数;
6) 将神经网络的所有权值设定为 [−0.1, +0.1]

里的随机数;
7) 设定神经网络内的所有激励函数的输入放大

系数为 1, 输入偏移为 0;
8) 投影参数 ψ 设定为 0.9, η 设定为 0.05.
实验结果如图 5 所示. 从图 5 可以看到, 采用

极点配置稳定的 LRGF 神经网络, 在线性动态系统
输入/输出携带噪声情况下仍能有效地进行逼近.
图 6 和图 7 分别为采用 PAP 法和MDP 法的

LRGF 神经网络的逼近误差平方和曲线. 由图 6 和
图 7 可看出, 使用 PAP 的神经网络学习收敛速度
更快. 使用 MDP 的 LRGF 神经网络在训练 50 次
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后才经过误差平方和从急剧下降到缓慢下降的拐点,
而采用 PAP 的 LRGF 神经网络在 10 次学习后就
已经经过了此拐点. 从图 7 的输出逼近效果可以看
出, 在输入信号带有噪声时, 原系统的输出噪声幅值
相对于神经网络输出的噪声幅值大, 所以极点配置
稳定神经网络在有效逼近原系统输出的同时, 又具
有抑制噪声的功能.

图 5 极点配置稳定的神经网络对线性动态

系统的逼近效果图

Fig. 5 The results of linear dynamic system modeled by

stable LRGF neural network with pole

assignment approach

图 6 极点配置稳定的神经网络学习线性动态系统

过程误差平方和曲线图

Fig. 6 The curve of sum-squared error between the linear

dynamic system and the stable LRGF neural

network with pole assignment approach

隐层神经元的切换开关权值学习结果如表 5 所
示. 由表 5 可以看出, 对于第一个隐层神经元, 实数
极点部分的输出权值为 1, 共轭复数极点 IIR 部分
的输出权值为 0, 即此神经元呈实数极点的特性; 对

于第二隐层神经元, 由于最终实数极点部分的输出
权值为 0, 而共轭复数极点 IIR 部分的输出权值为
1, 所以神经元呈共轭复数极点 IIR 的动态特性; 同
理对于第三隐层神经元, 神经元呈共轭复数极点 IIR
动态特性; 对于第四隐层神经元, 神经元呈实数极点
IIR 动态特性. 因此, 使用本文提出的具有开关权值
隐层神经元的神经网络和学习方法对线性动态系统

建模是有效的.

图 7 采用MDP 投影方法的 LRGF 动态神经网络学习

线性动态系统过程的误差平方和曲线图

Fig. 7 The curve of sum-squared error between the linear

dynamic system and the stable LRGF neural

network with MDP approach

表 5 隐层神经元实数极点 IIR 输出权值函数值

Table 5 The values of weight functions of IIR with real

pole in hidden neurons

隐层神经元 权值函数值

第一神经元 1

第二神经元 0

第三神经元 0

第四神经元 1

4.3 非线性动态系统的逼近

在非线性系统的逼近仿真试验里, 同样采用基
于 PAP 方法和MDP 方法的 LRGF 神经网络对动
态系统建模. 由于文献 [18] 和 [21] 里已经对 MDP
方法和 GP 方法做了详细的比较, 并验证了基于
MDP 方法的神经网络在学习逼近和收敛速度上优
于采用 GP 方法的神经网络. 因此, 这里仅对使用
PAP 方法和 MDP 方法的 LRGF 神经网络进行对
比. 本部分的非线性动态对象实验模型来自文献
[22], 其模型由以下差分方程表达:
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yp(k + 1) =
yp(k)yp(k − 1)yp(k − 2)u(k − 1) [yp(k − 2)− 1] + u(k)

1 + y2
p(k − 1) + y2

p(k − 2)
+ e(k) (60)

上式中, e(k) ∈ [−0.2,+0.2] 为系统在 k 时刻的高

斯噪声. 其中 u(k) 仍为式 (58) 生成的输入数据. 极
点配置稳定的 LRGF神经网络隐层神经元个数设为
4. 初始参数按照第 4.2 节设定的数据. 实验结果如
图 8∼ 10 所示.

图 8 极点配置稳定的神经网络学习非线性动态系统

过程误差平方和曲线图

Fig. 8 The curve of sum-squared error between the

non-linear dynamic system and the stable LRGF neural

network with pole assignment approach

图 9 极点配置稳定的神经网络对非线性

动态系统的逼近效果图

Fig. 9 The results of non-linear dynamic system modeled

by stable LRGF neural network with pole assignment

approach

从图 9 可以看到, 采用极点配置稳定的 LRGF
神经网络能有效逼近非线性动态系统的输出. 同样

根据图 8 和图 10 可知, 在非线性动态系统的逼近学
习过程中, 采用 PAP 的 LRGF 神经网络初始段学
习误差的下降速度比采用MDP 方法的 LRGF 神经
网络快. 虽然, 采用 PAP 的 LRGF 神经网络在第
15 次学习后下降速度有所变化, 但在学习结束后仍
然能够收敛到比较好的结果. 因此, 对这种非线性动
态系统, 采用 PAP 的 LRGF 神经网络仍然能够有
效地工作. 隐层神经元的实数极点 IIR 和共轭复数
极点 IIR 的输出权值学习结果如表 6 所示. 由表 6
可知, 对于式 (60) 所示的非线性动态系统, 神经网
络的所有隐层神经元呈共轭复数极点 IIR 的动态特
性, 而实数极点 IIR 输出权重全为 0.

图 10 采用MDP 投影方法的 LRGF 动态神经网络学习

非线性动态系统过程的误差平方和曲线图

Fig. 10 The curve of sum-squared error between the

non-linear dynamic system and the stable LRGF neural

network with MDP approach

表 6 神经元共轭复数极点 IIR 输出权值函数值

Table 6 The values of weight functions of IIR with

complex-conjugate poles in hidden neurons

隐层神经元 权值函数值

第一神经元 0

第二神经元 0

第三神经元 0

第四神经元 0

4.4 对直流电机转速控制系统的逼近

本小节利用Matlab + Simulink 对直流电机转
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速控制系统进行仿真, 并使用本文提出的基于极点
配置稳定的 LRGF 神经网络对控制系统逼近, 此外
还分别用文献 [19−20] 中的混合型递归神经网络和
全局递归网络对控制系统进行学习, 比较分析三种
动态神经网络的学习实验结果.
实验中直流电机的技术参数为:
1) 终端电阻: 2.06 ohms;
2) 终端电感: 0.000238H;
3) 反电动势常数: 60/(406× 2× π)V/rad;
4) 转矩常数: 0.0235 N·m/A;
5) 转子惯量: 1.07E−6 kg·m2;
6) 机械阻尼: 12E−7N·m·s/rad.
电机的转子和负载之间通过弹性连接器连接,

负载的惯量为 1/10.07E−6 kg·m2, 弹性连接器的弹
性系数为 100N/mm, 阻尼为 0.001N·m·s/rad. 采
用 PID 控制器控制电机的转速, 电机控制系统的输
入信号为

u(k) = 3 sin(2π × 1.7t) + 3 sin(2π × 1.1t− π

7
) +

3 sin(2π × 0.3t +
π

3
) (61)

极点配置稳定的神经网络的隐层神经元个数设

定为 4, 其初始参数取第 4.2 节中设定的数据. 对于
混合型递归神经网络[19], 同样设定神经网络的隐层
神经元个数为 4, 3 个专家模块, 学习速率按照实验
中的最佳效果设定, 为 0.01/T , T 为训练数据的样

本数. 而全局递归网络[20] 设定隐层神经元个数为 7,
根据实验的最佳效果设定学习速率为 0.001/T . 将
样本数据归一化后分别用这三种递归神经网络训练,
得到实验结果如图 11∼ 14.

图 11 基于极点配置的 LRGF 神经网络和混合递归

神经网络对直流电机控制系统的逼近效果图

Fig. 11 The results of DC motor control system

modeled by hybrid recurrent neural network and stable

LRGF neural network with pole assignment approach

图 12 基于极点配置稳定的 LRGF 神经网络和混合

递归神经网络学习过程误差平方和曲线图

Fig. 12 The curves of sum-squared error of the hybrid

recurrent neural network and the stable LRGF neural

network with pole assignment approach

图 13 基于极点配置稳定的 LRGF 神经网络和全局

递归神经网络对直流电机控制系统的逼近效果图

Fig. 13 The results of DC motor control system

modeled by global recurrent neural network and stable

LRGF neural network with pole assignment approach

实验中的三种神经网络的学习算法都是基于梯

度下降原理. 从图 11 可以看到, 无论是使用混合递
归神经网络[19] 还是使用极点配置稳定的 LRGF 神
经网络都能有效地逼近电机转速控制系统, 但在逼
近程度上, 采用极点配置稳定的 LRGF 神经网络更
好. 从图 12 可知, 在混合递归神经网络训练的初始
阶段, 平方和误差曲线有些抖动, 接着误差急剧减
小, 但总的来说, 其误差平方和几乎在整个学习过程
中都大于基于极点配置稳定的 LRGF 神经网络. 从
极点配置稳定的 LRGF 神经网络的误差曲线可以看
到, 由于采用新的神经元结构和极点配置投影技术,
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在对神经元极点直接配置的同时保证了神经网络在

整个学习过程中的稳定性, 因此使得神经网络的学
习误差曲线平滑, 收敛速度更快.

图 14 基于极点配置稳定的 LRGF 神经网络和全局

递归神经网络学习过程误差平方和曲线图

Fig. 14 The curves of sum-squared error of the global

recurrent neural network and the stable LRGF neural

network with pole assignment approach

全局递归神经网络[22] 对电机转速控制系统的

逼近效果如图 13. 使用文献 [20] 中的全局递归神经
网络能有效地逼近电机转速控制系统, 但在逼近程
度上, 极点配置稳定的 LRGF 神经网络较好. 在学
习过程中, 同混合递归神经网络类似, 初始阶段的误
差平方和曲线有较大波动 (如图 14). 采用极点配置
稳定的 LRGF神经网络较全局递归神经网络能更快
地收敛.

5 总结

本文提出了一种新的采用极点配置稳定的

LRGF 神经网络. 通过极点配置的方法对神经网
络隐层神经元内 IIR 的极点进行配置, 实现了对线
性系统和非线性系统的学习逼近功能. 由仿真实验
分析可以看到, 本文提出的神经网络在稳定投影方
法的计算复杂度上小于 GP 方法和 MDP 方法, 而
且在学习收敛速度上优于采用 MDP 投影方法的
LRGF 神经网络和其他一些递归神经网络[21−22].
此外, 采用 PAP 方法的 LRGF 神经网络在拥有学
习收敛速度快的同时, 学习逼近性能较好, 且还具有
稳定区域投影简单的优点. 而在 MDP 方法中, 需
要求带有多个约束条件的目标函数的最小值, 同时
还需解方程组, 若神经元 IIR 超过 2 阶则这种方法
在理论上求解过程太复杂. 本文提出的极点配置投
影方法由于其投影操作简单, 无需求解高阶方程, 因

此为拥有高阶动态神经元的 LRGF 神经网络的参
数稳定投影计算提供了一种新的解决方案. 对本文
提出的极点配置投影技术在拥有高阶动态神经元的

LRGF 神经网络里的应用将是下一步研究工作.
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