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基于局部相似性的复杂网络社区发现方法

刘 旭 1 易东云 1

摘 要 复杂网络是复杂系统的典型表现形式, 社区结构是复杂网络最重要的结构特征之一. 针对复杂网络的社区结构发现

问题, 本文提出一种新的局部相似性度量, 并结合层次聚类算法用于社区结构发现. 相对全局的相似性度量, 本文提出的相似

性度量具有较低的计算开销; 同时又能很好地刻画网络的结构特征, 克服了传统局部相似性度量在某些情形下对节点相似性

的低估倾向. 为了将局部相似性度量用于社区结构发现, 推广了传统的Ward 层次聚类算法, 使之适用于具有相似性度量的任

意对象, 并将其用于复杂网络社区结构发现. 在合成和真实世界的网络上进行了实验, 并与典型算法进行了比较, 实验结果表

明所提算法的可行性和有效性.
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Complex Network Community Detection by Local Similarity

LIU Xu1 YI Dong-Yun1

Abstract Complex networks are a typical form of representation of complex systems. Community structure is one of

the most important structural characteristics of complex networks. In this paper, we propose a new measurement of

similarity based on local structures for the purpose of detecting communities in complex networks. Compared to the

similarity measures based on the entire network, the proposed similarity measure requires less computation and produces

good descriptions of the structural characteristics of the networks. Meanwhile, it reverses the tendency of under-estimating

produced by some existing similarity measures based on local structures. To utilize our measurement of similarity to the

detection of community structures, we also generalize the Ward hierarchical clustering algorithm so that it is applicable

to any object that has similarity measurement. And as an application we particularly employ this algorithm to detect

community structures in complex networks. The proposed method is tested on both computer-generated and real-world

networks, and is compared with the typical algorithms in community detection. Experimental results verify and confirm

the feasibility and validity of the proposed method.

Key words Complex networks, community structure detection, similarity measurement, hierarchical clustering

复杂网络是复杂系统的重要表示形式之一, 已
成为计算机、物理、数学、生物、社会学及复杂性

科学等多学科的研究热点[1−3]. 通过将系统的组成
部分用网络顶点集合 V 描述, 各组成部分间复杂
关系用边集合 E 描述, 便得到系统的图或网络表
示[4]G = (V, E). 图或网络在数学表示方面并无实
质区别, 之所以采用网络的称谓是为了强调研究对
象的复杂特性或数据分析方面的特性. 例如科学家
合作网络[5−6] 中节点表示论文作者, 边表示合作关
系; 电子邮件网络[7] 中节点表示邮件地址, 边表示邮
件收发关系. 对复杂网络在各个领域的应用感兴趣
的读者可参考 Costa 的详尽综述[8].
一般将网络分为 4 种类型[2], 即信息网络、技术

网络、社会网络以及生物网络, 它们普遍存在着小
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世界 (Small world)[9−10]、无标度 (Scale free)[11] 等
宏观 (Macroscopic) 结构特征. 小世界特性是指网
络顶点间的平均最短路径相对网络的规律而言极小,
例如某欧洲运营商旗下的 450 多万个用户的手机通
讯网络的平均最短路径仅为 12.31[12], 任意两个用
户只需大约 12 次跳转就能联系到对方. 然而, 无论
仿真还是真实的动态扩散或搜索过程都显示小世界

网络同时具有速度慢的特性, 即网上的扩散或搜索
都未能有效利用网络的最短路径[13−14], 其中一个重
要的原因就是网络的社区结构[12].
社区结构是复杂网络的一种介于宏观和微观

之间的介观 (Mesoscopic) 结构特性[15−16], 它是网
络节点的一种组织方式, 使得社区内部节点间的
连接密度高于社区之间的连接密度[1,17]. 社会网
络[18−19] 具有典型的社区结构, 人们按照职业、兴
趣、居住地址等形成自然的团体, 团体内部成员拥
有密切的相互关系. 实际上, 在信息网络、技术网络
及生物网络中同样存在着社区结构[2,20], 它们和网
络的功能及动态过程如网络同步[21] 有着密切的联

系.
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社区结构发现就是辨识网络社区的过程, 它对
网络结构分析、功能演化及预测有重要的理论意义

和实用价值. 目前对于社区结构没有公认的明确定
义[20], 一个普遍接受的观点是社区内部节点拥有比
随机连接更高的连接密度, 其量化表示就是模块度
(Modularity)[22]. 以模块度为优化目标的社区发现
是最热门的社区发现方法之一, 但精确求解使模块
度最大的社区划分方式是 NP-完全问题[23]. 许多
启发式搜索算法被提了出来[24], 包括层次聚类 (Hi-
erarchical)、随机搜索[1]、极值优化[24]、旋转玻璃

(Spin-glass) 模型[25] 及矩阵谱分析[26−27] 等. 其中
层次聚类算法分为凝聚型 (Agglomerative) 和分裂
型 (Divisive) 两类, 凝聚型算法在初始时刻将每个
节点划分为一个单独的划分, 然后每次合并两个划
分; 分裂型算法在初始时刻将所有节点归入一个划
分, 然后每次将某个划分一分为二, 最后将模块度最
大的划分输出作为社区发现的结果. 分裂型算法以
逐步移除具有最大介数中心性 (Betweenness cen-
trality) 连接的 GN 算法[17, 28] 为代表, 凝聚型算法
以逐步合并使模块度增加最快的两个社区的 CNM
算法为代表[29]. 在一定的意义上, 社区发现就是将
距离较近或相似程度较高的点聚在一起的过程, 社
区内部节点具有较高的连接密度, 可以看作是彼此
距离较近或相似程度较高的一个判据. GN 算法的
邻近关系判断准则是基于全局性的介数中心性来进

行的, 因而具有很高的计算复杂度; CNM 算法的邻
近关系判断准则是基于局部性的连接来进行的, 因
而适宜处理规模较大的网络. 总体而言, CNM 算法
的局部判据过于粗糙, GN 算法的全部判据过于精
细. 因此, 本文提出一种介于二者之间的节点局部相
似性度量, 它对网络结构的描述能力较强, 同时又具
有相对简单的计算复杂度, 非常适合网络社区发现
任务.
本文的贡献有两个方面, 一是定义了一种新的

局部相似性度量, 拥有现存相似性度量不具备的良
好性质, 使之更适用于网络社区发现; 二是将Ward
聚类推广到任意具有相似性度量的抽象对象的聚类,
并将其用于网络社区结构发现.

通过对现有的网络节点局部相似性度量[30] 的

分析, 我们发现它们对有连接点对间的相似性度量
存在低估倾向, 在极端情况下甚至将两个有连接的
节点的相似度赋值为零. 因此, 这些度量适用于未
知链路预测[30], 但不适用于社区结构发现. 为此, 我
们从社区发现任务出发, 构造了一种新的局部相似
性度量, 它对有连接的点对给予较高的相似性度量.
此外, 它还对具有排他性的连接赋予较高的权重, 调
低连接数较多的节点对其邻居点的相似性度量的贡

献. 此外我们将欧氏空间的Ward 聚类算法推广到

所有具有两两距离或相似性度量的对象上来, 通过
网络节点的相似性度量定义了网络划分间的Ward
距离, 并通过Ward 聚类算法进行网络社区结构发
现. 在合成的网络和真实世界网络上进行的实验表
明, 本文算法能够接近或超过典型的社区结构发现
算法, 证实了所提相似性度量及聚类方法用于复杂
网络社区结构发现的可行性和有效性.

1 网络结构的局部相似性度量

设网络 G = (V, E) 具有 n 个节点和 m 条

边, 其顶点集为 V = {V1, · · · , Vn}, 边集合为
E = {Ej|Ej ∈ V × V, j = 1, · · · ,m}. 这里只
考虑简单网络, 即无向 (Undirected)、无权 (Un-
weighted) 网络, 其邻接矩阵 A 的元素取值为 0
或 1, Vi 与 Vj 有边相连时 Aij = 1, 否则 Aij = 0.
顶点集 V 的一个覆盖或划分是指 V 的一个分组

方式 C = {C1, · · · , Cc}, 使得任意 Vi ∈ V 都存

在唯一的一个 Ck ∈ C 包含 Vi, 且
⋃c

k=1 Ck = V ,
Ci

⋂
Cj = φ,∀i 6= j. 模块度 Q(C) 定义为[22, 28]

Q(C) =
1

2m

c∑
k=1

∑
Vi,Vj∈Ck

(
Aij − kikj

2m

)
(1)

其中, ki =
∑n

j=1 Aij 是 Vi 拥有的连接数目, c 是划

分 C 中的社区的数目.
模块度的作用有两个方面. 一方面, 用以评价划

分的好坏,对于给定网络的不同划分C(1) 和C(2),如
果 Q(C(1)) > Q(C(2)), 认为划分 C(1) 好于 C(2), 特
别地, 使得 Q(C) 取最大值的划分是网络 G 的最优

划分; 另一方面, 用于评价网络社区结构的强弱, 对
于不同的网络G1 和G2, 其最优划分为 CG1 及 CG2 ,
若 Q(CG1) > Q(CG2), 则认为网络 G1 的社区结构

强于 G2. 通常社区结构较明显的网络的模块度介于
0.3 ∼ 0.7 之间[28].

1.1 模块度与相似性度量

事实上, 通过模块度可定义 G 中任意两个

点的相似度, 将其相似度矩阵记为 SQ, 则 SQ
ij =

Aij− kikj

2m
. 当 Vi 和 Vj 没有边相连时Aij = 0, 一定

有SQ
ij < 0;当 Vi和 Vj 有边相连时,只要 kikj < 2m,

就有 SQ
ij > 0, 对于稀疏网络而言, kikj < 2m 是很

容易满足的条件. 因此, 模块度鼓励将相似度大的点
归入相同的划分, 将相似度小的点归入不同的划分.
CNM 算法等模块度优化算法相当于根据上述相似

度来进行社区结构发现, 每次合并相似度最大的两
个社区, 使得最终的社区划分中位于同一社区的顶
点相似性尽可能的大.

实际上, SQ 是一种较为粗糙的度量, 这可
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以从以下三个方面来理解. 首先, 按照模块度
相似性的定义, 每个点和自身的相似度为负, 即

SQ
ii = − k2

i

2m
< 0; 其次, 两个没有连接的顶点的

相似度仍然与它们的连接数有关, 即 SQ
ij = −kikj

2m
;

最后, 虽然考虑了参与相似度计算的两个点的除直
接连接外的连接信息, 相似度却与其具体连接方式
无关, 只与它们的乘积, 即 kikj 有关. 此外, 大多数
情况下, SQ 都不是一个稀疏矩阵, 这使得直接存储
SQ 代价极高, 不适宜处理大型网络.

鉴于 SQ 的上述缺陷, 我们需要寻找另外一种
相似性度量, 使之能够提供尽可能丰富的结构信息,
同时又不必有太高的计算复杂度.

1.2 局部相似性度量

Vi 的邻居点集记为 N(i), 即 N(i) = {Vj|Aij =
1}. Vi 的星型邻域子图记为 St(i), 它由 Vi 及其邻

居点集构成, 即 St(i) = {Vi}
⋃

N(i).
图 1 显示著名的空手道 (Karate) 俱乐部网

络[31], 它是社区发现算法的标准测试网络之一. 图
中用深色标记出了节点 18 的星型邻域子图 St(18),
它包含 4 个节点, 即 St(18) = {V18, V19, V21, V25};
右下角用深色标记了节点 6 和节点 7 的星型邻域子
图的并集 St(6)

⋃
St(7) = {V1, V5, V6, V7, V28, V33};

用正方形标记了它们的交集 St(6)
⋂

St(7) =
{V1, V6, V7, V33}.

图 1 Karate 网络中的星型邻域子图

Fig. 1 Star neighborhood subgraph in the

Karate network

不难看出, 集合 St(i)
⋂

St(j) 反映了 Vi 和 Vj

的联系紧密程度. 此外, 节点连接数越多, 它出现在
其余节点的星型邻域子图的次数也越多, 为相应点
对的相似性带来的信息量越小; 反之, 如果一个节点

只有少数的几个连接, 则为相应的点对带来的相似
性信息量越大. 基于上述考虑, 定义 Vi 和 Vj 的局部

相似性度量为

Sij =

∑
Ve∈St(i)

⋂
St(j)

1
ke

√ ∑
Ve∈St(i)

1
ke

√ ∑
Ve∈St(j)

1
ke

(2)

连接较多的节点拥有较多的邻居, 而式 (2) 中的分
母消除了这种尺度效应, 使得 Sij ∈ [ 0, 1]. Sij = 0
等价于节点 Vi 和 Vj 没有长度小于 3 的路径相连.
Sij = 1 有两种情况, 其中一种情况是节点 Vi 和自

身的相似度, 即 Sii = 1; 另外一种情况是 Aij = 1
且 ki = kj = 1, 即 Vi 和 Vj 相连且两个节点均只有

一个连接. 换言之, 式 (2) 对于具有排它性的连接给
予较高的权重, 如果两个节点间存在较多的连接, 但
若这些连接通过一个中介节点到达第三方节点的数

量越多, 单个这样的连接对上述节点相似性度量的
贡献就越少.
以 Karate 网络为例可以计算, St(6)

⋂
St(7) =

{V1, V6, V7, V33}, S6,7 = 0.76; St(18)
⋂

St(19) =
{V18, V19, V25}, S18,19 = 0.79, 显然 S18,19 > S6,7.
可以看出, 虽然 V6 和 V7 有较多的共同邻居, 但其邻
居有较多的连接, 如 V1 有多达 16 个连接, 因此对
V6 和 V7 相似性的贡献较小; V18 和 V19 有较少的

共同邻居, 但其邻居有较少的连接, V25 仅有 6 个连
接, 因此对 V18 和 V19 相似性的贡献较多, 最终导致
S18,19 > S6,7. Karate 网络的相似度矩阵如图 2 所
示, 黑色表示相似度为 1, 如对角线部分, 白色表示
相似度为 0, 0 ∼ 1 间的相似度用不同深度的灰色表
示. 沿着相似度矩阵的对角线, 我们可以看到 4 个较
为密集的非零矩阵块, 显示 Karate 网络的节点按照
局部相似性度量大概分成了 4 个不同的区域, 但彼
此间没有清晰的界限. 稍后我们将用层次聚类算法
定量地给出这 4 个社区的划分.

1.3 需要新的相似性指标的原因

网络节点的相似性度量已有较为系统的研

究[30], 大致分为两类: 即全局性相似性度量和局
部相似性度量. 由于下面将指出的原因, 它们均不适
合用于复杂网络的社区结构发现.
全局相似性度量有Katz指标[32]、LHN指标[33]

以及基于随机游走的平均通勤时间指标 (Average
commute time, ACT)[34] 等, 更多的全局相似性度
量可参考文献 [30], 其共同特点是利用网络的邻接
矩阵A 来计算任意两点的相似度. Katz 指标由矩阵
SKatz = (I − βA)−1 − I 来定义任意节点间的相似

度, 其中 0 < β < 1 是一个自由参数, 以保证矩阵逆
的存在性. LHN指标利用矩阵 SLHN = 2mλ1D

−1
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图 2 Karate 网络的相似度矩阵

Fig. 2 Similarity matrix for the Karate network

(
I − φA

λ1

)−1

D−1 来给出任意节点间相似度, 其

中 λ1 是邻接矩阵 A 的最大特征根, D =
diag{k1, · · · , kn} 是由节点连接数组成的对角矩阵,
0 < φ < 1 是一个自由参数, 以保证矩阵逆的存
在性. 根据随机游走理论, Vi 和 Vj 间的平均通勤

时间为[33] 2m(l+ii + l+jj − 2l+ij), 其中 l+ij 表示矩阵

L+ = (D − A)+ 的相应元素, Vi 和 Vj 的 ACT 相
似度定义为[34] SACT

ij = 1

l+ii+l+jj−2l+ij

, 基于 ACT 还可

进一步定义余弦相似性[30] Scos+
ij =

l+ij√
l+iil

+
jj

. 不难发

现, 全局相似性指标大多涉及矩阵求逆或矩阵特征
根运算, 具有较高的计算复杂度, 不适宜较大规模的
网络. 此外, Katz 指标和 LHN 指标引入的自由参
数是为了矩阵求逆, 而不是为了描述节点的相似性.

局部相似性度量有 Jaccard 指标[35]、Salton
指标[36]、资源分配 (Resource allocation, RA) 指
标等[37], 这里仅列举部分代表性度量, 详尽信息
可参考文献 [30], 其共同特点是利用节点的邻
域子图 N(i). Jaccard 指标定义节点 Vi 和 Vj

的相似性度量为[35] SJaccard
ij = |N(i)

⋂
N(j)|

|N(i)
⋃

N(j)| , 其中
| N(i) | 表示集合 N(i) 的元素个数. Salton 指
标定义[36]SSalton

ij = |N(i)
⋂

N(j)|√
kikj

. 资源分配指标定

义[37]SRA
ij =

∑
e∈N(i)

⋂
N(j)

1
ke

. 上述指标能够给
出尚未连接的节点间的相似度, 在链路预测 (Link
predication) 方面获得了有效的应用[30]. 不难发现,
局部相似性指标紧紧围绕节点的邻居节点来定义相

似度, 这里没有列出的局部相似性指标也有类似特
性[30].

由于 Vi 6∈ N(i), 因此上述局部相似性指标
对于本来就存在连接的节点的相似性有低估倾

向. 以图 1 所示 Karate 网络中的邻居节点 V18 和

V21 为例, 由于 N(18) = {V19, V21, V25}, N(21) =
{V3, V17, V18, V34}, 因此 N(18)

⋂
N(21) = φ,

| N(18)
⋂

N(21) |= 0, 于是 SJaccard
18,21 = SSalton

18,21 =
SRA

18,21 = 0. 两个相邻节点的相似度为 0. 因此,
上述指标对于链路预测可能合适, 但用于社区结构
发现则在相当大程度上是不恰当的. 因此, 我们需要
在相似性度量中引入星型邻域子图, 以修正对已存
在连接的低估倾向. 以上述点对为例, 本文提出的相
似性度量给出 S18,21 = 0.58, 给二者相似性以很高
的评价 (与其他点对相似性的比较见图 2).
从图 2 还可以看出, 相似度矩阵具有稀疏特性,

许多不具备直接连接的点对被赋予零相似度, 这在
大型网络中有更加显著的体现, 这是全局性相似性
度量无法做到的. 以模块度相似性为例, 任意两个

节点都具有非零相似性 Aij − kikj

2m
, Katz 指标等也

有类似倾向, 随着网络规模增大, 相似性矩阵快速膨
胀, 大大限制了能够处理的网络规模.

通过上面的讨论, 由于现有全局相似性度量有
较高计算复杂度以及局部相似性度量对直接连接点

对相似性的低估倾向, 使得二者均不适用于复杂网
络社区结构发现. 而本文提出的局部相似性度量具
有较低的计算开销, 同时也修正了传统相似性度量
的偏性, 因而较好地刻画了网络节点的相似性.

2 基于层次聚类的社区结构发现

我们采用与 CNM 算法类似的策略, 开始时刻
将每个节点归入单独的划分, 然后每次迭代时选择
相似性最大的两个划分进行合并, 直至形成一个单
一划分, 合并过程形成一个划分序列, 将模块度取值
最大的划分输出作为社区发现的结果.
上一节讨论的相似性指标 (2) 度量了节点间的

相似性, 它使得连接越多、连接的排它性越强的点对
具有较高的相似度, 可等价地认为相似性高的点对
具有较近的 “距离”, 这里的距离是指相似性指标的
一个减函数, 它甚至可以不必取值为正. 以下称相似
性指标的减函数为节点间的广义距离. 我们将在传
统的Ward 聚类[38] 的基础上, 通过将传统的欧氏距
离替换为广义距离进行社区结构发现.

2.1 Ward层层层次次次聚聚聚类类类

设 xxx1, · · · ,xxxn 是欧氏空间的 n 个数据, 层次聚
类时将其按照欧氏距离逐次合并, 最终形成聚类树
的一个过程. 初始时刻每个数据点单独作为一个划
分, 即 Ci = {xxxi}, i = 1, · · · , n, 每个划分的中心为
数据本身, 即 ccci = xxxi, i = 1, · · · , n. 聚类过程将逐
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步合并这些划分, 设待合并的划分为 Ci 和 Cj, 合并
形成的新划分记为 Ci

⋃
j, 其中心

ccci
⋃

j =
Niccci + Njcccj

Ni + Nj

(3)

其中, Ni = |Ci| 表示划分 Ci 中的数据个数. 每个
划分中的所有数据到其中心的距离反映了数据聚集

的紧密程度, 记

W (Ci, ccci) =
∑

xxxk∈Ci

d(xxxk, ccci) (4)

这里 d(·, ·) 是向量间的欧氏距离. 令 W (C,ccc) =∑c

k=1 W (Ck, ccck), 则 W (C,ccc) 的取值越小, 划分
C = {C1, · · · , Cc} 对数据 xxx1, · · · ,xxxn 的分割就越

有效. 在Ward 聚类合并划分的过程中, 总是选取使
得W (C,ccc) 增加最少的两个划分进行合并. 合并 Ci

和 Cj 为 Ci
⋃

j 得到的划分 C ′ 为将 Ci 和 Cj 从划

分 C 中减去, 替换为 Ci
⋃

j 的结果, 即

C ′ = C\{Ci, Cj}
⋃
{Ci

⋃
j}

则 W (C ′, ccc′) − W (C,ccc) = W (Ci
⋃

j, ccci
⋃

j) −
W (Ci, ccci)−W (Cj, cccj) 反映了 Ci 和 Cj 的距离, 称
为Ward 距离, 记为 dw(Ci, Cj). 它的一个等价表达
式为[38]

dw(Ci, Cj) =
NiNj

Ni + Nj

d(ccci, cccj) (5)

Ward 层次聚类就是每次合并Ward 距离最小
的两个划分, 并按照式 (3) 更新划分中心. 由于初始
时刻W (C,ccc) = 0, 每次合并W (C,ccc) 后的W (C,ccc)
取值都会增加 dw(Ci, Cj), 因此 W (C,ccc) 被形象地
称为聚类数的高度 (Height). 图 3 展示了采用上述
方法对 Karate 网络进行分析得到的聚类树, 每个节
点的纵坐标都反映了其左右子树对应的社区划分合

并后 W (C,ccc) 的取值, 其下竖线的高度值即其左右
子树对应划分的Ward 距离.

2.2 Ward聚类的推广

由于 Ward 聚类通过最小化数据划分间的
Ward 距离来聚类的, 如果能够直接获取 dij, 甚
至无需知道 xxxi 的具体取值. 这样, 聚类分析可以对
任何具有距离度量的对象进行, 无需限于欧氏空间
的数据. 在广义的Ward 聚类中, 只需知道 n 个抽

象对象 xxx1, · · · ,xxxn 的两两距离 dij, 并将划分 Ci 的

中心看作抽象的对象 ccci, 并按照

d(xxxj, ccci) =
1
Ni

∑
xxxk∈Ci

djk (6)

计算 cccj 和数据点 xxxi 的距离. 式 (5) 中 d(ccci, cccj) 如
下计算:

d(ccci, cccj) =
1

NiNj

∑
xxxk∈Ci,xxxl∈Cj

dkl (7)

图 3 Karate 网络聚类树状图

Fig. 3 Cluster dendrogram for the Karate network

聚类过程和欧氏空间数据聚类几乎一致, 初始
时刻将每个抽象对象视作一个划分, 然后逐次合并
Ward 距离最小的划分, 按照式 (3) 和式 (5) 更新
抽象划分中心及聚类树的高度, 涉及相应的距离计
算时用式 (6) 和式 (7) 替换, 合并完成时输出聚类
树. 图 3是将推广的Ward算法应用于Karate网络
的结果, 从中可以看出Ward 距离增加最快的位置
对应 4 个划分, 网络的模块度为 0.4111604, 已十分
接近旋转玻璃模型[25] 报告的最优结果 0.4197896.
采用广义距离的 Ward 聚类算法对距离的要求相
当宽松, 它甚至不要求 dij 取值范围为正数. 容易
看到, Ward 距离是对象间距离的线性组合, 将距
离矩阵整体平移后进行聚类完全不影响聚类的结

果. 例如取 da
ij = dij − a, 其中 a 为任意实数, 则

dwa(Ci, Cj) = dw(Ci, Cj) − a, 因此在层次聚类的
任意时刻, 所有划分间Ward 距离的序关系并未发
生改变, 我们将得到相同的聚类结果.

2.3 基于广义Ward聚类的社区结构发现

根据上一小节的分析, 只需提供网络节点间的
距离信息就可对其进行层次聚类, 然后在聚类树合
适的位置进行切割便可得到社区结构. 节点间的距
离可以取为相似性度量的单调减函数, 使得相似性
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越高的节点距离越近. 因此, 不妨令

Dij = 1−
√

Sij (8)

表示 Vi 和 Vj 间的距离. 根据前面的分析, 我们完全
可以取 Dij = −√

Sij 表示 Vi 和 Vj 的 “距离”, 对
社区发现的结果不会有任何影响. 这里将其变换为
正数, 只是为了符合距离的传统定义.
算法维持一个Ward 距离矩阵, 初始时刻其取

值由式 (8) 给出. 当合并 Ci 和 Cj 时, 为节约存储将
Cj 并入 Ci, 对 ∀k 6= i, k 6= j 更新矩阵 D 的 i 行如

下:

Dik =
(Ni + Nk)Dik + (Nj + Nk)Djk −NkDij

Ni + Nj + Nk

(9)
然后删除D 的 j 行和 j 列. 由于对称性矩阵D 的 i

列与其 i 行取值相同, 可不予存储. 将聚类过程中得
到的划分序列记为 C(n), C(n−1), · · · , C(1), 其中 C(k)

表示该划分将节点集合 V 分为 k 个子集合. 最后输
出使得模块度取值最大的划分 Cm 作为社区发现的

结果. 上述过程用伪码描述如下:
算法 1.
1) 初始化: C = {C1, · · · , Cn}, 其中 Ci =

{Vi}. Dij 按照式 (8) 初始化. C(n) ← C.

2) DO
3) 求矩阵 D 下三角部分最小值, 得 Dij =

minD.
4) for k = 1 : |C|
5) if k 6∈ {i, j}
6) if k < i

7) Dik ← (Ni+Nk)Dik+(Nj+Nk)Djk−NkDij

Ni+Nj+Nk
;

8) else
9) Dki ← (Ni+Nk)Dik+(Nj+Nk)Djk−NkDij

Ni+Nj+Nk
;

10) end if
11) end if
12) end for
13) C ← C \ {Ci, Cj}

⋃{Ci

⋃
Cj};

14) C(|C|) ← C;
15) 删除 D 的 j 行和 j 列;
16) UNTIL |C| = 1
17) C(tree) ← {C(n), · · · , C(1)};
18) Cm ← arg maxC∈C(tree) Q(C);
19) 返回 Cm 作为社区划分结果.
不难看出上述算法涉及矩阵循环, 因此具有的

复杂度为 O(n2), 慢于 CNM 的 O(nlog2n). GN 算
法的时间复杂度为 O(nm)[28], 由于网络的边数通常
大于顶点数, 即 m > n, 因此本文方法实际时间复
杂度低于 GN 算法. 注意到矩阵 S 的初始化只需每

个节点附近的局部搜索, 其实际执行速度明显快于

GN 算法.

3 实验

为了测试本文所提算法的性能, 我们利用计算
机合成网络和真实世界网络进行了社区发现实验.
合成网络按照已知的社区结构产生, 可以测试社区
发现算法得出的社区结构的有效性. 实验在一台配
置了 Intel i 5 430 M 2.27GHz CPU和 2GB DDR3
内存的笔记本上进行, 操作系统为Windows XP, 使
用 R 语言编程实现. 进行了与常见典型社区发现算
法的比较实验, 参与对比的算法包括:

1) CNM 算法[29]: 采用快速贪婪规则合并划
分得出社区结构, 是凝聚型算法的典型代表, 记为
Fastgreedy;

2) GN 算法[28]: 采用逐次移除介数中心性最大
边的方法得出社区划分, 是分裂型算法的典型代表,
记为 Betweenness;

3)标签传播算法 (Label propagation)[39]: 初始
时刻每个点都有唯一的标签, 然后按照随机顺序轮
询, 当前节点在其邻居中选择最流行的标签替换自
己原有标签, 若这样的标签有多个则随机地选择其
一. 它是线性时间复杂度算法的典型, 记为 Label;

4) 模块度矩阵谱聚类[26]: 以模块度矩阵最大特
征根的对应特征向量来逐次将网络节点进行二分,
是谱聚类的典型代表, 记为 Eigenvector;

5) 旋转玻璃模型[25]: 以 q-状态 Potts 模型来表
示网络节点, 相邻节点间存在相互作用, 这种作用决
定着系统的能量状态, 通过寻求该物理系统能量最
低的状态来进行社区结构发现. 它含有参数 q, 表
示算法允许的最大可能的社区数目, 默认取值为 25.
它是高精度复杂算法的典型, 记为 Spinglass;

6) 本文提出的基于局部相似性度量的社区结构
发现方法, 即算法 1, 记为 Similarity.

3.1 合成网络

我们采用 Newman 建议的社区发现基准测试
网络[40], 该网络有 128 个节点, 分为 4 组, 每组 32
个节点. 我们在每个节点随机生成 16 个连接, 其
中 zo 个连接组间节点, 剩下 16 − zo 个连接组内节

点. 令 zo ∈ {1, · · · , 12}, 当 zo = 1 时组内连接最
密集, 社区结构最明显; 当 zo = 12 时组内连接最稀
疏, 社区结构最模糊. 文献常常只考虑 zo ≤ 8 的情
形[1, 17, 28], 因为 zo = 8 时意味着每个点在组内外的
连接数相同. 实际上, 由于组内仅有 32 个点而组外
有 96 个点, 因此组内连接密度仍然高于组间连接.
因此, 我们报告了 zo ≤ 12 的情形, 当 zo = 12 时组
内连接和组间连接密度相同, 社区结构是最模糊的.

设原始的社区划分为 Co, 算法得出的社区划分



1526 自 动 化 学 报 37卷

为 Ce, 用归一化互信息 (Normalized mutual infor-
mation, NMI)[41] 来度量两个划分的差别. 其定义
为

NMI(Co, Ce) =
H(Co) + H(Ce)−H(Co, Ce)√

H(Co)H(Ce)
(10)

其中, H(C) 表示划分 C 的香农信息熵. 当 Ce 和原

始的社区划分 Co 完全一致时, NMI(Co, Ce) = 1;
当 Ce 和 Co 完全不同时, NMI(Co, Ce) = 0.

由于 Label 和 Spinglass 具有随机性, 因此我
们共进行了 10 次实验, 报告平均 NMI 取值. 为了
使实验可重复, 将随机数种子分别固定为 1, · · · , 10,
每次让 zo 从 1 变化到 12, 产生 12 个网络, 用不
同的方法进行社区结构发现, 实验结果见图 4. 当
zo ∈ {1, 2, 3, 4} 时 Similarity 和 Betweenness 都能
够完全恢复原始社区划分, NMI 取值为 1.0; 带有随
机性的 Spinglass 方法得到的 NMI 在 1.0 附近有极
小的波动; Fastgreedy 的表现稍差, 在 zo = 4 时得
到的 NMI 约为 0.979; Eigenvector 和 Label 的表
现较差, 在 zo = 4 时其NMI 分别为 0.939 和 0.910.
随着 zo 继续增大, 算法的表现逐渐下降, 下降最快
的是 Label, 当 zo = 5 时其 NMI 取值尚在 0.7 左
右, 但当 zo = 6 时其 NMI 急速下降到 0.317, 远远
落后于其他算法. 因此, Label 虽然有线性时间复杂
度, 但其高效率是以极大牺牲社区发现精度为代价
的. 从 zo = 7 开始, NMI 取值急速下降的有三个算
法, 分别是 Betweenness, Fastgreedy 及 Eigenvec-
tor, 这时只有 Spinglass 和 Similarity 具有高于 0.9
的 NMI 取值. 当 zo = 8 时, 每条连接以 50% 的概
率连接组间节点, 社区结构十分模糊, 但 Similarity
的 NMI 仍然为 0.757, 仅次于 Spinglass 的 NMI 取
值 0.974; Label 的 NMI 取值为 0.0, Betweenness
得到的NMI为 0.455, Fastgreedy以及Eigenvector
得到的 NMI 约为 0.6. 当 zo = 9 时, 仅 Spinglass
的 NMI 维持在 0.9 以上, 其余除 Label 外的所有
方法得到的 NMI 均为 0.3 左右. 当 zo 接近 12 时,
仅 Betweenness 和 Eigenvector 有较好表现, 得益
于其所采用的全局性度量, 其余方法的 NMI 均接近
0. 注意此时 Spinglass 并未从其极高的计算量获益,
它与 Fastgreedy 及 Similarity 等低计算量算法的
表现几乎相同. 整体上看, 当社区结构较为明显时,
Spinglass 和 Similarity 有最好的表现, 当社区结构
较为模糊时, Betweenness 和 Eigenvector 有较好的
表现. 但从计算复杂度来看, 除 Similarity 仅仅利用
网络的局部信息外, 其余三个表现较好的方法都利
用了网络的全局性信息, 具有较高的计算复杂度, 尤
其是 Betweenness 和 Spinglass, 其执行时间远远超
过 Similarity; Eigenvector 得益于只需要计算最大

特征根, 可以利用 ARPACK[42] 等线性代数软件包

加速, 其计算复杂度稍低.

图 4 算法精度比较

Fig. 4 Comparison of different algorithms

3.2 真实世界网络

社区发现的真正意义在于真实网络的社区结构

发现, 通过在合成的网络上验证我们方法的有效性,
还需要进一步在真实网络上测试算法的性能. 真实
网络的社区发现比合成网络更具有挑战性, 由于不
能预知其社区结构, 因此只能从其返回的社区划分
的模块度来进行比较.
我们使用的网络包括空手道俱乐部网

络 (Karate)[31]、 海 豚 网 络 (Dolphins)[43]、 爵
士 音 乐 家 合 作 网 络 (Jazz)[44]、 美 国 大 学 生
2000 赛季美式足球联赛网络 (Football)[17]、
美 国 航 空 网 络 (Us.air, http://vlado.fmf.uni-
lj.si/pub/networks/data/)、2004 年美国大选政治
博客网络 (Polblogs)[45]、拟南芥 (C. elegans) 新陈
代谢网络 (Cel)[46]、电子邮件网络 (Email)[7]、蛋白
质作用网络 (Ppi)[46] 以及网络科学家论文合作网
络 (Netscience)[5]. 为了使参与对比的方法可用,
部分网络在进行实验前进行了一定的处理. 其中
Netscience 和 Ppi 网络是不连通的, 因此取其最大
连通分支进行实验; Polblogs 网络是有向的, 实验时
并未对连接方向加以区分; Cel 网络是加权网络, 实
验时忽略了连接的权重; Football 网络存在少数重
复连接, 因为不同的球队在赛季中可能比赛多次, 实
验时忽略重复连接. 实验结果见表 1.

表 1第 1列展示了网络的基本统计数据, Nodes
对应网络的节点数, Edges 对应网络的连接数. 对
每种方法, 报告了其社区发现的模块度、社区数目
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及执行时间, 例如 Karate 网络用 Similarity 算法得
出的模块度为 0.41, 社区数为 4, 运行时间为 0.01
秒, 在表 1 中表示为 0.41/4/0.01 s. 考虑到 Spin-
glass 和 Betweenness 算法较高的复杂度对应着相
对较好的社区发现结果, 表 1 对每个网络将模块度
取值前两位用粗体强调, 以下称相应的算法取得领
先结果. 总体而言, Betweenness 和 Spinglass 取得
领先的次数最多, 分别达到 8 次和 9 次, 这得益于
它们的全局性度量. Betweenness 基于所有点对的
最短路径, Spingass 需要计算整个网络的最低能量
状态, 因此均具有极高的计算复杂度. Similarity 采
用局部相似性度量, 取得了 5 次领先, 尤其是在网
络Us.air的社区发现, Betweenness和 Spinglass均
给出了接近零的模块度, Similarity 仍然取得不错
的表现. Eigenvector 和 Label 相对来说表现最差,
Fastgreedy 相对较好, 有 4 次领先. 另外, 从社区
数目的角度, Betweenness 倾向于给出较多数目的
社区, 如将 Polblogs 网络分为 205 个网络, 显著高
于其余方法, Similarity 得出的社区数为 2, 但二者
的模块度取值非常接近. 从该网络的实际特征来说,
分为两个社区是合理的, 它对应 Polblogs 的两大阵
营, 即民族党支持者和自由党支持者[45]. 此外, 仅
Label给出较为接近的社区数, 其余方法给出的社区
数均在 10 个以上, 显示相应的方法有过拟合 (Over
fitting) 倾向. 运行时间方面, 随着网络节点和边的
增加, 各个算法的运行时间出现了显著的增长. 总的
看来, Fastgreedy 和 Label 比较适宜处理大型网络,
但 Label 获得的模块度得分偏低. Eigenvector 由于
采用了 ARPACK 加速特征根的计算[26, 42], 在处理
规模较大网络时消耗时间增加较慢. 但是, 我们可
以从表 1 看出, 该方法获得的模块度取值偏低, 其速
度的增加是以社区发现的性能为代价的. 消耗时间
最多的是 Similarity 和 Betwenness, 但 Similarity

在大部分网络上的时间消耗显著少于 Betweenness.
Betweenness 在 Ppi 和 Netscience 两个网络上的时
间消耗显著小于 Similarity, 一个可能的原因是这两
个网络在移除介数中心性较大的若干连接后迅速分

裂为较小的部分, 使得后续的全局介数中心性的计
算复杂度大为降低. 这点可以从网络的模块度取值
间接反映出来, 以 Netscience 为例, 除 Eigenvector
得出的模块度为 0.78 外, 其余方法得到的社区结
构的模块度取值均超过 0.8, 表明该网络的社区结
构非常显著. 此外, Spinglass 的运行时间随网络规
模的增大以较慢的速度增加, 一个重要的原因是其
预先设定了最大的可能社区数目 (在本文的实验中,
Spinglass 最大可能的社区数设为固定的 25. 如果
将 25 改为较大的数目, 将显著地增加其运行时间.
限于篇幅, 这里省略相应结果).

4 总结与展望

本文定义了一种新的网络节点相似性度量, 它
只用到网络节点的局部连接信息, 即星型邻域子图.
传统的全局性相似性度量, 如基于随机游走平均通
勤时间的相似性度量[34] 涉及矩阵求逆运算, 使得相
似性的计算具有很高的计算复杂度, 另一个全局性
度量 Kata[32] 指标涉及额外的人为参数, 这些特性
在本文的度量中都被成功地避免了. 传统的局部相
似性度量, 如 Jaccard 指标[35] 及资源分配指标[37]

等倾向于低估存有连接点对间的相似性, 因而适用
于链路预测[37] 但不适用于网络社区结构发现. 本文
提出的相似性指标很好地避免了上述问题, 是适于
进行社区结构发现的局部相似性指标.
通过对Ward 层次聚类算法的分析, 发现其优

化目标是待处理数据距离的线性函数, 进而提出将
聚类对象拓展到具有两两距离的抽象对象. 通过网
络节点相似性度量的减函数来定义节点间的广义距

表 1 各算法社区发现结果

Table 1 Community detected by different algorithms

Network Nodes/Edges Fastgreedy Betweenness Label Eigenvector Spinglass Similarity

Karate 34/78 0.38/3/0.00 s 0.40/5/0.01 s 0.37/3/0.00 s 0.38/5/0.00 s 0.42/4/1.02 s 0.41/4/0.01 s

Dolphins 62/159 0.50/4/0.00 s 0.52/5/0.05 s 0.51/4/0.00 s 0.49/6/0.02 s 0.53/5/1.42 s 0.52/4/0.04 s

Jazz 198/2 742 0.44/4/0.01 s 0.41/39/34.31 s 0.28/2/0.00 s 0.35/8/0.13 s 0.44/5/9.05 s 0.40/4/0.88 s

Football 115/613 0.55/6/0.00 s 0.60/10/0.94 s 0.58/12/0.00 s 0.45/13/0.04 s 0.60/10/1.59 0.60/10/0.22 s

Us.air 332/2 126 0.19/4/0.00 s 0.14/124/30.28 s 0.00/3/0.00 s 0.27/16/0.80 s 0.03/24/19.12 s 0.30/10/3.16 s

Polblogs 1 222/16 714 0.43/10/0.25 s 0.42/205/6 374 s 0.43/3/0.05 s 0.27/62/5.58 s 0.43/16/157.69 s 0.38/2/111.81 s

Cel 453/2 025 0.39/9/0.00 s 0.40/38/61.31 s 0.33/8/0.00 s 0.32/28/0.99 s 0.44/10/19.62 s 0.37/14/6.81 s

Email 1 133/5 451 0.49/16/0.06 s 0.53/61/838.03 s 0.01/4/0.02 s 0.42/45/2.32 s 0.58/12/76.62 s 0.45/16/122.69 s

Ppi 1 458/1 948 0.82/32/0.00 s 0.81/39/89.72 s 0.74/168/0.02 s 0.72/115/1.17 s 0.81/25/59.03 s 0.79/61/238.89 s

Netscience 379/914 0.84/19/0.00 s 0.84/18/1.95 s 0.81/38/0.00 s 0.78/33/0.54 s 0.84/21/11.65 s 0.82/17/3.92 s
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离, 设计了推广的Ward 层次聚类算法用于网络社
区结构发现. 该算法对距离度量的要求极低, 甚至不
要求距离必须取正值, 只需将 “距离” 取为节点相似
性度量的单调减函数即可. 此外, 对于具有稀疏特性
的网络, 本文提出的相似度矩阵也是稀疏的, 可仅存
储非零元素以减少内存消耗.
这里提出的相似性度量还可从更多的角度服务

于网络数据分析. 例如可以考虑对相似性度量矩阵
S 的谱分析, 考察它对于揭示网络结构的作用, 矩阵
S 也许是现有 5 种谱分析矩阵[27] 的有力竞争者. 另
外, 由于本文在Ward 聚类中采用矩阵的存储方法,
难以适用于大型网络, 进一步可以考虑在Ward 聚
类中的 S 矩阵改用高效的数据结构如堆 (Heap)[29]

来存储, 取代本文采用的矩阵存储方式, 然后探索基
于堆结构的社区结构发现方法. 堆结构使得矩阵最
大值查询为常数时间, 矩阵元素更新或删除为对数
时间, 从而将算法的执行效率提高到 O(nlog2n)[29],
使之更加适合处理大型网络.
此外, 本文主要关注基于网络顶点相似性的聚

类. 最近的研究表明, 基于边的分析同样可以揭示网
络的社区结构[47]. 基于边的聚类允许网络的顶点属
于多个社区, 形成所谓的有重叠 (Overlapping) 的
社区结构[48], 这也将是我们未来可能的工作方向.
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